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基于卷积神经网络车型分类的研究

晏世武， 罗金良， 严　 庆
（南华大学 机械工程学院， 湖南 衡阳 ４２１００１）

摘　 要： 自 ＩＬＳＶＲＣ 大赛以来，卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）得到了迅速发展，众多学者将该技术用于

图像的分类领域。 车型分类是图像分类任务之一，在交通安全中具有很大的作用，因此使用 ＣＮＮ 构建高效车型分类模型也

越来越重要。 为快速训练出高效的车型分类模型，首先使用迁移学习来训练本文的原始车型数据，其中 ＩｎｃｅｐｔｉｏｎＶ３ 模型精度

最高，约 ８５．９１％。 然而这些模型结构网络层次大多太深，且无法直接用于工程实践。 因此，为了训练出精简且高效的模型结

构，本文从 ＣＮＮ 的基本概念出发，构建由卷积层、批规范层（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）、池化层、Ｄｒｏｐｏｕｔ 层、全连接层和 ｓｏｆｔ⁃
ｍａｘ 层所组成的模型结构，使用带有约束权重的 Ｌ２ 作为损失函数，并通过 Ａｄａｍ 优化算法对模型参数进行更新，又通过逐步

增加卷积层数和调整全连接层神经元个数的方法，对数据增强过的车型数据进行训练和测试，结果表明卷积层数为 ４ 和全连

接层神经元个数为 ２５６ 的模型结构的精度最好，约 ８５．１５％，较浅层次的网络达到了深层网络的性能。
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０　 引　 言

车型分类［１］主要研究车辆的结构化信息，能够

根据车型、车身颜色、车身标志性文字或字母等特征

对车辆进行分类，是智能交通系统中的重要功能。
但车型分类易受到光照、天气、拍摄角度等因素的影

响，面临着很大的挑战，长期以来即已成为了国内外

学者研究的热点。
自从 ＡｌｅｘＮｅｔ［２］ 赢得了 ２０１２ 的 ＩＬＳＶＲＣ（Ｌａｒｇｅ

Ｖｉｓｕａｌ Ｒｅｃｏｇｎｉｔｉｏｎ Ｃｈａｌｌｅｎｇｅ）竞赛以来，ＣＮＮ［３－５］ 现

已广泛用于视觉图像的分类任务中，并取得了较传

统人工选取特征基础上的更加准确分类效果。 目前

研究中，ＣＮＮ 网络层次在不断增加，参数规模也越

来越大，这就极大地增加了人工成本，并且参数规模

过大还将影响该模型在实践中的可行性。 因此，为
了使用较少的数据和快速训练更深的模型，学者们

开始使用迁移学习来搭建分类器，然而，迁移学习却

会降低特定分类任务准确率，而重新训练深层次的

网络模型的所有参数则需要高性能计算机的技术支

持。 基于此，为了训练出高精度的结构简单的车型

分类模型，本文拟从 ＣＮＮ 的基本概念出发，设计研

发最符合车型分类的结构简单的分类器。 有针对性

地，本文的研究工作可简述如下。
（１）为了测试收集数据是否可以用于训练，使

用迁移模型，再用 ＩｍａｇｅＮｅｔ［６］ 数据集训练好的深层



次的模型进行训练，观察测试集的准确率。
（２）为了解决数据样本过少的问题，对原始数

据进行数据增强研究。
（３）构建了网络的卷积层、ＢＮ 层、池化层和全

连接层，通过调整卷积层数和全连接层神经元个数

来构造出针对本文车型数据集最好的网络结构。
（４）使用增强的数据去训练设计的网络结构，

并检测数据的准确率。
１　 实验

本次研究中，采用迁移学习来检测经典图像分

类模型在本文数据集上的仿真性能，并设计构建卷

积网络结构进行训练，旨在达到使用较浅层次的网

络结构也能获得较深网络层次的结果性能的目的。
１．１　 基本的网络结构

为了使得较浅层次的车型分类 ＣＮＮ 模型的精

度也能媲美深层次的 ＣＮＮ 迁移模型的车型分类精

度，本文从 ＣＮＮ 的概念出发，重新设计 ＣＮＮ 车型分

类模型。 将指定图像作为 ＣＮＮ 模型的输入，依次经

过卷积层、ＢＮ［７］、Ｒｅｌｕ、ｍａｘ＿ｐｏｏｌ、ｄｒｏｐｏｕｔ［８］、Ｆｃ，综上

处理后输出经过 Ｓｏｆｔｍａｘ 激活进行概率空间映射，
最终输出每种车型的置信度，概率越大说明该输入

的图像数据属于对应车型的可能性越大。 本文则以

４ 层卷积层为例，研发得出的基本 ＣＮＮ 结构如图 １
所示。
１．２　 实验数据

本文原始数据来自于 ＩｍａｇｅＮｅｔ 大型数据库中

１１ 种车型数据图像，由于 ＩｍａｇｅＮｅｔ 数据收集的年份

较早，导致一些车型图像模糊，迹近无法辨认，本文

剔除一些无法用于训练的车型图像，又考虑到 ＣＮＮ
需要高清的图片作为训练的依据，因此本文从网络

上下载近原始数据五分之一的高清图片加入到网络

模型的训练和测试中。 各种车型数量见表 １。 由

表 １可知，总共有 ７ １９４ 张图片。
　 　 根据 ＣＮＮ 对数据数量的要求，本文搜集的图像

数量是不够的，因此就要用到数据增强技术。 数据

增强是一种能够对原始图像进行翻转、旋转、缩放、
裁剪、平移等图像操作使图像数量增多的技术。 考

虑车辆在道路上行驶的实际状态，本文采用平移、小
角度旋转、水平翻转三种操作来进行数据增强，操作

示例如图 ２ 所示。 使用数据增强技术后图片的数目

即从 ７ １９４ 张增加到 ３７ ８６４ 张，本文选取每一类的

前 １１ 张图片进行展示，如图 ３ 所示。
　 　 在 ＣＮＮ 模型中，通常将原始数据划分为训练集

和测试集。 其中，训练集用于模型的训练，测试集用

于模型性能的检测。 对于百万级别的数据量，ＣＮＮ
采用 ９９：１ 的方式划分训练集和测试集，而对于万级

别的数据量，采用 ４：１ 的方式划分，即每一类的 ８０％
的图片作为训练集训练模型，每一类的 ２０％的图片

作为测试集检测模型的性能。
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图1四层卷积层的CNN结构

Fig.1TheCNNstructureoffourlayers

表 １　 各种车辆的图片数量

Ｔａｂ． １　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｋｉｎｄｓ ｏｆ ｐｉｃｔｕｒｅｓ

车型 数量 ／ 张

ａｍｂｕｌａｎｃｅ ７５６

ｂｕｓ ９３９
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图2数据增强示例
Fig.2Dataaugumentaion

(a)原始图像 (b)水平操作
(a)Theoriginalimage(b)Horizontaloperation

(c)旋转操作 (d)翻转操作
(c)Rotatedoperation (d)Flippedoperation

图3数据展示

Fig.3Datashow
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truck

　 　 本文车型分类模型是在 Ｇｏｏｇｌｅ 的 Ｔｅｎｓｏｒｆｌｏｗ 平

台上搭建的。 Ｔｅｎｓｏｒｆｌｏｗ 是一个可广泛用于机器学

习和深度学习，并且基于数据流编程的数学符号系

统，在该平台上能够快速搭建 ＣＮＮ 模型。 ＣＮＮ 需

要 Ｎｖｉｄｉａ 显卡来加速训练，本文实验中的计算机采

用 Ｗｉｎｄｏｗｓ １０ Ｅｎｔｅｒｐｒｉｓｅ ６４ 位系统，其硬件配置见

表 ２。
表 ２　 实验用计算机配置参数

Ｔａｂ． ２　 Ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ ｃｏｍｐｕｔｅｒ

硬件 型号

处理器 ＡＭＤ Ｒｙｚｅｎ ５ ２６００Ｘ 六核

内存（１６ Ｇ） 威刚 ＤＤＲ４ ２ ６６７ ＭＨｚ

主硬盘 ＮＶＭｅ ＳＳＤＰＥＫＫＷ２５

显卡 Ｎｖｉｄｉａ ＧｅＦｏｒｃｅ ＧＴＸ １０６０ ６ ＧＢ

２　 结果及分析

２．１　 迁移学习

为快速训练模型，研究中使用迁移模型来训练

原始数据。 迁移学习通过固定已经学习好的参数和

改变想要学习的网络层，快速训练出针对特定任务

的网络模型。 本文中的迁移学习共同参数见表 ３。

本文选用 ３ 个较深层次的 ＣＮＮ 模型， 分别是

ＶＧＧ１６、ＩｎｃｅｐｔｉｏｎＶ３ 和 ＲｅｓＮｅｔ５０。 这 ３ 个网络在测

试集上的准确率见表 ４。
表 ３　 迁移学习共同参数

Ｔａｂ． ３　 Ｔｈｅ ｃｏｍｍｏｎ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ

参数名称 参数值

批量大小（ｂａｔｃｈ＿ｓｉｚｅ） ３２

学习率（ｌｅａｒｎｉｎｇ＿ｒａｔｅ） ０．００１

正则化参数（ｗｅｉｇｈｔ＿ｄｅｃａｙ） ０．０００ ０４

训练步数（ｍａｘ＿ｎｕｍｂｅｒ＿ｏｆ＿ｓｔｅｐｓ） １０ ０００

优化器（ｏｐｔｉｍｉｚｅｒ） Ａｄａｍ

表 ４　 ３ 种迁移模型下测试集的准确率

Ｔａｂ． ４　 Ｔｈｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ｔｈｒｅｅ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ

网络模型名称 测试集上的准确率 ／ ％

ＶＧＧ１６［９］ ７７．７０

ＩｎｃｅｐｔｉｏｎＶ３［１０］ ８５．９１

ＲｅｓＮｅｔ＿５０［１１］ ６３．１６

　 　 由表 ４ 分析可知，在 ３ 种网络上训练一万次，训
练集上的损失值已经很小并趋于稳定，训练集的准

确率非常高，而在测试集上的表现差强人意，说明模

型已经出现了过拟合。 在 ３ 个模型中，性能表现最

好的是 ＩｎｃｅｐｔｉｏｎＶ３，这与其网络模型的卷积核大小

有关，ＩｎｃｅｐｔｉｏｎＶ３ 采用 ３ 种不同的卷积核，能够得到

传入网络结构图片不同大小的感受野，在最后的卷

积层中也拼接了不同尺度的特征；而对于车型中的

警车、救火车和出租车来说，其分类关键点在于对车

顶闪亮标志的识别和车身上文字与字母的不同，警
车与出租车的不同在于车顶上有红蓝闪烁灯，出租

车顶上的是“ＴＡＸＩ”闪烁字样；警车与救护车的不同

在于车身上有“ＰＯＬＩＣＥ”的标识，而救护车车身上有

“ＡＭＢＵＬＡＮＣＥ”标识，类似这种细粒度的图像识别

采用不同大小的卷积核能取得更好的结果。
２．２　 模型训练

迁移学习能够快速训练出针对特定任务的模型

结构，但是在测试集的准确率上还不能达到工程实

践的要求。 为满足高准确率的网络模型，需要对特

定任务重新训练所有层的参数，然而较深层次的卷

积模型结构需要非常大的数据量和高性能显卡来加

速训练，并且不能很好地应用于实践。 为此，本文从

ＣＮＮ 的基本概念出发，设计较浅不同层数的模型结

构来训练模型，并且对原始数据进行增强以达到

ＣＮＮ 训练的大数据量的要求，不同层数的模型结构
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的共同参数详见表 ５。
表 ５　 不同卷积层数的共同参数

Ｔａｂ． ５　 Ｔｈｅ ｃｏｍｍｏｎ ｐａｒａｍｅｔｅｒｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒｓ

参数名称 参数值

批量大小（ｂａｔｃｈ＿ｓｉｚｅ） １６
学习率（ｌｅａｒｎｉｎｇ＿ｒａｔｅ） ０．０００ １

训练步数（ｍａｘ＿ｎｕｍｂｅｒ＿ｏｆ＿ｓｔｅｐｓ） １００ ０００
优化器（ｏｐｔｉｍｉｚｅｒ） Ａｄａｍ

全连接层神经元个数 １ ０２４

　 　 不同卷积层层数模型都采用（３，３）大小的卷积

核来进行卷积，其测试效果见表 ６。
表 ６　 不同卷积层数下数据集的准确率

Ｔａｂ． ６　 Ｔｈｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒｓ ｉｎ ｄａｔａｓｅｔ

卷积层数 准确率 ／ ％

３ ７７．６９
４ ８４．４５
５ ８０．１６

　 　 本实验分别采用卷积层数为 ３、４ 和 ５ 的网络模

型来训练增强的数据，其网络模型都出现过拟合现

象，表现较好的是卷积层数为 ４ 的网络模型。 为了

说明对于本文车型数据来说，卷积核大小为 ３×３ 的

卷积层不断堆砌易造成模型的过拟合，本文又进行

了 ＡｌｅｘＮｅｔ 和 ＶＧＧ１６ 的实验，实验结果见表 ７。
表 ７　 ＡｌｅｘＮｅｔ 和 ＶＧＧ１６ 训练模型精度

Ｔａｂ． ７　 Ｔｈｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ＡｌｅｘＮｅｔ ａｎｄ ＶＧＧ１６

模型 准确率 ／ ％

ＡｌｅｘＮｅｔ ７９．７１
ＶＧＧ１６ ７７．７０

　 　 ＡｌｅｘＮｅｔ 和 ＶＧＧ１６ 都是经典的 ＣＮＮ 结构，其中

ＡｌｅｘＮｅｔ 卷积深度为 ５，ＶＧＧ１６ 的卷积深度为 １３，然
而这两种模型的精度较卷积层数为 ４ 的模型低，这
是由于模型过拟合造成的，因此对于本文数据来说，
卷积层数为 ４ 的模型较为合适。

为进一步降低过拟合现象，需要减少卷积层数

为 ４ 中的全连接层的神经元个数重新训练模型来增

强模型的鲁棒性，其测试效果见表 ８。 当全连接层

的神经元个数为 ２５６ 时，在神经元个数为 １ ０２４ 的

模型上其精度增加了约 ０．７％，说明调整神经元个数

可以减轻模型的过拟合问题。
表 ８　 不同神经元个数下测试数据的准确率

Ｔａｂ． ８　 Ｔｈｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ｄａｔａｓｅｔ ｉｎ ｄｉｆｆｅｒｅｎｔ ｎｅｕｒｏｎｓ

全连接层神经元个数 准确率 ／ ％

５１２ ８３．６８
２５６ ８５．１５
１２８ ７７．９７

３　 结束语

（１）从深度学习的角度出发，快速探究了 ＣＮＮ

在车型分类中的应用，使用迁移学习对本文的车型

原始 数 据 集 进 行 简 单 的 训 练 并 测 试， 在 使 用

ＩｎｃｅｐｔｉｏｎＶ３、ＲｅｓＮｅｔ５０ 和 ＶＧＧ１６ 三种模型进行训练

和测试时，发现 ＩｎｃｅｐｔｉｏｎＶ３ 模型结构对车型分类的

结果表现最好，其测试集的准确率达到 ８５．９１％。
（２） 从 ＣＮＮ 基本概念出发，探究卷积层数对车

型分类精度的影响，通过分析经典的 ＣＮＮ 的模型结

构，设计了本文的基本卷积神经网络结构。 本文的

ＣＮＮ 结构由卷积层、 ＢＮ 层、最大池化层、Ｄｒｏｐｏｕｔ
层、全连接层和 ｓｏｆｔｍａｘ 层所组成，使用带有约束权

重的 Ｌ２ 作为损失函数，并使用 Ａｄａｍ 优化算法对模

型参数进行更新。 测试结果表明对于本文的车型数

据集，卷积层数为 ４ 且全连接层的神经元个数为

２５６ 的模型结构的精度表现得较好，最终的平均精

度为８５．１５％，能达到使用 ＩｎｃｅｐｔｉｏｎＶ３ 迁移学习训练

的效果，即较浅网络结构在特定数据集能与较深结

构相媲美。
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