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摘　 要： 针对现有图像语义理解模型存在描述不充分以及视觉属性冗余的问题，提出了一种带有视觉三元组标签且能够挖掘

潜在信息的图像语义理解模型 ＶＴ－ＢＬＳＴＭ。 首先，使用卷积神经网络提取图像的全局特征和视觉三元组标签；其次，构建双

向长短期神经网络，并利用改进的双注意力模型分别获得动态视觉特征和动态文本特征，融合该两者特征得到视觉语义上下

文；最后，融合视觉语义上下文、视觉三元组和神经网络隐含层特征，比较前向和后向长短期神经网络的输出结果，得到对应

时刻的单词。 在 Ｆｌｉｃｋｒ８Ｋ 和 Ｆｌｉｃｋｒ３０Ｋ 数据集上的实验结果表明，本文提出的双注意力模型 ＶＴ－ＢＬＳＴＭ 能够自主地选择文

本特征和视觉特征参与生成单词的比例，并且结合历史时刻和未来时刻获得更丰富的视觉信息，在少量视觉属性的前提下也

能生成质量较高的句子，并在多个统计指标上超过同类其他方法。
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０　 引　 言

图像语义理解融合了计算机视觉与自然语言处

理两个方向，是利用人工智能算法解决多模态、跨领

域问题的典型代表。 通过计算机实现图像语义理

解，再通过语音播报系统传送语义信息，不仅能够帮

助视觉障碍者获取图像信息，而且能辅助驾驶，便利

人们的日常生活。 另外，图像语义理解的研究成果

可用于图像检索、智能儿童早教机、智能机器人等方

面［１－２０］，具有较为广泛的应用前景和现实意义。
随着深度学习的发展，人们提出了基于编码－

解码的图像语义理解模型［５－１９］，这种模型通常采用

卷积神经网络（Ｃｏｎｖｅｎｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ＣＮＮ）
提取图像特征，再通过循环神经网络 （ Ｒｅｃｕｒｒｅｎｔ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ） 构建语言模型生成文本。
Ｖｉｎｙａｌｓ 等人［７］ 提出了 ＮＩＣ 模型，该模型在 ｍ －
ＲＮＮ［５］的基础上将 ＲＮＮ 部分替换成性能更好的长

短期记忆网络（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ），并
且图像的特征只在 ＬＳＴＭ 的第一个时刻输入。 这种

改进不仅能够减少模型参数，而且还能够解决神经

网络训练中的梯度消失和梯度爆炸问题。



单纯的编码－解码模型不能很好地解释生成的

单词与图像中对象的位置关系，因此基于注意力机

制的图像语义理解模型随之产生。 Ｋｅｌｖｉｎ 等人［８］首

次将注意力机制引入图像语义理解模型，提出了

ｓｏｆｔ－Ａｔｔｅｎｔｉｏｎ 和 ｈａｒｄ－Ａｔｔｅｎｔｉｏｎ，并取得了较大的成

果，为后续注意力的发展提供了基础。 Ｑｕ 等人［９］使

用 ＣＮＮ 提取了更加丰富的特征，如颜色，轮廓等，并
且将这些额外的视觉特征加入注意力机制中，使得

生成的描述更加准确。 Ｃｈｅｎ 等人［１０］ 提出的 ＳＣＡ－
ＣＮＮ 模型不仅考虑图像平面中物体的位置，而且将

提取到的图像特征通道信息也加入其中，并且验证

了先使用空间信息再使用通道信息的模型效果更

好。 Ｍａｒｃｅｌｌａ 等人［１１］提出了一种结合显著图和上下

文的注意力机制，并且验证了显著图在生成文本中

的重要性。 吕凡等人［１２］引入注意力反馈机制，不断

强化图像与文本的匹配关系，在一定程度上解决了

注意力分散的问题。 Ｊｉａｎｇ 等人［１３］ 改进了 ＬＳＴＭ 的

内部结构，分别在输入门和输出门中增加存储单元，
使得 ＬＳＴＭ 单元在必要的时候能够读取这些之前没

有计算到网络中信息。 此外，该模型还将前一时刻

的 ａｔｔｅｎｔｉｏｎ 信息引入下一时刻，解决了模型重复关

注的问题。
为了解决传统编码－解码可能出现预测物体不

正确的问题，Ｙｏｕ 等人［１４］ 首次提出了基于属性预测

的图像语义理解模型，即首先使用多标签分类获取

图像的视觉属性，再结合视觉属性和图像特征生成

文本。 随后，Ｚｈｅ 等人［１５］ 基于标签检测提出了 ＳＣＮ
－ＬＳＴＭ 模型，该模型中 ＬＳＴＭ 每个时刻的权值矩阵

被扩展为一个与标签相关的权值矩阵的集合，根据

标签与图像的相关性来决策生成的单词。 这种模型

在语言概念被修改时，仍然能够生成正确且流畅的

句子，但是整个模型的参数会随着标签数量的增大

而增加，训练十分困难。 Ｚｈａｏ 等人［１６］提出了一种多

模型融合的图像语义理解方法，采用 ＣＮＮ 提取图像

的全局特征与图像的视觉属性，在 ＬＳＴＭ 的 ０ 时刻

输入全局特征向量，在后续的每个时刻均输入前一

时刻产生的单词编码向量、图像的视觉属性与时变

的语句特征向量。 这种方法解决了因时间的推移造

成的信息丢失问题，但存在大量冗余信息。 Ｈｅ 等

人［１７］提出了一种融合视觉属性和注意力机制的图

像语义理解模型，使用 ＤｅｎｓｅＮｅｔ 提取图像的全局特

征和视觉属性，并且将 ＤｅｎｓｅＮｅｔ 网络的参数共享到

注意力模块以及文本生成模块，该模型增强了属性

预测模块与文本生成模块的关系，减小了模型的复

杂度。
现有的研究成果表明，基于注意力机制的方法

和基于属性预测的方法均能提高模型的预测效果。
但现有的注意力模型只关注图像特征而没有考虑到

之前生成的文本，也没有考虑前后注意力区域之间

的联系，并且多采用单向 ＬＳＴＭ，不能很好地结合未

来的信息生成文本。 此外，基于属性预测的方法均

采用 ＣＮＮ 进行多标签分类，选取概率最大的 Ｋ 个属

性标签作为生成文本的前提，这种方法能够获得丰

富的视觉信息但存在大量冗余信息。
为了解决上述问题，本文提出了一种带有视觉

属性三元组且能够挖掘潜在信息的图像语义理解模

型 ＶＴ－ＢＬＳＴＭ（Ｖｉｓｕａｌ－ｔｅｘｔ Ｂｉ－ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ
－Ｔｅｒｍ Ｍｅｍｏｒｙ）。 该算法使用 ＶＧＧ１９ 的卷积层提

取图像的全局特征，并且为每个图像选定＜物体，动
作，场景＞三元组，训练多标签分类模型得到每张图

像的属性三元组信息，减少额外视觉属性的引入。
其次，构建双向 ＬＳＴＭ 神经网络，在传统视觉注意力

的基础上，加入文本注意力机制，通过变量b控制当

前输入单词参与生成文本的比例，决定此时生成的

单词更多地依靠图像视觉信息还是之前生成的文

本，得到视觉语义上下文。 另外，视觉注意力模型的

输入向量在原有基础上扩展一个上一时刻注意力模

型的中间状态，使得模型在选择关注区域时充分考

虑历史信息。 最后，融合视觉三元组属性、视觉语义

上下文和 ＬＳＴＭ 隐含层特征，预测文本信息。 经过实

验研究证明，本文提出的 ＶＴ－ＢＬＳＴＭ 模型不仅引入

未来信息，改善了单向 ＬＳＴＭ 生成文本仅依靠之前生

成单词的缺陷，使之生成更加丰富、更符合图像的描

述，而且考虑之前关注的区域，增强了前后时刻关注

区域的联系。 同时，解决了视觉属性冗余的问题，在
不降低模型正确率的同时减小了模型的复杂度。
１　 基于注意力机制的图像语义理解模型 ＶＴ－ＢＬＳＴＭ
１．１　 ＶＴ－ＢＬＳＴＭ 模型整体框架

本文提出的基于视觉注意力的图像语义理解模

型 ＶＴ－ＢＬＳＴＭ 包括图像视觉概念提取模块、视觉语

义上下文提取模块和文本生成模块三个部分，如图

１ 所示。 视觉概念提取模块使用 ＶＧＧ１９ 的卷积层

提取图像的全局特征 Ｖ， 并且修改 ＶＧＧ１９ 的最后一

个全连接层，利用多示例学习获得＜物体，动作，场
景＞三元组 Ｖａｔｔｒ。 视觉语义上下文提取模块由双向

ＬＳＴＭ 组成，图 １ 中 ＬＳＴＭ ＿ｆ 和 ＬＳＴＭ＿ｂ 分别表示前

向 ＬＳＴＭ 和后向 ＬＳＴＭ，ａｔｔ＿ｕｎｉｔ 表示注意力单元，用
于获取图像的视觉语义上下文。 文本生成模块由一
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图 １　 ＶＴ－ＢＬＳＴＭ 模型框架图

Ｆｉｇ． １　 ＶＴ－ＢＬＳＴＭ ｍｏｄｅｌ ｆｒａｍｅｗｏｒｋ

个多模态融合层组成，其输入包括视觉属性三元组

Ｖａｔｔｒ、ＬＳＴＭ 的隐含状态 ｈ、视觉语义上下文 ＣＯ 和输

入单词 Ｓ， 根据多模态层的输出计算模型 ＶＴ －
ＢＬＳＴＭ 的误差，利用反向传播更新模型权重。
１．２　 图像视觉概念提取模块

本文的图像视觉概念是指图像的全局特征和图

像的视觉属性三元组＜物体，动作，场景＞。 图像语

义理解模型中常使用在 ＩｍａｇｅＮｅｔ 上预训练的

ＶＧＧ１９ 进行特征提取，将调整为 ２２４ ´２２４ ´３ 的图

像输入 ＶＧＧ１９，使用其第一个全连接层之前的网络

提取图像全局视觉特征 Ｖ， 那么 Ｖ ＝ ｛Ｖ１，Ｖ２，Ｖ３，…，
ＶＬ｝， Ｖｉ ∈ ＲＤ，即将图像 ｉ划分为 Ｌ（１９６） 块区域，每
个区域Ｖｉ 都是一个 Ｄ（５１２） 维的向量。

图像的视觉属性提取通常由多示例学习完

成［１８－１９］，为了得到图像的视觉属性三元组，本文沿

用文献［１８］的思想，并在其基础上做相应的修改。
文献［１８］选取了出现次数最多的１ ０００个属性词构

建属性词典，当测试图片对应的某个属性概率大于

０．５ 时，该属性被认为是图片拥有的属性。 这种方

法能够获得丰富的图像视觉属性，但存在属性之间

关联度过高，比如“ｇｒｅｅｎ”和“ｇｒａｓｓ”，以及仅依靠语

法而不需要看图就能生成的单词，比如“ ｉｎ”、“ ｔｈｅ”。
针对上述问题，本文提出了使用视觉属性＜物体，动
作，场景＞作为属性前提，参与后续文本的生成。 该

方法不仅能够在视觉属性预测时极大地减少模型的

训练参数，而且在生成文本时也减小了模型的复杂

度。
首先构建属性词典，经过数据分析，本文分别选

择数据集中出现最多的前 ８０ 种物体、５０ 种动作以

及 ４０ 个场景作单词为图像的视觉属性词典 Ｗ， 那

么 Ｗ ＝ ｗ１，ｗ２，ｗ３，…，ｗｃ{ } ，ｃ ＝ １７０。 其次，修改

ＶＧＧ１９ 的最后一个全连接层，设置结点数为 １７０，计

算图像包含单词 ｗ 的概率。 给定一张图像 ｉ， 假设

每个区域 ｊ 包含单词 ｗ 的概率为 ｐｗ
ｉｊ， 那么图像 ｉ 包

含单词 ｗ 的概率 ｐｗ
ｉ 为：

ｐｗ
ｉ ＝ １ － ∏

ｊ∈ｉ
（１ － ｐｗ

ｉｊ）， （１）

　 　 其中， ｐｗ
ｉｊ 的计算公式为：

ｐｗ
ｉｊ ＝

１
１ ＋ ｅｘｐ （ － Ｖｗφ ｂｉｊ( ) ＋ ｕｗ( ) ）

， （２）

　 　 其中， φ ｂｉｊ( ) 表示图像 ｉ 中，第 ｊ 区域的 ｆｃ７ 输出

向量，φ ｂｉｊ( ) ∈ Ｒ４０９６，Ｖｗ 和ｕｗ 都是与单词 ｗ相关的权

重和偏置。
最后，计算模型的交叉熵损失函数并更新权重，

利用训练好的模型得到每张图片的＜物体，动作，场
景＞属性。 假设数据集含有 Ｎ 张图片，每张图片 ｉ 的
标签 ｙｉ ＝ ｛ｙｉ１， ｙｉ２， ｙｉ３，……， ｙｉｃ｝， 当 ｙｉ 包含属性 ｋ
时， ｙｉｋ ＝ １， 否则， ｙｉｋ ＝ ０。 那么，本模块中属性预测

损失函数 Ｌ（ Ｉ） 的计算公式为：

　 　 Ｌ Ｉ( ) ＝ － １
Ｎ∑

Ｎ

ｉ ＝ １
∑

ｃ

ｋ ＝ １
（ｙｉｋ ｌｏｇ ｐｗｋ

ｉ( ) ＋

（１ － ｙｉｋ）ｌｏｇ （１ － ｐｗｋ
ｉ ）） ． （３）

１．３　 视觉语义上下文提取模块

传统的注意力机制单指视觉注意力［８，１７］即前一

时刻 ＬＳＴＭ 的隐含层状态决定当前关注图像的哪些

区域，该机制极大地提高了生成文本的准确率。 但

是这种机制存在以下两点问题。 一方面，某些单词

的生成并不依靠图像，而是依靠之前生成的文本。
比如已经生成某句子片段“Ａ ｇｉｒｌ ｉｓ ｓｉｔｔｉｎｇ ｉｎ ｆｒｏｎｔ”，
那么后面的“ｏｆ”就可以根据前面生成的单词决定。
另一方面，关注的图像区域之间可能存在某种联系。

针对上述问题，本文在文献［８］的基础上提出

了一种新的注意力机制提取上下文信息，包含视觉

注意力单元、语义注意力单元和融合单元，其生成上
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下文的结构与传统注意力的结构对比如图 ２ 所示。
视觉注意力单元用于获取当前时刻每个图像区域的

权重 α，α ＝ ｛α１，α２，α３，…，αＬ｝，α∈Ｒ。 语义注意力

单元用于获取当前时刻保留文本信息的概率 β，β ∈
（０，１）。 融合单元先根据 α 和图像全局特征向量 Ｖ
得到视觉上下文 ＣＶ， 再根据“语义门” ｇ 和 ＬＳＴＭ 存

储单元 ｍ得到语义上下文 ＣＴ，最后融合 ＣＶ、ＣＴ 以及

β 得到视觉语义上下文 ＣＯ。 这种新的注意力机制

不仅考虑了历史关注的区域，而且引入文本保留概

率 β，使得模型能够自主地选择多关注图像还是之

前生成的文本。

视觉注意力
单元

LSTM
ht

St

ht-1

C0

V

（ａ） 传统方法

（ａ） Ｔｒａｄｉｔｉｏｎａｌ ｍｅｔｈｏｄ

语义注意力
单元

视觉注意力
单元

LSTM LSTM

融合单元

htht-1

Ct-1St
0

βtmtVαt

V
et-1

C0

St

CtSt+1
0

（ｂ） 本文方法

（ｂ） Ｔｈｅ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｅ ｐａｐｅｒ
图 ２　 传统及本文注意力视觉上下文提取图

Ｆｉｇ． ２ 　 Ｔｒａｄｉｔｉｏｎａｌ ａｎｄ ｔｈｅ ｐｒｏｐｏｓｅｄ ａｔｔｅｎｔｉｏｎ ｖｉｓｕａｌ ｃｏｎｔｅｘｔ
ｅｘｔｒａｃｔｉｏｎ ｇｒａｐｈ

　 　 在传统的视觉注意力单元中， ｔ 时刻视觉上下

文 ＣＯ
ｔ 计算公式如下：

ｅｉｔ ＝ ｆａｔｔ（Ｖｉ，ｈｔ －１）； （４）

αｉ
ｔ ＝

ｅｘｐ （ｅｉｔ）

∑ Ｌ

ｋ ＝ １
ｅｘｐ （ｅｉｔ）

； （５）

ＣＯ
ｔ ＝ ∑

Ｌ

ｉ ＝ １
αｉ

ｔ Ｖｉ ． （６）

　 　 根据公式（４）获得 ｔ 时刻图像区域权重的中间

状态 ｅｉｔ， 其中 ｆａｔｔ 是一个多层感知机，并且按照公式

（５）进行归一化，得到权重 α，α ＝ ｛α１， α２， α３，…，
αＬ｝。 将每个区域的权重 αｉ 与局部特征相乘，得到

视觉上下文 ＣＯ
ｔ 。

在本文的视觉注意力单元中， ｔ 时刻图像区域

权重 ａｔ 计算公式如下：

ｅｔ ＝
Ｗ０Ｖ， 　 　 　 　 　 　 　 　 ｔ ＝ ０；
ＷＶＶ ＋ Ｗｈ ｈｔ －１ ＋ ｅｔ －１ ＋ ｂ，　 ｔ ＞ ０．{ （７）

ａｔ ＝ ｓｏｆｔｍａｘ（Ｗｅ ｅｔ） （８）
　 　 其中， ｅｔ 表示 ｔ 时刻关注区域权重的中间状态，
ｔ ＝ ０ 时刻的状态由全局图像特征得到， ｔ ＞ ０ 时，该
中间状态由全局图像特征 Ｖ、 前一时刻 ＬＳＴＭ 隐含

层 ｈｔ －１ 和前一时刻的中间状态决定。 这种改进的视

觉注意力机制将中间状态 ｅｔ 看成一种记忆单元，能
够记忆历史时刻关注的区域信息。 公式（７）中的

Ｗ０、Ｗ１ 和 ｂ， 以及公式（８）中的 Ｗｅ，均是可训练参

数。 在 ｔ ＝ ０ 时刻，ＬＳＴＭ 的隐含层状态 ｈ０ 和存储细

胞状态 ｃ０ 由输入图像的平均全局特征决定：

ｈ０ ＝ ｆｉｎｉｔ，ｈ（
１
Ｌ∑

Ｌ

ｉ ＝ １
Ｆ ｉ）， （９）

ｃ０ ＝ ｆｉｎｉｔ，ｃ（
１
Ｌ∑

Ｌ

ｉ ＝ １
Ｆ ｉ）， （１０）

　 　 语义注意力单元在 ｔ 时刻生成文本保留概率 βｔ

的计算公式如公式（１１）所示：
βｔ ＝ ｓｏｆｔｍａｘ（Ｗｅ Ｗｓ Ｓｔ ＋ Ｗｈ ｈｔ( ) ）， （１１）

　 　 其中， Ｗｅ 与公式（８）中的 Ｗｅ 相同； Ｗｈ 与公式

（７）中的 Ｗｈ 相同； Ｗｓ 是与语句相关的可训练参数。
融合单元中， ｔ 时刻的视觉上下文 ＣＶ

ｔ 的计算可

参考公式（６），语义上下文 ＣＴ
ｔ 的计算公式如公式

（１２）所示：
ＣＴ

ｔ ＝ ｇｔ·ｔａｎｈ （ｍｔ）， （１２）
　 　 其中， ｍｔ 表示当前时刻 ＬＳＴＭ 的存储单元； σ
表示 ｓｉｇｍｏｉｄ 激活函数； ｇｔ 表示一个“语义门”，用来

控制当前单词遗留下来的概率，计算时会用到如下

公式：
ｇｔ ＝ σ Ｗｘ Ｓｔ ＋ Ｗｈ ｈｔ －１ ＋ Ｗｃ ＣＯ

ｔ－１( ) ， （１３）
　 　 根据前面得到的视觉上下文 ＣＶ

ｔ ， 语义上下文

ＣＴ
ｔ 和文本保留概率 βｔ， 可根据公式（１４）计算视觉

语义上下文 ＣＯ
ｔ ， 即：

ＣＯ
ｔ ＝ β·ＣＴ

ｔ ＋ （１ － β）·ＣＶ
ｔ ． （１４）

　 　 本文提出的注意力机制引入了视觉注意力存储

单元和语义注意力模块，视觉注意力存储单元能够

保留历史时刻关注的区域，语义注意力模块能够自

主地选择关注之前生成的文本，使得模型的在每个

时刻关注的区域更加准确，生成更符合图像的描述。
１．４　 文本生成模块

文本生成模块由一个多模态融合层组成，根据

输入单词 Ｓ、 ＬＳＴＭ 的隐含状态 ｈ、 视觉语义上下文

ＣＯ 和视觉属性三元组 Ｖａｔｔｒ， 预测图像对应的文本。
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由于本文采用了双层 ＬＳＴＭ，因此会从 ２ 个方向生成

文本。 在训练时，根据前向 ＬＳＴＭ 和后向 ＬＳＴＭ 的

预测损失之和更新权重。 在测试时，分别计算前后

向 ＬＳＴＭ 生成文本的概率和，选择概率和最大的文

本作为模型最终的输出。 以训练过程中前向 ＬＳＴＭ
为例，文本生成模块的实现流程如下：

（１）计算输入单词的编码向量。 图 １ 中Ｓ１
→，Ｓ２

→，

……， Ｓｎ－１
→

表示一个句子中每个单词对应的词向

量， Ｓ０
→

和 Ｓｎ
→

分别表示 ＥＯＳ（开始）标签和 ＢＯＳ（结
束）标签对应的向量。 假设 ｔ 时刻输入的单词为 ｗ ｔ，
由 ｗ ｔ 生成 Ｓｔ 的过程如下：

ｗ ｔ
ｏｎｅ － ｈｏｔ

→ ｏｔ ＝

０
１
…
０

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

ｅｍｂｅｄｄｉｎｇ
→ Ｓｔ ＝

ｅ１
ｅ２
…
ｅｍ

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

　 　 过程中， ｏｔ 表示 ｗ ｔ 的独热编码， ｏｔ ∈ＲＶ，Ｖ表示

词汇库的大小；使用 ｗｏｒｄ ｅｍｂｅｄｄｉｎｇ 降维，得到 Ｓｔ，
Ｓｔ ∈ ＲＭ，其中 Ｍ 表示词嵌入向量的维度。

（２）ＬＳＴＭ 的隐含层状态更新。 其中 ｈｔ 表示 ｔ
时刻 ＬＳＴＭ 单元的隐含层向量， ｈｔ ∈ ＲＨ。 用公式

表示为：
ｆｔ ＝ σ（Ｗｆ ｈｔ －１，Ｓｔ，ＣＯ

ｔ－１[ ] ＋ ｂｆ）； （１５）
ｉｔ ＝ σ（Ｗｉ ｈｔ －１，Ｓｔ，ＣＯ

ｔ－１[ ] ＋ ｂｉ）； （１６）
ｍｉ ＝ ｔａｎｈ（Ｗｃ ｈｔ －１，Ｓｔ，ＣＯ

ｔ－１[ ] ＋ ｂｃ）； （１７）
ｍｔ ＝ ｆｔ∗ ｍｔ －１ ＋ ｉｔ∗ ｍｉ； （１８）

ｏｔ ＝ σ（Ｗｏ ｈｔ －１，Ｓｔ，ＣＯ
ｔ－１[ ] ＋ ｂｏ）； （１９）

ｈｔ ＝ ｏｔ∗ｔａｎｈ （ｍｔ） ． （２０）
　 　 其中， ｍｔ －１ 和 ｍｔ 分别表示 ｔ － １时刻和 ｔ 时刻的

细胞状态； σ 表示 ｓｉｇｍｏｉｄ 函数； ｆｔ 表示遗忘门函数，
用于控制前一时刻细胞保留下来的信息； ｉｔ 表示输

入门函数，用于更新当前时刻的信息； ｏｔ 表示输出

门函数，控制更新后细胞状态的输出。Ｗｆ、Ｗｉ、Ｗｏ 分

别表示遗忘门、输入门、输出门的参数矩阵， ｂｆ、ｂｉ、ｂｏ

分别为对应的偏置。 ∗表示矩阵点乘。
（３）根据上述得到的单词编码向量 Ｓ、 ＬＳＴＭ 的

隐含状态 ｈ、 视觉语义上下文 ＣＯ 和视觉属性三元组

Ｖａｔｔｒ 生成文本 Ｙｔ。 其过程如下：
ｈｔ

Ｃ０
ｔ

Ｓｔ

Ｖａｔｔｒ

ｍｕｌ
→ ｒｔ ＝

ｅ１
ｅ２
…
ｅｍ

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

ｆｃ→ ｙｔ ＝

ｋ１

ｋ２

…
ｋｍ

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

ｓｏｆｔｍａｘ
→ Ｙｔ

　 　 在单词编码阶段，先采用独热编码得到 Ｖ 维向

量，后采用 ｅｍｂｅｄｄｉｎｇ 得到 Ｍ 维向量， 因此生成 Ｙｔ

需要经过 ３ 个步骤。 首先，将上述 ４ 个特征向量输

入多模态层，得到一个 Ｍ 维向量 ｒｔ， 其计算方法如

公式（２１）所示：
ｒｔ ＝ Ｗｗ＿ｈ ｈｔ ＋ Ｓｔ ＋ Ｗｃ２ｔ ＣＯ

ｔ ＋ Ｗａｔｔｒ Ｖａｔｔｒ， （２１）
其中， Ｗｗ＿ｈ、Ｗｃ２ｔ 和 Ｗａｔｔｒ 都是可学习参数。
其次，经过一个全连接层 ｆｃ 得到一个 Ｖ 维的向

量 ｙｔ。 最后， ｙｔ 经过归一化得到每个单词的概率

ｐｔ，ｐｔ ∈ ＲＶ， 在词汇表中取 ｐｔ 的最大值所对应单词

作为最终输出 Ｙｔ。
针对一张图像 Ｉ， 训练模型的最终目的是得到

模型中的最优参数 θ∗，即：

θ∗ ＝ ａｒｇ ｍａｘθ∑
（ Ｉ，Ｓ）

ｌｏｇ ｐ（Ｓ ｜ Ｉ；θ）， （２２）

　 　 其中， Ｓ 表示图像 Ｉ 的标定描述， θ 是模型中的

自学习参数，训练时模型的损失函数为：

Ｌ Ｉ，Ｓ( ) ＝ － ∑
Ｎ

ｔ ＝ ０
∑ Ｔ

ｔ ＝ ０
ｌｏｇ ｐ ｗｔ

→ ｜ Ｉ，Ｖａｔｔｒ，ｗ０
→，…，ｗｔ－１

→
( )( ) －

∑
Ｎ

ｔ ＝ ０
∑ Ｔ

ｔ ＝ ０
ｌｏｇ ｐ ｗｔ

←｜ Ｉ，Ｖａｔｔｒ，ｗ０
←，…，ｗｔ－１

←
( )( ) ＋ λ ‖θ‖２，

（２３）
公式（２３）的第一部分和第二部分分别表示前

向和后向 ＬＳＴＭ 的交叉熵损失函数，其中 Ｎ 为训练

图像的大小， ｗ ｔ 表示 ｔ时刻生成发单词，最后一项表

示视觉语义上下文提取模块中前向和后向 ＬＳＴＭ 每

个时刻 α 的正则项。
本文训练好的图像语义理解模型能分别根据前

向 ＬＳＴＭ 和后向 ＬＳＴＭ 生成文本，最终生成的句子

由最大概率和决定，如式（２４）所示：

ｐ ｗ１：Ｔ ｜ Ｉ，Ｖａｔｔｒ( ) ＝ ｍａｘ （∑
Ｔ

ｔ ＝ １
（ｐ（ｗ ｔ

→ ｜ Ｉ， Ｖａｔｔｒ）），

∑
Ｔ

ｔ ＝ １
（ｐ（ｗ ｔ

← ｜ Ｉ，Ｖａｔｔｒ））） ．（２４）

２　 实验结果与分析

２．１　 实验参数设置和评价指标

本文中使用 Ｆｌｉｃｋｒ８Ｋ 和 Ｆｌｉｃｋｒ３０Ｋ 数据集进行

实验。 Ｆｌｉｃｋｒ８Ｋ 图像集中含有 ６ ０００ 张训练图像，
１ ０００张验证图像，１ ０００ 张测试图像，其中每张图像

对应有 ５ 个人工标定的描述信息。 Ｆｌｉｃｋｒ３０Ｋ 数据

集包含 ３１ ７８３ 张图片，每张图片也对应 ５ 条标注文

本，本文参考文献［６］的分割方法，将数据集分割为

２９ ０００张训练图像、１ ０００张验证图像和１ ０００张测试

图像。 使用 ＶＧＧ 提取图像特征时，得到特征的维度

是 １９６∗５１２，即 Ｌ ＝ １９６， Ｄ ＝ ５１２。 在文本预处理部

分，首先删除标定语句中所有的标点符号，其次将单
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词全部转换成小写字母，设置句子最大长度是 ２０。
使用 Ｆｌｉｃｋｒ８Ｋ 数据集时，得到有效的 ２９ ３１８ 条语

句，其中包含 ７ ２２４ 个单词，根据这些单词建立词汇

库。 使用 Ｆｌｉｃｋｒ３０Ｋ 数据集时，词汇库包含 １８ ３４４
个单词。 在训练时使用 Ａｄａｍ 优化算法更新参数，
Ａｄａｍ 的参数设定为 ａｌｐｈａ ＝ ０．００１、ｂｅｔａ１ ＝ ０．９、
ｂｅｔａ２ ＝０．９９９，同时使用 ｄｒｏｐｏｕｔ 防止模型过拟合。

实 验 中 采 用 了 ＢＬＥＵ （ Ｂｉｌｉｎｇｕａｌ Ｅｖａｌｕａｔｉｏｎ
ｕｎｄｅｒｓｔｕｄｙ）和 ＭＥＴＥＯＲ 两种方法对生成的语句进

行评价。 ＢＬＥＵ 表示候选语句与标定语句中 ｎ 元组

共同出现的程度，是一种基于精确度的评估方法，包
括 ＢＬＥＵ － １、 ＢＬＥＵ － ２、 ＢＬＥＵ － ３ 和 ＢＬＥＵ － ４。
ＭＥＴＥＯＲ 指标同时考虑了整个语料库上的准确率

和召回率，其结果和人工判断的结果有较高相关性。
这两种评价指标得分越高表示模型能够对图像进行

更加准确的语义理解，生成的语句质量越好。
２．２　 视觉属性三元组提取结果

使用 ＮＬＴＫ 处理文本数据，选取出现次数最多

的属性单词组成数据集的属性词典，其＜物体，动
作，场景＞三元组属性词云如图 ３ 所示。

（ａ） 物体词云　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 动作词云　 　 　 　 　 　 　 　 　 　 　 （ｃ） 场景词云

（ａ） Ｔｈｅ ｗｏｒｄ ｃｌｏｕｄ ｏｆ ｏｂｊｅｃｔ　 　 　 　 　 　 　 （ｂ） Ｔｈｅ ｗｏｒｄ ｃｌｏｕｄ ｏｆ ａｃｔｉｏｎ　 　 　 　 （ｃ） Ｔｈｅ ｗｏｒｄ ｃｌｏｕｄ ｏｆ ｔｈｅ ｓｃｅｎｅ
图 ３　 三元组属性词云

Ｆｉｇ． ３　 Ｔｒｉｐｌｅ ａｔｔｒｉｂｕｔｅ ｗｏｒｄ ｃｌｏｕｄ

　 　 根据上述属性词构建每个图像的属性标签，通
过多示例学习得到图像的视觉三元组属性如图 ４ 所

示。 图 ４ 中右上角的单词分别表示图像对应的属

性，属性后的数字表示为该属性的概率。 如图 ４（ａ）
所示，该图像生成的＜物体，动作，场景＞三元组为＜
ｐｅｏｐｌｅ，ｗｏｒｋｉｎｇ， ｓｎｏｗ ＞，其概率分别为 ０． ８３，０． ８１，

０．９２。图 ４（ ｂ）的视觉三元组属性为＜ｄｏｇ，ｒｕｎｎｉｎｇ，
ｇｒａｓｓ＞。 图 ４（ｃ）的视觉三元组属性为＜ｇｉｒｌ，ｒｕｎｎｉｎｇ，
ｇｒａｓｓ＞。 图 ４（ｄ）的视觉三元组属性为＜ｇｉｒｌ，ｐｌａｙｉｎｇ，
ｗａｔｅｒ＞。 这些生成的视觉三元组属性在文本生成

时，编码为单词向量输入多模态模块，引导其生成更

准确的句子表达。

　 　 　 　 　 　 　 　 （ａ）视觉三元组 １　 　 　 　 　 （ｂ）视觉三元组 ２　 　 　 　 （ｃ）视觉三元组 ３　 　 　 　 　 （ｄ）视觉三元组 ４
　 　 　 　 　 　 　 　 （ａ）Ｖｉｓｕａｌ ｔｒｉｐｌｅ １　 　 　 　 　 （ｂ） Ｖｉｓｕａｌ ｔｒｉｐｌｅ ２ 　 　 　 （ｃ） Ｖｉｓｕａｌ ｔｒｉｐｌｅ ３　 　 　 　 　 （ｄ） Ｖｉｓｕａｌ ｔｒｉｐｌｅ ４

图 ４　 视觉属性生成示意图

Ｆｉｇ． ４　 Ｖｉｓｕａｌ ａｔｔｒｉｂｕｔｅｓ ｓｃｈｅｍａｔｉｃ

　 　 为了验证视觉三元组的有效性，本文分别对比

使用视觉三元组、传统视觉属性提取［１８］ 和不使用视

觉属性三种方法，实现图像的语义理解，并使用

ＢＬＥＵ 和 ＭＥＴＥＯＲ 评价指数对生成的句子进行评价。
表 １ 记录了上述三种不同的方法在 Ｆｌｉｃｋｒ８Ｋ 数据集

和 Ｆｌｉｃｋｒ３０Ｋ 数据集上生成文本的结果， Ｂ＠ １ ～ Ｂ＠ ４
分别表示 ＢＬＥＵ－ １ ～ ＢＬＥＵ－ ４ 评价指标， Ｍ 表示

ＭＥＴＥＯＲ 评价指标。
　 　 通过对比可以看出，使用了属性特征的模型效

果最好，另外，在 Ｆｌｉｃｋｒ８Ｋ 数据集下，使用传统属性

提取方法和使用视觉属性三元组方法生成文本的正

确率相差不大，但是在 Ｆｌｉｃｋｒ３０Ｋ 数据集下，带有视

觉属性三元组的模型效果更好。 不带属性特征的模

型是端到端的模型，仅根据文本预测得到的句子可

能会导致图像主体预测出错，在模型中引入视觉属

性能够在一定程度上减小这样的错误。 而传统的属

性预测往往包含十几个单词，这些单词之间可能存

在包含关系或者单词意思相近，会引入冗余属性，而
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且使得模型的参数增加。 视觉属性三元组不仅能够

准确预测出图像主要属性，还能减小模型的参数，降
低模型训练的复杂度。

　 　 综合以上分析，得到结论：使用视觉属性三元组

的模型能够在减小模型参数的情况下，有效地引导

文本生成，且不降低模型生成文本的正确率。
表 １　 不同视觉属性生成文本的结果

Ｔａｂ． １　 Ｅｖａｌｕａｔｉｏｎ ｓｃｏｒｅ ｏｆ ｔｈｅ ｇｅｎｅｒａｔｅｄ ｔｅｘｔ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｖｉｓｕａｌ ａｔｔｒｉｂｕｔｅｓ

评价指标
Ｆｌｉｃｋｒ８Ｋ

Ｂ＠ １ Ｂ＠ ２ Ｂ＠ ３ Ｂ＠ ４ Ｍ

Ｆｌｉｃｋｒ３０Ｋ

Ｂ＠ １ Ｂ＠ ２ Ｂ＠ ３ Ｂ＠ ４ Ｍ

ＷｉｔｈｏｕｔＡｔｔｒ ６３．５ ４３．８ ３０．９ ２１．１ ２０．５ ６４．２ ４５．８ ３３．１ ２３．６ １９．０

ＴｒａｄｉｔｉｏｎａｌＡｔｔｒ ６８．９ ４８．６ ３３．５ ２３．０ ２１．２ ６８．３ ４７．８ ３４．５ ２４．１ １９．７

ＴｒｉｐｌｅＡｔｔｒ ６８．４ ４８．１ ３３．７ ２３．２ ２２．６ ６８．１ ４８．６ ３４．８ ２４．２ １９．８

２．３　 ＶＴ－ＢＬＳＴＭ 模型结果与分析

设置 ｂａｔｃｈ 为 ６４，迭代次数为 １５Ｋ，随着迭代次

数的增加，本文提出的 ＶＴ－ＢＬＳＴＭ 模型在 Ｆｌｉｃｋｒ３０Ｋ
上的 ｌｏｓｓ 变化曲线如图 ５ 所示，由 ｌｏｓｓ 的变化趋势

可知，ＶＴ－ＢＬＳＴＭ 是可训练的、并且有效的。 ＢＬＥＵ
和 ＭＥＴＥＯＲ 评价分数随着迭代次数的变化曲线如

图 ６ 所示。 这五种评价分数总体来说都随着迭代次

数的增加呈现上升的趋势，并且在迭代到１０ ０００次
左右时，能达到稳定值。
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图 ５　 训练时模型的损失变化

Ｆｉｇ． ５　 Ｔｒａｉｎｉｎｇ ｌｏｓｓ ｏｆ ｔｈｅ ｍｏｄｅｌ

80

70

60

50

40

30

20

101 2 3 45 6 7 8 9101112131415
迭代次数/千次

B@3B@2B@1

评
价

指
数

B@4 M

图 ６　 不同迭代次数下 ＶＴ－ＢＬＳＴＭ 的性能

Ｆｉｇ． ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ＶＴ－ＢＬＳＴＭ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｉｔｅｒａｔｉｏｎ

　 　 图 ７ 是采用 ＶＴ－ＢＬＳＴＭ 模型实现图像的语义理

解，并且可视化每个时刻聚焦的区域以及视觉语义上

下文模块中“视觉门”１－β 的示意图。 图 ７（ａ） ～ （ｄ）
的上半部分均表示每个时刻生成的文本以及对应的

关注区域，高亮的部分表示关注度更高，下半部分表

示生成文本时“视觉门”的变化曲线。
图 ７（ａ）生成文本描述“Ｔｗｏ ｐｅｏｐｌｅ ａｒｅ ｓｈｏｖｅｌｉｎｇ

ｓｎｏｗ ｏｎ ａ ｓｎｏｗｙ ｈｉｌｌ．”，在生成单词“ｐｅｏｐｌｅ”、“ｓｎｏｗ”
的时候能够准确定位到人和雪地的部位。 并且在

“ｐｅｏｐｌｅ”、“ｓｈｏｖｅｌｉｎｇ”、“ｓｎｏｗ”和“ｈｉｌｌ”对应时刻，１－
β 数值较大，表明该模型更多地关注图像而不是文

本，而在生成“ａｒｅ”这种无视觉的信息时，１－β 较小。
另外，图 ７ （ ａ） 显示，该图像生成的属性单词为 ＜
ｐｅｏｐｌｅ，ｗｏｒｋｉｎｇ，ｓｎｏｗ＞，ＶＴ－ＢＬＳＴＭ 模型沿用了属性

词 ｐｅｏｐｌｅ 和 ｓｎｏｗ，但是生成了更加符合图像描述的

动词“ｓｈｏｖｅｌｉｎｇ”，还正确预测数量“ ｔｗｏ”，表明了模

型生成文本的准确性。 图 ７（ ｂ）输出的句子是“Ａ
ｄｏｇ ｒｕｎｓ ｔｈｒｏｕｇｈ ｔｈｅ ｇｒａｓｓ．”，生成“ｄｏｇ”的时候能聚

焦狗在的位置，并且生成“ｇｒａｓｓ”的时候能够定位草

地区域。 与视觉相关的单词 “ ｄｏｇ ”、 “ ｒｕｎｓ ” 和

“ｇｒａｓｓ”对应时刻的 １－β 数值较大，与视觉无关的单

词“ｔｈｅ”的 １－β 较小。 图 ７（ ｃ）能够正确输出文本

“Ａ ｌｉｔｔｌｅ ｇｉｒｌ ｉｓ ｒｕｎｎｉｎｇ ｏｎ ａ ｇｒａｓｓｙ ａｒｅａ．”，定位女孩

和草地的位置，并在“ｇｉｒｌ”前加上修饰词“ ｌｉｔｔｌｅ”，表
明模型能够根据图像以及未来的“ｇｉｒｌ”和“ｇｒａｓｓ”生
成潜在的视觉单词。 与图 ７（ｂ）相比，同样是草地，
一个生成“ｇｒａｓｓ”，一个生成“ｇｒａｓｓｙ ａｒｅａ”，表明了模

型生成单词的多样性。 在生成第一个“ ａ”时，１－β
值比较大，而在生成第二个“ ａ”时，１－β 数值较小，
是因为在 ｔ ＝ ０ 时刻，没有过多的语义信息指导，所
以模型选择更多的关注图像。 图 ７（ｄ）表明，在出现

了不完整的脸时，该模型也能输出正确的描述，并指

出主体“ｇｉｒｌ”。 一方面该模型重点关注了图像特征，
一方面视觉三元组输出的“ｇｉｒｌ”对文本的生成也有

一定的指导作用。
由此可见，ＶＴ－ＢＬＳＴＭ 模型能够很好地识别出

图中的主要目标和属性信息，选择性地关注图像或

之前生成的文本，并且结合未来信息生成更丰富的、
具有多样性的图像描述，实现图像的语义理解。
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Twopeople areshovelingsnowon a snowyhill
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0.790.88
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0.8

0.4
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snowy hillaonsnow

shoveling

（ａ） 生成文本描述 １
（ａ） Ｇｅｎｅｒａｔｅ ｔｅｘｔ ｄｅｓｃｒｉｐｔｉｏｎ １

1-β
0.8

0.4

A little girl is running on a grassyarea

0.850.93

0.42
0.61

0.91

0.48

0.960.850.86

a little girl is

areagrassyaonrunning

（ｃ） 生成文本描述 ３
（ｃ） Ｇｅｎｅｒａｔｅ ｔｅｘｔ ｄｅｓｃｒｉｐｔｉｏｎ ３

A dog runs through the grass

1-β

0.8

0.4

0.93

0.42

0.56
0.72

0.920.81

a dog runs through

the grass .

（ｂ） 生成文本描述 ２
（ｂ） Ｇｅｎｅｒａｔｅ ｔｅｘｔ ｄｅｓｃｒｉｐｔｉｏｎ ２

a girl blowing bubbles

waterthein

1-β

0.8

0.4

A girlblowing bubblesin the water

（ｄ） 生成文本描述 ４
（ｄ） Ｇｅｎｅｒａｔｅ ｔｅｘｔ ｄｅｓｃｒｉｐｔｉｏｎ ４

图 ７　 可视化注意力机制

Ｆｉｇ． ７　 Ｖｉｓｕａｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

２．４　 对比实验设置

为了验证模型 ＶＴ－ＢＬＳＴＭ 的有效性，本文选择

了近 ３ 年图像语义理解领域中具有代表性且性能优

越的模型进行对比实验。 具体对比模型如下：
　 　 （１）ＤｅｅｐＶＳ［６］。 Ｋａｒｐａｔｈｙ 等人将图像中的多个

局部区域和文本描述片段相对应，再使用 ＲＮＮ 生成

图像的文本描述。
（２）ＧｏｏｇｌｅＮＩＣ［７］。 Ｖｉｎｙａｌｓ 等人提出基于 ＣＮＮ

和 ＬＳＴＭ 的图像语义描述模型，为了减少模型参数，
图像的特征只在 ＬＳＴＭ 的第一个时刻输入，但性能

并没有降低。
（３）Ｈａｒｄ－Ａｔｔｅｎｔｉｏｎ［８］。 Ｋｅｌｖｉｎ 等人提出了 Ｓｏｆｔ

Ａｔｔｅｎｔｉｏｎ 和 Ｈａｒｄ Ａｔｔｅｎｔｉｏｎ 机制。 前者是对每个局

部区域计算注意力权值，不会设置筛选条件。 后者

会在得到权重后筛选出不符合条件的权重，并将其

置 ０，使得每个时刻只注意到更小的区域。 文献

［１２］中指出 Ｈａｒｄ－Ａｔｔｅｎｔｉｏｎ 比 Ｓｏｆｔ－Ａｔｔｅｎｔｉｏｎ 生成的

句子准确率更高，因此本文将 Ｈａｒｄ－Ａｔｔｅｎｔｉｏｎ 作为

对比模型。
（４）ＶＡ－ＬＳＴＭ［９］。 Ｑｕ 等人建立了一个大小为

６ 的颜色词典，并且预测物体边框，在注意力机制中

加入图像的颜色信息和物体的轮廓信息，从而生成

更加准确的文本描述。
（５）Ｓａｌｉｅｎｃｙ＋Ｃｏｎｔｅｘｔ Ａｔｔ［１１］。 Ｍａｒｃｅｌｌａ 等人提出

了一种结合显著图和上下文的注意力机制。 首先使

用 ＳＡＭ［２０］获得图像的显著图，再将显著图与图像全

局特征结合，分别输入显著图注意力模型和上下文

注意力模型，最后根据 ＬＳＴＭ 得到图像对应的文本。
（６） ＣＮＮ － ＲＮＮ － ｆ３［１２］。 吕凡等人在传统的

ＣＮＮ－ＲＮＮ 结构上加入了生成文本的反馈信息，并
且配合循环迭代结构，通过不停循环使得关注信息

得到强化。
（７） ＬＳＴＭ－ＥＭ－ＤＡ［１３］。 Ｊｉａｎｇ 等人在 ＬＳＴＭ 的

输入门和输出门中分别增加存储单元和门控信号，
并且使用上一时刻的 ａｔｔｅｎｔｉｏｎ 信息来获得当前的关

注区域。 文献［１３］指出，这种使用额外记忆信息的
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注意力模型比 ｓｏｆｔ – ａｔｔｅｎｔｉｏｎ 更能从不同的角度生

成图像的文本描述。
（８）ＡＴＴ－ＦＣＮ［１４］。 Ｙｏｕ 等人提出了一种将图像

视觉属性参与 ＬＳＴＭ 更新以及单词解码的方法，并
且对比分析了 ３ 种产生视觉属性的方式和 ３ 种属性

与模型的结合方式，文献［１４］指出，ＡＴＴ－ＦＣＮ 模型

效果最好，因此本文将 ＡＴＴ－ＦＣＮ 作为对比模型。
（９）ＳＣＮ－ＬＳＴＭ［１５］。 Ｇａｎ 等人为每个视觉属性

都扩展了一个 ＬＳＴＭ 参数，使得每个属性都对应一

个概率，根据加权视觉属性计算每个时刻生成的单

词。
（１０）ＬＳＴＭｐ＋ＡＴＴｓｓｄ ＋ＣＮＮｍ

［１６］。 Ｚｈａｏ 等人提出

了一种多模型融合的图像语义理解模型，该模型分

为图像特征提取模块、属性预测模块、语句特征提取

模块和文本生成模块。 文本生成模块的输入包含前

一时刻生成的单词、预测的属性以及时变的语句特

征。
（１１）ＶＤ－ＳＡＮ［１７］。 Ｈｅ 等人提出了一种包含共

享参数的图像语义理解模型，ＤｅｎｓｅＮｅｔ 中的参数不

仅用于图像特征提取、视觉属性预测，而且用于注意

力模型和 ＬＳＴＭ。
２．５　 对比实验结果与分析

在 Ｆｌｉｃｋｒ８Ｋ 和 Ｆｌｉｃｋｒ３０Ｋ 数据集中，ＶＴ－ＢＬＳＴＭ
与该领域其它模型的性能对比结果见表 ２。 在

Ｆｌｉｃｋｒ８Ｋ 数据集中，除了 ＢＬＥＵ－１ 分数比 ＬＳＴＭ－ＥＭ
－ＤＡ 低，其余的评价得分与对比模型相比均有较大

的提升，尤其是在 ＭＥＴＥＯＲ 上，比其它基于注意力

的模型性能平均提升了 ７．７％。 在 Ｆｌｉｃｋｒ３０Ｋ 数据集

下，ＢＬＥＵ－３ 和 ＢＬＥＵ－４ 指数相比于其它模型有较

大提升。
表 ２　 实验结果

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

评价指标
Ｆｌｉｃｋｒ８Ｋ

Ｂ＠ １ Ｂ＠ ２ Ｂ＠ ３ Ｂ＠ ４ Ｍ

Ｆｌｉｃｋｒ３０ｋ

Ｂ＠ １ Ｂ＠ ２ Ｂ＠ ３ Ｂ＠ ４ Ｍ

Ｄｅｅｐ ＶＳ ５７．９ ３８．３ ２４．５ １６．０ － ５７．３ ３６．９ ２４．０ １５．７ １５．３

Ｇｏｏｇｌｅ ＮＩＣ ６３．０ ４１．０ ２７．０ － － ６６．３ ４２．３ ２７．７ １８．３ －

Ｈａｒｄ－Ａｔｔｅｎｔｉｏｎ ６７．０ ４５．７ ３１．４ ２１．３ ２０．３ ６６．９ ４３．９ ２９．６ １９．９ １８．４

ＶＡ－ＬＳＴＭ ６７．６ ４７．０ ３２．６ ２２．１ － ６７．５ ４５．１ ３０．２ ２１．１ －

Ｓａｌｉｅｎｃｙ＋Ｃｏｎｔｅｘｔ Ａｔｔｅｎｔｉｏｎ ６３．６ ４５．６ ３１．５ ２１．２ ２１．１ ６１．５ ４３．８ ３０．５ ２１．３ ２０．０

ＣＮＮ－ＲＮＮ－ｆ３ ６８．３ ４６．５ ３２．１ ２２．１ ２２．０ ６７．５ ４４．５ ３０．０ ２０．３ ２０．１

ＬＳＴＭ－ＥＭ－ＤＡ ６９．０ ４７．７ ３３．３ ２２．８ ２０．６ ６８．４ ４６．４ ３１．８ ２１．６ １８．８

ＡＴＴ－ＦＣＮ － － － － － ６４．７ ４６．０ ３２．４ ２３．０ １８．９

ＳＣＮ－ＬＳＴＭ － － － － － ６７．２ ４８．２ ３４．０ ２３．８ －

ＬＳＴＭｐ＋ＡＴＴｓｓｄ＋ＣＮＮｍ ６４．５ ４６．２ ３２．７ ２２．７ ２０．６ ６６．１ ４７．２ ３３．４ ２３．２ １９．４

ＶＴ－ＢＬＳＴＭ ６８．４ ４８．１ ３３．７ ２３．２ ２２．６ ６８．１ ４８．６ ３４．８ ２４．２ １９．８

　 　 表 ２ 中的 Ｄｅｅｐ ＶＳ 和 Ｇｏｏｇｌｅ ＮＩＣ 都只在文本生

成模块的开始输入图像信息，后面的任何一个时刻，
均不输入与图像信息有关的数据。 因此随着时间的

推移，图像中的有效信息会逐渐减小，即使生成的句

子通顺，但有时候与图像关系不大，从而导致模型效

果不好，准确率不高。 而基于时序信息的 ＶＴ －
ＢＬＳＴＭ 能够定位到具体区域，结合图像深层特征对

图像进行理解，与 Ｄｅｅｐ ＶＳ 和 Ｇｏｏｇｌｅ ＮＩＣ 相比，在
Ｆｌｉｃｋｒ８Ｋ 数据集下，ＢＬＥＵ－１、ＢＬＥＵ－２ 和 ＢＬＥＵ－３
指数平均提升 １３．４、２１．５、３１．２，在 Ｆｌｉｃｋｒ３０Ｋ 数据集

下，ＢＬＥＵ－１、ＢＬＥＵ－２ 和 ＢＬＥＵ－３ 指数平均提升了

１０．８、２３．３、３５．３，证明注意力机制能够大幅度提升语

义理解模型的准确性。
在具有注意力机制的模型中，本文提出的 ＶＴ－

ＢＬＳＴＭ 模型除了 ＢＬＥＵ－１ 得分略低于 ＬＳＴＭ－ＥＭ－
ＤＡ，在 ＭＥＴＥＯＲ 指数上略低于 ＣＮＮ－ＲＮＮ－ｆ３ 之外，
在其它得分上均超过这五个模型。 Ｈａｒｄ－Ａｔｔｅｎｔｉｏｎ
模型通过前一时刻 ＬＳＴＭ 隐含层的全连接层来预测

当前关注的区域，即是通过语义特征预测图像特征，
并且通过设置阈值得到更小的注意力区域，但文献

［８］的可视化结果显示，注意的区域常与生成的单

词没有直接关系。 ＶＡ－ＬＳＴＭ 在原本的 ＬＳＴＭ 单元

中，融入图像的颜色特征和轮廓，更新了原有的输入

门、遗忘门和输出门的信息，但并没有考虑当前生成

单词与前文的关系。 Ｓａｌｉｅｎｃｙ＋Ｃｏｎｔｅｘｔ Ａｔｔｅｎｔｉｏｎ 模型

通过两路注意力机制预测文本，显著图注意力机制

能够聚焦图像局部区别，上下文注意力机制使得生

成的文本更加自然，但该模型不能用未来信息预测

０２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



潜在的视觉单词。 ＣＮＮ－ＲＮＮ－ｆ３ 模型通过引入循

环结构更新网络参数，能够在一定程度上解决注意

力分散的问题，但是对于复杂的图像，该模型不能进

行准确矫正。 ＬＳＴＭ－ＥＭ－ＤＡ 模型通过门控信号使

用额外的记忆信息，能够更加全面地关注图像，但存

在聚焦区域分散的问题。 而本文提出的 ＶＴ－ＢＬＳＴＭ
不仅使用图像局部特征和之前生成的文本作为视觉

语义信息，而且使用双向 ＬＳＴＭ，关注历史信息与未

来信息，改善了注意力机制中没有考虑时序这一缺

陷，使得生成的注意力区域更加准确，并且能够预测

图像中的潜在视觉单词。
在具有属性特征的 ＡＴＴ － ＦＣＮ、 ＳＣＮ － ＬＳＴＭ、

ＬＳＴＭｐ＋ＡＴＴｓｓｄ＋ＣＮＮｍ和 ＶＴ－ＢＬＳＴＭ 中，除了本文提

出的 ＶＴ－ＢＬＳＴＭ 用到了注意力机制，其它的均没有

使用注意力机制。 并且除了评价指数 ＢＬＥＵ３ 和

ＢＬＥＵ４ 指数比 ＳＣＮ－ＬＳＴＭ 低，其它指数均比这三个

模型高，说明了模型在属性特征的基础上增加注意

力机制能在一定程度上提高模型的性能。
由以上实验数据以及分析可知，本文提出的 ＶＴ

－ＢＬＳＴＭ 模型在考虑关注已生成文本和聚焦区域的

时序基础上，能够联系历史和未来的信息使得模型

定位更加准确，并且生成更加丰富多样的句子，有效

地提升图像语义理解的准确率。
３　 结束语

本文分析了现有图像语义理解模型存在的问

题，提出了一种新的注意力模型 ＶＴ－ＢＬＳＴＭ，首先通

过 ＶＧＧ１９ 提取图像的特征和视觉属性三元组，再使

用双向 ＬＳＴＭ 获得当前时刻的视觉语义上下文，该
视觉语义上下文和视觉属性三元组引导模型实现图

像的语义理解。 ＶＴ－ＢＬＳＴＭ 在传统注意力机制的基

础上，充分考虑了对生成文本的关注和聚焦的时序

信息，使得每个时刻聚焦区域更加准确，从而生成更

加符合人类描述的文本。
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