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基于 Ｋ⁃ｍｅａｎｓ 的矩阵分解推荐算法

张荣梅， 陈　 彬， 张　 琦
（河北经贸大学 信息技术学院， 石家庄 ０５００６１）

摘　 要： 传统矩阵分解算法和基于用户画像的算法存在数据稀疏性和冷启动等问题，且多数情况下只注重于用户项目交互数

据，而对用户本身的属性信息缺少借鉴，从而导致推荐准确性不高。 将 Ｋ⁃ｍｅａｎｓ 与矩阵分解相结合，提出了一种基于 Ｋ⁃ｍｅａｎｓ
的矩阵分解推荐算法（Ｍａｔｒｉｘ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ Ｂａｓｅｄ ｏｎ Ｋ⁃ｍｅａｎｓ，ＫＭＭＤ）。 该算法融合用户属性和用户项目交互评级数据作

为输入，先将用户进行 Ｋ⁃ｍｅａｎｓ 聚类，得到近邻用户集，再将近邻用户－项目评级矩阵进行分解和重构，得到预测评级并排序

推荐。 将算法在 ＭｏｖｉｅＬｅｎｓ 公开数据集上进行仿真实验，结果表明 ＫＭＭＤ 推荐算法在召回率和精确度上有了进一步的提

高，并且对用户冷启动问题做出了很大的改善。
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０　 引　 言

当下，随着大数据时代的来临，信息资源过度膨

胀，形成了“信息爆炸”的现象。 为了缓解这种情况

带来的信息过载、数据冗余、选择困难等问题，越来

越多的专家学者已然开始关注起推荐系统领域的研

究。 推荐系统是通过分析用户的历史数据，以及项

目等其它辅助信息，推测出用户潜在的偏好需求，进
而为用户提供个性化的项目推荐。 常见的传统推荐

技术是基于内容的算法、基于协同过滤的算法及混

合算法［１］。 其中，协同过滤算法应用较为广泛，
Ｇｏｌｄｂｅｒｇ 等人［２］于 １９９２ 年提出了协同过滤的概念，
最初应用在 Ｔａｐｅｓｔｒｙ Ｓｙｓｔｅｍ 上用于过滤电子邮件。
这是通过引入其它用户的兴趣来对当前用户进行推

荐，只是涉及用户的历史交易记录，而不依赖用户和

项目的属性特征。 但协同过滤算法存在数据稀

疏［３］和冷启动问题［４］。 于洪等人［５］ 为了更好地解

决物品冷启动问题，提出了一种附加用户时间权重

的算法，对用户评论时间与项目发布时间加以计算

研究，但由于很多标准数据集中缺少时间戳的属性，
其作用范围有限。 针对于此，为了改进协同过滤算

法，本文将 Ｋ⁃ｍｅａｎｓ 聚类算法与矩阵分解技术相结

合，提出一种基于 Ｋ⁃ｍｅａｎｓ 的矩阵分解推荐算法

（Ｍａｔｒｉｘ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ Ｂａｓｅｄ ｏｎ Ｋ⁃ｍｅａｎｓ，ＫＭＭＤ），
引入了用户属性信息，在提高推荐精度的同时，有效

改善用户冷启动问题。
１　 基于 Ｋ⁃ｍｅａｎｓ 的矩阵分解推荐算法（ＫＭＭＤ）
１．１　 Ｆｕｎｋ⁃ＳＶＤ 矩阵分解算法

基于内容的推荐和基于用户画像的推荐［６］ 都

是聚焦于待推荐用户自身的属性信息或交易记录，
并没有考虑过其它用户的数据是否会对当前用户产



生推荐影响，在召回率和精确度上不能进一步提高。
而矩阵分解［７］作为协同过滤的一种重要方法，不仅

将待推荐用户自身的属性考虑在内，还吸收借鉴了

其它用户的数据信息，来实施推荐。 且矩阵分解算

法将庞大的用户－项目评级矩阵分解为多个矩阵存

储，大大减缓了磁盘存储压力。
矩阵分解采用 Ｆｕｎｋ⁃ＳＶＤ， 是通过将用户 － 项

目评级矩阵 Ｒｍ×ｎ 进行分解，得到可以表示用户和项

目特征的 ２ 个低维的抽象隐因子矩阵：Ｕｍ×ｋ 表示 ｍ
个用户的 ｋ 维隐因子矩阵，Ｖｎ×ｋ

Ｔ 表示 ｎ 个项目的 ｋ
维隐因子矩阵，使得 Ｕｍ×ｋ·Ｖｎ×ｋ

Ｔ ≈ Ｒｍ×ｎ。 使用重构

后的评级矩阵来预测用户对未知项目的评分。 对于

矩阵中的缺失项，在参数更新时选择忽略不计，不对

其进行操作，而只针对有效数据进行参数训练。
假设原始评级矩阵为 Ｒｍ×ｎ，重构后的评级矩阵

为 Ｒ^ｍ×ｎ，而ｒ⌒ｉ，ｊ ＝ ｕｉ ｖ ｊ
Ｔ ＝∑ ｋ

ｋ ＝ １
ｕｉ，ｋｖｋ，ｊ，矩阵分解的标

准是减小预测评级ｒ⌒ｉ，ｊ 与原始评级ｒｉ， ｊ 的误差。 此时

将用到如下数学公式：

ｍｉｎ ｌｏｓｓ ＝∑ｍ

ｉ ＝ １∑
ｎ

ｊ ＝ １
ｅ２
ｉ，ｊ ＋ Ｌ ＝ （ｒｉ，ｊ － ｒ⌒ｉ，ｊ） ２ ＋

　 　 λ∑ ｋ

ｋ ＝ １
（‖Ｕ‖２ ＋ ‖Ｖ‖２） ． （１）

其中，损失函数由误差平方和正则化项组成，引
入正则化项可以防止训练结果的过拟合。

而训练过程是使用梯度下降降低损失函数，其
数学公式可表示为：

ｕ′
ｉ，ｋ ＝ ｕｉ，ｋ ＋ α ∂

∂ｕｉ，ｋ
ｅ２
ｉ， ｊ， （２）

ｖ′ｊ，ｋ ＝ ｖｊ，ｋ ＋ α ∂
∂ｖｊ，ｋ

ｅ２
ｉ，ｊ ． （３）

　 　 其中， α 是学习率参数，表示每次更新的快慢。
传统的矩阵分解算法多采用传统的 ＳＶＤ 矩阵

分解方式［８］。 传统 ＳＶＤ 分解后会得到 ３ 个矩阵：

Ｕ、∑ 和 Ｖ。 其中，∑ 是一个对角矩阵，表示 Ｕ 和

Ｖ 矩阵在每个维度上的重构重要度可通过该对角矩

阵进行降维，但存在对矩阵求逆等操作，致使计算复

杂度高。 而本文实验采用的是 Ｆｕｎｋ⁃ＳＶＤ 分解方

式，借鉴线性回归的思想，通过最小化均方误差来寻

求最优的用户和项目的隐含向量表示，其维度可直

接调整。 Ｆｕｎｋ⁃ＳＶＤ 用 ２ 个矩阵就可以实现 ＳＶＤ 三

个矩阵的重构效果，在一定程度上提高了运算效率。
１．２　 Ｋ⁃ｍｅａｎｓ 聚类

由于传统矩阵分解算法只使用用户对项目的评

级信息，其推荐精度上限难以进一步提升，所以引入

用户属性信息，经 Ｋ⁃ｍｅａｎｓ 聚类分析再进行矩阵分

解运算，提高算法推荐能力。 Ｋ⁃ｍｅａｎｓ 是一种将数

据按策略划分为某几种类别的聚类算法［９］，其中 Ｋ
表示聚类的类别种数，即质心的数量，ｍｅａｎｓ 表示均

值。 Ｋ⁃ｍｅａｎｓ 聚类之前的预处理过程可分述如下。
（１） 提取用户基本属性信息， Ｕｓｅｒ ＝ （Ａｇｅ，

Ｇｅｎｄｅｒ， Ｏｃｃｕｐａｔｉｏｎ），构建用户属性矩阵 Ｕ。
（２）对于非数值的离散型数据，进行 ｏｎｅ⁃ｈｏｔ 编

码［１０］数值化处理。 ｏｎｅ⁃ｈｏｔ 编码是将原某类型属性

按照其种类进行编码，编码结果是只有一位为有效

值 １，其余位都是 ０。 年龄属性已经是数值型属性，
所以不做处理。 性别是二元属性，分为 “男” 和

“女”，所以分别编码为［０］和［１］。 职业属于标称

属性，包含多种类别， 按照类别总数 Ｓ 构建长度为 Ｓ
的编码串， 并由先后出现顺序为其置“１”编码，在
ＭｏｖｉｅＬｅｎｓ⁃１００Ｋ 数据集中共出现有 ２１ 种职业类型，
数据集中最先出现的“ ｔｅｃｈｎｉｃｉａｎ”职业的 ｏｎｅ⁃ｈｏｔ 编
码为［０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ １］，紧接

着出现的“ｗｒｉｔｅｒ”职业的 ｏｎｅ⁃ｈｏｔ 编码为［０ ０ ０ ０ ０ ０
０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ １ ０］，以此类推。 然后所有

属性拼接组合成稀疏的用户属性向量，对于“年龄＝
２４，性别＝男，职业 ＝技术员”的用户 Ｕｓｅｒ＿ａ ＝ （２４，
ｍａｎ， ｔｅｃｈｎｉｃｉａｎ），经如上处理后得到的用户属性向

量为 Ｕｓｅｒ＿ａ′＝［２４ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０ ０
０ ０ ０ １］。

（３） ｅｍｂｅｄｄｉｎｇ 处理。 经由 ｏｎｅ⁃ｈｏｔ 编码后的数

据必然是稀疏的，所以将其进行 ｅｍｂｅｄｄｉｎｇ 处理，即
是将原稀疏向量与固定转换矩阵做内积变换，转化

为稠密向量，即：
Ｕｓｅｒ＿ａ＇＇ ＝ Ｕｓｅｒ＿ａ＇·Ｗｈ×ｋ

（Ｕｓｅｒ＿ａ＇＇ ∈ Ｒｋ， Ｕｓｅｒ＿ａ＇ ∈ Ｒｈ，ｋ ＜ ＜ ｈ） ．
（４）

得到由用户稠密属性向量构建的用户属性矩

阵，就可以进行 Ｋ⁃ｍｅａｎｓ 聚类分析了。 算法 １ 的设

计步骤见如下。
算法 １　 Ｋ⁃ｍｅａｎｓ。 用于聚类划分的 Ｋ⁃均值算

法，其中每个簇的中心（质心）都用簇中所有对象元

素的均值来表示［１１］

输入： Ｋ 表示簇的数目；Ｄ 为包含 ｎ 个对象元素

的数据集

输出： Ｋ 个簇的集合

（１） 从 Ｄ中任意选取 Ｋ 个对象作为初始簇的中

心；
（２）ｒｅｐｅａｔ
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（３）根据簇中对象元素的均值，将每个对象分

配到最相似的簇；
（４）更新簇均值，即重新计算每个簇中对象的

均值；
（５）ｕｎｔｉｌ 不再发生变化。
采用 Ｋ⁃ｍｅａｎｓ 聚类算法提前对用户进行聚类分

析，可减小构建的用户－项目评级矩阵规模，若不做

预处理，则需要对全部用户和全部项目信息构建评

级矩阵，这样在矩阵分解时会严重降低算法效率，占
用大量内存。 而通过聚类构建小规模的近邻用户－
项目矩阵，可加快矩阵分解计算，利于算法模型的整

体效率，且额外的聚类代价远远小于大规模矩阵分

解的消耗代价。
Ｋ⁃ｍｅａｎｓ 聚类处理为当前用户构建了近邻集

合，由于兴趣偏好相似的用户倾向于购买相同项目

的思想，所以在近邻用户中进行数据分析，可有效提

高推荐的准确度，实验证明这样的设计思路的确对

推荐中召回率和精确度有提升效果。
１．３　 ＫＭＭＤ 算法设计

本文将 Ｋ⁃ｍｅａｎｓ 算法与 Ｆｕｎｋ⁃ＳＶＤ 矩阵分解算

法结合，提出了 ＫＭＭＤ 算法。 算法 ２ 的设计流程详

见如下。
算法 ２　 ＫＭＭＤ， 基于 Ｋ⁃ｍｅａｎｓ 的矩阵分解算

法

输入： Ｕｓｅｒ 表示包含 ｍ 个用户的用户属性

（Ｕｓｅｒ） 数据集；Ｕａ 表示当前待推荐用户的属性信

息； Ｒａｔｉｎｇｓ表示包含ｍ个用户对 ｎ个项目的部分评

级数据集；Ｌ 表示推荐列表长度；Ｋ 表示聚类簇数

输出： 针对用户 Ｕａ 的推荐列表 Ｌｉｓｔ
（１）对 Ｕｓｅｒ 进行 Ｋ⁃ｍｅａｎｓ 聚类分析，划分为 Ｋ

个簇： Ｃ１，Ｃ２，．．．，ＣＫ；
（２）ｉｆ Ｕａ ＝＝ 老用户 ｔｈｅｎ
（３）提取 Ｕａ 所在簇 Ｃａ 的所有对象元素，并从

Ｒａｔｉｎｇｓ中筛选出这些对象元素的评级数据， 构建近

邻用户－项目评级矩阵 Ｒ；
（４）将 Ｒ进行 Ｆｕｎｋ⁃ＳＶＤ 分解，得到Ｕ和Ｖ两个

低秩矩阵；
（５）矩阵重构： Ｒ’ ＝ Ｕ·Ｖ；
（６）在重构评级矩阵 Ｒ’ 中找到对 Ｕａ 的重构预

测向量 ｒａ；
（７）ｅｌｓｅ 将 Ｕａ 与簇中心求相似度，找到 Ｕａ 归属

的簇 Ｃａ；
（８）从 Ｒａｔｉｎｇｓ 中筛选出 Ｃａ 簇中对象元素的评

级数据，构建近邻用户 － 项目评级矩阵 Ｒ；

（９）将 Ｒ进行 Ｆｕｎｋ⁃ＳＶＤ 分解，得到Ｕ和Ｖ两个

低秩矩阵；
（１０）矩阵重构： Ｒ’ ＝ Ｕ·Ｖ；
（１１） 求得 Ｕａ 与 Ｃａ 中各对象元素的相似度

Ｓｉｍａ，ｉ（ ｉ ∈ Ｃａ）；
（１２） 加权计算求得 Ｕａ 的预测评级：

ｒａ ＝
∑
ｉ∈Ｃａ

ｓｉｍａ，ｉ·ｒｉ

∑
ｉ∈Ｃａ

ｓｉｍａ，ｉ

． （５）

　 　 （１３）ｅｎｄ ｉｆ
（１４）对 ｒａ 中各个项目预测值排序，选出前 Ｌ 个

项目组成推荐列表 Ｌｉｓｔ。
２　 实验与结果分析

本实验采用数据集 ＭｏｖｉｅＬｅｎｓ⁃１００Ｋ，使用召回

率和精确度作为模型评价指标，进行参数影响及参

数确定的实验，得到效果最佳的 ＫＭＭＤ 算法模型，
并将其与 ２ 种传统算法 ＣＢｂｙＰｏｒｔｒａｉｔ 和 ＭＦｂｙＳＶＤ 做

了对比实验。 研究可得解析详述如下。
２．１　 数据集

基于 ＭｏｖｉｅＬｅｎｓ 数据集［１２］是由明尼苏达大学的

Ｇｒｏｕｐｌｅｎｓ 研究项目收集整理。 数据集获取地址：
ｈｔｔｐ： ／ ／ ｆｉｌｅｓ．ｇｒｏｕｐｌｅｎｓ． ｏｒｇ ／ ｄａｔａｓｅｔｓ ／ ｍｏｖｉｅｌｅｎｓ ／ 。 实验

具体选用的是 ＭｏｖｉｅＬｅｎｓ⁃１００Ｋ。 ＭｏｖｉｅＬｅｎｓ⁃１００Ｋ 数

据集包含 ９４３ 名用户对 １ ６８２ 部电影的 １０ 万条评

分记录，评分采用 ５ 分制（１，２，３，４，５）。 该数据集

主要包含 ３ 个文件：用户数据文件（ｕ．ｕｓｅｒ）、项目数

据文件（ｕ．ｉｔｅｍ）和评分文件（ｕ．ｄａｔａ），其中 ｕ．ｕｓｅｒ 包
含用户的人口统计信息，字段有：用户标识 （ ｕｓｅｒ
ｉｄ）、年龄（ａｇｅ）、性别（ｇｅｎｄｅｒ）、职业（ｏｃｃｕｐａｔｉｏｎ）和
邮编（ｚｉｐ ｃｏｄｅ）；ｕ． ｉｔｅｍ 包含电影项目的信息，字段

有：电影标识（ｍｏｖｉｅ ｉｄ）、电影标题（ｍｏｖｉｅ ｔｉｔｌｅ）、上
映日期（ ｒｅｌｅａｓｅ ｄａｔｅ）、视频发布日期（ ｖｉｄｅｏ ｒｅｌｅａｓｅ
ｄａｔｅ）、 数 据 源 链 接 （ ＩＭＤｂ ＵＲＬ ） 和 类 别 属 性

（ｇｅｎｒｅｓ）；ｕ．ｄａｔａ 包含完整的评级数据，字段有：用户

标识（ｕｓｅｒ ｉｄ）、项目标识（ ｉｔｅｍ ｉｄ）、评分（ ｒａｔｉｎｇ）和
时间戳（ｔｉｍｅｓｔａｍｐ）。
２．２　 模型评估指标

本文采用混淆矩阵［１３］ 中的精确度 （Ｐｒｅｃｉｓｉｏｎ）
和召回率（Ｒｅｃａｌｌ） 进行算法模型评估。 涉及到的参

数和计算方法如下： ＴＰ（Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ） 表示将正类

预测为正类；ＴＮ（Ｔｒｕｅ Ｎｅｇａｔｉｖｅ） 表示将负类预测为

负类；ＦＰ（Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ） 表示将负类预测为正类，
也称为误报；ＦＮ（Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ） 表示将正类预测
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为负类，也称为漏报。
其中， 召回率（Ｒｅｃａｌｌ） 和精确度（Ｐｒｅｃｉｓｉｏｎ） 的

计算公式为：

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

， （６）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

． （７）

２．３　 参数选取

为了得到 ＫＭＭＤ 算法的最佳效果，首先进行控

制变量实验，测试重要参变量的取值变化对算法效

果的影响。 ＫＭＭＤ 算法的重要参变量有 ３ 个：Ｋ⁃
ｍｅａｎｓ 聚类的聚类种数 Ｋ； 矩阵分解的训练步数

Ｓｔｅｐｓ；推荐列表长度Ｌ。 而 Ｆｕｎｋ⁃ＳＶＤ 的学习率参变

量 α 依 据 经 验 设 定 为 ０．０００ ２。 实 验 随 机 选 取

ＭｏｖｉｅＬｅｎｓ⁃１００Ｋ 数据集的 ８０％作为训练集，余下

２０％作为测试集。 研究中，将分 ３ 组进行控制变量

实验。 研究内容详见如下。
（１） Ｓｔｅｐｓ 固定取 ５０， Ｌ 固定取 １０。 观察参数 Ｋ

的变化影响，结果如图 １ 所示。
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图 １　 Ｋ 值变化影响

Ｆｉｇ． １　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ Ｋ ｖａｌｕｅ ｃｈａｎｇｅ

　 　 图 １ 中，实线实心倒三角表示精确度的变化趋

势，虚线实心圆圈表示召回率的变化趋势。 图 １（ａ）
是在［５，１００］范围内粗粒度验证 Ｋ 值变化对实验精

度的影响，可以看到，随着 Ｋ 值逐渐增大，召回率和

精确度都是先增后降的趋势，其极值在 Ｋ 取 ２５ － ３５
的范围内取得。 为进一步获取最佳 Ｋ 值的推荐效

果， 图 １（ｂ）给出了在［２５，３５］闭区间范围内细粒度

实验仿真。 由实验结果可知，当 Ｋ 值取 ２９ 时，算法

的当前推荐效果最佳。
（２） Ｋ 固定取 ２９，Ｌ 固定取 １０。 观察参数 Ｓｔｅｐｓ

的变化影响，结果如图 ２ 所示。
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图 ２　 Ｓｔｅｐｓ值变化影响

Ｆｉｇ． ２　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ Ｓｔｅｐｓ ｖａｌｕｅ ｃｈａｎｇｅ

　 　 由实验结果可知， 随着 Ｓｔｅｐｓ 值的增大，召回率

和精确度总体趋势都是下降的， 当 Ｓｔｅｐｓ 值取

［８０，１１０］ 区间值时，其实验效果较好，为方便实验

进行，将 Ｓｔｅｐｓ 值取为 １００。
（３）Ｓｔｅｐｓ 固定取 １００，Ｋ 固定取 ２９。 观察参数 Ｌ

的变化影响，结果如图 ３ 所示。
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图 ３　 Ｌ 值变化影响

Ｆｉｇ． ３　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ Ｌ ｖａｌｕｅ ｃｈａｎｇｅ

　 　 由实验结果可知，随着 Ｌ 值的增大，召回率会呈

现递增趋势，而精确度总体是呈现递减趋势，最终逐
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渐收敛平稳。 为确定 Ｌ 取具体何值时，可使推荐的

整体效果较好，研究中还对图 ３ 实验结果进行 Ｆ 度

量表示，即：

Ｆ ＝ ２ × ｐｒｅｃｉｓｉｏｎ × ｒｅｃａｌｌ
ｐｒｅｃｉｓｉｏｎ ＋ ｒｅｃａｌｌ

． （８）

　 　 Ｆ 度量赋予了召回率和精确度相等的权重，是
两者的调和均值。 其结果如图 ４ 所示。 可知在 Ｌ 值

取 １５ 时，Ｆ 值最高，综合推荐效果最好。

5 10 15 20 25 30

F值0.0425

0.0400

0.0375

0.0350

0.0325

0.0300

0.0275

0.0250

0.0225

推荐列表长度L/个

Va
lu
e

图 ４　 Ｆ 度量值变化

Ｆｉｇ． ４　 Ｃｈａｎｇｅ ｏｆ Ｆ ｖａｌｕｅ

２．４　 对比实验

为了验证 ＫＭＭＤ 算法模型的真实效果，选取了

２ 种推荐算法模型与本文提出算法进行比较。 这 ２
种算法的设计表述如下。

（１） ＣＢ（Ｃｏｎｔｅｎｔ⁃ｂａｓｅｄ Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）：基于

内容的推荐模型，通过召回用户日志文件获取与用

户有过交互的项目信息，再根据项目的属性特征学

习用户的偏好兴趣，可构建用户画像，并以此计算用

户与待推荐项目匹配度，推荐与其过去已购买过物

品相似度高的商品。
（２）ＭＦ（Ｍａｔｒｉｘ Ｆａｃｔｏｒｉｚａｔｉｏｎ）：传统基于矩阵分

解的推荐模型，通过用户对项目的显式评分数据构

建用户－项目评分矩阵，使用 ＳＶＤ 奇异值分解矩阵

后再进行重构，预测用户对未购买过的商品的评分，
进行推荐。

对比实验在 ＭｏｖｉｅＬｅｎｓ⁃１００Ｋ 数据集下进行，使
用了十折交叉验证法。 根据控制变量实验结果，对
ＫＭＭＤ 算法的参数选取了 Ｋ ＝ ２９，Ｓｔｅｐｓ ＝ １００，Ｌ ＝
１５。 实验结果对比见表 １。 对表 １ 分析后可知，其
研究结果的重点陈述见如下。
　 　 （１）召回率表现的是推荐效果的灵敏性，从该

值的角度来分析，ＫＭＭＤ 算法的效果最好，其相较

于 ＣＢ 算法提升了 １５．６４％，相较于 ＭＦ 算法提升了

１５４％。 说明在灵敏性上，ＫＭＭＤ 算法有了很大的提

升。
（２）从精确度来看，ＫＭＭＤ 算法的效果远高于

其它两个算法，比 ＣＢ 提升了 ３０．４３％，比 ＭＦ 提升了

１０３％。 可见，ＫＭＭＤ 算法在推荐的精确度上也有很

不错的表现。
由实验可得，ＫＭＭＤ 算法在召回率和精确度上

都有很大提升，能为用户提供更准确的推荐。
表 １　 召回率和精确度对比

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃａｌｌ ｒａｔｅ ａｎｄ ａｃｃｕｒａｃｙ

模型 召回率 精确度

ＣＢ ０．０４０ ９ ０．０１８ ４

ＭＦ ０．０１８ ６ ０．０１１ ８

ＫＭＭＤ ０．０４７ ３ ０．０２４ ０

２．５　 模型预测

该部分通过实验验证提出的 ＫＭＭＤ 算法可以

对新用户进行有效推荐。 实验是在包含 ９４３ 名用户

的 ＭｏｖｉｅＬｅｎｓ⁃１００Ｋ 数据集基础上，仿照其数据格

式，构造了 ２ 名用户基本属性数据作为新用户，作为

用户冷启动实验对象，数据如下：
（１）用户 ａ：年龄 ＝ ２４，性别 ＝男（Ｍ），职业 ＝技

术员（ｔｅｃｈｎｉｃｉａｎ）；
（２）用户 ｂ：年龄 ＝ ５０，性别 ＝女（Ｆ），职业 ＝作

家（ｗｒｉｔｅｒ）。
实验结果见表 ２。

表 ２　 用户冷启动预测

Ｔａｂ． ２　 Ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｕｓｅｒ ｃｏｌｄ ｓｔａｒｔ

Ａｔｔｒｉｂｕｔｅ Ｒｅｃｏｍｍｅｎｄｅｄ ｐｒｏｊｅｃｔｓ （ ＩＤ ） Ｐｒｅｄｉｃｔｉｖｅ ｒａｔｉｎｇｓ

Ｕａ ＝ （Ａｇｅ ＝

２４，
Ｇｅｎｄｅｒ ＝ Ｍ，
Ｏｃｃｕｐａｔｉｏｎ ＝

ｔｅｃｈｎｉｃｉａｎ）

５９
１３４
６５７
４８３
１ １３７

４．３９３
４．３８０
４．３６４
４．３０９
４．３００

Ｕｂ ＝ （Ａｇｅ ＝

５０，
Ｇｅｎｄｅｒ ＝ Ｆ，
Ｏｃｃｕｐａｔｉｏｎ ＝

ｗｒｉｔｅｒ）

３０２
２７２
３１３
８９８
３１５

４．５２１
４．２９４
４．１７７
４．１４２
４．１３８

　 　 实验结果说明，ＫＭＭＤ 算法可以对新用户进行

项目推荐，结果以评级高低排序。 ＫＭＭＤ 算法有效

改善了用户冷启动问题。
３　 结束语

将聚类算法与协同过滤思想相结合，提出了一

种基于 Ｋ⁃ｍｅａｎｓ 的矩阵分解推荐算法。 首先通过实

验 分析不同参数对ＫＭＭＤ算法的召回率和精确度

（下转第 ６６ 页）
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