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序列－序列模型注意力机制模块基本原理探究

马春鹏， 赵铁军
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摘　 要： 编码器－解码器注意力矩阵一直都被认为是传统的神经机器翻译模型（例如基于循环神经网络的模型）学习到的词

对齐。 然而，通过实验证明了，对于 Ｔｒａｎｓｆｏｒｍｅｒ 这一结论并不成立。 通过比较 Ｔｒａｎｓｆｏｒｍｅｒ 与基于循环神经网络的模型，研究

发现了 ２种模型中注意力机制的本质上的 ２个区别。 基于这个观察，提出了 ２种能够让 Ｔｒａｎｓｆｏｒｍｅｒ 的注意力机制学习到词

对齐的方法。 实验结果证明了本文提出的方法的有效性，可使 Ｔｒａｎｓｆｏｒｍｅｒ 既能学习到很好的词对齐，也能够提升机器翻译的

性能。
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０　 引　 言

在基于序列－序列模型的神经网络机器翻译

中，编码器和解码器的神经网络结构有很多。 常见

的结构包括循环神经网络［１－２］、卷积神经网络［３］、自
编码神经网络［４］等等。 虽然模型的结构有所不同，
但是注意力机制模块在各个模型中都存在。

对于机器翻译任务来说，注意力矩阵表示了目

标语言句子和源语言句子之间的对应关系。 因其与

词对齐之间的高度相关性，因此通常被当作是一种

概率形式的词对齐模型［５－６］。 基于这种思路，有一

些研究表明，令词对齐矩阵与真正的词对齐尽量相

似，能够提升神经网络机器翻译的性能［７－９］。 对于

基于卷积神经网络的机器翻译系统来说，词对齐矩

阵的可视化输出也表明了其与词对齐之间的相似性

（例如，文献［３］的图 ３）。
研究又发现，对于自编码神经网络（也被称为

Ｔｒａｎｓｆｏｒｍｅｒ），注意力矩阵与词对齐之间差异很大。
例如，在图 １中，基于自编码神经网络的模型的注意

力矩阵并没有捕捉到英语和汉语单词之间的对应关

系，而基于循环神经网络的模型的注意力矩阵与正

确的词对齐具有很高的相关性。 而且，对于自编码

神经网络，这种与词对齐的差异十分普遍。 后文会

给出关于这一事实的定量分析。
　 　 研究观察到的这些现象与之前的关于神经网络

机器翻译的研究是矛盾的。 之前的研究普遍认为，
神经网络机器翻译模型是通过注意力矩阵模块学习

词对齐的。 因此，为什么基于自编码网络的神经机

器翻译模型的注意力矩阵与词对齐有很大的差异，
是一个很值得研究的问题。 后文将会对这个问题做

出解答。 实验结果验证了提出的论述，同时，通过向

基于自回归网络的神经机器翻译模型中加入若干新

的模块，即能使其正确地学习到词对齐。
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　 　 　 　 　 　 　 （ａ） 真正的词对齐矩阵　 　 　 　 　 　 　 　 　 （ｂ） 基于循环神经网络的模型　 　 　 　 　 　 　 （ｃ） Ｔｒａｎｓｆｏｒｍｅｒ
　 　 　 　 　 　 　 （ａ） Ｔｒｕｅ ｗｏｒｄ ａｌｉｇｎｍｅｎｔ　 　 　 　 　 　 　 　 　 　 　 （ｂ） ＲＮＮ⁃ｂａｓｅｄ ｍｏｄｅｌ　 　 　 　 　 　 　 　 　 （ｃ） Ｔｒａｎｓｆｏｒｍｅｒ

图 １　 ３ 个注意力矩阵

Ｆｉｇ． １　 Ｔｈｒｅｅ ａｔｔｅｎｔｉｏｎ ｍａｔｒｉｃｅｓ

１　 两种神经网络机器翻译模型的重新表述

为了后文的叙述方便，文中使用同一的数学语

言，将 ２种神经网络机器翻译模型（基于循环神经

网络的模型与基于自编码神经网络的模型）进行重

新表述。 对此拟做研究论述如下。
１．１　 基于循环神经网络的机器翻译模型

基于循环神经网络的模型在很长一段时间内都

是神经网络机器翻译的主流模型，并且已经被部署

到了大型的商用系统上［１０－１１］。 通过引入注意力机

制模块，机器翻译的性能超过了传统的统计机器翻

译方法。
模型由 ２部分组成：编码器和解码器。 给定源

语言端的句子 ｗｓ ∈ Ｚｎｓ
＋ ， 其中每一项都表示源语言

单词的索引，于是编码器就会生成一个词嵌入的序

列。 研究将其记作 Ｉ１ｓ ∈ Ｒｎｓ×ｄ。 这里， ｎｓ 是源语言

句子的长度， ｄ 是模型的维度。 此后，编码器按照下

面的方式计算隐含层向量序列 Ｈ１ｓ ∈ Ｒｎｓ×ｄ。 此处需

要指出，本文使用方括号表示矩阵的某列，或者向量

的某个元素，使用上标和下标来区分不同的矩阵和

向量。 相应数学公式可表示为：
Ｈ１ ｉ[ ] ＝ ＲＮＮ Ｈ１ｓ ｉ － １[ ] ，Ｉ１ｓ ｉ[ ]( ) ， （１）

　 　 函数 ＲＮＮ 可以是门循环单元或是长短时记忆

网络。 下一层的输入可写作如下数学形式：
Ｉ２ｓ ＝ Ｈ１ｓ ， （２）

　 　 重复上述计算，就可以得到源语言序列的最终

表示 Ｏｓ ＝ ＩＬｓ＋１ｓ ，其中 Ｌｓ 是编码器的层数。
解码器会按照下面的方式生成目标端的句子

ｗｔ ∈ Ｚｎｔ
＋ ，即：

ｗｔ ｊ[ ] ＝ ａｒｇｍａｘ ｓｏｆｔｍａｘ ＦＦＮＮ Ｏｔ ｊ[ ]( )( )( ) ， （３）
　 　 其中， ｎｔ 是目标语言句子的长度。 ＦＦＮＮ 是一

个前馈神经网络， Ｏｔ ＝ ＩＬｔ＋１ｔ 是解码器的层数。 对于

第 ｌ 层，输出 Ｉｌ ＋１ｔ 按照如下方式进行计算，即：
Ｉｌ ＋１ｔ ＝ ｆ Ｃｌ，Ｈｌ

ｔ( ) ， （４）
　 　 其中， ｆ 是一个非线性函数。 Ｈｌ

ｔ 按照如下公式

进行计算：
Ｈｌ

ｔ ｊ[ ] ＝ ＲＮＮ Ｈｌ
ｔ ｊ － １[ ] ，Ｉｌｔ ｊ[ ]( ) ， （５）

　 　 向量 Ｃｌ ｊ[ ] 是 Ｏｓ 各个列的加权平均，计算公式

具体如下：

Ｃｌ ｊ[ ] ＝∑
ｎｓ

ｉ ＝ １
ｓｏｆｔｍａｘ Ｈｌ

ｔ ｊ[ ]( ) Ｔ Ｏｓ( ) Ｏｓ ｉ[ ] ． （６）

这个被称作是基于循环神经网络的注意力机制。
这里只描述了一种被广泛使用的基于循环神经网络的

注意力机制，即文献［１２］提出的点积注意力机制。
１．２　 基于自编码网络的机器翻译模型

与基于循环神经网络的模型相比，基于自编码

网络的机器翻译模型最近在速度和精度上都已经超

过了前者。 这一模型同样使用了序列－序列模型。
与基于循环神经网络的模型不同，编码器按照如下

的方式计算隐含层的向量，即：
Ｈ１ｓ ＝ ＳＡ Ｉ１ｓ ，Ｉ１ｓ ｉ[ ] ，Ｉ１ｓ( ) ， （７）

　 　 其中， Ｉ１ｓ 不仅包含了词嵌入的信息，还通过位

置编码将单词位置的信息编码到了模型中。 自注意

力机制按照下式进行计算，即：

ＳＡ Ｋ，Ｑ，Ｖ( ) ＝ ｓｏｆｔｍａｘ ＫＴＱ
√ｄ

æ

è
ç

ö

ø
÷ Ｖ， （８）

　 　 下一层的输入按照如下方式进行计算，即：
Ｉ２ｓ ＝ ＦＦＮＮ Ｈ１ｓ( ) ＋ Ｈ１ｓ ， （９）

　 　 这里，研究考虑了网络中的残差连接［１３］的情形。
对于解码器， Ｉｌ＋１ｔ 按照下面的方式进行计算，即：

Ｉｌ ＋１ｔ ＝ ＦＦＮＮ Ｈｌ
ｔ( ) ＋ Ｈｌ

ｔ， （１０）
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Ｈｌ
ｔ ｊ[ ] ＝ ＳＡ Ｏｓ，Ｈｌ

ｔ
 ｊ[ ] ，Ｏｓ( ) ， （１１）

Ｈｌ
ｔ
 ｊ[ ] ＝ ＳＡ Ｉｌｔ，Ｉｌｔ ｊ[ ] ，Ｉｌｔ( ) ． （１２）

　 　 上面的方程中的自注意力机制就是本论文研究

的主题。
２　 循环神经网络注意力机制与自编码网络注意力

机制的比较

文中猜测，对于基于自编码网络的机器翻译系

统，注意力矩阵与词对齐并不相关。 为了验证这一

猜测，研究通过实验比较了 ２ 种神经网络机器翻译

模型在词对齐任务上的效果。
２．１　 实验配置与基线系统

文中使用 ＬＤＣ数据集来训练英语－汉语的神经

网络机器翻译模型。 ＬＤＣ 语料库由以下部分构成：
ＬＤＣ２００２Ｅ１８、 ＬＤＣ２００３Ｅ０７、 ＬＤＣ２００３Ｅ１４、
ＬＤＣ２００４Ｔ０７ 的 Ｈａｎｓａｒｄｓ 部分、 ＬＤＣ２００４Ｔ０８ 以及

ＬＤＣ２００５Ｔ０６。 合计约 １４０ 万平行句对。 翻译性能

根据单词粒度的 ＢＬＥＵ 得分［１４］进行评价。 选择使

用 ＮＩＳＴ ＭＴ ２００２ 数据集进行评价。 这个数据集含

有 ８７８个平行句对。
由于在 ＮＩＳＴ ＭＴ ２００２中，没有人工标记的词对

齐信息，因此使用一个人工标注的词对齐语料库

（ＴＨＵ语料库，ｈｔｔｐ： ／ ／ ｎｌｐ． ｃｓａｉ． ｔｓｉｎｇｈｕａ． ｅｄｕ． ｃｎ ／ ～ ｌｙ ／
ｓｙｓｔｅｍｓ ／ ＴｓｉｎｇｈｕａＡｌｉｇｎｅｒ ／ ＴｓｉｎｇｈｕａＡｌｉｇｎｅｒ． ｈｔｍｌ）来评

价词对齐的学习质量。 这个语料库由英语－汉语平

行句对组成，这些句对的词对齐信息已经被人工标

注完毕。 每个词对齐信息都关联着一个标注人员的

确信程度（“确信”或“不确信”）。 研究将包含“不
确信”的句对全部删除。 为了提升评价的可信性，
只评价长句子（即，包含 １０ 个词对齐以上的句子）。
最终的 ＴＨＵ语料库包含 ８５４ 个平行句对。 需要注

意的是，虽然 ＴＨＵ语料库还提供了 １３０ 万的平行句

对用于训练一个词对齐模型，但是只使用了 ＴＨＵ语

料库的测试集部分。 评价的度量是词对齐错误率

（ＡＥＲ）。 在评价 ＡＥＲ 时，研究强制令解码器输出参

考译文的单词，选择词对齐矩阵中的最大值作为对

齐的源语言单词，进行评价。
２种神经网络机器翻译模型都是基于 ＯｐｅｎＮＭＴ

（ｈｔｔｐ： ／ ／ ｏｐｅｎｎｍｔ．ｎｅｔ） ［１５］实现的。 对于基于循环神经

网络的机器翻译模型，编码器和解码器都有 ２个隐含

层，隐含层的单元是长短时记忆网络。 对于自编码网

络的神经机器翻译模型，编码器和解码器的层数均为

６。 研究使用了多头注意力机制，头的数量为 ８。 同

时还使用了层归一化策略［１６］。 关于模型的正则化，

则使用了下面的方法：标签平滑［１７］和 ｄｒｏｐｏｕｔ［１８］。 在

优化时，选择使用了 Ａｄａｍ优化算法［１９］。
　 　 表 １给出了基线系统的实验结果。 对于基于自

编码神经网络的机器翻译模型，由于采用了多头注

意力机制，词对齐是通过最后一个头进行计算的。
虽然自编码网络的机器翻译模型的翻译质量要远好

于另一方，但是注意力矩阵给出的词对齐的质量要

远差于另一方。
表 １　 基线系统的实验结果

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｂａｓｅｌｉｎｅ ｓｙｓｔｅｍ

系统 ＡＥＲ ＢＬＥＵ （ＭＴ０２） ＢＬＥＵ （ＴＨＵ）

ＲＮＮ⁃ＮＭＴ １８．９ ２２．１１ １１．２１
Ｔｒａｎｓｆｏｒｍｅｒ ２８．２ ２５．５０ ２８．１８

２．２　 自注意力机制不同头的效果

之前已经有研究表明，对于多头自注意力机制

来说，调节头的数量［２０］或者对各个头取平均［２１］会

对模型的性能产生很大的影响。 因此，研究考察了

在学习词对齐的任务上，调节自注意力机制的头会

产生怎样的影响。
　 　 表 ２给出了自注意力机制的不同头计算得到的

词对齐错误率。 由表 ２ 可以看到，虽然词对齐错误

率各不相同，但是所有的头都没有很好地学习到词

对齐。 所有的词对齐错误率都要远高于基于循环神

经网络的机器翻译模型的注意力模块计算得到的词

对齐错误率（１８．９）。
表 ２　 Ｔｒａｎｓｆｏｒｍｅｒ 不同头的 ＡＥＲ

Ｔａｂ． ２　 ＡＥＲｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｈｅａｄｓ ｏｆ ｔｈｅ ｔｒａｎｓｆｏｒｍｅｒ

头编号 ０ １ ２ ３ ４ ５ ６ ７

ＡＥＲ ３１．６ ３１．８ ３１．９ ３０．７ ３０．１ ３４．６ ２９．２ ２８．２

　 　 表 ３ 给出了调节自注意力机制头的数量的结

果，以及对各个头取平均的结果。 表 ３ 中，井号（＃）
表示头的数量，“ ｈｌａｓｔ ”表示使用最后一个头计算词

对齐错误率， “ａｖｅｒ” 表示使用所有头的平均值来计

算词对齐错误率。
表 ３　 调节自注意力机制头数目的效果

Ｔａｂ． ３　 Ｅｆｆｅｃｔｓ ｏｆ ｍｏｄｉｆｙｉｎｇ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｈｅａｄｓ ｏｆ ｓｅｌｆ⁃ａｔｔｅｎｔｉｏｎ

ｍｅｃｈａｎｉｓｍ

系统 ＡＥＲ ＢＬＥＵ （ＭＴ０２） ＢＬＥＵ （ＴＨＵ）

＃＝ １， ｈｌａｓｔ ３１．３ ２３．３５ ２８．３０

＃＝ ２， ｈｌａｓｔ ２７．９ ２３．８７ ２７．８２

＃＝ ４， ｈｌａｓｔ ３０．１ ２４．７６ ２８．０３

＃＝ ８， ｈｌａｓｔ ２８．２ ２５．５０ ２８．１８

＃＝ １６， ｈｌａｓｔ ２９．１ ２５．２４ ２８．５５

＃＝ ８， ａｖｅｒ ３２．３ ２５．５０ ２８．１８
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　 　 可以看到，虽然机器翻译的性能几乎会随着头

数量的增加而变好，但是词对齐错误率几乎不变。
对所有头取平均也不会让词对齐错误率有所降低。
因此，对于基于自编码网络的神经机器翻译模型来

说，仅仅调节头的数目是不够的，并不能够让模型学

习到很好的词对齐。
２．３　 训练阶段模型的演化

图 ２给出了单词粒度的 ＢＬＥＵ 得分与词对齐错

误率在训练过程中的变化情况。 ＢＬＥＵ 得分是在

ＮＩＳＴ ＭＴ ０２语料库上测试得到的，词对齐错误率是

在 ＴＨＵ语料库上测试得到的。 正如研究前期预想

的那样，２个模型的 ＢＬＥＵ 得分都会随着训练的进

行而逐渐升高，并且基于自编码网络的机器翻译模

型会得到更好的翻译效果。 然而，自编码网络的神

经机器翻译模型的词对齐错误率要比基于循环神经

网络的模型更高，并且会随着训练的进行而变得越

来越高，也就是说词对齐的效果会越来越差。 这就

为前文的猜想提供了一个证据，即，基于自编码神经

网络的神经机器翻译系统的注意力矩阵并不是词对

齐。
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图 ２　 ＡＥＲ 与单词粒度 ＢＬＥＵ 得分的演化过程

Ｆｉｇ． ２　 Ｅｖｏｌｕｔｉｏｎ ｏｆ ＡＥＲ ａｎｄ ｗｏｒｄ－ｌｅｖｅｌ ＢＬＥＵ ｓｃｏｒｅ

２．４　 有监督注意力机制方法的效果

遵循文献［８］的做法，研究使用金标准的词对

齐来引导模型的训练。 对于基于自编码网络的神经

机器翻译系统，只对多头自注意力机制的最后一个

头进行引导。 具体地，首先将金标准的词对齐转化

为 ０－１的矩阵，再使用一个服从正态分布 Ｎ（０，０．５）
的高斯滤波器对矩阵进行平滑。 然后，在训练时，将
在损失函数中加入下面一项。 具体如下：

ｄ（Ａ，Ａ∗） ＝ ∑
ｎｔ

ｔ ＝ １
∑
ｎｓ

ｓ ＝ １
Ａ∗ ｔ，ｓ[ ] － Ａ ｔ，ｓ[ ]( ) ２( )

１
２ ．

（１３）

　 　 其中， Ａ∗ 是平滑后的金标准词对齐矩阵， Ａ 是

神经网络机器翻译模型学习得到的注意力矩阵。
　 　 对于文中的实验，ＬＤＣ 训练语料库的金标准词

对齐矩阵是使用 ＧＩＺＡ ＋ ＋（ ｈｔｔｐ： ／ ／ ｗｗｗ． ｆｊｏｃｈ． ｃｏｍ ／
ＧＩＺＡ＋＋．ｈｔｍｌ）工具得到的。 表 ４给出了有监督注意

力机制方法的实验结果。 对于基于循环神经网络的

机器翻译模型，使用有监督注意力机制的方法，词对

齐的错误率有所降低，机器翻译的性能有所提升。
然而，对于基于自编码神经网络的机器翻译模型，使
用有监督注意力机制的方法，虽然词对齐的错误率

得到了大幅度的降低，但是机器翻译的性能受到了

很大程度的损害。 这就证明了本次研究中的假设：
自编码神经网络的机器翻译模型的注意力矩阵与词

对齐是有很大差异的，因此金标准的词对齐会误导

训练过程的进行。
表 ４　 有监督注意力机制的实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔ ｏｆ ｓｕｐｅｒｖｉｓｅｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

系统 ＡＥＲ ＢＬＥＵ （ＭＴ０２） ＢＬＥＵ （ＴＨＵ）

ＲＮＮ－ＮＭＴ（基线） １８．９ ２２．１１ １１．２１

ＲＮＮ－ＮＭＴ（有监督） １７．１ ２２．２１ １１．７２

Ｔｒａｎｓｆｏｒｍｅｒ（基线） ２８．２ ２２．５０ ２８．１８

Ｔｒａｎｓｆｏｒｍｅｒ（有监督） ２１．５ ２３．５２ ２５．６７

ＧＩＺＡ＋＋ １９．３ － －

３　 自注意力机制与词对齐不匹配的原因

通过上述实验分析，一个很自然的问题就是：为
什么自注意力机制与词对齐不存在对应关系。 这就

是本节所关注的问题。
通过比较基于循环神经网络的序列－序列模型

的注意力机制与基于自编码网络的序列－序列模型

的注意力机制，可以看到，除了一个常数
　 ｄ ， 两者

之间几乎完全相同。 因此，则会猜想，这个问题的答

案不在于注意力机制本身，而在于编码器隐含层表

示 Ｈｌ
ｓ 和解码器隐含层表示 Ｈｌ

ｔ 的计算方法上。 同时

还发现，在计算隐含层表示时，有 ２ 个主要的不同：
暴露范围与依赖关系。 故而，研究有针对性提出了

２种学习更优质的词对齐的方法，并验证了这 ２ 种

方法的有效性。
３．１　 暴露范围的不同

当计算编码器的表示时，除了表面上使用的具

体数学公式有所不同外，研究发现，其根本性的不同

在于暴露范围的不同。
对于基于循环神经网络的机器翻译模型，

Ｈｌ
ｓ ｉ[ ] 是通过循环神经网络递归地计算得到的。 参
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与计算的变量包括了所有的 Ｈｌ
ｓ ｋ[ ] 。 对于前向循

环神经网络， ｋ ∈ １，ｉ － １[ ] ，而对于后向循环神经

网络， ｋ∈ ｉ ＋ １，ｎｓ[ ] 。 虽然 ２ 个方向的计算结果

最后要被合并到一个向量中，但是对于最后的隐含

层向量表示中的某一个具体的元素来说，只有某一

些 Ｈｌ
ｓ ｋ[ ] 参与了计算。
相反，对于基于自编码网络的机器翻译模型来

说，编码器的隐含层向量表示中的任何一个元素都

使用了所有的 Ｈｌ
ｓ ｋ[ ] ｋ∈ １，ｎｓ[ ]( ) 来进行计算。

虽然这些多出来的信息或许能够提升机器翻译的性

能，但却会误导词对齐的学习。
考虑了这一原因后，故而猜想，在基于自编码神

经网络的机器翻译模型的编码器一侧加入一个编码

遮罩或许能够使其学习到质量更好的词对齐。 具体

地，在计算 Ｈ１ｓ ｉ[ ] 时，将按照下面的方式进行计算，
即：

Ｈ１ｓ ＝ ＳＡ Ｉ１ｓ ≤ ｉ[ ] ，Ｉ１ｓ ｉ[ ] ，Ｉ１ｓ ≤ ｉ[ ]( ) ， （１４）
　 　 研究将这种计算方式称作前向编码遮罩。 也可

以按照下面的方式计算 Ｈ１ｓ ｉ[ ] ，即：
Ｈ１ｓ ＝ ＳＡ Ｉ１ｓ ≥ ｉ[ ] ，Ｉ１ｓ ｉ[ ] ，Ｉ１ｓ ≥ ｉ[ ]( ) ． （１５）
这种计算方式被称作后向编码遮罩。 编码器的

其它层也可以按照类似的方式进行计算。
　 　 表 ５给出了添加编码遮罩的实验结果。 星号表

示实验结果具有统计显著性。 由表 ５ 可以看到，虽
然词对齐的错误率仍然要高于基于循环神经网络的

机器翻译模型，但是通过添加编码遮罩的方式，确实

能够让基于自编码网络的机器翻译模型学习到更好

的词对齐。 此外，虽然编码遮罩减少了编码器所使

用的信息，但是在 ＴＨＵ语料库上的翻译效果并没有

受到太大的影响。 对于 ＮＩＳＴ ＭＴ ０２ 语料库， ＢＬＥＵ
得分在一定程度上甚至还有所上升，这一点就超出

了设计预期。 因此，分析后可知，暴露范围的不同确

实是造成自编码网络的神经机器翻译模型无法成功

学习到词对齐的原因之一。
表 ５　 加入编码遮罩的效果

Ｔａｂ． ５　 Ｅｆｆｅｃｔｓ ｏｆ ａｄｄｉｎｇ ｅｎｃｏｄｉｎｇ ｍａｓｋｓ

系统 ＡＥＲ ＢＬＥＵ （ＭＴ０２） ＢＬＥＵ （ＴＨＵ）

基线（Ｔｒａｎｓｆｏｒｍｅｒ） ２８．２ ２５．５０ ２８．１８

＋前向编码遮罩 ２５．１ ２６．６６ ２７．４９

＋后向编码遮罩 ２５．４ ２５．９２ ２８．０８

３．２　 依赖关系的不同

在计算解码器的隐含层表示时，研究发现，对于

基 于 循 环 神 经 网 络 的 模 型， Ｈｌ
ｔ ｊ[ ] 依 赖 于

Ｈｌ
ｔ ｊ － １[ ] （即，同一层的历史状态）。 然而，对于基

于自编码网络的模型， Ｈｌ
ｔ ｊ － １[ ] 没有参与计算。

Ｈｌ
ｔ ｊ[ ] 依赖于 Ｉｌｔ，从而进一步依赖于 Ｈｌ －１

ｔ （即，前一

层的全部状态）。 对于编码器，这一结论也成立。
因此有理由相信，对于学习词对齐来说，同一层的历

史状态是很有用的。
然而，由于自编码网络的并行处理的特性，将同

一层的历史信息加入到隐含层向量的计算中并不容

易。 研究提出了一种折中的解决方案。 在基于自编

码神经网络的机器翻译模型的编码器或解码器的最

后一层的上面，加上一层循环神经网络。 具体地，

Ｏ ｓ 按照如下方式进行计算，即：

Ｏ ｓ ＝ ＰＦＮ ＬＳＴＭ ＦＦＮＮ Ｏｓ( ) ＋ Ｏｓ( )( ) ． （１６）
　 　 其中，ＰＦＮ是按照位置的前馈神经网络。 类似

地，解码器的最后一层的隐含层表示 Ｏ ｔ 也可以得

到。
　 　 表 ６给出了在编码器或解码器的最后一层上方

添加循环神经网络层的效果。 研究选择的循环神经

网络是双向的长短时记忆单元网络。 表 ６中的井号

（＃）表示循环神经网络的层数，星号表示实验结果

具有统计显著性。
表 ６　 添加双向循环神经网络的结果

Ｔａｂ． ６　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ａｄｄｉｎｇ ｂｉｄｉｒｅｃｔｉｏｎａｌ ＲＮＮｓ

ＬＳＴＭ ＡＥＲ ＢＬＥＵ （ＭＴ０２） ＢＬＥＵ （ＴＨＵ）

编码器（＃＝ １） ２９．３ ２５．１２ ２８．３２

编码器（＃＝ ２） ２５．６ ２５．８８ ２７．８６

解码器（＃＝ １） ２８．６ ２５．７６ ２８．３３

解码器（＃＝ ２） ２５．２ ２６．３３ ２８．００

编码器＋解码器（＃＝ ２） ２５．３ ２６．１０ ２８．４３

基线 ２８．２ ２５．５０ ２８．１８

　 　 从实验结果中，可以看到，在编码器或解码器一

侧添加循环神经网络并没有显著的差别。 随着循环

神经网络层数的增加，模型可以学习到更好的词对

齐。 而且，在大多数情形下，机器翻译的效果都有所

提升。 这个实验就证明了，依赖关系的不同也是造

成基于自编码网络的机器翻译系统无法学习到优质

词对齐的原因之一。
４　 结束语

研究发现 Ｔｒａｎｓｆｏｒｍｅｒ 的注意力机制矩阵并不

对应于词对齐。 研究设计了多组实验，通过实验数

据，定量地证明了这一点。 同时，分析给出了这个现

象的原因，并且提出了 ２种方法，使其能够成功地学

习到词对齐。

５第 １期 马春鹏， 等： 序列－序列模型注意力机制模块基本原理探究
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