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一种应用在生物医学图像分割的融合模型

孙　 红， 杨喆地

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 近年来，深度学习给医学图像分割带来了突破。 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 是这方面最突出的深度网络，是医学影像

界最流行的架构。 尽管在多模态医学图像分割方面整体表现突出，但研究发现在原有网络的基础上还可以进行提升。 因此，
提出了一种融合的思想，并在 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 对提出的思想进行了实验。 为尽可能减少模型的参数量，研究采用了

共享的策略，将参数量控制在合理的范围内。 最后，比较了提出的融合模型与经典的 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 在细胞边缘分

割数据集和乳腺分割两个数据集上表现的效果。 仿真结果表明融合后的模型比融合前的模型有了更好的表现。
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０　 引　 言

随着社会的发展和生活水平的提高，人们对于

医疗健康的重视程度在不断提升，医疗影像在医疗

诊断中也发挥了越来越重要的作用。 一张医学图像

所包含的信息量是十分巨大的，但是当医生诊断的

时候，通常只需要其中一小部分组织或某一片特点

区域的数据，由此来进行病变情况的分析与确定。
然而由于检测设备及设备工作原理的不同，医学图

像上难免会出现噪点，如果噪点过多，将会对医生诊

断带来一定困扰，且增大误诊的几率，而误诊的后果

则是不言而喻的。 基于此，将图像分割技术应用到

医学领域即已成为当下热点。 图像分割技术可以将

医疗图像划分为感兴趣区域，医生就可有针对性对

特定的区域展开图像分析处理，减少医生的时间成

本，在提升疾病分析的准确性的同时、也提高了医务

人员的工作效率。

以往，大多数医学图像均需要专业医务人员才

能进行分割，相对于自然图像来说，医学图像有着更

加复杂的特征，根据简单的纹理、颜色、形状往往很

难做好图像分割。 然而近年来，随着深度学习技术

在计算机视觉领域取得了一系列突破性的进展，给
这些问题的解决提供了有效的方法。 自 ２０１２ 年以

来， ＡｌｅｘＮｅｔ［１］、 ＶＧＧ［２］、 ＧｏｏｇｌｅＮｅｔ［３］、 Ｒｅｓｉｄｕａｌ
Ｎｅｔ［４］、ＤｅｎｓｅＮｅｔ［５］、胶囊网络［６］ 等深度卷积神经网

络（ＤＣＮＮ）模型相继问世［７］，计算机视觉领域也随

即得到了飞速的发展。 ２０１５ 年，Ｌｏｎｇ 等人［８］提出了

全卷积神经网络，第一次将全卷积神经网络应用于

图像分割，该结构将原卷积神经网络中的全连接层

替换为卷积层，使用反卷积将最后的低分辨率特征

图复现回输入图片大小，再逐像素进行分类。 为了

解决 ＦＣＮ 结构中分割结果并不精细、以及生物医学

影像领域数据量较少问题，２０１５ 年 Ｒｏｎｎｅｂｅｒｇｅｒ 等

人［９］提出 Ｕ－Ｎｅｔ，Ｕ－Ｎｅｔ 使用对称的编码与解码网



络，解码网络中使用上采样加卷积的结构，同时使用

特征复制思想减少池化层造成的位置信息丢失，该
结构在数据量较少的医学影像数据集取得了当时最

优的图像分割结果。 Ｕ－Ｎｅｔ 结构虽然在一定程度上

降低了位置信息损失，但却仍然存在可优化空间。
２０１５ 年，Ｖｉｊａｙ 等人［１０］ 提出了 ＳｅｇＮｅｔ， 这是在 ＦＣＮ
的基础上进行了改进，并在上采样和下采样中加入

了位置索引，且已在 ＶＯＣ１２［１１］挑战中取得了很好的

效果。 Ｐｏｈｌｅｎ 等人［１２］ 提出了全分辨率残差网络

（ＦＲＲＮ）。 ＦＲＲＮ 使用一条独立的残差流以全分辨

率处理特征图，处理低层像素信息以保证分割模型

可以捕获良好的位置信息，同时在池化流部分使用

卷积池化的层叠结构提取深度语义信息进行语义分

割。 ＦＲＲＮ 更适合数据量较多的自然图像，在生物

医学影像数据集的处理上容易造成过拟合。 ２０１８
年，Ｚｈａｎｇ 等人［１３］ 提出了 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ。 Ｒｅｓｉｄｕａｌ
Ｕ － Ｎｅｔ 将 残 差 网 络 和 Ｕ － Ｎｅｔ 结 合 起 来， 在

Ｍａｓｓａｃｈｕｓｅｔｔｓ ｒｏａｄｓ ｄａｔａｓｅｔ［１４］ 的表现优于之前的其

他 算 法。 ２０１９ 年， Ｎａｂｉｌ 等 人［１５］ 提 出 了

ＭｕｌｔｉＲｅｓＵＮｅｔ， ＭｕｌｔｉＲｅｓＵＮｅｔ 在一个 ｍｕｌｔｉｂｌｏｃｋ 结构

中构建了多级卷积层来实现不同尺度的特征提取并

进行了 ｃｏｎｃａｔｅｎａｔｉｏｎ 拼接，同时将并行结构替换为

串行结构，并在输出端增加残差连接，再用该结构去

替换原有的卷积层，可以较好地处理图像的不同尺

度问题，且在 ＥＭ ｓｅｇｍｅｎｔａｔｉｏｎ ｃｈａｌｌｅｎｇｅ［１６－１７］ 中有着

优异的表现。 Ｆｒａｚ 等人［１８］ 提出了 Ｒ２Ｕ－Ｎｅｔ，Ｒ２Ｕ－
Ｎｅｔ 使用了循环残差卷积神经网络，在 Ｒｅｔｉｎａ Ｂｌｏｏｄ
Ｖｅｓｓｅｌ Ｓｅｇｍｅｎｔａｔｉｏｎ ［１９］、 Ｓｋｉｎ Ｃａｎｃｅｒ Ｌｅｓｉｏｎ
Ｓｅｇｍｅｎｔａｔｉｏｎ［２０］和 Ｌｕｎｇ Ｓｅｇｍｅｎｔａｔｉｏｎ［２１］ 上取得了较

好的效果。
综上，本文在 Ｕ－Ｎｅｔ 结构和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 基

础上，结合模型融合思想构建多分支 Ｕ － Ｎｅｔ 和

Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ。 各分支 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ
共享深层编码与解码网络，极大减少多分支网络的

参数数量，同时可以在不破坏原有 Ｕ－Ｎｅｔ 分割输出

的基础上使用模型融合方法提高模型的总体分割效

果。 本文的创新贡献如下：
（１）针对如何构建差异输出，使用不同的位置

权值掩膜与相应的正负标签统计比例构造互异的加

权逐像素交叉熵损失函数。
（２）针对如何进行模型融合，使用相应的位置权

值掩膜来加权各分支网络，输出得到融合分割图像。
（３）用本文提出的模型，在细胞和乳腺两个数

据集上进行了实验，并与 Ｕｎｅｔ 网络和 Ｒｅｓｉｄｕａｌ Ｕ－

Ｎｅｔ 网络结果进行了对比。
实验证明，本文的多分支模型融合可以在原有分

支模型基础上提高图像分割效果，本文方法在小样本

的生物医学图像分割任务中可以提高模型泛化性能。

１　 方法

实际分类任务中，训练时需要进行超参数调优，
由于样本中包含了客观规律和采样误差，需要特定

的模型大小来均衡两者以达到最优的泛化性能，单
个模型很难设定这一超参数。 而通过将各个互异模

型的输出进行一定的融合，却可以提高总体模型的

泛化性能。
针对如何进行像素级别分类的分割网络模型融

合，本文提出共享深层特征提取结构在达到共享网络

对各个分支网络具有一定正则化效果的同时，大大减

少了多网络输出的参数数量。 由于 Ｕ－Ｎｅｔ 在”Ｕ”型
结构底部会使用大量的卷积核，如果分别对各分支网

络独立构建该部分卷积核，整体模型参数会成倍增

长，本文采用共享策略则很好解决了这一问题。
１．１　 位置权值掩模

位置权值掩膜是对输入图像的不同位置进行不

同的权值设置，本文通过该权值对各分支网络的损

失函数进行改造，从而达到各分支网络的差异性输

出。 由于 ＩＳＢＩ２０１５ 数据、ＩＮＢｒｅａｓｔ 图像数据 ｌａｂｅｌ 在
各个位置上很难设计权值位置分布以适应所有数

据，在折中参数数量与模型整体性能基础上，提出如

下权值掩码方案。 将图像以田字形式均分为 ４ 个区

域，每一区域占比图像大小 １ ／ ４，如图 １ 所示。

（a）位置掩膜1 （b）位置掩膜2

（c）位置掩膜3 （d）位置掩膜4

图 １　 各分支模型位置权值掩膜
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　 　 通过加大各个区域的位置权值，可以增加各分

支网络对于特定区域的注意力，旨在使各分支网络

对于特定位置进行更加专门化的权值更新，从而达

到各分支网络的差异化输出。 而当差异化输出较

大、但模型表现接近的时候，融合模型可以在一定程

度上提高性能。
１．２　 基于位置权值掩膜的交叉熵损失函数

本文不对输入图像做位置加权，而是对损失函

数的逐像素交叉熵做位置加权。 研究中为了构建更

合理的损失函数，使用训练集 ｌａｂｅｌ 中各区域正负类

别的统计比例作为第二个加权项的参考因子，具体

加权系数的计算可用到如下公式：
ｋｉ ＝ αｉ( ) ／ α( ) ＋ １．０ （１）

　 　 其中， ｉ 表示区域索引； αｉ 表示各个区域训练集中

正类别像素占比； α 表示整张图像所有训练集 ｌａｂｅｌ 中
正类别像素占比。 各区域相对于整张图像的正负类别

像素比存在差异，该公式对各区域与整张图像正类别

像素统计信息的比例进行了数值化处理，再通过训练

集上的先验信息，从而达到提高网络泛化性的目的。

由于生物医疗数据较少，训练集上各区域正类

别像素统计信息与测试集数据存在一定差异，但实

验显示模型融合结果仍然得到了一定改进，当样本

数据增多时，训练集的统计信息能够更加准确地预

测测试集的像素类别占比，模型性能在理论上会得

到进一步提升。 本文提出的基于位置权值掩膜加权

交叉熵损失函数见式（２）：

Ｅ ＝ （１ ／ （Ｎ × Ｍ））∑
Ｍ

ｊ ＝ １
∑
Ｎ

ｉ ＝ １
（ － ｗ ｉ ｋｉ ｔｉ， ｊ ｌｎ ｙｉ， ｊ( ) －

ｗ ｉ（１ ／ ｋｉ）（１ － ｔｉ， ｊ） ｌｎ （１ － ｙｉ， ｊ）） （２）
其中， Ｍ 表示批样本数目； Ｎ 表示图像中的像

素数目； ｊ 表示样本索引； ｉ 表示像素索引； ｗ ｉ 表示

像素的位置权值，大小由 １．１ 节中定义的位置权值

掩膜给定。
１．３　 模型网络结构

本文共享 Ｕ 型网络底端多数目卷积核卷积层，
在编码部分构建各分支输入，在对称的解码部分构

建各分支输出，各分支网络具有相同的网络结构，模
型整体结构如图 ２ 所示。

图 ２　 模型网络整体结构

Ｆｉｇ． ２　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｍｏｄｅｌ

　 　 各分支网络基于不同的加权交叉熵损失函数产

生差异输出，本文使用位置权值掩膜作为权重进行

模型融合。 将各分支网络对应的位置权值掩膜与预

测输出逐项素相乘，各加权结果求和取均值作为融

合输出，融合方式如图 ３ 所示。

positionmask1 decodernet1output positionmask2 decodernet2output

positionmask3 decodernet3output positionmask4 decodernet3output fusionoutput

图 ３　 模型融合示意图

Ｆｉｇ． ３　 Ｍｏｄｅｌ ｆｕｓｉｏｎ
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１．４　 训练步骤

针对如何确保共享网络权值对于各个分支网络

具有通用性，本文采用分级训练的方法。 首先使用

交叉熵损失函数预训练 ｅｎｃｏｄｅｒｎｅｔ１ ＋ ｓｈａｒｅｄｎｅｔ ＋
ｄｅｃｏｄｅｒｎｅｔ１，在验证集 ｌｏｓｓ 最低处保存模型，然后加

载所保存的模型，固定 ｓｈａｒｅｄｎｅｔ 参数，初始化各分

支 ｅｎｃｏｄｅｒ 和 ｄｅｃｏｄｅｒ 参数，使用各分支网络对应的

位置权值掩膜加权交叉熵损失函数多优化器同时训

练各分支网络，当融合后模型损失函数达到最低点

时保存模型，这里对训练流程可做阐释如下。
输入 　 ｓｈａｐｅ 为 ［Ｎ，Ｃ，Ｈ，Ｗ］ 的图像 （Ｘ） 和

ｓｈａｐｅ 为［Ｎ，Ｃ，Ｈ，Ｗ］ 的标签（Ｙ）
输出　 图像的分类结果

Ｓｔｅｐ １　 采用 Ｕ－Ｎｅｔ 模型或 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 作
为分支模型训练模型 １。

Ｓｔｅｐ ２　 模型 １ 的训练结束后，保存模型 １，并
固定 ｓｈａｒｅ 层参数，初始化两端 ｅｎｃｏｄｅｒ 和 ｄｅｃｏｄｅｒ
参数，使用 ４ 个优化器，同时利用第 １ 节给出的逐像

素交叉熵损失函数来训练 ４ 个模型。
Ｓｔｅｐ ３　 对 ４ 个模型输出后的结果求平均。

２　 实验结果与分析

２．１　 实验平台

本文涉及的图像语义分 割 实 验 使 用 基 于

Ｔｅｎｓｏｒｆｌｏｗ 后端的 ｋｅｒａｓ 深度学习框架进行神经网络

模型搭建，使用 Ｔｅｎｓｏｒｆｌｏｗ 进行模型训练。 实验平台

采用谷歌深度学习平台 Ｇｏｏｇｌｅ Ｃｏｌａｂ，该平台 ＧＰＵ 型

号为 ＮＶＩＤＩＡ Ｔｅｓｌａ Ｔ４，基于最新图灵架构，半精度浮

点运算峰值性能 ６５ ＴＦｌｏｐｓ，４ 位整数运算峰值性能

２６０ ＴＯＰＳ，包含 ２ ５６０ 个 ＣＵＤＡ 核心，３２０ 个图灵张量

核心，支持多精度推理，提供 １６ ＧＢ 显存。
２．２　 实验评价指标

在语义分割中，感兴趣的地方通常是整幅图像的

一小段。 因此，若仅仅利用精确度、召回率等指标却

大多都会导致错误的结果，究其原因就在于放大了对

背景的检测结果。 因此，本文另行引入了 Ｊａｃｃａｒｄ 系

数和Ｄｉｃｅ系数作为本文实验的评价指标，并使用以下

字母表示度量公式中出现的变量：ＴＰ 表示模型输出

结果和实际标签均为正样本，ＴＮ 表示模型输出结果

为负样本，实际标签为正样本；ＦＰ 表示模型输出结果

为正样本，实际标签为负样本；ＦＮ 表示模型输出结果

和实际标签均为负样本。 以此为基础，对文章选用指

标的数学含义及公式将给出探讨分述如下。
（１） Ｊａｃｃａｒｄ相似系数。 主要用于衡量２个样本

的相似性。 Ｊａｃｃａｒｄ 系数可以很好地衡量 ２ 张图像

的重合率。 其计算公式具体如下：
ＪＡＣ ＝ ＴＰ ／ （ＴＰ ＋ ＦＰ ＋ ＦＮ） （３）

　 　 当模型输出结果与标签完全重合时， Ｊａｃｃａｒｄ系
数为 １；当两者没有交集时，Ｊａｃｃａｒｄ 系数为 ０。
　 　 （２） Ｄｉｃｅ 系数。 当使用较高的阈值进行分类

时，可以得到较高的查准率，使用较低的阈值时可以

得到较高的召回率。 Ｄｉｃｅ 系数，又称 Ｆ１ 分数，可以

更好地均衡召回率和查准率，当召回率与查准率都

较高时，才可以得到较高的 Ｄｉｃｅ 系数。 其计算公式

具体如下：
Ｄｉｃｅ ＝ （２ＴＰ） ／ （２ＴＰ ＋ ＦＰ ＋ ＦＮ） （４）

２．３　 ＩＳＢＩ２０１５ 细胞边缘图像数据集实验

本文使用 ＩＳＢＩ２０１５ 细胞边缘图像分割数据集、
ＩＮＢｒｅａｓｔ 乳 腺 图 像 分 割 数 据 集［２２］ 进 行 实 验。
ＩＳＢＩ２０１５ 细胞边缘图像分割数据由 ３０ 张 ５１２×５１２×
１ 有标签显微图像组成，为了增加训练图像的多样

性，减少模型过拟合问题，对数据图像进行图像增

强。 使用 ｋｅｒａｓ 中 ＩｍａｇｅＤａｔａＧｅｎｅｒａｔｏｒ 类进行图像增

强，原始输入数据以及使用数据增强后标签分割图

像如图 ４ 所示。 图 ４ 中，（ａ）为原始输入图像，（ｂ）
为数据增强图像。
　 　 随后，本文对增强后的数据集进行了训练，并在验

证集 ｌｏｓｓ 最低处保存模型。 各分支网络验证集部分图

片的独立输出结果如图 ５ 所示。 相应地，细胞边缘分

割数据结果见图 ５ （ａ）、图 ５（ｂ）。 为表示方便，图 ５ 中

Ｆ－Ｕ－Ｎｅｔ 为网络分支采用 Ｕ－Ｎｅｔ 时的结构，Ｆ－Ｒｅｓ Ｕ－
Ｎｅｔ 网络分支采用 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 的结构，由于各分支

网络在损失函数上的差异导致差异性输出，各分支网

络的总体分割性能相近，融合后会得到性能提升。
　 　 本文在验证集上挑选出较难分割图像，将模型

融合后分割结果与融合前 Ｕ－Ｎｅｔ、和 Ｒｅｓ Ｕ－Ｎｅｔ 分
割结果进行对比，细胞边缘数据集分割结果对比结

果如图 ６ 所示。 将模型输出以 ０．５ 作为分割阈值，
对比结果见图 ６（ａ）、图 ６（ｂ）。 分析后可以发现，融
合后的结果比融合前的结果更接近于 ｌａｂｅｌ。
　 　 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 是目前医学图像分割的

最经典的模型之一，在实验中取得了较好的效果，利用

本文的思想分别在 ２ 种模型上进行实验，细胞边缘分

割数据集训练过程中 Ｊａｒｃｃａｒｄ系数和Ｄｉｃｅ系数变化如

图 ７ 所示。 由图 ７ 可以验证，融合后的模型在细胞边

缘分割数据集上表现得更好。 训练过程中， Ｊａｒｃｃａｒｄ
系数变化和 Ｄｉｃｅ 系数变化见图 ７（ａ）、图 ７（ｂ），研究发

现融合后的模型表现得比融合前的模型要更好。
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Label Enhancelabel1 Enhancelabel2 Enhancelabel3

Input Enhanceimage1 Enhanceimage2 Enhanceimage3
（a）原始输入数据

（b）使用数据增强后标签分割图像
图 ４　 ＩＳＢＩ２０１５ 细胞边缘图像数据集原始输入与数据增强对比

Ｆｉｇ． ４　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｓｏｕｒｃｅ ｉｍａｇｅｓ ａｎｄ ｉｍａｇｅｓ ｗｉｔｈ ａｕｇｍｅｎｔａｔｉｏｎ

Input m1 m2 m3 m4 F-U-Net Label

Input m1 m2 m3 m4 F-RU-Net Label

（a）原始输入数据

（b）细胞边缘分割数据结果
图 ５　 各分支图像输出结果

Ｆｉｇ． ５　 Ｔｈｅ ｏｕｔｐｕｔｓ ｆｒｏｍ ｄｉｆｆｅｒｅｎｔ ｂｒａｎｃｈｅｓ

Label

Label

Input

Input

U-Net
（JS0.8820）

F-U-Net
（JS0.8904）

ResidualU-Net
（JS0.8755）

F-RU-Net
（JS0.8904）

F-RU-Net
（JS0.8823）

ResidualU-Net
（JS0.8760）

F-U-Net
（JS0.8824）

U-Net
（JS0.8758）

（a）融合后分割结果

（b）融合前分割结果
图 ６　 细胞边缘数据集分割结果对比

Ｆｉｇ． ６　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｓｅｇｍｅｎｔｅｄ ｒｅｓｕｌｔｓ
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图 ７　 细胞边缘分割数据集训练过程中 Ｊａｃｃａｒｄ 系数和 Ｄｉｃｅ 系数变化图

Ｆｉｇ． ７　 Ｔｈｅ ｃｈａｎｇｉｎｇ ｏｆ Ｊａｃｃａｒｄ ａｎｄ Ｄｉｃｅ ｄｕｒｉｎｇ ｔｈｅ ｔｒａｉｎｉｎｇ

２．４　 ＩＮＢｒｅａｓｔ 乳腺图像分割数据集

本文使用的 ＩＮＢｒｅａｓｔ 乳腺图像分割数据集经过

文献［２３－２５］中进行 ＲＯＩ 提取、尺寸缩放，包括 ５８
张训练图像及 ５８ 张测试图像，图像分辨率为 ４０×

４０。 原始标签分割图像及使用数据增强后标签分

割图像如图 ８ 所示。 通过翻转、平移、随机剪裁进行

图像增强，输入如图 ８（ａ）所示。 图 ８（ｂ）与（ｃ）为数

据增强图像。

（a）原始图像 （b）增强图像1 （c）增强图像2

（d）标签 （e）增强标签1 （f）增强标签2

图 ８　 乳腺分割数据集增强

Ｆｉｇ． ８　 Ｔｈｅ ａｕｇｍｅｎｔａｔｉｏｎ ｏｎ ＩＮＢｒｅａｓｔ ｄａｔａｓｅｔ

　 　 各分支网络验证集部分图片的独立输出结果如

图 ９ 所示。 图 ９（ａ）表示各分支网络为 Ｕ－Ｎｅｔ 时各

分支网络的输出结果，图 ９（ｂ）表示各分支网络为

Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 时各分支网络的输出结果，其中Ｍ１、
Ｍ２、Ｍ３、Ｍ４ 为 ４个分支网络的输出结果， ｆｕｓｉｏｎ为融

合模型输出结果。 由此可以发现，各分支网络尽管

总体分割精度接近，但仍存在差异，进一步证明了各

分支网络在损失函数上的差异会导致差异性输出，
而由于各分支网络的总体分割性能相近， 因此融合

后模型性能会得到部分提升。
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（a）Input （b）Label

（g）fusion_output

（c）M1_output （d）M2_output

（e）M3_output （f）M4_output

图 ９　 各分支网络乳腺分割数据集验证集分割结果

Ｆｉｇ． ９ 　 Ｔｈｅ ｓｅｇｍｅｎｔｅｄ ｒｅｓｕｌｔｓ ｏｎ ＩＮＢｒｅａｓｔ ｄａｔａｓｅｔ ｆｒｏｍ ｄｉｆｆｅｒｅｎｔ
ｂｒａｎｃｈｅｓ

　 　 本文在验证集上挑选出较难分割图像，将模型融

合分割结果与原始 Ｕ－Ｎｅｔ、和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 分割结

果进行对比。 将模型输出以 ０．５ 作为分割阈值，乳腺

分割数据集结果对比如图 １０ 所示，通过指标结果可

以发现，融合后的模型相较于融合前有了部分提高。

（a）Input_1 （b）Label

（c）U-Net_output （d）ResU-Net_output

（e）fusion_output

图 １０　 乳腺分割数据集结果对比

Ｆｉｇ． １０　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｕｌｔｓ ｏｎ ＩＮＢｒｅａｓｔ

　 　 由图 １０ 分割结果进一步证明了本文提出的多

分支融合策略，应用在 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ 模
型可以得到更加接近 ｌａｂｅｌ 的分割结果，通过融合多

分支 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ，提高了模型的泛化

性。 仿真实验训练过程中， 验证集平均的 Ｊａｃｃａｒｄ
系数变化和Ｄｉｃｅ系数变化如图１１所示，相比融合前

的 Ｕ－Ｎｅｔ 和 Ｒｅｓｉｄｕａｌ Ｕ－Ｎｅｔ，融合后的模型表现得

更稳定，并且优于融合前的结果。
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图 １１　 乳腺分割数据集训练过程中 Ｊａｃｃａｒｄ 系数和 Ｄｉｃｅ 系数变化图

Ｆｉｇ． １１　 Ｔｈｅ ｃｈａｎｇｉｎｇ ｏｆ Ｊａｃｃａｒｄ ａｎｄ Ｄｉｃｅ ｄｕｒｉｎｇ ｔｈｅ ｔｒａｎｉｎｇ ｏｎ ＩＮＢｒｅａｓｔ
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３　 结束语

本文通过引入深层权值共享策略，同时构造对称

的编码与解码结构，将分支网络的模型融合策略应用

在 Ｕ 型网络中，并且使参数的增量控制在合理范围。
使用位置权值与各区域正负像素类别的统计比例对

逐像素交叉熵损失函数进行加权，增加各分支网络对

各个区域的注意力，构造差异化输出，使模型融合方

法提高了总体泛化性。 针对如何保证共享网络权值

对于各分支网络的通用性，采用不加权逐像素交叉熵

损失函数进行预训练，对各个分支网络起到一定的正

则效果；针对如何进行模型融合，本文使用对应的权

值掩膜对预测输出进行加权。 实验结果证明，多分支

融合预测输出在多数指标上优于融合前 Ｕ－Ｎｅｔ 和
Ｒｅｓ Ｕ－Ｎｅｔ，模型分割性能得到进一步提升。
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Ｄｅｅｐ ｌｅａｒｎｉｎｇ ａｎｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ ｆｏｒ ｍｅｄｉｃａｌ
ｉｍａｇｅ ｃｏｍｐｕｔｉｎｇ． Ａｄｖａｎｃｅｓ ｉｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ． Ｃｈａｍ： Ｓｐｒｉｎｇｅｒ， ２０１７：２２５－２４０．

［ ２４ ］ ＤＨＵＮＧＥＬ Ｎ ， ＣＡＲＮＥＩＲＯ Ｇ ， ＢＲＡＤＬＥＹ Ａ Ｐ ． Ｄｅｅｐ
ｓｔｒｕｃｔｕｒｅｄ ｌｅａｒｎｉｎｇ ｆｏｒ ｍａｓｓ ｓｅｇｍｅｎｔａｔｉｏｎ ｆｒｏｍ Ｍａｍｍｏｇｒａｍｓ
［ Ｃ ］ ／ ／ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇ．
Ｑｕｅｂｅｃ Ｃｉｔｙ， ＱＣ， Ｃａｎａｄａ：ＩＥＥＥ， ２０１５：１－６．

［２５］ＤＨＵＮＧＥＬ Ｎ ， ＣＡＲＮＥＩＲＯ Ｇ ， ＢＲＡＤＬＥＹ Ａ Ｐ ． Ｔｒｅｅ ＲＥ －
ｗｅｉｇｈｔｅｄ ｂｅｌｉｅｆ ｐｒｏｐａｇａｔｉｏｎ ｕｓｉｎｇ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｐｏｔｅｎｔｉａｌｓ ｆｏｒ ｍａｓｓ
ｓｅｇｍｅｎｔａｔｉｏｎ ｆｒｏｍ ｍａｍｍｏｇｒａｍｓ ［ Ｃ ］ ／ ／ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｓｙｍｐｏｓｉｕｍ ｏｎ Ｂｉｏｍｅｄｉｃａｌ Ｉｍａｇｉｎｇ． Ｂｒｏｏｋｌｙｎ， ＮＹ， ＵＳＡ：ＩＥＥＥ，
２０１５： ７６０－７６３．

２２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　


