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摘　 要： 多传感器融合是当前自动驾驶领域感知系统的重点。 针对在恶劣复杂天气场景下目标以及远距离小目标检测效果

差的问题，提出一种基于毫米波雷达与相机两级融合的 ３Ｄ 目标检测方法。 该方法先在数据层将毫米波雷达条码化处理与相

机信息融合建立三通道图像，然后输入到加入注意力机制的特征提取网络中进行初级检测；在特征层采取截锥体数据关联的

方式，将毫米波雷达信息与初级检测结果进行关联，进一步提升检测精度。 实验结果显示，在大型自动驾驶数据集 ｎｕＳｃｅｎｅｓ
下的 ｍｉｎｉ 集对融合网络进行评估，相比基准网络 Ｃｅｎｔｅｒｆｕｓｉｏｎ， 平均精度（ｍＡＰ） 提升了１．０９％，检测指标 （ＮＤＳ） 提升了

１．２１％。
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０　 引　 言

感知是自动驾驶系统的重要组成模块，而 ３Ｄ目

标检测是自动驾驶感知模块的重要内容。 尤其是对

自动驾驶下游任务，发挥着重要作用。 由于采用单一

传感器均存在一些缺陷，因此多模态融合是当前研究

重点。 目前来看，现有传感器融合方法大多集中在激

光雷达与摄像机融合上，但在雪、雨、雾霾、沙尘暴等

恶劣天气条件以及远距离目标下，激光雷达与相机融

合方案的检测质量会大幅下降。 在当前技术水平下，
开展相机与毫米波雷达融合策略方法研究是一套低

成本且应对恶劣环境下目标检测的更鲁棒方案。
国内外对毫米波雷达与相机融合的目标检测方

法已经做了一定研究。 如：Ｎａｂａｔｉ 等人［１］ 提出了

ＲＲＰＮ网络，通过仿照图像检测中的 ＲＰＮ 网络，将

毫米波雷达信息投影到图像坐标系中，提出了基于

毫米波雷达点云的预设 ＲＯＩ， 再进行检测，减少了

锚框数量，提升了检测速度，但整个过程中并未解决

毫米波雷达信息投影到图像坐标系上存在噪声及高

度误差问题。 Ｍｅｙｅｒ等人［２］提出了将毫米波雷达点

云转为鸟瞰视角，点云直接输入到 ＣＮＮ网络中来进

行目标检测。 而问题在于一帧毫米波雷达点云过于

稀疏，且 ＣＮＮ直接作用于点云会产生较多噪点，影
响检测精度。 高洁等人［３］在目标跟踪框架中，提出

将上一帧图像检测结果与当前帧雷达建立图像与雷

达点的关联，实现雷达预分类；再利用目标跟踪框架

来实现同一雷达点关联，找出属于上一时刻目标在

当前时刻的量测，利用 ＲＲＰＮ 建立候选区域，从而

得到当前目标检测结果，但同样未考虑毫米波雷达

高度 信 息 不 准 的 问 题。 Ｎａｂａｔｉ 等 人［４］ 提 出 了



Ｃｅｎｔｅｒｆｕｓｉｏｎ网络，通过毫米波雷达与相机融合进行

３Ｄ目标检测。 首先由单目检测结果建立 ３Ｄ ＲＯＩ，
然后在特征层运用截锥体的毫米波雷达点云与单目

初级检测结果建立关联，进行二次回归，补充图像特

征，提升检测水平。 而问题是，仅在特征层融合毫米

波雷达点云信息，会使整体网络框架比较依赖单目

３Ｄ目标检测结果，而单目进行目标检测存在固有缺

陷，从而影响最终检测质量。
为此，本文在 Ｃｅｎｔｅｒｆｕｓｉｏｎ网络的基础上进行改

进，提出了毫米波雷达相机两级融合的 ３Ｄ 目标检

测网络，将毫米波雷达信息和图像分别在数据级、特
征级两级进行融合，以弥补毫米波雷达投影到图像

坐标中高度信息不准以及单模态目标检测存在的不

足，提升 ３Ｄ目标检测精度以及在复杂天气条件下

或对远距离小目标检测的鲁棒性。

１　 两级融合的 ３Ｄ 目标检测网络框架

本节将主要介绍雷达和相机传感器二级融合的

３Ｄ目标检测框架。 首先，在输入端将毫米波点云信

息进行预处理后与相机建立数据层融合，生成三通

道图像附加雷达信息；采用加入注意力机制的

ＣｅｎｔｅｒＮｅｔ网络［４］作为基于中心的目标检测网络，进
行初级检测，回归出目标的属性、三维位置、方向和

尺寸等初级三维检测结果，克服了相机单模态目标

检测存在的固有缺陷，提升了小目标、模糊目标、以
及不利气候条件下的检测精度；然后参照文献［５］
中方法再进行特征层融合，使用截锥体机制将雷达

检测与其对应对象的中心点相关联，并利用雷达和

图像特征，进一步估计深度、速度、旋转和属性来提

升初步检测精度，网络结构如图 １所示。
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图 １　 两级融合的 ３Ｄ 目标检测网络结构图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ３Ｄ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｎｅｔｗｏｒｋ ｗｉｔｈ ｔｗｏ－ｌｅｖｅｌ ｆｕｓｉｏｎ

１．１　 毫米波雷达与相机信息数据层融合

毫米波雷达和相机对目标的检测是相互独立

的，各自的测量数据也基于不同坐标系。 因此，在进

行信息融合前，需将雷达和相机测量的目标数据转

换到相同的坐标系中，需对不同传感器的目标数据

进行空间配准。 毫米波雷达与相机涉及到 ５个不同

坐标系之间的转换，坐标系之间的关系如图 ２所示。
　 　 本文基于数据集开展研究，因此可通过数据集

中相机内外参数［６］，将毫米波雷达信息投影到图像

坐标系上。 为解决毫米波雷达投影到图像坐标系下

高度信息不准的问题，改进使用文献［７］中方法，将
毫米波雷达信息进行条码化改进处理。 将其扩展为

２．５ ｍ 红色线段，以确保在图像坐标系下，将检测物

体（汽车、卡车、摩托车、自行车和行人等）进行覆

盖。 雷达数据以像素宽度 ２ 映射到图像平面，使相

机像素与毫米波雷达信息建立基本。 雷达回波的特

征作为像素值投影到三通道图像中，在不存在雷达

回波的图像像素位置，将投影雷达通道值设置为 ０。
输入图像转为附加有毫米波雷达信息的三通道图

像，如图 ３所示。 同时为解决毫米波雷达稀疏的问

题，本文将 ６个雷达周期共同融合到本文的数据格

式中，来增加雷达数据的密度。
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图 ２　 坐标系关系示意图
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（ａ） 毫米波雷达原始信息 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 毫米波雷达条码化处理

图 ３　 毫米波雷达点云条码化处理示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｂａｒｃｏｄｅ ｐｒｏｃｅｓｓｉｎｇ ｏｆ ｍｉｌｌｉｍｅｔｅｒ ｗａｖｅ ｒａｄａｒ ｐｏｉｎｔ ｃｌｏｕｄ

１．２　 初级检测网络

１．２．１　 加入空间通道注意力机制的关键点检测网络

初级检测使用 ＣｅｎｔｅｒＮｅｔ 框架作为基础网络，
ＤＬＡ － ３４ 网络［５］作为骨干网络。 为提取三通道雷

达图像信息中雷达投影信息，本文在骨干网络末端

加入空间通道注意力模块［８］ＣＢＭ和 ＳＡＭ，对卷积特

征的通道和空间建立注意力机制。 其中，通道注意

力模块 ＣＢＭ结构如图 ４所示。

通道注意力
共享的MLP层平均池化输入特征

最大池化

图 ４　 ＣＢＭ 通道注意力模块

Ｆｉｇ． ４　 ＣＢＭ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 上述方法的数学推导见式（１）：
Ｍｃ（Ｆ） ＝ σ（ＭＬＰ （ＡｖｇＰｏｏｌ （Ｆ）） ＋

ＭＬＰ （ＭａｘＰｏｏｌ （Ｆ））） ＝
σ Ｗ１ Ｗ０ Ｆｃ

ａｖｇ( )( ) ＋ Ｗ１ Ｗ０ Ｆｃ
ｍａｘ( )( )( )

（１）
其中， Ｆ 为输入特征，经过并行的平均池化层

和最大池化层后，得到 ２ 个多通道 １×１ 维度特征图

后，再将其分别送入一个 ２层 ＭＬＰ 网络中。 将 ＭＬＰ
输出的特征进行张量内对应元素（ｅｌｅｍｅｎｔ－ｗｉｓｅ）相
加，再经过激活操作，生成通道特征 Ｍｃ， 最后将 Ｍｃ

和输入特征做张量内对应元素相乘，作为通道注意

力模块。
之后，将 ＣＢＭ 注意力模块输出作为 ＳＡＭ 注意

力模块输入，建立空间注意力机制。 空间注意力模

块 ＳＡＭ结构如图 ５所示。
　 　 上述方法的数学推导见式（２）：

Ｍｓ（Ｆ） ＝ σ（ ｆ７×７（［Ａｖｇ Ｐｏｏｌ （Ｆ）；ＭａｘＰｏｏｌ
（Ｆ）］）） ＝ σ（ ｆ７×７（［Ｆｓ

ａｖｇ；Ｆｓ
ｍａｘ］））

（２）
其中， Ｆ 为输入特征图。 首先做一个基于通道

的全局最大池化和全局平均池化，得到 ２ 个 Ｈ ×

Ｗ ×１的特征图，将这 ２个特征图基于通道做通道拼

接，并经过一个 ７×７ 卷积操作，降维为 １ 个通道，即
Ｈ ×Ｗ × １；再经过激活函数生成空间注意力特征，
最后将该特征与模块输入做乘法，得到最终生成特

征。

空间注意力

卷积层

[最大池化，平均池化]
图 ５　 ＳＡＭ 通道注意力模块

Ｆｉｇ． ５　 ＳＡＭ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ

　 　 将附加有关联条码化雷达信息的三通道图像

ＩＩ＋Ｒ ∈ ＲＷ×Ｈ×３ 作为输入。 为防止雷达投影到三通道

图像导致完全覆盖三通道信息，影响网络泛化水平，
建立投影权重系数 α。 经过实验，当 α ＝ ０．６时检测

结果最佳。 作为超参，则三通道图像为：
ＩＩ＋Ｒ ＝ α × ｒａｄａｒ ＋ １ － α( ) × ｉｍａｇｅ （３）

　 　 关键点热力图输出为：

Ｙ^∈ ［０，１ ］
Ｗ
Ｒ × Ｈ

Ｒ ×Ｃ （４）
　 　 其中， Ｗ、Ｈ 是图像的宽和高； Ｒ 是下采样率； Ｃ

是检测对象类别。 Ｙ^ｘ，ｙ，ｃ ＝ １ 表示在图像上检测到的

为关键点，而 Ｙ^ｘ，ｙ，ｃ ＝ ０ 表示背景。 输出热力图如图

６所示。

图 ６　 输出热力图

Ｆｉｇ． ６　 Ｏｕｔｐｕｔ ｈｅａｔ ｍａｐ
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　 　 在网络训练阶段，参照文献［９］，则标注物体关

键点位置信息为 ｐｉ ∈ Ｒ２，检测对象类别为 Ｃ，经过

下采样对应的关键点 ｐ ＝⌊ ｐ
Ｒ
」。 通过高斯核滤波

Ｙｘｙｃ ＝ ｅｘｐ －
ｘ － ｐ ｘ( ) ２ ＋ ｙ － ｐ ｙ( ) ２

２ σ２ｐ

æ

è
ç

ö

ø
÷ （σｐ 是对象大

小自适应标准偏差），将标注的物体关键点显示在

热力图 Ｙ∈［０，１ ］
Ｗ
Ｒ × Ｈ

Ｒ ×Ｃ 上，对于图像上给定的标注

数据 ｐ０、ｐ１ 等，建立 ｆｏｃａｌ损失函数［９］：

Ｌｋ ＝
１
Ｎ∑ｘｙｃ

１ － Ｙ^ｘｙｃ( ) αｌｏｇ Ｙ^ｘｙｃ( ) 　 　 　 　 Ｙｘｙｃ ＝ １

１ － Ｙｘｙｃ( ) β Ｙ^ｘｙｃ( ) αｌｏｇ １ － Ｙ^ｘｙｃ( ) ｏｔｈｅｒｗｉｓｅ{
（５）

其中，Ｎ 是图像中关键点数量，参照文献［４］中
研究结果，在实验中将 α ＝ ２、 β ＝ ４ 定义为超参数。
为恢复由下采样引起的误差，对每个预测的关键点

增加一个局部偏移量，偏移量建立 Ｌ１ 损失函数：

Ｌｏｆｆ ＝
１
Ｎ∑ｐ Ｏ^􀭴ｐ － ｐ

Ｒ
－ ｐ æ

è
ç

ö

ø
÷ ，偏移量仅在预测关键

点 ｐ 生效。
设 ｘ（ｋ）１ ，ｙ（ｋ）１ ，ｘ（ｋ）２ ，ｙ（ｋ）２( ) 是种类为 Ｃｋ 的物体 ｋ

的 边 界 框 位 置 坐 标， 其 中 心 点 位 于

ｘ（ｋ）１ ＋ ｘ（ｋ）２
２

，
ｙ（ｋ）１ ＋ ｙ（ｋ）２
２

æ

è
ç

ö

ø
÷ ， 每一个对象其尺寸 ｓｋ ＝

ｘ（ｋ）２ － ｘ（ｋ）１ ，ｙ（ｋ）２ － ｙ（ｋ）１( ) 。 通过检测网络预测所有

关键点 Ｙ^ ，对尺寸建立与关键点偏差量相近的损失

函数 Ｌ１：

Ｌｓｉｚｅ ＝
１
Ｎ∑

Ｎ

ｋ ＝ １
Ｓ^ｐｋ

－ ｓｋ （６）

　 　 故热力图生成总的损失函数为：
Ｌｄｅｔ ＝ Ｌｋ ＋ λｓｉｚｅ Ｌｓｉｚｅ ＋ λｏｆｆ Ｌｏｆｆ （７）

１．２．２　 通过关键点进行 ３Ｄ目标检测

３Ｄ目标检测是对生成的每个关键点附加 ３ 个

属性（深度、３Ｄ 尺寸、方向），并为每个属性增加一

个单独的检测头。 深度信息对于每个关键点是一个

标量，其很难直接回归，将深度作为关键点预测的一

个额外的输出通道 Ｄ^∈［０，１ ］
Ｗ
Ｒ × Ｈ

Ｒ ，该通道使用了 ２
个卷积层和 １个 ＲｅＬＵ 模块，参照文献［１０］，对输出

预测深度做出变换，即 ｄ ＝ １ ／ σ（ ｄ^） － １， 这里 σ 是

ｓｉｇｍｏｉｄ 函数，训练时建立 Ｌ１ 损失函数：

Ｌｄｅｐ ＝
１
Ｎ∑

Ｎ

ｋ ＝ １

１

σ ｄ^ｋ( )

－ １ － ｄｋ （８）

　 　 其中， ｄｋ 是标注信息（ｇｔ） 的绝对深度，以 ｍ为

单位。
３Ｄ尺寸是 ３个标量值，使用单独的检测头作为

３个通道 Γ^∈ Ｒ
Ｗ
Ｒ × Ｈ

Ｒ ×３ 直接回归得出。 同深度类似，
训练时建立 Ｌ１ 损失函数：

Ｌｄｉｍ ＝ １
Ｎ∑

Ｎ

ｋ ＝ １
γ^ｋ － γｋ （９）

　 　 其中， γｋ 是标注物体的高、宽、长，以 ｍ为单位。
目标方向是一个标量，直接回归比较困难。 参

考文献［１１］中方法，将方向解码为 ２ 个 ｂｉｎ、 ８ 个标

量，即每个 ｂｉｎ 有 ４ 个值，预测的 ｂｉｎ 表示为 α^ ＝

ｂ^１，ａ^１，ｂ^２，ａ^２[ ] 。 ｂ^１、ｂ^２用作 ｓｏｆｔｍａｘ分类，ａ^１、ａ^２用于

回归到每个 ｂｉｎ 中的角度， 预测角度通过如下公式

解码：

θ^ ＝ ａｒｃｔａｎ ２ ａ^ ｊ１，ａ^ ｊ２( ) ＋ ｍ ｊ （１０）
　 　 训练时建立 Ｌ１ 损失函数为：

Ｌｏｒｉ ＝
１
Ｎ∑

Ｎ

ｋ ＝ １
∑
２

ｉ ＝ １
ｓｏｆｔｍａｘ ｂ^ｉ，ｃｉ( ) ＋ ｃｉ ａ^ｉ － ａｉ( )

（１１）
１．３　 毫米波雷达与相机信息特征层融合

经过初级检测网络，生成了目标的热力图、２Ｄ
目标尺寸、３Ｄ目标尺寸、深度、方向、偏差等。 为进

一步提升精度，需在特征层进行二次融合。
１．３．１　 雷达关联

参照文献［４］中截锥体关联方法，在特征层将

毫米波雷达点云扩展为垂直柱体，为解决高度不准

确问题，使用初级检测中生成的边界框（ｂｂｏｘｉｎｇ）及
其回归的深度和目标尺寸来创建一个 ３Ｄ 兴趣区域

（３Ｄ ＲｏＩ）截锥体，并忽略截锥体之外的任何点。 为

消除多检测关联问题，在此 ＲｏＩ 内有多个毫米波雷

达点云，本文将最近的点作为对应于这个对象的雷

达检测，如图 ７ 所示。 其中，图 ７（ａ）为基于对象的

３Ｄ边界框生成截锥体的兴趣区域，图 ７（ｂ）为鸟瞰

视角下的截锥体关联机制示意图。
１．３．２　 雷达特征提取

在雷达信号与其对应目标关联后，使用雷达信

号中的深度和速度为图像，创建互补特征。 其中，对
于每 一 个 与 物 体 相 关 的 雷 达 信 号，都 会 生 成

ｄ，ｖｘ，ｖｙ( ) 三个 以物体的 ２Ｄ 边界框为中心的热力

图通道。 热力图的宽度和高度与对象的二维边界框

成比例，热图值是标准化的物体深度 ｄ，也是在自车

坐标系中径向速度（Ｖｘ 和 Ｖｙ） 的 Ｘ 和 Ｙ 分量：

６２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２卷　



（ａ） 基于对象的 ３Ｄ边界框生成截锥体的兴趣区域 　 　 　 　 　 　 　 　 　 （ｂ） 截锥体关联机制鸟瞰图　 　 　 　 　 　
图 ７　 截锥体关联方法示意图

Ｆｉｇ． ７　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｆｒｕｓｔｕｍ ｃｏｒｒｅｌａｔｉｏｎ ｍｅｔｈｏｄ

Ｆ ｊ
ｘ，ｙ，ｉ ＝

１
Ｍｉ

ｆｉ 　 ｘ － ｃｊｘ ≤ α ｗ ｊａｎｄ

　 ｙ － ｃｉｙ ≤ α ｈ ｊ

０ 　 ｏｔｈｅｒｗｉｓｅ

ì

î

í

ï
ï

ïï

（１２）

　 　 其中， ｉ ∈ １，２，３ 是特征通道； Ｍｉ 是规范化因

子； ｆｉ 是 ｄ，ｖｘ，ｖｙ( ) 的特征值； ｃｊｘ 和 ｃｉｙ 是第 ｊ 个对象

在图像上中心点的 ｘ、ｙ 坐标；ｗ ｊ、ｈ ｊ 是第 ｊ 个对象 ２Ｄ
边界框的宽度和高度。
　 　 如果 ２个对象具有重叠的热图区域，则深度值

较小的对象占主导地位，因为只有最近的对象在图

像中才完全可见。
生成的热力图作为额外通道连接到图像特征，

这些特征作为二次回归输入，重新估算对象的三维

信息、以及速度和类别。 与初级检测相比，经过特征

融合后，有助于从雷达特征中学习更高层次的特征，

最后将生成值解码为 ３Ｄ 边界框。 ３Ｄ 边界框从初

级检测器获得 ３Ｄ 尺寸，并从二次回归中得到估计

的深度、速度、转角和类别。

２　 实验分析与对比验证

２．１　 数据集

本文使用 ｎｕＳｃｅｎｅｓ 数据集［１２］进行模型训练及

测试。 该数据集是第一个携带毫米波雷达信息的自

动驾驶场景数据集，其中涵盖了在波士顿和新加坡

采集的 １ ０００ 个场景的数据，是目前最大的具有三

维目标标注信息的自动驾驶汽车多传感器数据集。
其传感器配置上含有 ６ 个摄像头、５ 个雷达和 １ 个

激光雷达，所有这些都具有全 ３６０°视野。 传感器参

数见表 １。

表 １　 ｎｕＳｃｅｎｅｓ数据集传感器参数表

Ｔａｂ． １　 Ｓｅｎｓｏｒ ｐａｒａｍｅｔｅｒｓ ｏｆ ｎｕＳｃｅｎｅｓ ｄａｔａｓｅｔ

传感器 参数

６个相机 ＲＧＢ相机、１２ Ｈｚ采样率、１ ６００∗９００分辨率、ＣＭＯＳ传感器

１个雷达 ３２线、２０线雷达，２０ Ｈｚ采样率，采样距离 ７０ ｍ，３６０°水平视场，－３０°到 １０°的垂直视场，正负 ２ ｃｍ精度误差

５个毫米波雷达 采样范围小于 ２５０ ｍ，７７ ＧＨｚ、ＦＭＣＷ、１３ Ｈｚ捕获频率

２．２　 实验设置

本文采取网络骨干为 ＤＬＡ－３４的 ＣｅｎｔｅｒＮｅｔ网络

进行训练。 训练时采取 Ｃｅｎｔｅｒｆｕｓｉｏｎ提供的预训练模

型进行训练，同时在不同位置加入注意力机制进行性

能对比实验。 实验平台的操作系统为 ｕｂｕｎｔｕ１６．０４，
并带有型号为 ＧｅＦｏｒｃｅ ＧＴＸ １０５０的 ＧＰＵ。

训练阶段共迭代 ６０ 个 ｅｐｏｃｈ， 训练批次大小设

置为 ２，初始学习率为 ２．４ｅ－４，同时采用学习率衰减

策略，训练 ５０个 ｅｐｏｃｈ 后学习率下降 １０％。 三通道

图像输入到网络前进行随机左右翻转、随机移位等

数据加强。 测试阶段，采用 ６０ 个 ｅｐｏｃｈ 的训练权

重，来对本文方法进行测试。
以下实验均使用单个 ＧＰＵ 完成。 由于完整数

据集较大，本文仿真主要通过 ｎｕＳｃｅｎｅｓ的 ｖ１．０－ｍｉｎｉ
数据集进行训练，重点测试改进的网络检测精度。
ｖ１．０－ｍｉｎｉ数据集是由整个数据集中抽取出的 １０ 个

场景组成，其中训练样本为 １４ ０６５ 个，测试样本为

６ ０１９个，训练收敛曲线如图 ８所示。
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（ａ） 回归任务损失曲线 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） 学习率变化曲线

图 ８　 训练过程收敛曲线

Ｆｉｇ． ８　 Ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅ ｏｆ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

２．３　 ３Ｄ 目标检测数据对比

以 Ｃｅｎｔｅｒｆｕｓｉｏｎ作为基准网络，为确保训练及测

试 数 据 相 一 致， 用 ｎｕＳｃｅｎｅｓ ｖ１． ０ － ｍｉｎｉ 对

Ｃｅｎｔｅｒｆｕｓｉｏｎ重新进行训练及测试，测试集选用数据

集中的“ｓｃｅｎｅ－０１０３”、“ｓｃｅｎｅ－０９１６” 两个场景作为

ｍｉｎｉ－ｔｅｓｔ 集，并与本文方法进行比较。 表 ２ 中列出

了对 Ｃｅｎｔｅｒｎｅｔ （３ｄ）、Ｃｅｎｔｅｒｆｕｓｉｏｎ 和本文方法进行

３Ｄ目标检测性能的比较结果。 可以看出，在 ｍｉｎｉ
集进行训练、在 ｍｉｎｉ－ｔｅｓｔ 集进行测试后，检测分数

（ＮＤＳ） 上升了近 １．２１％。 图 ９ 展示了 Ｃｅｎｔｅｒｆｕｓｉｏｎ
和本文方法 ＮＤＳ 的收敛过程。

表 ２　 ３Ｄ 检测性能对比表

Ｔａｂ． ２　 ３Ｄ ｄｅｔｅｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ

方 法
检测分数

（ＮＤＳ）↑
平均精度

（ｍＡＰ）↑
平均平移误差

（ｍＡＴＥ）↓
平均比例误差

（ｍＡＳＥ）↓
平均方位误差

（ｍＡＯＥ） ↓
平均速度误差

（ｍＡＶＥ） ↓
平均属性误差

（ｍＡＡＥ） ↓

Ｃｅｎｔｅｒｎｅｔ ０．４６１ ８ ０．４４２ ４ ０．５８９ ６ ０．３９８ ４ ０．４９６ ７ ０．８４０ ８ ０．２６８ １

Ｃｅｎｔｅｒｆｕｓｉｏｎ ０．５１５ ３ ０．４５５ ９ ０．５５２ ５ ０．３９０ ８ ０．４３３ ７ ０．４８９ ４ ０．２５９ ６

Ｔｈｅ ｐｒｏｐｏｓｅｄ ０．５２７ ４ ０．４６６ ８ ０．５６８ ９ ０．３８９ ２ ０．４１３ ７ ０．４３１ ７ ０．２５６ ３

本文方法收敛曲线
Centerfusion收敛曲线
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图 ９　 ＮＤＳ 收敛曲线图

Ｆｉｇ． ９　 ＮＤＳ ｃｏｎｖｅｒｇｅｎｃｅ ｃｕｒｖｅ

　 　 由图 ９中可见，随着训练迭代次数的增多，本文

方法与 Ｃｅｎｔｅｒｆｕｓｉｏｎ 均呈现抖动上升趋势，在训练

６０个迭代周期后，本文网络 ＮＤＳ 指标明显高出约

０．０３。
　 　 ｎｕＳｃｅｎｅｓ ｖ１．０－ｍｉｎｉ 数据集中 ７ 类物体检测的

平均精度结果见表 ３。 由表 ３ 可见，在测试集中，本
文方法在巴士、行人、摩托车、自行车等的检测精度

均高于 Ｃｅｎｔｅｒｆｕｓｉｏｎ 检测结果。 尤其是对于自行车

的检测精度上，相比提升了近 ４０％。

表 ３　 ３Ｄ 目标检测对象精度对比表

Ｔａｂ． ３　 Ｏｂｊｅｃｔ ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ３Ｄ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ

方法
检测精度 （ＡＰ）

轿车 货车 巴士 行人 摩托车 自行车 交通锥

Ｃｅｎｔｅｒｆｕｓｉｏｎ ０．３３６ ０．３３６ ０．４２７ ０．３５９ ０．４６３ ０．１３６ ０．２１３

Ｔｈｅ ｐｒｏｐｏｓｅｄ ０．３３６ ０．２８１ ０．４６９ ０．３６３ ０．４８４ ０．５６９ ０．１８７
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２．４　 通道空间注意力机制对比实验

本文采取 ２种注意力机制 ＣＢＭ、ＳＡＭ的对比实

验，主要对比 ＣＢＭ、ＳＡＭ 加入位置及初始网络权重

等在网络中发挥的作用。 实验中，分别在骨干网络

中的基本模块和骨干网络末端加入空间通道注意力

机制。 如图 １０所示，在骨干网络中加入空间通道注

意力机制，使用预训练模型，新增注意力机制模块默

认使用 ｋａｉｍｉｎｇ初始化网络权重，在训练 １８０个迭代

周期后，实验结果检测精度 （ＮＤＳ） 仅为 ０．２０９ ４，效
果并不理想。

CBM、SAM通道
空间注意力模块

X
改进的DLA-34

网络
DLAUP IDAUP 检测头

图 １０　 骨干网络中加入注意力机制示意图

Ｆｉｇ． １０　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ａｄｄｉｎｇ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｔｏ ｔｈｅ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋ

　 　 将空间通道注意力机制加入骨干网络末端，如
图 １１所示。 首先，在冻结改进的 ＤＬＡ－３４、ＤＬＡＵＰ
上采样层、ＩＤＡＵＰ 融合网络层后，训练 ６０ 个迭代周

期，然后再联合训练 ６０ 个周期， ＮＤＳ 即上升至

０．５２７ ４。实验得出结论是：注意力机制在迁移学习

方法下，加入到骨干网络末端和检测头相比于骨干

网络中效果更优。

X
改进的DLA-34

网络
DLAUP IDAUP

CBM、SAM通道
空间注意力模块 检测头

图 １１　 骨干网络末加入注意力机制示意图

Ｆｉｇ． １１　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ａｄｄｉｎｇ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ａｔ ｔｈｅ ｅｎｄ ｏｆ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋ

２．５　 实验结果可视化分析

本文对基础网络模型和毫米波雷达与相机两级

融合的网络模型的检测效果的可视化比较结果如图

１２、图 １３所示。 从可视化效果可以看出：２ 种方法

均能实现较好的 ３Ｄ 目标检测效果，但本文的方法

对远距离小目标漏检率低，且具有更强的鲁棒性；相
比来看，本文方法的 ３Ｄ 边界框更加准确，在一些特

定场景中，误检率明显降低。

图 １２　 Ｃｅｎｔｅｒｆｕｓｉｏｎ 可视化效果图

Ｆｉｇ． １２　 Ｃｅｎｔｅｒｆｕｓｉｏｎ ｖｉｓｕａｌｉｚａｔｉｏｎ
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图 １３　 两级融合网络可视化效果图

Ｆｉｇ． １３　 Ｖｉｓｕａｌ ｒｅｎｄｅｒｉｎｇｓ ｏｆ ｔｗｏ－ｌｅｖｅｌ ｆｕｓｅｄ ｎｅｔｗｏｒｋ

３　 结束语

本文在毫米波雷达和相机特征层融合网络

Ｃｅｎｔｅｒｆｕｓｉｏｎ的基础上进行改进，针对原算法在一阶

段未考虑单目检测固有缺陷的问题，提出了一种毫

米波雷达与相机两级融合的 ３Ｄ 目标检测算法，将
雷达点云信息进行处理后，在数据层和特征层均进

行融合；同时在一阶段中心点检测网络中加入了注

意力机制。 实验证明，本文方法相比原算法在复杂

恶劣天气条件下以及对远距离小目标的检测效果上

均有提升，在大型自动驾驶数据集 ｎｕＳｃｅｎｅｓ３Ｄ 检测

基准上，评估了本文提出的方法，相比 Ｃｅｎｔｅｒｆｕｓｉｏｎ
检测分数 （ＮＤＳ） 有了一定提升。
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