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基于注意力门残差网络的遥感影像道路提取

李文书， 李绅皓， 赵　 朋

（浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 针对遥感影像道路提取出现的无关噪声多，道路不连续问题，本文通过改进 Ｕ－Ｎｅｔ 提出了基于注意力门残差网络的

道路提取算法。 首先，编码器部分引入残差块传递原始特征，在保证网络深度的同时，使梯度能够有效传递；其次，在连接层

使用多尺度空洞卷积特征提取模块，来充分挖掘图像中的多尺度特征信息；最后，用注意力门将浅层网络信息和反卷积信息

融合实现解码，以抑制浅层噪声特征。 使用的数据集包括Ｍａｓｓａｃｈｕｓｅｔｔｓ Ｒｏａｄｓ Ｄａｔａｓｅｔ 数据集和 ＣＶＰＲ ＤｅｅｐＧｌｏｂｅ ２０１８ 道路提

取挑战赛数据集。 实验结果表明，该算法可以有效提升道路分割的效果。
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０　 引　 言

随着卫星遥感技术迅猛发展，遥感影像的获取

也日益便捷。 遥感技术直接或间接运用于军事侦

察、地球资源监测、城市道路规划、农业灾害预警、应
急救灾等多个领域。 遥感图像具有分辨率高、覆盖

广、获取便捷的优势，已经成为目前更新地理信息数

据的主要来源。 道路是地理信息系统的重要组成部

分，在政治、经济、地理、军事等领域发挥着重大作

用。 在数字地图时代，研究地图更新技术以保证地

图内容的即时性、准确性和可靠性有着十分重要的

意义。 而遥感图像中道路信息易受建筑物阴影、车
辆、植被等非道路信息干扰，导致人工提取遥感图像

中的道路费时费力。 每天产生海量卫星遥感数据，

完全依靠人力进行道路提取显然是不可行的。 因

此，亟需研究一种能自动便捷地从遥感影像中获取

道路的方法。
当前的道路提取方法主要包括模板匹配、知识

驱动、面向对象和深度学习等 ４ 类。 Ｐｕｄａｒｕｔｈ［１］ 开

发了一种多形状、多角度的模板匹配算法，从 ４ 个方

向提取道路，最终将 ４ 幅独立的图像融合成一幅图

像，从而得到路网。 Ｃａｏ 等人［２］ 设计了一种基于均

值漂移的道路中心匹配算法，可以较好地提取道路

中心线。 Ｔｒｅａｓｈ 等人［３］利用边缘检测器提取道路边

缘，认为平行的边缘极有可能为道路，而后采用边缘

链接算法提取道路。 Ｇｕｏ 等人［４］使用美国地理调查

局（ＵＳＧＳ）的地理数据来消除与道路不相关的杂波，
继而使用均值－偏移聚类方法，对卫星图像的道路



进行分割。 Ｚｈｕ 等人［５］先用灰度形态学特征监测路

网轮廓，然后利用线段匹配法监测基本路网，最后基

于形态学方法对检测的基本路网进行处理。 金静等

人［６］对遥感影像进行双边滤波，平滑细节信息并保

留道路边缘信息，然后使用模糊 Ｃ 均值算法分割图

像以得到独立的地物对象，最终提取出遥感影像中

的道路。 Ｍｎｉｈ 等人［７］ 首次将深度学习应用于遥感

影像道路提取任务，并通过实验证明了深度学习对

解决卫星图像道路提取任务的可行性。 张永宏等

人［８］提出基于全卷积神经网络的多源高分辨率遥

感道路提取算法，将遥感图像的 Ｃａｎｎｙ 特征信息、
ＲＧＢ、Ｇｒａｙ 和标签图放入全卷积神经网络（ＦＣＮ）进
行训练，在遥感影像道路提取这一任务上取得了不

错的效果。 Ｃｈｅｎ 等人［９］提出 ＳｅｇＮｅｔ 语义分割网络，
ＳｅｇＮｅｔ 网络首次采用编解码器架构，在解码器上采

样时可以更好地保留图像的轮廓细节，在遥感影像

道路分割上取得了较好效果。 总之，模板匹配方法

易受几何变换影响，参数也很敏感，对于复杂图像提

取过后仍需要大量的人工处理，仅适用于场景简单

的遥感图像。 知识驱动的方法对所提知识和道路的

匹配性有较高要求，不适合大范围推广。 面向对象

的道路提取方法虽然涌现出很多成果，但在其分割

准确性上却面临严峻挑战。 研究可知，深度学习通

过在数据中学习模型，近年来已展现出在道路分割

领域中的独特优势。
综合前述分析，研究提出了一种基于注意力门

残差网络的遥感影像道路提取网络模型 ＲＡＵ－Ｎｅｔ
（Ｒｅｓｉｄｕａｌ Ａｔｔｅｎｔｉｏｎ Ｕ－Ｎｅｔ）。 研究把残差块传递原

始特征引入编码器，在保证网络深度的同时，也确保

了梯度的有效传递。 使用多尺度空洞卷积特征提取

（Ｍｕｌｔｉｓｃａｌｅ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ，ＭＤＣＥ） 模

块，多尺度地挖掘图像中的特征信息。 最后，用注意

力门将浅层网络信息和反卷积信息融合实现解码，
将浅层信息有选择地融入深层网络，抑制浅层噪声

特征，进一步提高了道路分割的精确性。

１　 网络结构

Ｕ－Ｎｅｔ 网络模型分为编码器、解码器、链接器三

部分。 其中，编码器通过卷积神经网络提取特征，通
过链接器传递给解码器，解码器通过卷积特征和浅

层跳跃连接特征融合并上采样进行语义分割。 对于

道路提取任务，道路的狭长特性导致这样的方法仍

无法解决道路细节丢失问题，同时跳跃连接会给提

取结果带来与道路无关的噪点。 本文网络模型主体

框架受 Ｕ－Ｎｅｔ 模型启发，但对 Ｕ－Ｎｅｔ 的构成做了大

量调整，将 Ｕ－Ｎｅｔ 编码器改为 ＲｅｓＮｅｔ３４ 编码器，加
入了 ＭＤＣＥ 模块和融合注意力门的跳跃连接解码

器，在此基础上进一步提出了 ＲＡＵ－Ｎｅｔ。 ＲＡＵ－Ｎｅｔ
的组成如图 １ 所示，这是一种端到端的网络结构，输
入高分辨率卫星图像，最终输出道路提取的结果。
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图 １　 ＲＡＵ－Ｎｅｔ
Ｆｉｇ． １　 ＲＡＵ－Ｎｅｔ

１．１　 ＲｅｓＮｅｔ３４ 编码器

ＲＡＵ－Ｎｅｔ 编码器部分不再采用 Ｕ－Ｎｅｔ 卷积编

码器，而是用 ＲｅｓＮｅｔ３４ 作为编码器。 理论上，网络

模型越深，能提取的语义信息越多。 为了尽可能提

取出更多的道路细节，就需要加深 Ｕ－Ｎｅｔ 的编码器

部分网络。 但一味地加深网络不仅会使模型参数过

多、难以训练，还会造成梯度不稳定、出现梯度消

失［１０］或者梯度爆炸［１１］ 问题。 针对这种情况，Ｈｅ 等

人［１２］首次提出了残差网络。 残差网络是由一系列

残差块组成。 一个残差块的设计如图 ２ 所示。
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图 ２　 残差块示意图

Ｆｉｇ． ２　 Ｒｅｓｉｄｕａｌ ｂｌｏｃｋ ｄｉａｇｒａｍ

　 　 单独一个残差块可以表示为：
ｙｌ ＝ ｈ（ｘｌ） ＋ Ｆ（ｘｌ，Ｗｌ） （１）
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ｘｌ ＋１ ＝ ｆ（ｙｌ） （２）
　 　 其中， ｈ（·） 表示直接映射； ｆ（·） 是激活函数；
ｘｌ 为原始输入； ｘｌ ＋１ 为残差块输出，也是下一个残差

块的输入。 本文使用 ＲｅｓＮｅｔ３４ 网络作为模型的编

码器结构，替换掉原来 Ｕ－Ｎｅｔ 的普通卷积编码器。
１．２　 ＭＤＣＥ 模块

为了适应道路提取任务的特殊性，使网络能学

习到不同尺度的道路特征信息，文中在模型连接层

引入多尺度卷积提取模块 ＭＤＣＥ（Ｍｕｌｔｉｓｃａｌｅ ｄｉｌａｔｅｄ
ｃｏｎｖｏｌｕｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ）。 多尺度卷积提取模块的设

计结构如图 ３ 所示。 由图 ３ 可知，ＭＤＣＥ 采用 ４ 个

扩张率不同的空洞卷积模块，空洞卷积膨胀率分别

设置为 １、２、４、８。 不同的膨胀率，可以保证充分提

取多尺度的特征信息。 最终 ４ 种膨胀率空洞卷积提

取的结果并联入 ３∗３ 的融合卷积层，提升了网络捕

捉多尺度语义信息的能力。
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图 ３　 多尺度卷积提取模块

Ｆｉｇ． ３　 Ｍｕｌｔｉｓｃａｌｅ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｅｌ

１．３　 融合注意力门的跳跃连接解码器

随着编码器编码、语义信息增多，特征图尺寸会

不断减少，但是本文的提取任务却需要得到一张与

原分辨率相同的图像。 由图 １ 可知，本文的网络输

入图像是 １ ０２４∗１ ０２４∗３，经过编码器和 ＭＤＣＥ 模

块后，数据维度变为 ３２∗３２∗５１２。 为了达到提取

效果，研究提出了一种结合注意力门的解码器结构，
能够将编码器浅层的语义信息，与 ＭＤＣＥ 反卷积后

的结果相融合，同时将特征图加以扩张，从而将图像

转换为 １ ０２４∗１ ０２４∗１ 维度。
由于道路提取任务的特殊性，研究的目标结果

是细长的道路，而在经过编码器编码后和道路相关

的一些语义信息已经缺失，后续无法复原，导致最终

解码后的提取图片道路出现断裂情况。 而浅层特征

图中并非所有的信息对提取都有帮助，浅层特征图

中非道路信息的噪声数据过多，如果类似 Ｕ－Ｎｅｔ 直
接做跳跃链接，提取到的道路图像会出现很多非道

路信息。 本次研究在跳跃连接之前，加入了注意力

门（Ａｔｔｅｎｔｉｏｎ Ｇａｔｅ）。 注意力门会抑制浅层特征图中

的无关特征响应，在增加极少的额外计算量的同时，
带来模型准确性的显著提高。 注意力门结构如图 ４
所示。

Wx：1?1?1 Wg：1?1?1

ψ：1?1?1

Hx?Wx?Dx

xl̂

resampler

xl

g

图 ４　 注意力门

Ｆｉｇ． ４　 Ａｔｔｅｎｔｉｏｎ ｇａｔｅ

　 　 由图 ４ 可知， ｇ 是来自浅层网络的特征图， ｘｌ 是

网络上一层上采样后的特征图，其运算结果与 ｇ 进

行融合。

２　 实验数据与损失函数

为了验证提出模型的有效性和泛化能力，实验

采用了马萨诸塞州道路公开数据集（Ｍａｓｓａｃｈｕｓｅｔｔｓ
Ｒｏａｄｓ Ｄａｔａｓｅｔ） 和 ＣＶＰＲ ＤｅｅｐＧｌｏｂｅ ２０１８ 数据集。
在深度学习中，训练样本数量不足很容易导致过拟

合，并不能真实反映网络的有效提取能力，现对数据

集进行增强。
实验最初道路数据集共有 １ １７２ 组卫星影像，每

组影像含有一张卫星影像和一张道路标签，每个像素

对应的真实地理空间大小为 １ ｍ。 单张图像尺寸为 １
５００ 像素∗１ ５００ 像素。 实验中，分析发现此数据集的

一些影像标注并不准确，经过筛选后剔除了标注不准

确的图像。 选出标注准确的图像后，共有 ８２６ 组。 显

而易见，本数据集中的 ８２６ 组影像并不足以进行训

练，为了增加数据集中的数据量，还要对数据集进行

扩充。 本文采用镜像翻转、旋转翻转等方法，变换后

共得到 ３ ２００ 组影像。 最终，将数据集中的 ２ ９００ 组

影像用于训练，３００ 组影像用于测试，３００ 组影像用于

验证。 数据扩充示例如图 ５ 所示。
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图 ５　 数据扩充示例

Ｆｉｇ． ５　 Ｄａｔａ ｅｘｐａｎｓｉｏｎ ｅｘａｍｐｌｅｓ

　 　 ＣＶＰＲ ＤｅｅｐＧｌｏｂｅ ２０１８ 道路提取挑战赛数据集共

６ ２２６ 组卫星影像，单张图像尺寸为１ ０２４ 像素∗１ ０２４
像素，每个像素对应的真实地理空间大小为０．５ ｍ。同时

提供了验证集和测试集，共计 ２ ３４４ 张卫星图像，这些

图像并未提供道路标签。 为验证本算法的有效性，将
包含道路标签的 ６ ２２６ 组卫星影像重新划分出测试

集和验证集。 至此，数据集中有５ ０００组影像用于训

练，６１３ 组影像用于测试，６１３ 组影像用于验证。
Ｄｉｃｅ 系数是一种集合相似度度量函数，用于计

算 ２ 个样本的相似度，取值范围是 ０～１。 数值越大，
说明 ２ 个集合相交元素越多，彼此之间越相似。 Ｄｉｃｅ
损失由 Ｍｉｌｌｅｔａｒｉ 等人［１３］引入图像分割领域，在样本

不均衡时表现优于传统的交叉熵损失。 Ｄｉｃｅ 系数表

示和 Ｄｉｃｅ 损失的数学定义分别如下：

Ｄｉｃｅ（ ｙ^，ｙ） ＝
２∑ｍ

ｉ ＝ １
ｙ（ ｉ） ｙ^（ ｉ）

∑ｍ

ｉ ＝ １
（ｙ（ ｉ） ｙ^（ ｉ） ＋ ｙ^（ ｉ） ｙ^（ ｉ））

（３）

ＤｉｃｅＬｏｓｓ（ ｙ^，ｙ） ＝ １ － Ｄｉｃｅ（ ｙ^，ｙ） （４）

３　 实验与分析

３．１　 实验环境

为验证提出 ＲＡＵ－Ｎｅｔ 网络在道路提取任务中的

有效性，基 于 Ｔｅｎｓｏｒｆｌｏｗ２． ３． ０ 平 台，采 用 Ｕｂｕｎｔｕ
１８．０４ＬＴＳ ６４位操作系统，搭载 Ｉｎｔｅｌ Ｅ５－２６２０ ＣＰＵ，
ＮＶＩＤＩＡ ＧＴＸ２０８０Ｔｉ ＧＰＵ，显存 １１ Ｇ。 相关参数见表 １。

表 １　 参数设置表

Ｔａｂ． １　 Ｐａｒａｍｅｔｅｒｓ ｓｅｔｔｉｎｇ ｔａｂｌｅ

参数名称 参数值

学习率 ０．００１

批尺寸 ２
训练次数 ３００
损失函数 Ｄｉｃｅ 损失

优化器 Ａｄａｍ

３．２　 评价指标

卫星影像道路任务是语义分割任务的一种，本
实验采用语义分割通用的评估方法， 即准确率

（Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ） 以及 Ｆ１ － ｓｃｏｒｅ。 其中，
准确率和召回率分别反映正确提取道路占预测样本

比例和道路提取完整度，Ｆ１ － ｓｃｏｒｅ 为准确率和召回

率的调和均值。 对应数值可由如下公式计算得出：

ｐｒｅ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（５）

ｒｅｃ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（６）

Ｆ１ － ｓｃｏｒｅ ＝ ｐｒｅ －１ ＋ ｒｅｃ －１

２
æ

è
ç

ö

ø
÷

－１

（７）

３．３　 实验结果分析

基于本文所增强的实验数据集，分别训练 Ｕ－
Ｎｅｔ、ＭｕｌｔｉＲｅｓＵＮｅｔ［１４］、ＲＡＵ－Ｎｅｔ，并通过准确率、召
回率、 Ｆ１ － ｓｃｏｒｅ进行定量分析。 分析结果见表 ２ 和

表 ３。 由表 ２ 得知，在同等实验条件和数据集的情

况下，ＲＡＵ－Ｎｅｔ 在各项指标上均有一定提升，在道

路提取研究上也有着优异表现。
表 ２　 不同模型在 Ｍａｓｓａｃｈｕｓｅｔｔｓ Ｒｏａｄｓ Ｄａｔａｓｅ 的结果

Ｔａｂ． ２　 Ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ａｔ Ｍａｓｓａｃｈｕｓｅｔｔｓ Ｒｏａｄｓ Ｄａｔａｓｅｔ

Ｍｏｄｅｌ Ｐｒｅｃ Ｒｅｃ Ｆ１

Ｕ－Ｎｅｔ ０．７２１ ０．７２６ ０．７２３

ＭｕｌｔｉＲｅｓＵＮｅｔ ０．７３９ ０．７６５ ０．７５２

ＲＡＵ－Ｎｅｔ ０．７４６ ０．７９３ ０．７６９

表 ３　 不同模型在 ＣＶＰＲ ＤｅｅｐＧｌｏｂｅ ２０１８ Ｒｏａｄｓ Ｄａｔａｓｅｔ 的结果

Ｔａｂ． ３　 Ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ａｔ ＣＶＰＲ ＤｅｅｐＧｌｏｂｅ ２０１８ Ｒｏａｄｓ
Ｄａｔａｓｅｔ

Ｍｏｄｅｌ Ｐｒｅｃ Ｒｅｃ Ｆ１

Ｕ－Ｎｅｔ ０．７３０ ０．７６４ ０．７４７

ＭｕｌｔｉＲｅｓＵＮｅｔ ０．７２３ ０．７７９ ０．７４９

ＲＡＵ－Ｎｅｔ ０．７４８ ０．７８７ ０．７６７

　 　 图 ６ 展示了各模型在 Ｍａｓｓａｃｈｕｓｅｔｔｓ Ｒｏａｄｓ
Ｄａｔａｓｅｔ 和 ＣＶＰＲ ＤｅｅｐＧｌｏｂｅ ２０１８ 的道路提取结果。
图 ６ 中，前 ３ 张为 Ｍａｓｓａｃｈｕｓｅｔｔｓ Ｒｏａｄｓ Ｄａｔａｓｅｔ 中的

图片，后 ２ 张为 ＣＶＰＲ ＤｅｅｐＧｌｏｂｅ ２０１８ 中的图片。
由图 ６ 可以看出，虽然遥感影像地表复杂，受建筑

物、河流、车辆影响，但是 ＲＡＵ－Ｎｅｔ 都较好地提取出

了主干道路。 Ｕ－Ｎｅｔ 由于直接将浅层网络提取信息

融合到后层网络，导致生成结果中有很多不连通的

噪点。 虽然 ＭｕｌｔｉＲｅｓＵＮｅｔ 采用 ｒｅｓ － ｐａｔｈ 取代了

Ｕ－Ｎｅｔ中的跳跃链接，但其预测结果却仍然存在错

位和缺失的问题。 ＲＡＵ－Ｎｅｔ 通过添加 ＭＤＣＥ 模块
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充分利用不同维度信息，并且加入了融合注意力的

跳跃连接解码器，消除提取结果中道路易出现断裂

问题，同时抑制了结果中易出现的噪声问题，提高了

模型精度。

图 ６　 可视化结果

Ｆｉｇ． ６　 Ｖｉｅｗａｂｌｅ ｒｅｓｕｌｔｓ

４　 结束语

将遥感影像分割为道路和非道路，属图像解译问

题，随着深度学习的流行，图像解译任务也取得了长

足进步。 本文提出了一种 ＲＡＵ－Ｎｅｔ 网络进行语义分

割的方法，在 ３ 项关键的分割效果量化指标， 即准确

率（Ｐｒｅｃｉｓｉｏｎ），召回率（Ｒｅｃａｌｌ）以及Ｆ１ － ｓｃｏｒｅ上均优

于经典提取算法，取得先进结果。 ＲＡＵ－Ｎｅｔ受到 Ｕｎｅｔ
网络架构和残差网络、注意力机制、空洞卷积等多种

网络结构启发，在卫星图像道路提取任务中具有重要

的理论和实用意义。 后续研究中，尝试将单纯的道路

提取任务拓展为更多地物，多种地物同时提取，相辅

相成，以进一步提升该方法准确性。
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