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摘　 要： 城市轨道交通的进出站客流量具有较大的不确定性和复杂性，尤其是短期客流预测，一直是地铁客流预测中的一个

研究热点和难点。 ＡＦＣ 设备能准确读取刷卡数据，实现历史和实时进出站客流量的有效统计。 为提高进出站客流预测精度，
本文以杭州地铁西兴站为例，利用主成分分析法（ＰＣＡ）对通过 ＡＦＣ 设备采集的历史进出站客流数据进行特征提取，然后通过

处理后的数据建立长短期记忆网络（ＬＳＴＭ）短期客流预测模型。 仿真结果表明该方法在城市轨道交通进出站客流预测中有

较好的表现，满足短期客流预测的要求，能够为地铁的运营管理提供一定的指导作用。
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０　 引　 言

随着社会经济的飞速发展，人们的生活节奏加

快，出行频率也大幅度增加，同时对出行效率和舒适

度的要求也越来越高。 对于城市轨道交通而言，客
流量是运营的主要依据，也是构建智慧交通的重要

基础。 日常列车排班计划的制定、大客流的预防等

均要求对未来客流量进行预测。
对于短期客流预测，主要可分为线性和非线性

两类。 其中，线性预测常用方法有卡尔曼滤波、时间

序列预测等；非线性预测常用方法主要包括灰色理

论、神经网络、支持向量机等。 近年来，国内外许多

专家学者对这类客流预测进行了大量的研究。 王奕

等人［１］根据周期时变特点在灰色预测模型的基础

上改进了马尔科夫算法。 杨军［２］ 将小波分析与支

持向量机结合提出了短期客流预测方法。 程浩等

人［３］利用 ＢＰ 神经网络对短期客流进行预测。 侯晨

煜等人［４］在神经网络算法的基础上，结合卡尔曼滤

波，提出了一种新型有效的地铁客流短时预测算法。
Ｈａｎ 等人［５］ 提出了一种新的基于深度学习的方法

ＳＴＧ － ＣＮＮ （ ｓｐａｔｉａｌ － ｔｅｍｐｏｒａｌ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｍｅｔｒｏ），对城市每个地铁站的进

站流量和出站流量进行了综合预测。 Ｓｕｎ 等人［６］提

出了一种新的混合模型小波－支持向量机，结合了

小波与支持向量机模型的互补优势，同时克服了其



各自的不足。 但是，较少有学者把预测站点与其他

站点的客流相关性放入预测模型中进行综合考虑。
本文以杭州地铁西兴站为例，考虑到站点之间

客流的空间和时序相关性，利用主成分分析法

（ＰＣＡ）对通过 ＡＦＣ 设备采集的历史进出站客流数

据进行特征提取，然后通过处理后的数据建立长短

期记忆网络（ＬＳＴＭ）短期客流预测模型并进行模型

有效性验证。
１　 短期客流预测

对城市轨道交通短期客流预测的研究能为突发

性大客流的预防和列车调度的优化提供有力的参

考。 现有的短期客流预测一般以 １５～６０ ｍｉｎ 为时间

粒度，指根据历史客流和实时客流等数据，利用客流

预测模型，计算得到预测对象在 １５ ｍｉｎ 后的客流情

况，若该数值超过行业规范或运营公司所给出的安

全范围，则相关运营部门和工作人员应按照相应的

安全预案立刻开展行动，如通过广播播报、入口限流

等措施来保障车站以及站台人流密度在安全范围

内，预防踩踏等危及乘客人身安全事件的发生，确保

乘客的安全和列车的正常运营。 而以 ６０ ｍｉｎ 为时

间粒度进行客流预测，能够为列车调度的优化提供

依据，通过调整列车运行计划提高运输效率或节约

运营成本。 列车运行计划的调整，一般情况下，并不

能在 １５ ｍｉｎ 内即刻完成。 例如，根据客流需求的意

外增长，某线路产生了加开一班列车的需求，调度部

门需先结合原有排班计划调整列车运行图，再通过

部门审批、车辆段对上线列车进行准备工作，还需通

知司机等相关执行人员等，整个过程需要 ３０ ｍｉｎ ～
１ ｈ。因此，以 １ ｈ 为长度对车站进出站客流进行预

测，对列车运行实时优化具有十分重要的意义。
２　 ＰＣＡ－ＬＳＴＭ 预测模型

２．１　 ＰＣＡ 特征提取

在实验和研究的过程中，经常会遇到这样的情

况，即对同一研究对象存在大量影响因素。 越全面

的数据确实能为实验目的提供越丰富的信息，但是

同时也会提高模型的计算和训练时间。 而且，许多

变量之间可能存在较大的相关性或相似性。 因此，
盲目地增加变量可能会极大地加长运算时间，但是

对研究目的产生的帮助甚微，而盲目地减少变量可

能会损失重要的信息，影响结论的准确性。
ＰＣＡ 法就是一种对多维数据进行降维的数据

预处理方法［７］。 通过计算分析各维度数据之间的

相关性，ＰＣＡ 法能去除多维数据中一部分不重要的

特征，保留相对重要的那部分，从而使得数据更易于

使用，提升计算速度。 ＰＣＡ 法主要思想是将 ｎ 维数

据映射到 ｋ 维上，且这 ｋ 维的特征向量相互正交。 特

征向量的选取标准是取特征值最大的 ｋ 个特征所对

应的特征向量，目的是使得这 ｋ 为数据尽量多的保

留原数据的特征，减少信息损失。 新构造的维度对

原维度数据信息的反映一般通过方程贡献率来衡

量。 一般会选取累计贡献率为 ８０％～９５％的 ｋ 维数

据作为降维后数据。
在城市轨道交通客流预测研究中，历史客流数

据是进行客流预测的最主要、也是最直接的依据。
在对某一站点进行客流预测时，一般该站点的历史

进出站客流数据作为主要因素，再结合其他因素，作
为预测模型的输入。 其实，除了预测站点自身的历

史客流数据外，同一线网中的其他的车站的客流进

出量也能为该车站的客流预测提供很好的参考。 例

如 Ａ 站点在某时间段内进站客流的增加，有一定的

可能性使得 Ｂ 站点在下一时间段的出站客流增加。
再如，首发站点 Ａ 站在这一时间段内进站客流增加

较大，则其后续站点在之后的短时间内进站客流增

加的概率较大。
然而，对大多数城市来说，整个地铁线网的数据

量过于庞大，就上海地铁来说，一共有 １６ 条线路，共
有 ４１５ 座车站（含 ２ 座磁悬浮线车站）。 即使就单

一一天地铁线路来讲，其站点数量也不少，例如杭州

地铁 １ 号线，一共有 ３４ 个车站。 若使用所有站点的

历史进出站数据，会极大地提高计算复杂性和计算

时间，导致计算机无法在有限时间内给出相应的预

测结果。 因此，为提高模型训练速度并降低计算复

杂性，本文采用主成分分析方法对线路上的进出站

客流数据进行降维。
选取杭州轨道交通一号线在 ２０１８ 年 １２ 月 ２０

日～ ２０１９ 年 ５ 月 ９ 日期间沿线各站点运营时段每

小时（５：００ ～ ７：００ 时段数据合并为一个数据）进出

站客流量作为实验数据。 把全天运营时间按顺序划

分为 ２０ 个时段，见表 １，每时段采集一次线路上各

站点的进出站客流数据。 一号线一共有 ３４ 个车站，
每个车站采集各时段进站客流和出站客流两组数

据，全线共有 ６８ 组数据。 同时，数据采集时段与各

车站客流之间的关系非常密切，故将运营时段进行

编号后放入影响因素集中，详见表 １。 此时数据集

为 ６９ 维。
　 　 选定某站点进站或出站客流作为预测对象，文
中随机选择了西兴站出站客流作为预测目标，因此

先从 ６９ 维数据集中抽取出西兴站的出站客流数据
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以备后用，将剩余的 ６８ 维数据通过 ＰＣＡ 法进行降

维，得到新的变量。 根据方差贡献率和累计贡献率，
从高到低，选择主成分，将原来的 ６８ 个变量压缩成

４ 个主成分，保留了原始数据约 ９０％的信息，得到的

主成分方差贡献率和累计贡献率见表 ２。

表 １　 运营时段划分表

Ｔａｂ． １　 Ｔａｂｌｅ ｏｆ ｏｐｅｒａｔｉｎｇ ｈｏｕｒｓ

时段 编号 时段 编号

５：００－７：００ ０ １６：００－１７：００ １０

７：００－８：００ １ １７：００－１８：００ １１

８：００－９：００ ２ １８：００－１９：００ １２

９：００－１０：００ ３ １９：００－２０：００ １３

１０：００－１１：００ ４ ２０：００－２１：００ １４

１１：００－１２：００ ５ ２１：００－２２：００ １５

１２：００－１３：００ ６ ２２：００－２３：００ １６

１３：００－１４：００ ７ ２３：００－２４：００ １７

１４：００－１５：００ ８ ０：００－１：００ １８

１５：００－１６：００ ９ １：００－２：００ １９

表 ２　 方差及方差贡献率

Ｔａｂ． ２　 Ｖａｒｉａｎｃｅ ａｎｄ ｖａｒｉａｎｃｅ ｃｏｎｔｒｉｂｕｔｉｏｎ ｒａｔｅ

排名 方差 方差贡献率 累计贡献率

１ ４６ ７９４ １７９．９９６ ０．６１６ ０．６１６

２ １２ ４１３ ６４７．３７７ ０．１６３ ０．７７９

３ ６ ８３２ ４０９．０７３ ０．０９０ ０．８６９

４ ２ ３８９ ６２２．８０４ ０．０３１ ０．９００

　 　 将西兴站出站数据与降维得到的 ４ 个主成分数

据合并，得到维度为 ５ 的变量数据作为预测模型的

输入。
２．２　 ＬＳＴＭ 网络

ＬＳＴＭ 网络是循环神经网络的一种，是为了解

决普通循环神经网络（ＲＮＮ）所存在的梯度易消失

和长期记忆被遗忘的缺点而提出的［８－１０］。 ＲＮＮ 网

络主要由重复的神经网络模块进行链式组合而成，
每个模块有 ２ 个输入数据和 ２ 个输出数据。 ＬＳＴＭ
网络在 ＲＮＮ 网络的基础上增加了一个输入和一个

输出，内部结构也更为复杂精细。 增加的这一路输

入和输出称为细胞状态，是 ＬＳＴＭ 实现状态记忆和

遗忘的主要结构，上面的信息与当前状态的输入信

息仅有 ２ 次线性交互，使得细胞状态较容易保持稳

定，达到长期记忆的目的。
ＬＴＳＭ网络的细胞结构如图１所示，主要由输
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图 １　 ＬＳＴＭ 网络细胞结构

Ｆｉｇ． １　 Ｃｅｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

入门、遗忘门和输出门组成。 细胞内信息的处理需

要经过以下 ４ 个步骤：
　 　 （１） 遗忘门， 输入为上一层的输出 ｈｔ － １ 和当前

层的状态 ｘｔ。 遗忘门在读取数据后利用 ｓｉｇｍｏｉｄ 函

数将信息转化为 ０～１ 之间的一个数值，来表示对这

两个输入信息的遗忘程度，其中 ０ 表示完全遗忘，１
表示完全保留。 此时对应的数学公式可表示为：

ｆｔ ＝ σ（ｗｆ·［ｋｔ －１，ｘｔ］ ＋ ｂｆ）， （１）
　 　 （２） 输入门，这一步决定了让多少新的信息加

入到当前细胞状态中来，主要通过 ２ 个函数实现。
首先利用 ｓｉｇｍｏｉｄ 函数决定需要更新的信息 ｉｔ， 再用

ｔａｎｈ 函数产生 Ｃ
～

ｔ， 作为备用信息。 此时对应的数学

公式可分别表示为：
ｉｔ ＝ σ（ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ）， （２）

Ｃ
～

ｔ ＝ ｔａｎｈ（ｗｃ·［ｈｔ －１，ｘｔ］ ＋ ｂｃ）， （３）
　 　 （３）状态更新， 这一步结合了数据分别经过遗

忘门和输入门得出的遗忘状态值 ｆｔ 和更新状态值 ｉｔ
来进行信息的遗忘和更新，从而获得新的细胞状态

Ｃ ｔ。 此时对应的数学公式可表示为：

Ｃ ｔ ＝ ｆｔ·Ｃ ｔ －１ ＋ ｉｔ·Ｃ
～

ｔ， （４）
　 　 （４）输入门，用于确定该层细胞需要输出的信

息。 首先，用 ｓｉｇｍｏｉｄ 函数来确定初始输出 Ｏｔ，表示

需要保留并输出的信息。 接着，把当前细胞状态 Ｃ ｔ

通过 ｔａｎｈ 函数进行处理，把所得结果与初始输出信

息 Ｏｔ 相乘，得到最终输出 ｈｔ。 此时对应的数学公式

可表示为：

Ｏｔ ＝ σ（ｗ０［ｈｔ －１，ｘｔ］） ＋ ｂ０， （５）
ｈｔ ＝ Ｏｔ·ｔａｎｈ（Ｃ ｔ） ． （６）

　 　 式（１） ～ （６）中， ｗｆ，ｗｉ，ｗｃ，ｗ０ 为各自对应的权

重矩阵， ｂｆ，ｂｉ，ｂｃ，ｂ０ 为各自对应的偏置向量。

７５１第 ３ 期 石敏莲， 等： 基于 ＰＣＡ－ＬＳＴＭ 模型的城市轨道交通短时客流预测



　 　 ＬＳＴＭ 网络模型和 ＲＮＮ 网络模型相似，都由循

环的网络组成，将其按时序展开以后可看作链式结

构，信息在各层细胞内经过选择、遗忘和更新后，在
细胞之间传递。 ＬＳＴＭ 网络细胞的时序展开的释义

解析如图 ２ 所示。
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图 ２　 ＬＳＴＭ 网络细胞的时序展开图

Ｆｉｇ． ２　 Ｓｅｑｕｅｎｃｅ ｄｉａｇｒａｍ ｏｆ ＬＳＴＭ ｎｅｔｗｏｒｋ ｃｅｌｌｓ

２．３　 运用 ＬＳＴＭ 网络进行预测

２．３．１　 参数配置

建立该 ＬＳＴＭ 网络预测模型需要确定一些超参

数，包括输入层的维数、隐藏层的层数与维数、时间

步长以及输出层的维数。
本实验以西兴站出站客流量为预测对象，将其

历史数据与 ＰＣＡ 降维得到的 ４ 维变量数据一起作

为 ＬＳＴＭ 网络的输入，该 ＬＳＴＭ 网络输入层维数为

５。 预测目标为下一小时出站客流量，确定时间步长

为 １，输出层维数为 １。 经过多次尝试，确定隐藏层

为 ２ 层，第一层中神经元数量为 ５０ 个，第二层中神

经元数量为 ３０ 个。 选定 Ａｄａｍ 优化器作为该 ＬＳＴＭ
网络的优化算法。

首先，将输入数据集按照 ８：２ 的比列划分为训

练集和测试集，训练集包含了 ２ ２２３ 组数据，测试集

包含了 ５５７ 组数据。 使用基于 ＴｅｎｓｏｒＦｌｏｗ 后端的

Ｋｅｒｓａ 框架进行编程测试，并使用训练集对该神经网

络模型进行训练，训练次数设定为 ２００ 次。 之后利

用测试集对模型预测结果进行验证和评估。 评估的

方式 采 用 均 方 根 误 差 （ ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ，
ＲＭＳＥ）， 其计算公式为：

εＲＭＳＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ ． （７）

　 　 其中， ｙｉ 和 ｙ^ｉ（ｉ ＝ １，２，３，４，…，ｍ） 分别表示第 ｉ
个数据取样点的实际值和预测值，ｍ 表示数据长度。
２．３．２　 预测结果

ＬＳＴＭ 网络的训练结果如图 ３ 所示。 观察图 ３
发现，在前 ２５ 次训练中，损失函数就下降到了 ０．００３
以下，收敛速度快，在训练后期，损失函数基本在

８．５×１０－４左右波动，模型训练时间为 １１７ ｓ，表明模

型训练效率高，而且训练效果比较理想。
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图 ３　 损失函数图

Ｆｉｇ． ３　 Ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｇｒａｐｈ

　 　 将测试集数据输入训练好的预测模型，获得预

测结果如图 ４ 所示。 由图 ４ 可知，ＰＣＡ－ＬＳＴＭ 模型

预测精度较高，预测误差 εＲＭＳＥ 为 １９８．３２。 实验结果

验证了该模型具有良好可行性和适用性。
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图 ４　 西兴站进出站实际客流数据与预测数据对比图

Ｆｉｇ． ４ 　 Ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ａｃｔｕａｌ ａｎｄ ｆｏｒｅｃａｓｔ ａｒｒｉｖｉｎｇ ａｎｄ
ｌｅａｖｉｎｇ ｐａｓｓｅｎｇｅｒ ｆｌｏｗ ｄａｔａ ｏｆ Ｘｉｘｉｎｇ ｓｔａｔｉｏｎ

　 　 另外，使用同样的方法，将西兴站下一小时出站

客流作为预测目标，重新训练模型，所得预测结果如

图 ５ 所示。 研究推得其 ＲＭＳＥ 为 ２３９．２３。 说明ＰＣＡ－
ＬＳＴＭ 模型对进站客流和出站客流的预测均适用。
　 　 图 ５ 是以西兴站出站和进站客流数据为输入数

据的单一 ＬＳＴＭ 网络模型所得的预测结果，训练时间

分别为 ５９．４９ ｓ 和 ６５．９３ ｓ，其测试集的 ＲＭＳＥ 分别为

６０６．３３ 和 ３８６．７８。 两者的 ＲＭＳＥ 分别是 ＰＣＡ－ＬＳＴＭ
模型所得结果的 ３．０６ 倍和 １．６１ 倍，见表 ３。 说明 ＰＣＡ－
ＬＳＴＭ 的预测精度与单一 ＬＳＴＭ 模型相比，有显著提

８５１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



升，尤其是对出站客流的预测方面，优势明显。
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图 ５　 实际值与 ＬＳＴＭ 模型预测结果对比图

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ａｃｔｕａｌ ｖａｌｕｅ ａｎｄ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ
ｏｆ ＬＳＴＭ ｍｏｄｅｌ

表 ３　 均方根误差对比表

Ｔａｂ． ３　 ＲＭＳＥ ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ

预测变量
ＲＭＳＥ

ＰＣＡ－ＬＳＴＭ ＬＳＴＭ
比例

西兴站出站客流 １９８．３２ ６０６．３３ ３．０６
西兴站进站客流 ２３９．２３ ３８６．７８ １．６１

３　 结束语

本文从同一地铁线路上车站客流之间存在相关

性这一角度出发，设计了基于 ＰＣＡ－ＬＳＴＭ 的城市轨

道交通短时客流预测模型，采用了杭州地铁一号线

１３９ 天的进出站客流数据进行预测实验。 结果表

明，该模型在对站点下一小时进站客流量和出站客

流量的预测方面具有较好的表现，能够为地铁运营

部门在实际的列车运行优化和调度方面提供可靠的

参考。 该方法同样适用于以 １５ ｍｉｎ、３０ ｍｉｎ 等其他

时间粒度的短期客流预测。 未来的研究工作可以考

虑把天气以及是否为工作日等其他因素加入到影响

因素集中，从而进一步提高模型的预测精度。
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块链技术的服装产业协同制造溯源系统。 但是目前

区块链技术溯源系统数据吞吐量不高，使得区块链

技术溯源平台推广应用有非常大的障碍。 后续工作

需要进一步研究区块链技术，并优化溯源系统性能，
才能将区块链技术溯源平台进行广泛商业应用。
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