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摘　 要： 针对深度学习方法处理命名实体识别任务时，经典的词向量表示只能将其映射为单一向量，无法在上下文中表示出

字的多义性这一问题，提出 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型，该模型通过知识增强语义表示 ＥＲＮＩＥ 预训练模型增强字的语义感知

表示。 引入多元数据知识生成语义向量，然后将字向量输入到 ＧＲＵ 层提取特征，最后通过 ＣＲＦ 层得到标签序列。 实验结果

表明，该模型在人民日报语料库中 Ｆ１ 值达到了 ９４．４６％。
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０　 引　 言

命名实体识别［１］ （ Ｎａｍｅｄ Ｅｎｔｉｔｙ Ｒｅｃｏｇｎｉｔｉｏｎ，
ＮＥＲ） 是 自 然 语 言 处 理［２］ （ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ，ＮＬＰ）中的一项基础性任务，目的是从非

结构化数据文本中提取出人名、地名、组织机构名和

数字表达等特定类型的实体。 ＮＥＲ 在问答系统［３］、
句法分析［４］、机器翻译［５］等高级 ＮＬＰ 任务中有广泛

的应用价值。 英文命名实体识别和中文命名实体识

别相比，起步相对较早，且英文单词间有空格等明显

的标识符，实体识别过程中不涉及分词等问题，只需

要考虑词本身的特征，识别起来较中文来说难度相

对较小。 而中文实体结构复杂、形式多样、边界模

糊，且中文字在不同的语境下还会存在一词多义、一
字多性的情况。 同时与分词等其它 ＮＬＰ 任务相互

影响。 这些都增加了中文命名实体识别的难度，使
得中文命名实体识别更具有研究和应用价值。

针对中文命名实体识别任务，本文在传统深度

学习命名实体识别中引入了融合知识增强语义表示

ＥＲＮＩＥ 预训练语言模型， 提出了一种 ＥＲＮＩＥ －
ＢｉＧＲＵ－ＣＲＦ 神经网络模型。 ＥＲＮＩＥ 通过对训练数

据中的词法结构、语法结构、语义信息进行统一建

模，极大地增强了通用语义表示能力。 实验结果表

明，ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型在人民日报语料库上

Ｆ１ 值达到了 ９４．４６％。 与之前最好的 Ｆｅｎｇ（２０１８）模
型相比，人名实体、地名实体 Ｆ１ 值分别提高了 ３．２６
个百分点和 ２．９６ 个百分点。
１　 相关工作

在命名实体识别中常用的机器学习算法有条件

随机场（Ｃｏｎｄｉｔｉｏｎａｌ Ｒａｎｄｏｍ Ｆｉｅｌｄｓ，ＣＲＦ）模型、支持

向量机 （Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶＭ） 模型等。 这

类机器学习方法通常依赖复杂的特定人工特征，需
要人工制作特征模板，导致识别方法泛化能力弱，识
别方法不通用。

随着深度学习的兴起，端到端的神经网络模型



占据了命名实体识别方法的主流。 Ｈａｍｍｅｒｔｏｎ［６］ 首

先通过 ＬＳＴＭ 网络结构进行命名实体识别的研究。
Ｈｕａｎｇ 等人［７］ 通过 ＬＳＴＭ 网络结构和 ＣＲＦ 相结合，
弥补了 ＬＳＴＭ 未能考虑样本输出之间关系的缺陷，
该模型在 ＮＥＲ 等序列标记任务中取得了很好的效

果。 目前许多 ＮＥＲ 框架都是基于 ＬＳＴＭ－ＣＲＦ 模型

的。 通过在 ＬＳＴＭ－ＣＲＦ 模型上融入各种特征，可以

进一步提升命名实体识别效果。 Ｍａ 等人［８］ 采用了

ＣＮＮ 提取字符级别的特征，通过字词结合的方式处

理命名实体识别任务获得了不错的效果。 李丽双等

人［９］在生物领域内利用 ＢｉＬＳＴＭ－ＣＮＮ－ＣＲＦ 模型取

得了当时最高的 Ｆ１ 值。 李明扬等人［１０］ 通过使用

Ｔｒａｎｓｆｏｒｍｅｒ 结构中的多头注意力机制结合 ＢｉＬＳＴＭ－
ＣＲＦ 模型在微博文本领域的命名实体识别中取得

了很好的效果。 Ｓｔｒｕｂｅｌｌ 等人［１１］ 通过利用空洞卷积

网络进行命名实体识别，有效提取序列信息的同时

缩短了训练的时间。
将深度学习算法引用到命名实体识别任务中的

一个关键步骤是用词向量表达文本中词语［１２］。 其

中，ｗｏｒｄ２ｖｅｃ［１３］ 的提出吸引了大量科研人员的关

注，ｗｏｒｄ２ｖｅｃ 可以通过训练神经网络模型将词语表

示为固定长度的低维向量，得到分布表示特征。 训

练好的向量中蕴涵着一些潜在的语义信息。 将预训

练词向量作为字词特征输入到神经网络模型中，提
高了命名实体识别 效 果。 Ｌａｍｐｌｅ 等 人 提 出 的

ＢｉＬＳＴＭ－ＣＲＦ 模型，使用了大量无标记的语料在无

监督学习中预训练生成 ｗｏｒｄ２ｖｅｃ 词向量，模型中没

有使用附加词典便取得了很好的效果。 但 ｗｏｒｄ２ｖｅｃ
无法表示字的多义性。 例如在句子“他每天都重复

地做着那些重活”中“重”字表达了不同的意思，类
似于 ｗｏｒｄ２ｖｅｃ 等工作聚焦于上下文无关的词向量

建模，不能分别区分其含义，针对这个问题，科研人

员提出了各种预训练语言模型来进行词表示，Ｐｅｔｅｒｓ
等人［１４］ 提出了一种基于 ＢｉＬＳＴＭ 网络结构的词向

量表征模型，该模型通过上下文的语境变动而改变，
动态地增强词的表示，表征词汇的语法语义层面特

征；Ｄｅｖｌｉｎ 等人［１５］ 提出的 ＢＥＲＴ 模型，通过预测屏

蔽的词，利用双向 Ｔｒａｎｓｆｏｒｍｅｒ 网络来获取预训练语

言模型；２０１９ 年，Ｓｕｎ 等人［１６］ 针对 ＢＥＲＴ 在处理中

文时难以学习出更大语义单元的完整表示，提出了

基于知识增强的 ＥＲＮＩＥ 模型直接对先验语义知识

单元进行建模，增强了模型语义表示能力。
鉴于 ＥＲＮＩＥ 预训练语言模型的强大表义能力，

针对中文命名实体识别任务，本文引入了 ＥＲＮＩＥ 预

训练语言模型，提出了一种融合知识增强语义表示

的 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 深度神经网络模型。 结合

ＧＲＵ 网络对文本进行深层特征提取，结果表明，
ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型在人民日报语料库上 Ｆ１

值达到了 ９４．４６％。
２　 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型

ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型的整体架构如图 １ 所

示。 该模型首先通过知识增强语义表示的 ＥＲＮＩＥ
预训练语言模型获得输入的语义表示，获取的字向

量输入到双向 ＧＲＵ 层提取句子级别特征，最后经过

ＣＲＦ 层进行序列标注，获取全局最优的标签序列。
与之前的主流命名实体识别模型相比，ＥＲＮＩＥ－

ＢｉＧＲＵ－ＣＲＦ 模型最主要的区别是加入了知识增强

的语义表示 ＥＲＮＩＥ 预训练语言模型，ＥＲＮＩＥ 模型通

过对词、实体等语义单元的掩码学习得到完整概念

的语义表示。 表征了字的多义性，增强了模型语义

表示能力。
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图 １　 基于 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 的命名实体识别框架

Ｆｉｇ． １ 　 Ｎａｍｅｄ ｅｎｔｉｔｙ ｒｅｃｏｇｎｉｔｉｏｎ ｆｒａｍｅｗｏｒｋ ｂａｓｅｄ ｏｎ ＥＲＮＩＥ －

ＢｉＧＲＵ－ＣＲＦ

２．１　 ＥＲＮＩＥ 预训练语言模型

近年来，通过深度神经网络训练无监督文本的

预训练语言模型有效地提高了命名实体识别、情感

分析和问答系统等各类 ＮＬＰ 任务。 早期的工作集

中于上下文无关词向量的建模，之后的 Ｇｌｏｖｅ［１７］、
Ｅｌｍｏ 等模型构建了语句级的语义表示， ２０１８ 年

Ｇｏｏｇｌｅ 的 Ｄｅｖｌｉｎ 等人［１５］ 提出的 ＢＥＲＴ 模型利用

Ｔｒａｎｓｆｏｒｍｅｒ 编码器的 ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 双向建模，取得

了更好的性能。 但以上的几种模型关注的焦点在于

处理原始语言信号上，很少利用语义知识建模，导致

模型难以获取更大语义单元的完整语义表示，在中

文上表现更为突出。 针对这个问题，Ｓｕｎ 等人［１６］ 提

出了基于知识增强的 ＥＲＮＩＥ 模型。 ＥＲＮＩＥ 模型通

过对大规模的语料中的词、实体及实体关系进行建
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模，学习真实世界的语义关系。
ＢＥＲＴ 模型采用双向 Ｔｒａｎｓｆｏｒｍｅｒ 作为编码器，

并提出了掩码语言模型（Ｍａｓｋｅｄ Ｌａｎｇｕａｇｅ Ｍｏｄｅｌ，
ＭＬＭ）用来捕捉词级别的表示。 掩码语言模型用来

训练一个深度双向文本表示向量，其主要思想是通

过随机的方式来任意屏蔽序列中的 １５％单词作为

训练样本，利用编码器通过序列中其它未被屏蔽的

单词预测这些被屏蔽单词的原始词汇。 ＢＥＲＴ 中的

Ｔｒａｎｓｆｏｒｍｅｒ 基于注意力机制进行建模，Ｔｒａｎｓｆｏｒｍｅｒ
编码单元如图 ２ 所示。
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PositionEnconding

Add&Normal

FeedFoward FeedFoward

Add&Normal

Self-Attention

图 ２　 Ｔｒａｎｓｆｏｒｍｅｒ 编码单元

Ｆｉｇ． ２　 Ｔｒａｎｓｆｏｒｍｅｒ ｃｏｄｉｎｇ ｕｎｉｔ

　 　 Ｔｒａｎｓｆｏｒｍｅｒ 最主要的模块是自注意力部分，其
相应数学公式可写为：

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ（ＱＫ
Ｔ

ｄｋ

）Ｖ． （１）

　 　 其中， Ｑ、Ｋ、Ｖ 表示输入字向量矩阵， ｄｋ 为输入

字向量的维度，通过计算输入序列中每个词与这个

序列中其它词的相互关系，反映序列中不同词之间

的关联性及其重要程度，然后调整每个词的权重获

得每个词的新的表征。
ＥＲＮＩＥ 模 型 全 称 为 Ｅｎｈａｎｃｅｄ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

ｔｈｒｏｕｇｈ Ｋｎｏｗｌｅｄｇｅ Ｉｎｔｅｇｒａｔｉｏｎ， ＥＲＮＩＥ 采 用 了 和

ＢＥＲＴ 模型相同的多层双向 Ｔｒａｎｓｆｏｒｍｅｒ 作为编码器

提取特征的基本单元。 放弃了 ＢＥＲＴ 模型的单一基

于字掩码策略，通过采用字掩码、短语掩码和实体掩

码三种级别的掩码策略，隐式地学习实体属性、实体

关系等知识信息，模型得以学习完整概念的语义表

示。
基于 ＢＥＲＴ 和 ＥＲＮＩＥ 的不同 ｍａｓｋｉｎｇ 策略如图

３ 所示。 对于 ＢＥＲＴ 模型，其中掩码掉的只是一些

字，训练时学到的更多的是字与字之间的关系，例如

图 ３ 中所示的“尔”与“哈”、“滨”之间的局部关系，
在 ＥＲＮＩＥ 模型中，则能掩码一些连续的 ｔｏｋｅｎｓ。 除

了能学习到 ＢＥＲＴ 之间的局部关系，还能学到“哈尔

滨”与“省会”间的知识信息。

哈[mask]滨是[mask]龙江的省会，[mask]际冰[mask]文化名城

ERNIE
哈 尔 滨 冰 雪

[mask][mask][mask]是黑龙江的省会，国际[mask][mask]文化名称

BERT尔 黑 国 雪

图 ３　 基于 ＢＥＲＴ 和 ＥＲＮＩＥ 的不同 ｍａｓｋｉｎｇ 策略

Ｆｉｇ． ３　 Ｔｈｅ ｄｉｆｆｅｒｅｎｔ ｍａｓｋｉｎｇ ｓｔｒａｔｅｇｙ ｂｅｔｗｅｅｎ ＢＥＲＴ ａｎｄ ＥＲＮＩＥ

　 　 在训练过程中，ＥＲＮＩＥ 模型利用词法分析工具

对数据进行字、词、实体等不同粒度的切分，根据切

分边界对连续的 ｔｏｋｅｎ 进行随机掩码操作，让模型

在语义、知识等不同层次上学到相应的关系。 在训

练语料上，模型数据预处理也加入了基于资讯类、论
坛对话类、百科类等构造具有上下文关系的句子对

数据，进一步地提升了模型语义表示能力。
２．２　 门控循环单元网络

循 环 神 经 网 络 （ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＲＮＮ）是一类特殊的神经网络，可以动态地捕捉序

列信息，其节点具有一定记忆能力，由于网络中当前

时刻的输出也与上一时刻的输出值有关，对上下文

相关的序列数据文本有很强的处理能力，因此对处

理命名实体识别这类序列标注问题有较好的效果，
但实际训练过程中 ＲＮＮ 容易产生梯度问题，使得

ＲＮＮ 难以处理序列过长的问题。
为解决 ＲＮＮ 在处理序列过长时出现梯度上的

问题，一系列的 ＲＮＮ 变体相继被提出，目前主流的

变体包括长短期记忆网络［１８］ （ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ
Ｍｅｍｏｒｙ， ＬＳＴＭ ） 和 门 控 循 环 单 元［１９－２０］ （ Ｇａｔｅｄ
Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ）等，ＬＳＴＭ 通过引入输入门、遗
忘门和输出门三个门控机制和记忆单元控制信息传

体，有效地解决了 ＲＮＮ 产生的梯度爆炸或梯度消失

问题。 Ｃｈｏ 等人［２１］在 ＬＳＴＭ 的基础上，对门控单元

进行进一步简化，将 ＬＳＴＭ 中遗忘门和输入门合并

为更新门，混合细胞状态和隐藏状态。 简化后的

ＧＲＵ 结构更为简单，减少了网络中的参数，在取得

了与 ＬＳＴＭ 模型相当的效果的同时缩短了模型训练

时间。 ＧＲＵ 的形式化表示见式（２） ～式（５）：
ｚｃｊ ＝ σ（Ｗｚｘｘｃ

ｊ ＋ Ｗｕｈｈｃ
ｊ－１ ＋ ｂｃ）， （２）

ｒｃｊ ＝ σ（Ｗｒｘｘｃ
ｊ ＋ Ｗｒｈｈｃ

ｊ－１ ＋ ｂｃ）， （３）

ｈ
～
ｃ
ｊ ＝ ｔａｎｈ（Ｗｃｘｘｃ

ｊ ＋ Ｗｃｈ（ ｒｃｊ ·ｈｃ
ｊ－１ ＋ ｂｃ））， （４）
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ｈｃ
ｊ ＝ （１ － ｚｃｊ ）·ｈｃ

ｊ－１ ＋ ｚｃｊ ·ｈ
～
ｃ
ｊ ． （５）

　 　 其中， ｚｃｊ 表示一个更新门，控制下一时刻的信息

流入； ｒｃｊ 表示重置门，控制信息的保留与丢失； ｚｃｊ 和

ｒｃｊ 决定隐藏状态的输出； ｈ
～
ｃ
ｊ 表示当前时刻的候选状

态； ｘｃ
ｊ 表示当前时刻的输入； ｈｃ

ｊ－１ 表示上一时刻的隐

藏层状态； σ 表示 ｓｉｇｍｏｉｄ 激活函数；Ｗ和 ｂｃ 分别代

表每个单元模型参数中的权重矩阵和偏置向量；
“·”表示 Ｈａｄａｍａｒｄ 乘积。
２．３　 条件随机场

条件 随 机 场 （ Ｃａｎｏｎｉｃａｌ Ｃｏｒｒｅｌａｔｉｏｎ Ａｎａｌｙｓｉｓ，
ＣＲＦ）是一种概率化无向图模型。 ＣＲＦ 可以通过一

组随机变量来获取另一组随机变量的条件概率分

布，在处理词性标注和序列划分等问题上有很好的

效果，ＣＲＦ 主要通过全局优化的思想，通过考虑标

签之间的依赖关系获取一个全局最优标签序列，避
免了如出现标签 Ｂ－ＰＥＲ 后面接入了 Ｉ－ＬＯＣ 等不合

理情况。 因此，在双向 ＧＲＵ 的输出后面接入 ＣＲＦ
层，用来计算标签序列。

定义一个大小为 ｎ × ｋ 的矩阵 Ｐ 是句子 Ｘ ＝
｛Ｗ１，Ｗ２，．．．，Ｗｎ｝ 输入到双向 ＧＲＵ 网络层中的输

出，其中 ｎ 表示单词个数， ｋ 表示标签种类中不同标

签的个数， Ｐ ｉ，ｊ 表示一个句子中第 ｉ 个单词输入的第

ｊ 个标签的概率。 对于给定的一串文本序列 ｘ ＝ ｛ｘ１，
ｘ２，ｘ３，．．．，ｘｎ｝ 和其对应预测标记序列 ｙ ＝ ｛ｙ１，ｙ２，
ｙ３，．．．，ｙｎ｝， 定义得分表示为：

ｓ（ｘ，ｙ） ＝ ∑
ｎ

ｉ ＝ １
（Ｗｙｉ－１，ｙｉ ＋ Ｐ ｉ，ｙｉ）， （６）

Ｐ ｉ ＝ Ｗｓｈ（ ｔ） ＋ ｂｓ， （７）
　 　 其中， Ｗ ， Ｗｉ，ｊ 分别代表转换矩阵和标签转移

分数； Ｐ ｉ，ｙｉ 表示一个字符的第 ｙｉ 个标签的得分情况；
ｈ（ ｔ） 为双向 ＧＲＵ 层 ｔ时刻输入数据 ｘ（ ｔ） 的隐藏状态。

在 ＣＲＦ 训练中，采取最大似然估计函数标记序

列，即：

Ｌ ＝ ∑
ｎ

ｉ ＝ １
ｌｏｇ（Ｐ（ｙｉ ｜ ｘｉ）） ＋ λ

２
‖θ‖

２

， （８）

　 　 模型训练完成后，采用维特比算法求解出概率

值最大的标签作为预测标签。

Ｐ（ｙ ｜ ｘ） ＝ ｅｓ（ｘ，ｙ）

∑ ｙ∈Ｙｘ
ｅｓ（ｘ，ｙ）

． （９）

３　 实　 验

３．１　 实验数据集与评价指标

本文实验数据集采用的是 １９９８ 年 １ 月份人民

日报语料库，由北京大学计算语言学研究所和富士

通公司共同制作。 实验过程中将其随机划分为训练

集、测试集和验证集三部分。 训练集、测试集、验证

集分别占总数据集的 ７５％、１５％和 １０％。 该数据集

作为中文命名实体识别中的经典数据集广泛地应用

在科学研究中。
本文采用了 ＢＩＯ 方式标注数据集，人民日报语

料库中包含人名、地名、机构名三种实体类型。 其

中，Ｂ 开头的代表该实体类型标签的首字，Ｉ 开头代

表该类型标签的非首字，Ｏ 表示不属于实体部分。
在预测实体边界的时候，实体类别共 ７ 类，见表 １。

表 １　 实体标签类型

Ｔａｂ． １　 Ｅｎｔｉｔｙ ｌａｂｅｌ ｔｙｐｅ

实体类别 首字符 非首字符

人名 Ｂ－ＰＥＲ Ｉ－ＰＥＲ

地名 Ｂ－ＬＯＣ Ｉ－ＬＯＣ

机构名 Ｂ－ＯＲＧ Ｉ－ＯＲＧ

　 　 实验中性能评价指标采用准确率 （Ｐｒｅｃｉｓｉｏｎ，
Ｐ）、召回率（Ｒｅｃａｌｌ，Ｒ） 和 Ｆ１ 值（Ｆ１ － ｓｃｏｒｅ，Ｆ１） 三

项，具体见公式（１０）：

Ｐ ＝
Ｔｐ

Ｔｐ ＋ Ｆｐ

× １００％，

Ｒ ＝
Ｔｐ

Ｔｐ ＋ Ｆｎ

× １００％，

Ｆ１ ＝ ２ＰＲ
Ｐ ＋ Ｒ

× １００％． （１０）

　 　 其中， Ｔｐ 表示识别正确的实体数量； Ｆｐ 表示未

正确识别的实体数量； Ｆｎ 表示实体但未能识别的数

量。 Ｆ１ 值综合 Ｐ 和 Ｒ 评估指标，用于反映整体指

标。
３．２　 实验设置

实验中的硬件环境配置见表 ２。
表 ２　 实验环境

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｅｎｖｉｒｏｎｍｅｎｔ

操作系统 Ｕｂｕｎｔｕ

ＣＰＵ Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ）ｉ７－７７００ＨＱ＠ ２．８ Ｈｚ

ＧＰＵ ＧＴＸ１０６０ｔｉ

Ｐｙｔｈｏｎ ３．６

Ｔｅｎｓｏｒｆｌｏｗ－ｇｐｕ １．１４．０

　 　 在模型训练过程中，使用随机梯度法（Ｓｔｏｃｈａｓｔｉｃ
ｇｒａｄｉｅｎｔ ｄｅｓｃｅｎｔ， ＳＧＤ） 优化模型，在模型中加入

Ｄｒｏｐｏｕｔ 层减少模型过拟合问题， Ｄｒｏｐｏｕｔ 设为 ０．５，
ｂａｔｃｈ － ｓｉｚｅ 为 ６４，学习率为 ０．００１，学习率的更新采
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用 ｓｔｅｐ ｄｅｃａｙ， 衰减率为 ０．０５， Ｌ２ 正则化参数为

０．０００ １。模型训练过程中利用 ＧＴＸ１０６０ｔｉ 加速处理。
３．３　 实验结果与分析

为了验证本文提出的基于 ＥＲＮＩＥ 的命名实体

识别方法的有效性和泛化性，对比了以下几种主流

算法，评估模型的性能。 对此可做解析分述如下。
（１）ＣＲＦ。 ＣＲＦ 是机器学习中处理命名实体识

别任务效果最好且应用最为广泛的算法。
（２）ＢＬＳＴＭ－ＣＲＦ。 该模型是序列标注任务中

经典神经网络模型，采用预训练好 ｗｏｒｄ２ｖｅｃ 向量作

为 ＢＬＳＴＭ 网络的输入进行特征提取，最后将其特征

矩阵输入到 ＣＲＦ 中完成序列标注。
（３） Ｆｅｎｇ （ ２０１８） ［１８］。 该模型是 Ｆｅｎｇ 等人在

２０１８ 年提出的一种命名实体识别模型，在 ＢＬＳＴＭ－
ＣＲＦ 模型的基础上加入了词语的前后缀信息和领

域词典，并将其转换为词的分布表示特征。
（４） ＥＲＮＩＥ －ＢｉＧＲＵ －ＣＲＦ 模型。 本文提出的

ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型，通过引入了 ＥＲＮＩＥ 预训

练语言模型，增强模型语义表示能力，通过学习到海

量文本中的潜在知识，提高了命名实体识别效果。
在实验中，为验证 ＥＲＮＩＥ 对实体识别效果的影

响，对比了采用预训练好的词向量输入到 ＢｉＧＲＵ－
ＣＲＦ 模型中进行训练的效果。
　 　 表 ３～表 ５ 中分别展示了地名、人名、组织名三

种实体准确率、召回率、 Ｆ１ 值的对比情况，与现有的

方法相比，本文提出的 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型三

种实体的 Ｆ１ 值分别达到了 ９３． ７３％、 ９６． ９２％ 和

９１．５６％，总体 Ｆ１ 值达到了 ９４．４６％。 其中，组织类实

体识别的 Ｆ１ 值相对于其它两种相对较低，分析是因

为组织类实体容易出现地名嵌套、歧义实体等干扰

信息，导致模型预测出现误差。 而人名这类实体结

构相对简单，一般由姓和名两部分组成，更易获取中

文命名实体识别的特征，故 Ｆ１ 值高于机构名和地名

两类实体。
表 ３　 地名识别实验结果

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｌｏｃａｌ ｎａｍｅ ｒｅｃｏｇｎｉｔｉｏｎ ％

模型
指标

精确率 召回率 Ｆ１

ＣＲＦ ９１．９２ ８８．９５ ９０．０６

ＬＳＴＭ－ＣＲＦ ９３．３１ ８９．１６ ９１．１８

Ｆｅｎｇ（２０１８） ９３．７４ ８７．９８ ９０．７７

ＧＲＵ－ＣＲＦ ９３．０５ ８９．７８ ９１．３９

Ｔｈｅ ｐｒｏｐｏｓｅｄ ９３．４５ ９４．０１ ９３．７３

表 ４　 人名识别实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｐｅｒｓｏｎａｌ ｎａｍｅ ｒｅｃｏｇｎｉｔｉｏｎ ％

模型
指标

精确率 召回率 Ｆ１

ＣＲＦ ８３．８２ ７７．５６ ８０．３３

ＬＳＴＭ－ＣＲＦ ８８．１７ ８５．６４ ８６．８８

Ｆｅｎｇ（２０１８） ９８．２３ ８９．４９ ９３．６６

ＧＲＵ－ＣＲＦ ８９．４２ ８６．１８ ８７．７７

Ｔｈｅ ｐｒｏｐｏｓｅｄ ９６．８７ ９６．９８ ９６．９２

表 ５　 组织名识别实验结果

Ｔａｂ． ５　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｏｒｇａｎｉｚａｔｉｏｎ ｎａｍｅ ｒｅｃｏｇｎｉｔｉｏｎ％

模型
指标

精确率 召回率 Ｆ１

ＣＲＦ ８０．６４ ８２．４３ ８１．５２

ＬＳＴＭ－ＣＲＦ ８３．５７ ８６．７８ ８５．１４

Ｆｅｎｇ（２０１８） ９７．５２ ８９．３４ ９３．２５

ＧＲＵ－ＣＲＦ ８４．９１ ８６．１５ ８５．５２

Ｔｈｅ ｐｒｏｐｏｓｅｄ ９１．９１ ９１．２１ ９１．５６

　 　 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型在 Ｐ、Ｒ、Ｆ１ 值三个方

面均优于与 ＣＲＦ 模型。 原因是利用 ＧＲＵ 网络在训

练的过程中能够捕捉长距离信息，能够更加有效地

提取特征信息。 同时 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型避

免了手动构造特征模板等不足，解决了传统识别方

法过于依赖人工特征的问题，实现了端到端的命名

实体识别。
　 　 与 ＢｉＧＲＵ－ＣＲＦ 模型、ＢＬＳＴＭ－ＣＲＦ 模型相比，
地名、人名、组织名三类实体的 Ｆ１ 值均所提高，其中

提高幅度最大的是人名类实体，分别提高了 １０．０４％
和 ９．１５％。 说明基于知识增强的 ＥＲＮＩＥ 模型能够

通过建模海量数据中的实体概念等先验知识，增强

字的语义感知表示，更好地表示字的语义信息。 例

如在句子“罗阳汝信韦典徐达欧阳春汤洪高安启

元”中，正确的实体划分应为“罗阳 ｜汝信 ｜韦典 ｜徐
达 ｜欧阳春 ｜ 汤洪高 ｜ 安启元”，但是在 ＢｉＧＲＵ－ＣＲＦ
模型中，未能识别出安启元这个名字，研究分析是因

为安字作为姓氏出现的场景较少，利用 ｗｏｒｄ２ｖｅｃ 训

练的词向量可能更会偏向于“平安”的意思。 而在

ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型中，由于采用了知识增强

语义表示 ＥＲＮＩＥ 预训练模型， ＥＲＮＩＥ 模型通过对

词、实体等语义单元的掩码学习到完整概念的语义

表示。 表征了字的多义性，根据不同的语义生成不

同的语义向量，正确识别出人名。
对比 Ｆｅｎｇ 等人（２０１８）的模型，ＥＲＮＩＥ－ＢｉＧＲＵ－

５２第 ３ 期 张晓， 等： 基于 ＥＲＮＩＥ 的命名实体识别



ＣＲＦ 模型在地名实体、人名实体 Ｆ１ 值均有所提高，
说明 ＥＲＮＩＥ 的特征抽取能力较强。 与 Ｆｅｎｇ（２０１８）
模型相比，还少去了添加字典等构造外部特征的过

程，从而使模型具有更好的鲁棒性与更强的泛化能

力。
本文提出的 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型更具有

竞争力，明显优于本文对比的其它方法，在人民日报

语料库实验对比中取得了最佳的结果。 证明了该模

型在中文命名实体识别中的有效性。
４　 结束语

针对传统词向量不能表征字的多义性问题和模

型难以获取更大语义单元的完整语义表示等问题，
本文提出了 ＥＲＮＩＥ－ＢｉＧＲＵ－ＣＲＦ 模型。 ＥＲＮＩＥ 预

训练模型采用了多层双向 Ｔｒａｎｓｆｏｒｍｅｒ 作为编码器

提取特征的基本单元，通过采用字掩码、短语掩码和

实体掩码三种级别的掩码策略动态生成字的上下文

语义表示，比传统的词向量更能增强模型语义表示

能力，最终提高了命名实体识别效果。
该模型存在的问题是在一些缺乏大规模标记数

据的特定领域中，由于上下文信息不足，且存在缩

写、歧义实体等现象时，会出现提取错误的情况，下
一步的研究方向可以考虑深度学习结合迁移学习方

法来解决。
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