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基于 Ｍｕｌｔｉ－ＴＷＥ 模型的短文本分类研究
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摘　 要： 针对目前词向量无法解决短文本中一词多义的问题，提出融合词向量和 ＢＴＭ 主题模型的 Ｍｕｌｔｉ－ＴＷＥ 多维主题词向

量模型。 将 ＢＴＭ 模型训练得到目标词与相应主题进行不同方式的连接，形成多维主题词向量来表示多义词词义，最后将

Ｍｕｌｔｉ－ＴＷＥ 模型应用于短文本分类，提出基于 Ｍｕｌｔｉ－ＴＷＥ 模型的短文本分类方法，与 ＳＶＭ、ＢＴＭ 和 Ｗｏｒｄ２Ｖｅｃ 分类方法进行

对比实验，实验结果表明本文提出的短文本分类方法在平均 Ｆ１ 值上比前三种方法分别提升了 ３．５４％、１１．４１％和 ２．８６％。
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０　 引　 言

短文本是人们生活信息口语化在互联网上的体

现。 顾名思义，短文本字数少、篇幅小，导致在分析

短文本时，很难准确地分析出短文本的语义信息，并
且有不少的词语具有多种词义和词性，会根据不同

的使用场景表达出不同的语义［１］，这更加剧了短文

本分析的难度。
２０１３ 年，Ｍｉｋｏｌｏｖ 等人［２］提出的 ｗｏｒｄ２ｖｅｃ 模型，

利用上下文语义关系将词语映射到一个低维稠密的

空间，使相似词语在空间中的距离相近，通过空间位

置获得对应的词向量表示［３］。 Ｚｈｕ 等人［４］在使用词

向量来表示文本向量的基础上，融合了改进的 ＴＦ－
ＩＤＦ 算法，并利用 ＳＶＭ 分类器进行短文本分类。
Ｙａｏ 等人［５］使用词向量来表示新闻标题类短文本，
并通过判断语义相似度来扩展文档表示。 以上研究

表明词向量模型应用在文本表示上的可行性。 在使

用词向量进行词义消歧方面，Ｎｉｕ 等人［６］ 融合了知

网的义原信息和注意力机制，实现自动地根据上下

文选取合适的词语词义的方法，在判断语义相似度

和词义消歧方面取得了更好的效果。 Ｌｉｕ 等人［７］ 提

出将词向量与主题模型相结合，组成主题向量用于

词语消歧。 曾琦等人［８］ 提出了一种将多义词的不

同语义用不同主题来表示，最后训练多义词词向量。
深度学习方法中利用词向量训练的便捷性与主题模

型能挖掘主题语义的这一能力相结合，既能保证准

确率又能降低邻域依赖。 本文利用这一复合方法进

行一词多义的研究。
１　 相关工作

１．１　 ＢＴＭ 主题模型

由于传统的主题模型是获取文档级别的词共

现［９］，短文本的数据稀疏性导致传统主题模型效果

不好。 针对这一问题，Ｙａｎ 等人［１０］ 提出了 ＢＴＭ 主

题模型，来进行短文本建模。 ＢＴＭ 通过语料级别的

词共现来为短文本建模。 设有语料库 Ｌ，语料库 Ｌ 中

有一个二元词组集合 ｜ Ｂ ｜ ，表示语料中所有的词

对，图模型如图 １ 所示。
　 　 图 １ 中， ｂ ＝ （ｂｉ，ｂ ｊ） 表示其中的任一词对， ｂｉ，ｂ ｊ

分别表示词对中的词语， ｚ 表示词语的主题， Ｋ 表示



主题数目， ｚ∈ ［１，Ｋ］，θ 表示每篇文档的主题分布，
φ 表示不同主题下的词分布，两者皆服从狄利克雷

分布。 α 和 β 分别是两者的先验参数。
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图 １　 ＢＴＭ 主题模型的图模型结构

Ｆｉｇ． １　 Ｇｒａｐｈ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＢＴＭ ｔｏｐｉｃ ｍｏｄｅｌ

１．２　 ＳＥ－ＷＲＬ 词向量模型

ＳＥ－ＷＲＬ 模型是由 Ｎｉｕ 等人［６］ 提出，该模型是

在词汇表示学习模型中融入词义的义原知识，是一

种基于 Ｓｋｉｐ－ｇｒａｍ 模型的改进模型。 ＳＥ－ＷＲＬ 模型

充分考虑词语的义原信息，使用义原信息帮助模型

更好地理解词语语义。 具体做法是，根据上下文词

语来 对 中 心 词 做 词 义 消 歧， 使 用 注 意 力 机 制

（ａｔｔｅｎｔｉｏｎ）计算上下文对该词语各个词义的权重，
然后使用语义向量的加权平均值表示词向量。 ＳＥ－
ＷＲＬ 模型从 ３ 个角度融入义原信息，提出了 ３ 种不

同的策略模型：
（１）简单义原聚集模型 （ ＳＳＡ）。 对于每一个

词，ＳＳＡ 模型把表示该词语义的所有义原都考虑进

来。 原本是用目标词的上下文向量来表示当前词，
该模型是用目标词的所有上下文的义原向量的平均

值来表示当前词，即词向量形式如下：

ｗ ＝ １
ｍ ∑

ｓｉ（ｗ）∈Ｓ（ｗ）
∑

ｘ ｊ（ ｓｉ）∈Ｘｉ（ｗ）
ｘ ｊ（ ｓｉ）， （１）

其中， ｍ 表示所有属于词 ｗ 的义原数量。
（２）基于上下文的义原注意力模型（ＳＡＣ）。 该

模型结构如图 ２ 所示。
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图 ２　 ＳＡＣ 模型结构

Ｆｉｇ． ２　 ＳＡＣ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 由图 ２ 可以看出，ＳＡＣ 模型中目标词 ｗ 使用了

原始的词向量，上下文使用义原向量来表示上下文

词向量 ｗｃ。 模型使用目标词的词向量作为一个注

意力，去选取更合适的语义来生成上下文词向量。
形式化上下文词向量 ｗｃ。 此时需用到如下数学公

式：

ｗｃ ＝ ∑
｜ Ｓ（ｗｃ） ｜

ｊ ＝ １
ａｔｔ（ ｓ ｊ（ｗｃ））·ｓ ｊ（ｗｃ）， （２）

　 　 其中， ｓ ｊ（ｗｃ） 表示 ｗｃ 的第 ｊ 个语义向量，
ａｔｔ（ ｓ ｊ（ｗｃ）） 表示关于目标词 ｗ 的第 ｊ 个语义的注意

力得分。
（３）基于目标词的义原注意力模型（ＳＡＴ）。 该

模型结构如图 ３ 所示。 ＳＡＴ 为上下文词语学习原始

的词向量，但是为目标词学习义原向量。 模型在目

标词 ｗ 的多个语义上，应用上下文词语作为注意

力，来建立 ｗ 的向量，公式如下：

ｗ ＝ ∑
｜ Ｓ（ｗ） ｜

ｊ ＝ １
ａｔｔ（ ｓ ｊ（ｗ））·ｓ ｊ（ｗ）， （３）
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图 ３　 ＳＡＴ 模型结构

Ｆｉｇ． ３　 ＳＡＴ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 这时， ｗ＇ｃ 是由 Ｃ（ｗ ｉ） 中受限窗口内的词向量

组成的上下文向量，公式如下：

ｗ＇ｃ ＝
１

２Ｋ＇∑
ｋ ＝ ｉ＋Ｋ＇

ｋ ＝ ｉ－Ｋ＇
ｗｋ，ｋ ≠ ｉ． （４）

２　 基于 Ｍｕｌｔｉ－ＴＷＥ 模型的短文本分类研究

传统词向量模型无法很好地处理汉语中存在的

一词多义问题，主要是因为词向量模型对于多义词

中各种语义信息的处理不敏感，训练出的单一词向

量容易混淆多义词的含义。 ２０１５ 年，Ｌｉｕ 等人［７］ 提

出了主题词向量的概念，即将主题融入到基本的词

向量表示中，并允许由此产生的主题词向量在不同

语境下获得一个词的不同含义。
根据上述思想，本文将主题词向量的概念应用

到短文本语义挖掘中，本文的算法使用基于义原信

息和注意力机制的 ＳＥ－ＷＲＬ 词向量模型来训练词
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向量，该模型使用注意力机制在一定程度上能够消

除多义词的影响，但由于短文本本身具有的上下文

特征稀疏性，ＳＥ－ＷＲＬ 词向量模型在短文本上的应

用效果有限。 因为 ＢＴＭ 主题模型能够有效地解决

短文本的特征稀疏的问题，因而，本文引入了 ＢＴＭ
主题模型来进行短文本的语义挖掘，提出了一种

Ｍｕｌｔｉ－ＴＷＥ 多维主题词向量算法。
首先对于处理好的短文本语料进行 ＢＴＭ 主题

模型初始化，通过吉布斯采样过程获取词和主题，利
用 ＳＥ－ＷＲＬ 词向量模型分别进行向量的训练，得到

不同的主题词向量，达到词义消歧的效果，实现文本

分类。 该算法框架包含 ＭｕＴＷＥ－１ 和 ＭｕＴＷＥ－２ 这

两种主题词向量模型，接下来将具体分析 ＭｕＴＷＥ－
１ 和 ＭｕＴＷＥ－２ 这两个模型算法。
２．１　 ＭｕＴＷＥ－１ 主题词向量模型算法

ＭｕＴＷＥ－ １ 模型算法具体的参数推理分为 ２
步，分别是：ＢＴＭ 模型参数推理和 ＭｕＴＷＥ－１ 主题

词向量训练，具体算法流程如图 ４ 所示。 首先对

ＢＴＭ 主题模型进行参数推理，这里通过使用吉布斯

采样方法抽取词对 ｂ 和每个词对相对应的主题 ｚ，
然后将词对 ｂ 和主题词 ｚ 组合成伪词 （ｂ，ｚ） ，融入 ＳＥ
－ＷＲＬ 训练模型中，最后得到主题词向量 Ｗ（ｂ，ｚ）。

W(b,z)
SE-WRL
模型训练

主题词z

GibbsBTM

BTM推理
词对b

(b,z)

MuTWE-1模型训练

图 ４　 ＭｕＴＷＥ－１ 模型算法流程图

Ｆｉｇ． ４　 ＭｕＴＷＥ－１ ｍｏｄｅｌ ａｌｇｏｒｉｔｈｍ ｆｌｏｗｃｈａｒｔ

２．２　 ＭｕＴＷＥ－２ 主题词向量模型算法

ＭｕＴＷＥ－ ２ 模型算法的参数推理同样分为 ２
步：分别是：ＢＴＭ 模型参数推理和 ＭｕＴＷＥ－２ 主题

词向量训练，与 ＭｕＴＷＥ－１ 模型算法的主要区别在

于主题词向量的模型训练部分，ＭｕＴＷＥ－１ 是将伪

词作为模型的输入， 得到的是 “伪词” 向量， 而

ＭｕＴＷＥ－２ 将词语和主题分开进行训练，分别得到

词语向量和主题向量，再将两者进行连接得到最终

的多维主题词向量，这里的词语向量与主题向量的

长度不需要相同。 ＭｕＴＷＥ－２ 模型算法框架如图 ５
所示。
　 　 相同词的词向量一致，主要是表示不同语义的

主题向量不同。 对于模型训练得到的词向量和主题

向量通过公式（５）进行连接：
ｂｚ ＝ ｂ 􀱇 ｚ． （５）

　 　 其中， 􀱇 是连接运算， ｂｚ 的长度是词向量 ｂ 和

主题向量 ｚ 的长度之和。 这种连接的方式可以降低

向量的维度，缓解数据的维度灾难。

W(b)+W(z)

MuTWE-2模型训练

SE-WRL
模型训练伪词z

P(z｜b)

主题词z

词对b

GibbsBTM

BTM推理

图 ５　 ＭｕＴＷＥ－２ 模型算法框架图

Ｆｉｇ． ５　 ＭｕＴＷＥ－２ ｍｏｄｅｌ ａｌｇｏｒｉｔｈｍ ｆｒａｍｅｗｏｒｋ

２．３　 基于Ｍｕｌｔｉ－ＴＷＥ 算法的短文本分类方法处理

应用以上改进模型的具体短文本分类方法的构

建流程如图 ６ 所示。
　 　 Ｍｕｌｔｉ－ＴＷＥ 算法模型是一种基于词粒度的语义

理解模型，即最后的训练结果是主题词向量，若想将

其应用于短文本分类，还需要转化为文本粒度的向

量表示，因为短文本中的词语对于最终生成的短文

本向量的贡献度各不相同，所以本文采用加权和取

平均的方式计算文本向量。 这里借助 ＴＦ－ＩＤＦ 权重

算法计算每个词语的贡献值。 权重 ωｉ 的定义可表

示为：

ωｉ ＝
ｔｆｉ，ｊ × ｉｄｆｉ

∑ ｔｉ∈ｄｊ
［ ｔｆｉ，ｊ × ｉｄｆｉ］ ２

， （６）

　 　 其中， ｔｆｉ，ｊ 表示特征 ｔｉ 在文本 ｄ ｊ 中的出现频率，
ｉｄｆｉ 表示特征 ｔｉ 的逆向文件频率 ＩＤＦ，具体公式可写

为：

ｔｆｉ，ｊ ＝
ｎｉ，ｊ

∑ ｋ
ｎｋ，ｊ

， （７）

ｉｄｆｉ ＝ ｌｏｇ Ｄ
｜ ｛ ｊ：ｔｉ ∈ ｄｉ｝ ｜

， （８）

　 　 综上，短文本向量的求解公式如下：

ｖｄ ＝ １
Ｎ∑ｂｚ∈ｄ

ω·ｂｚ ． （９）

　 　 其中， Ｎ 表示短文本训练出的主题词向量的个

数， ω 表示权重因子。
得到所有短文本特征向量后，将其输入到分类

器中，从而对分类器进行训练与测试。
３　 实验及结果分析

３．１　 实验数据

采用搜狗实验室提供的中文新闻标题文本分类

语料来进行短文本分类研究。
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<词，主题>

BTM模型采样词BTM训练主题

训练过程

计算主题概率P

BTM模型Gibbs采样
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测试过程
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图 ６　 短文本分类方法的构建流程图

Ｆｉｇ． ６　 Ｃｏｎｓｔｒｕｃｔｉｏｎ ｆｌｏｗｃｈａｒｔ ｏｆ ｓｈｏｒｔ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄ

　 　 该数据集中的新闻标题的长度主要集中于 １０～
３０ 字之间，所以该数据集中的新闻标题很适合作为

短文本分类的研究对象。 数据集共涉及了 ９ 个邻

域，每篇文本内容都包括网址、标题、内容等，只抽取

其中的新闻标题部分，最终获得的新闻文本数据分

布见表 １。 其中，每个类别的文档按照 ８０％作为训

练数据，２０％作为测试数据。
表 １　 新闻文本数据分布

Ｔａｂ． １　 Ｎｅｗｓ ｔｅｘｔ ｄａｔａ ｄｉｓｔｒｉｂｕｔｉｏｎ

编号 领域 文档数据 ／ 个

１
２
３
４
５
６
７
８
９

娱乐

体育

财经

ＩＴ
军事

汽车

房产

健康

教育

２ １４２
２ ０６５
１ ４３２
２ ２６８
９２６

２ ０３８
２ ００３
２ ２６０
１ ９０４

总计 １７ ０３８

３．２　 文本分类评估标准

文本分类任务中常用的评价指标有准确率

Ｐ（ｐｒｅｃｉｓｉｏｎ）、召回率 Ｒ（ ｒｅｃａｌｌ） 以及调和平均值 Ｆ１，
其数学定义如下所示：

Ｐ ＝ Ａ
Ａ ＋ Ｂ

， （１０）

Ｒ ＝ Ａ
Ａ ＋ Ｃ

， （１１）

Ｆ１ ＝ ２ＰＲ
Ｐ ＋ Ｒ

． （１２）

　 　 其中，各参数含义解析详见表 ２。
表 ２　 分类评价标准参数含义表

Ｔａｂ． ２　 Ｍｅａｎｉｎｇｓ ｏｆ ｐａｒａｍｅｔｅｒｓ ｆｏｒ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｅｖａｌｕａｔｉｏｎ ｃｒｉｔｅｒｉａ

分类为 Ｔ 类 分类为非 Ｔ 类

实际为 Ｔ 类
实际为非 Ｔ 类

Ａ
Ｂ

Ｃ
Ｄ

３．３　 主要相关参数分析

研究中拟分析的参数包含：ＢＴＭ 的主题数目、
向量维度以及向量窗口大小等。 用 Ｆ１ 作为评价标

准。 实验结果如图 ７～图 ９ 所示。
82
80
78
76
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72
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68
66

20 40 60 80 100 120 140 160
主题数目

F 1
值

/%

F1值

图 ７　 主题数目参数估计
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图 ８　 向量维度参数估计

Ｆｉｇ． ８　 Ｖｅｃｔｏｒ ｄｉｍｅｎｓｉｏｎ ｐａｒａｍｅｔｅｒ ｅｓｔｉｍａｔｉｏｎ
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65
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图 ９　 向量窗口大小参数估计

Ｆｉｇ． ９　 Ｖｅｃｔｏｒ ｗｉｎｄｏｗ ｓｉｚｅ ｐａｒａｍｅｔｅｒ ｅｓｔｉｍａｔｉｏｎ

　 　 分析图 ７～图 ９ 后得出：
（１）由图 ７ 得出当主题数在 ８０ 时 Ｆ１ 值取最大

值。
（２）由图 ８ 得出词向量维度在 １００～１６０ 左右最

有利，为了平衡各模型，最终将向量维度设置为

１５０，主题词向量的维度设置为 ３００。
（３）由图 ９ 看出，当窗口大小为大于 １０ 时，窗

口长度的增长对于 Ｆ１ 值的增长并没有什么帮助，所
以将实验的最佳向量窗口大小设置为 １０。
３．４　 分类对比实验

为了验证本文提出的基于 Ｍｕｌｔｉ－ＴＷＥ 算法模

型的短文本分类方法的有效性，分别选取 ＶＳＭ 模

型、ＢＴＭ 主题模型和 ＴＦ－ＩＤＦ 加权 ｗｏｒｄ２ｖｅｃ 模型作

为对比实验。 所有分类方法选用 ｌｉｂｓｖｍ 作为分类

器。 实验采用五折交叉验证来评估各模型分类效

果，测试结果见表 ３。

表 ３　 对比实验测试结果

Ｔａｂ． ３　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｔｅｓｔ ｒｅｓｕｌｔｓ ％

ＶＳＭ

Ｐ Ｒ Ｆ１

ＢＴＭ

Ｐ Ｒ Ｆ１

Ｗｏｒｄ２Ｖｅｃ

Ｐ Ｒ Ｆ１

Ｍｕｌｔｉ－ＴＷＥ

Ｐ Ｒ Ｆ１

娱乐

体育

财经

ＩＴ
军事

汽车

房产

健康

教育

８７．５９
７８．９２
８１．３５
８２．７４
８３．５５
８４．２１
８７．０３
７８．６９
８５．３２

８２．７２
７０．０６
７９．２２
８８．３７
８７．０９
８６．００
７６．３３
８６．２７
７４．５７

８５．０９
７４．２３
８０．２７
８５．４６
８５．２８
８５．１０
８１．３３
８２．３１
７９．５８

７７．９２
８１．３９
８０．９９
９０．５７
８６．７１
７２．００
５９．７４
７４．３１
７０．８７

８２．０１
７１．３０
６４．２９
８０．５８
５６．７８
６１．０１
８７．９３
７６．５４
８１．２８

７９．９１
７６．０１
７１．６８
８５．２８
６６．６２
６６．０５
７１．１４
７５．４１
７５．７２

８８．３６
８４．７３
８３．２１
９０．５５
９１．３４
８７．６１
８０．８５
７３．３０
７９．２４

８６．１９
８２．４４
８２．４２
８４．３７
８８．４０
８２．６６
７８．４９
７１．２６
７４．７７

８７．２６
８３．５７
８２．８１
８７．３５
８９．８５
８５．０６
７９．６５
７２．２７
７６．９４

９１．０４
８９．９８
８９．０４
９０．７９
９４．０９
８７．２５
８０．３６
８０．９３
８３．５１

８６．１７
８６．７１
８３．００
８７．１１
８１．８４
８０．３３
８５．７５
８４．４４
８０．５８

８８．５４
８８．３１
８５．９１
８８．９１
８７．５４
８３．６５
８２．９７
８２．６５
８２．０２

ａｖｇ ８３．２７ ８１．１８ ８２．０７ ７７．１７ ７３．５２ ７４．２０ ８４．３５ ８１．２２ ８２．７５ ８７．４４ ８４．００ ８５．６１

　 　 Ｆ１ 值对比图显示了 ４ 种分类算法在新闻标题

短文本数据集上短文本分类评估结果对比，４ 种算

法在各类别上的 Ｆ１ 值如图 １０ 所示。 由图 １０ 中可

以看出：
　 　 （１） ＶＳＭ 模型在文本分类上的表现一直很稳

定， ＢＴＭ 主题模型算法的分类效果表现最差。
（２）基于 Ｗｏｒｄ２Ｖｅｃ 的文本分类方法在短文本

分类上的表现优于 ＶＳＭ 模型和 ＢＴＭ 模型，证明了

Ｗｏｒｄ２Ｖｅｃ 模型也能够很好地应用于短文本分类。
（３）本文的分类方法的分类效果明显优于前三

种，在平均 Ｆ１ 值上分别提升了 ３． ５４％、１１． ４１％和

２．８６％。并且在“娱乐”、“体育”、“ ＩＴ”、“教育”等多

类新闻标题中取得了最高 Ｆ１ 值，充分证明了本算法

模型具有很不错的短文本分类能力，这主要得益于

多维主题词向量能够识别多义词在特定主题下的含

义，增大了短文本向量的语义区分能力，从而提高了

短文本分类的效果。

VSM BTMWord2VecMulti-TWE95
90
85
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70
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50

娱乐体育 财经 IT 军事汽车房产健康教育 avg
类别

F 1
值
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图 １０　 各类别 Ｆ１ 值对比图

Ｆｉｇ． １０　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｆ１ ｖａｌｕｅｓ ｏｆ ｅａｃｈ ｃａｔｅｇｏｒｙ

４　 结束语

针对一词多义问题，本文提出了融合词向量和
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