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基于神经网络的 ＨＥＶＣ 帧间预测

王　 洋， 高　 文
（哈尔滨工业大学 计算机科学与技术学院， 哈尔滨 １５０００１）

摘　 要： 高效视频编码标准 ＨＥＶＣ 是最新的数字视频编码标准，其中，帧间预测在去除时域相关性方面扮演重要角色。 在传

统的帧间预测方法中，因为仅仅利用了时域信息，所以帧间预测的准确性是有限的。 在本文中，提出了利用时域－空域信息的

基于神经网络的 ＨＥＶＣ 帧间预测算法。 具体来讲，在本文提出的算法中，首先设计了一个包含全连接网络（ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ
ｎｅｔｗｏｒｋ，ＦＣＮ）和卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）的神经网络结构。 其次，时域相邻像素和空域相邻像素输

入到 ＦＣＮ 网络，ＦＣＮ 网络输出的结果和当前预测块输入到 ＣＮＮ 网络中，ＣＮＮ 网络生成最终的当前块的更准确的预测块。 实

验结果表明，与 ＨＥＶＣ 参考软件 ＨＭ １６．９ 在通用测试条件 Ｌｏｗ Ｄｅｌａｙ Ｐ（ＬＤＰ）下编码，本文提出的算法能够带来平均 １．７％
（高达 ８．６％）的 ＢＤ－ｒａｔｅ 节省。
关键词： ＨＥＶＣ； 帧间预测； 神经网络； 卷积神经网络； 全连接网络
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０　 引　 言

随着通信技术、互联网技术的发展和移动终端、
智能设备的普及，作为信息载体的视频在人们生活

的方方面面都扮演着不可或缺的角色。 数字广播电

视、互联网视频、视频会议、远程医疗、远程教育等传

统多媒体应用一直影响和改变着人们的工作学习和

生活娱乐的方式。 视频数据呈爆炸式增长，给数据

存储和网络传输带来巨大挑战，如何稳定高效地存

储和传输海量的视频数据成为目前亟待解决的问

题。 为了高效地压缩高清和超高清数字视频，国际

标准组织制定了相应的数字视频编码标准。 国际的

视频编码联合协作组 ＪＣＴＶＣ 制定的高效视频编码

标准 ＨＥＶＣ 于 ２０１３ 年 １ 月正式发布，相比于上一代

数字视频编码标准 Ｈ．２６４ ／ ＡＶＣ，在获得相同主观质

量的条件下，ＨＥＶＣ 能够节省大约 ５０％的码率，极大

地提高了视频编码的压缩性能。 ＨＥＶＣ 中的帧间预

测方法中，能够很好的处理视频中的平移运动。 然

而，自然视频中的运动类型种类多样、复杂性高，简
单的平移运动并不能涵盖所有的情况。 自然视频中

会包含许多复杂的运动，如非线性的亮度变化、缩放

和模糊等。
１　 提出的基于神经网络的 ＨＥＶＣ 帧间预测算法

在本节中，将详述本次研究所提出的基于神经

网络的 ＨＥＶＣ 帧间预测算法。 首先，简要讨论了

ＨＥＶＣ 的帧间预测和本文所用的基础网络 ＶＲＣＮＮ；
其次，介绍提出的算法的网络结构；再次，给出了本

文设计的网络的训练策略；最后，将本文提出的算法

集成到 ＨＥＶＣ 以提高其压缩性能。
１．１　 ＨＥＶＣ 帧间预测及 ＶＲＣＮＮ

帧间预测在 ＨＥＶＣ 中发挥着重要作用，可以通



过提高帧间预测的准确性，从而提高 ＨＥＶＣ 的压缩

性能。 编码单元（Ｃｏｄｉｎｇ Ｕｎｉｔ，ＣＵ）是 ＨＥＶＣ 中编码

的基本单位，每个 ＣＵ 都被设定为一种预测模式：帧
内预测或帧间预测。 每个 ＣＵ 都包含了一个或多个

预测单元（Ｐｒｅｄｉｃｔｉｏｎ Ｕｎｉｔ，ＰＵ）。 如图 １ 所示，对于

帧间编码的 ＣＵ，一共有 ８ 种 ＰＵ 划分模式。

PART_2N?2N PART_N?2N PART_N?N

PART_2N?nU

PART_2N?N

PART_2N?nDPART_nL?2NPART_NR?2N

图 １　 帧间预测 ＣＵ 的 ＰＵ 划分模式

Ｆｉｇ． １　 ＰＵ ｐａｒｔｉｔｉｏｎｉｎｇ ｍｏｄｅｓ ｆｏｒ ｉｎｔｅｒ ＣＵ

　 　 ＨＥＶＣ 中使用帧间预测进行编码和解码的简化

框图如图 ２ 所示。 在编码端，帧间预测用于生成当

前块的预测，或者使用常规的帧间预测模式，或者使

用 Ｍｅｒｇｅ 模式。 常规的帧间预测模式中，运动估计

用来获取运动矢量（ｍｏｔｉｏｎ ｖｅｃｔｏｒ，ＭＶ），这个 ＭＶ 在

运动补偿中用来生成最终的预测值。 之后，变换、量
化、熵编码用来生成最终的码流。 在解码端，从熵解

码阶段获取 ＭＶ 和残差，通过将残差与预测值相加

获取重构视频。
　 　 本文的网络结构中利用了文献［１］提出的 ＶＲＣＮＮ
网络，ＶＲＣＮＮ 用来去除 ＨＥＶＣ 帧内编码产生的噪声。
研究可知，ＶＲＣＮＮ 的结构。 见表 １。 ＶＲＣＮＮ 中有 ４ 个

全卷积层，其中第二层和第三层采用了可变滤波尺寸，
不同的滤波尺寸卷积层产生的特征图聚合到一起，并
输入到下一层。 第一层和最后一层不使用可变的滤波

尺寸。 ＶＲＣＮＮ 采用了最近发明的残差学习技术［２］，因
此网络的输出加上网络输入为最终的结果。

表 １　 ＶＲＣＮＮ 的网络参数［１］

Ｔａｂ． １　 Ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ＶＲＣＮＮ［１］

Ｌａｙｅｒ Ｌａｙｅｒ １ Ｌａｙｅｒ ２ Ｌａｙｅｒ ３ Ｌａｙｅｒ ４

Ｃｏｎｖ．ｍｏｄｕｌｅ ｃｏｎｖ１ ｃｏｎｖ２ ｃｏｎｖ３ ｃｏｎｖ４ ｃｏｎｖ５ ｃｏｎｖ６

Ｆｉｌｔｅｒ ｓｉｚｅ ５×５ ５×５ ３×３ ３×３ １×１ ３×３

＃ｆｉｌｔｅｒｓ ６４ １６ ３２ １６ ３２ １

＃ｐａｒａｍｅｔｅｒｓ １ ６００ ２５ ６００ １８ ４３２ ６ ９１２ １ ５３６ ４３２

Ｔｏｔａｌｐａｒａｍｅｔｅｒｓ ５４ ５１２
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图 ２　 ＨＥＶＣ 帧间预测过程

Ｆｉｇ． ２　 ＨＥＶＣ ｉｎｔｅｒ ｐｒｅｄｉｃｔｉｏｎ

１．２　 基于神经网络的 ＨＥＶＣ 帧间预测的网络结构

本文提出了基于神经网络的 ＨＥＶＣ 帧间预测

算 法 （ Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｉｎｔｅｒ ｐｒｅｄｉｃｔｉｏｎ ｆｏｒ
ＨＥＶＣ，ＮＮＩＰ ）。 ＮＮＩＰ 的网络结构如图 ３ 所示。
ＮＮＩＰ 由 ２ 个网络组成，分别是：全连接网络（Ｆｕｌｌｙ
ｃｏｎｎｅｃｔｅｄ ｎｅｔｗｏｒｋ， ＦＣＮ ） 和 卷 积 神 经 网 络

（Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）。 ＮＮＩＰ 的网络

输入有 ３ 个：空域相邻像素、时域相邻像素、 当前块

的预测值，这里用 Ｓ、Ｔ、Ｃ来表示这３个输入。 如图 ４
所示，Ｓ和 Ｔ作为 ＦＣＮ的输入，ＦＣＮ的输出结果与预

测值 Ｃ 相加，相加后的结果输入到 ＣＮＮ 网络中，网
络的最终输出结果是改善后的预测值。

L N
L

N S

T

L N
L

N

C

N

FC1 FC2 FCd-1 FCd

FCN

关系

conv1

conv2

conv3

concat

conv4

conv5

concatconv6

残差 预测值

N

图 ３　 基于神经网络的 ＨＥＶＣ 帧间预测的网络结构
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图 ４　 ＮＮＩＰ 网络的输入

Ｆｉｇ． ４　 Ｔｈｅ ｉｎｐｕｔ ｏｆ ＮＮＩＰ

　 　 在 ＦＣＮ 中，对于一个大小为 Ｎ × Ｎ 的帧间预测

块，研究使用 Ｓ和 Ｔ作为输入，详见图４。 ＦＣ ｉ 表示第

ｉ 层全连接层， ｄ 表示 ＦＣＮ 网络的深度。 用 Ｙ 表示

网络的输入， Ｇ ｉ（Ｙ） 表示第 ｉ 层网络的输出，ＦＣＮ 最

终的输出用 Ｇ（Ｙ） ＝ Ｇｄ（Ｙ） 表示， 各层网络输出则可

以用如下公式进行表示：
Ｇ１（Ｙ） ＝ ｆ（Ｗ１，Ｆ·Ｙ ＋ Ｂ１，Ｆ）， 　 　 ｉ ＝ １，
Ｇ ｉ（Ｙ） ＝ ｆ（Ｗｉ，Ｆ·Ｇ ｉ －１（Ｙ） ＋ Ｂ ｉ，Ｆ）， １ ＜ ｉ ≤ ｄ．

（１）

其中， Ｗｉ，Ｆ 和 Ｂ ｉ，Ｆ 表示 ＦＣＮ 中第 ｉ 层的权重参

数和偏置参数； “·”表示内积操作； ｆ（） 表示非线

性映射函数， 本文中使用 ｔｈｅ ｐａｒａｍｅｔｅｒ ｒｅｃｔｉｆｉｅｄ
ｌｉｎｅａｒ ｕｎｉｔ （ＰＲｅＬＵ） ［３］作为非线性映射函数。

对于 ＦＣＮ 中的第一层 （ ｉ ＝ １）， Ｇ１（Ｙ） 的维度

是 ４ＮＬ ＋ ２Ｌ２。 对于 ＦＣＮ 的隐含层（１ ＜ ｉ ＜ ｄ），
Ｇ ｉ（Ｙ） 的维度是 Ｋ， 这一层是第 ｉ － １ 层的输出。 对

于 ＦＣＮ 中的最后一层 （ ｉ ＝ ｄ），Ｇｄ（Ｙ） 的维度是 Ｎ２，
最后一层需要改造成 ＦＣＮ 的输出，和大小为 Ｎ × Ｎ
块的尺寸一致。
　 　 如上文所述，ＦＣＮ 网络的输出结果和当前块的

预测值 Ｃ 相加，并将这个相加的结果作为 ＣＮＮ 网络

的输入，参见图 ４。 在本文中，ＶＲＣＮＮ 作为本文

ＣＮＮ 的一个样例网络，ＶＲＣＮＮ 中每一层的网络配

置详见表 １。 类似于 ＦＣＮ，ＣＮＮ 网络可以用如下公

式进行表示：
Ｆ１（Ｙ） ＝ ｇ（Ｗ１，Ｃ∗Ｙ ＋ Ｂ１，Ｃ），　 　 ｉ ＝ １，

Ｆ ｉ（Ｙ） ＝ ｇ（Ｗｉ，Ｃ∗Ｆ ｉ －１（Ｙ） ＋ Ｂ ｉ，Ｃ），　 １ ＜ ｉ ＜ ｄ＇，
（２）

其中， Ｗｉ，Ｃ 和 Ｂ ｉ，Ｃ 表示 ＣＮＮ 网络中第 ｉ 个卷积

层的权重参数和偏置参数； “∗” 表示卷积操作；
ｇ（） 表示非线性激活函数； ｄ＇ 表示 ＣＮＮ 的网络深

度，在 ＶＲＣＮＮ 中为 ４。
　 　 ＶＲＣＮＮ 采用了最近发明的的残差学习技

术［２］，因此网络的输出加上网络输入即为最终的结

果。 如此一来，其数学公式就可以表示为：
Ｆ（Ｙ） ＝ Ｗ４，Ｃ∗Ｆ３（Ｙ） ＋ Ｂ４，Ｃ ＋ Ｙ， （３）

　 　 其中， Ｗ４，Ｃ 和 Ｂ４，Ｃ 表示 ＶＲＣＮＮ 最后一个卷积层

的权重参数和偏置参数， Ｆ３（Ｙ） 表示第三个卷积层的

输出结果。 类似地，残差学习技术也可以引入本文提

出的网络中用来加速训练过程。 然而，和 ＶＲＣＮＮ 不

同的是，最终的输出结果是 ＣＮＮ 的输出结果和当前

块预测值 Ｃ 的加和，可以用如下公式来表示：
Ｆ（Ｙ） ＝ Ｗ４，Ｃ∗Ｆ３（Ｙ） ＋ Ｂ４，Ｃ ＋ Ｃ． （４）

　 　 ＣＮＮ 网络中的每一层的参数和 ＶＲＣＮＮ 的参数

一样。 本文在卷积过程中将使用 ０ 填充保证输入块

和输出块的尺寸一致。 因此，整个网络的输出结果

是一个尺寸为 Ｎ × Ｎ 的块，为当前预测块提升后的

结果。
１．３　 网络训练策略

在这里，将探讨论述本文提出的 ＮＮＩＰ 网络的训

练策略。 主要集中在训练数据的生成和超参数的设

置上。 用 （ｘｉ，ｙｉ） 表示每个训练样本，其中 ｘｉ 表示网

络的输入，由 Ｓ、Ｔ、Ｃ 组成， ｙｉ 表示当前预测块 Ｃ 的标

签，是当前块的原始信号。 研究使用 ＨＭ １６．９ 在 ＬＤＰ
配置的 ＨＥＶＣ 通测条件［４］下编码 ３ 个 ＨＥＶＣ 视频序

列 （ ＢａｓｋｅｔｂａｌｌＤｒｉｖｅ、 ＢＱＭａｌｌ、 ＢｌｏｗｉｎｇＢｕｂｂｌｅｓ）。 这 ３
个序列的所有帧都使用不同的量化参数（ｑｕａｎｔｉｚａｔｉｏｎ
ｐａｒａｍｅｔｅｒｓ，ＱＰ）编码。 而后从编码后的码流中提取

ｘｉ，从视频序列的原始信号中提取 ｙｉ。
学习从网络输入到当前块提升的预测块的全部

映射 Ｆ 需要估计网络的参数。 具体来讲，给定 ｎ 个

训练样本，其中第 ｉ 个样例由输入 ｘｉ 和原始信号 ｙｉ

组成，研究使用均方误差标准（ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒ，
ＭＳＥ）来最小化如下损失函数，此时将用到如下数学

公式：

Ｌ（Θ） ＝ １
ｎ∑

ｎ

ｉ ＝ １
‖Ｆ（ｘｉ ｜ Θ） － ｙｉ‖２ ． （５）

　 　 其中， Θ ＝ ｛Ｗ ｊ，Ｆ，Ｂ ｊ，Ｆ，Ｗｋ，Ｃ，Ｂｋ，Ｃ｝，１ ≤ ｊ ≤ ｄ，
１ ≤ｋ ≤ ｄ＇，ｎ 是训练样本的总数。

本文中，研究在 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ １０８０ 的

ＧＰＵ 上使用 Ｃａｆｆｅ［５］ 深度学习框架来训练提出的

ＮＮＩＰ 的网络。 使用基于一阶梯度的 Ａｄａｍ［６］ 优化

策略来最小化损失函数，实验中采用基于批量学习

的方法，其中批量大小设置为 ６４。 Ａｄａｍ 优化中的

ｍｏｍｅｎｔｕｍ 设置为 ０．９，ｍｏｍｅｎｔｕｍ２ 设置为 ０．９９。
ＦＣＮ 网络的深度 ｄ 设置为 ４，ＦＣＮ 中隐含层的维度

Ｋ 设置为 ２ 倍的网络输入。 基本的学习率设置为从

０．１ 到０．０００ １的指数下降，每 ４０ 个 ｅｐｏｃｈｓ 改变一

次，这样训练过程一共需要 １６０ 个 ｅｐｏｃｈｓ 完成。 研

究中按照如上的学习率设置训练 ＱＰ ＝ ３７ 的网络，
其他ＱＰ的模型（ＱＰ ＝ ２２、２７、３２） 通过使用ＱＰ ＝ ３７
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网络模型的调优方式来得到， 这时候，基本的学习

率设置为 ０．００１。 此外，对于不同的 ＣＵ 大小（８×８、
１６×１６、３２×３２、６４×６４），还将训练不同的网络模型，
因此对于不同的 ＣＵ 大小和不同的 ＱＰ， 研究提出的

ＮＮＩＰ 网络一共有 １６ 个模型。
１．４　 集成到 ＨＥＶＣ

研究中，通过将提出的 ＮＮＩＰ 集成到 ＨＥＶＣ 中

来提升 ＨＥＶＣ 的压缩性能，从而验证 ＮＮＩＰ 的有效

性。 ＮＮＩＰ 用来提升帧间预测的准确性，其在 ＨＥＶＣ
编解码器中的位置处于传统的帧间预测方法之后。
ＮＮＩＰ 集成到 ＨＥＶＣ 中简化的框图如图 ５ 所示。

帧间预测 NNIP 残差 变换&量化 熵编码

（ａ） 编码端

（ａ） Ｃｏｄｅｒ

帧间预测 NNIP 重构反变换&反量化熵编码

（ｂ） 解码端

（ｂ） Ｄｅｃｏｄｅｒ
图 ５　 ＮＮＩＰ 集成到 ＨＥＶＣ 中的简化框图

Ｆｉｇ． ５　 Ｔｈｅ ｓｉｍｐｌｉｆｉｅｄ ｄｉａｇｒａｍ ｏｆ ＮＮＩＰ ｉｎｔｅｇｒａｔｅｄ ｉｎ ＨＥＶＣ

　 　 由图 ５（ａ）可知，在 ＨＥＶＣ 编码的过程中，ＮＮＩＰ
用在帧间预测之后。 研究发现，与相邻像素、时域相

邻像素和当前块的预测值输入到 ＮＮＩＰ 网络，ＮＮＩＰ
网络的输出是提升后的当前块的预测值。 由图 ５
（ｂ）可知，在 ＨＥＶＣ 的解码过程中，ＮＮＩＰ 也是应用

在帧间预测后用来生成当前块更加准确的预测块。
本文提出的 ＮＮＩＰ 算法能够提高 ＨＥＶＣ 帧间预

测的准确性。 首先，空域相邻像素和是与相邻像素

通过 ＦＣＮ 学习得到相互之间的相关性；其次，这个

结果和当前块的预测值相加，相加的结果用 ＣＮＮ 进

一步提升性能。 在本文中，只有 ＨＥＶＣ 的亮度分量

用 ＮＮＩＰ 来提升性能，ＮＮＩＰ 算法仅应用在常规帧间

预测、Ｍｅｒｇｅ 模式和 Ｓｋｉｐ 模式的 ２Ｎ × ２Ｎ的 ＰＵ 划分

的 ＣＵ 上。 考虑到一些简单的纹理使用传统的帧间

预测方法能够很好地获取当前块的预测值，因此对

于使用一个 ＣＵ 级别的标志位来表示这个 ＣＵ 是否

使用 ＮＮＩＰ 方法，是否使用 ＮＮＩＰ 方法通过率失真优

化（ｒａｔｅ ｄｉｓｔｏｒｔｉｏｎ ｏｐｔｉｍｉｚａｔｉｏｎ，ＲＤＯ）来决定。
２　 实验结果及分析

在本节中，研究进行了大量的实验来验证提出

的基于神经网络的 ＨＥＶＣ 帧间预测算法的有效性。
对此可做研究分述如下。
２．１　 实验配置

本文提出的 ＮＮＩＰ 算法集成到 ＨＥＶＣ 的参考软

件 ＨＭ １６． ９ 中，实验中遵循 ＨＥＶＣ 的通用测试条

件［４］配置编解码器，使用 ＬＤＰ 配置来验证 ＮＮＩＰ 在

ＨＥＶＣ 上的性能。 一共 １８ 个 ８ 位深的视频测试序

列用来验证结果，编码其中的前 ６４ 帧，用到的测试

序列为：Ｃｌａｓｓ Ａ （２ ５６０×１ ０８０，４ Ｋ×２ Ｋ）、Ｃｌａｓｓ Ｂ ，
（１ ９２０×１ ０８０，１ ０８０Ｐ）、Ｃｌａｓｓ Ｃ（８３２×４８０，ＷＶＧＡ）、
Ｃｌａｓｓ Ｄ（４１６×２４０，ＱＷＶＧＡ）、Ｃｌａｓｓ Ｅ（１ ２８０ × ７２０，
７２０Ｐ）。 实验中使用的 ＱＰ为 ２２、２７、３２、３７。 使用的

机器的配置是主频为 ３．４ ＧＨｚ 的 Ｉｎｔｅｌ ｉ７－６７００ＱＰ 处

理器 和 ６４ ＧＢ 的 内 存， 操 作 系 统 为 Ｍｉｃｒｏｓｏｆｔ
Ｗｉｎｄｏｗｓ Ｓｅｒｖｅｒ ２０１２ Ｒ２。 ＨＭ １６．９ 和提出的 ＮＮＩＰ
算法都使用 Ｍｉｃｒｏｓｏｆｔ Ｖｉｓｕａｌ Ｓｔｕｄｉｏ ２０１３ 编译，当把

ＮＮＩＰ 集成到 ＨＥＶＣ 时，ＮＮＩＰ 网络的前馈操作使用

ＧＰＵ 版本的 Ｃａｆｆｅ 来实现。
２．２　 ＮＮＩＰ 的压缩性能

使用双三次插值的 Ｂｊｏｎｔｅｇａａｒｄ 失真率 （ ＢＤ －
ｒａｔｅ） ［１５］来评估 ＮＮＩＰ 的压缩性能。 对于 ＢＤ－ｒａｔｅ，
负数表示相同质量下比特率节省，正数表示相同质

量下比特率增加。 和 ＨＭ １６．９ 相比，ＮＮＩＰ 的压缩性

能见表 ２。 由表 ２ 可知，本文提出的算法在亮度分

量上，能够获得平均 １．７％（最大达 ８．６％）的性能提

升，验证了本文算法的有效性。
表 ２　 与 ＨＭ １６．９ 对比 ＮＮＩＰ 算法亮度分量的 ＢＤ－ｒａｔｅ

Ｔａｂ． ２　 Ｔｈｅ ＢＤ－ｒａｔｅ ｏｆ ＮＮＩＰ ｆｏｒ ｌｕｍａ ｃｏｍｐｏｎｅｎｔ ｃｏｍｐａｒｅｄ ｗｉｔｈ
ＨＭ １６．９

类别 分辨率 序列 Ｙ ／ ％

Ｃｌａｓｓ Ａ ２ ５６０×１ ６００ Ｔｒａｆｆｉｃ －１．５

ＰｅｏｐｌｅＯｎｓｔｒｅｅｔ －０．６

Ｃｌａｓｓ Ｂ １ ９２０×１ ０８０ Ｋｉｍｏｎｏ －１．９

ＰａｒｋＳｃｅｎｅ －０．３

Ｃａｃｔｕｓ －２．３

ＢａｓｋｅｔｂａｌｌＤｒｉｖｅ∗ －３．８

ＢＱＴｅｒｒａｃｅ －８．６

Ｃｌａｓｓ Ｃ ８３２×４８０ ＢａｓｋｅｔｂａｌｌＤｒｉｌｌ －１．３

ＢＱＭａｌｌ∗ －２．２

ＰａｒｔｙＳｃｅｎｅ －０．７

ＲａｃｅＨｏｒｓｅｓ －０．６

Ｃｌａｓｓ Ｄ ４１６×２４０ ＢａｓｋｅｔｂａｌｌＰａｓｓ －０．９

ＢＱＳｑｕａｒｅ －１．３

ＢｌｏｗｉｎｇＢｕｂｂｌｅｓ∗ －０．７

ＲａｃｅＨｏｒｓｅｓ －０．６

Ｃｌａｓｓ Ｅ １ ２８０×７２０ ＦｏｕｒＰｅｏｐｌｅ －１．５

Ｊｏｈｎｙ －２．０

ＫｒｉｓｔｅｎＡｎｄＳａｒａ －２．１

Ａｖｅｒａｇｅ －１．７
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　 　 由表 ２ 可知，对于所有的测试序列，本文提出的

ＮＮＩＰ 算法都能够带来性能的提升。 但是，对于不同

的测试序列，压缩性能的提升变化比较明显，表明提

出的 ＮＮＩＰ 的算法受视频序列内容的影响比较大。
本文提出的 ＮＮＩＰ 算法对于运动剧烈或者纹理丰富

的视 频 序 列 能 够 带 来 比 较 好 的 压 缩 性 能， 如

ＢａｓｋｅｔｂａｌｌＤｒｉｖｅ、ＢＱＴｅｒｒａｃｅ、ＢＱＭａｌｌ。 此外，对于会议

视频，如 Ｃｌａｓｓ Ｅ，ＮＮＩＰ 的压缩性能也是十分可观

的。 尽管研究中使用了 ３ 个 ＨＥＶＣ 的视频序列来训

练网络，但是这三个序列的压缩性能并没有比其它

序列的性能获得显著提升。 在将来的工作中，研究

会扩展训练集并且去除 ＨＥＶＣ 的测试序列，用以有

效验证提出的 ＮＮＩＰ 算法的有效性。
　 　 为了进一步验证提出的 ＮＮＩＰ 算法的压缩性

能，研究也比较 ＮＮＩＰ 和传统帧间预测方法的主观

视觉效果。 如图 ６ 所示，无论对于低码率视频 ＱＰ ＝
３７、还是高码率视频 ＱＰ ＝ ２７，本文提出的 ＮＮＩＰ 算

法都能够获得更好的主观视觉效果。

　 　 Ｏｒｉｇｎｉａｌ　 　 　 　
ＨＥＶＣ

ＰＳＮＲ ＝ ３６．０２９
　 　 　

Ｐｒｏｐｏｓｅｄ
ＰＳＮＲ ＝ ３７．００８ １

（ａ） ＱＰ ＝ ２７

　 　 Ｏｒｉｇｎｉａｌ　 　 　 　
ＨＥＶＣ

ＰＳＮＲ ＝ ３１．６９０２
　 　 　

Ｐｒｏｐｏｓｅｄ
ＰＳＮＲ ＝ ３２．５０９ ５

（ｂ） ＱＰ ＝ ３７

图 ６　 ＮＮＩＰ 算法的主观视觉效果

Ｆｉｇ． ６　 Ｔｈｅ ｖｉｓｕａｌ ｒｅｓｕｌｔｓ ｏｆ ＮＮＩＰ

２．３　 ＮＮＩＰ 的计算复杂度

本文提出的 ＮＮＩＰ 算法的编解码的计算复杂度

见表 ３。 计算复杂度采用运行时间增加比例来衡

量，其数学公式可写为如下数学形式：

ΔＴ ＝
Ｔｐ － Ｔｏ

Ｔｏ

× １００％． （６）

　 　 其中， ΔＴ 表示编码或者解码时间的增加； Ｔｏ 和

Ｔｐ 分别表示 ＨＭ １６．９ 的编码（解码）时间和提出的

ＮＮＩＰ 算法的编码（解码）时间； DＴｅｎｃ 和DＴｄｅｃ分别表

示表 ３ 中编码和解码的时间增加比率。

表 ３　 ＮＮＩＰ 的计算复杂度

Ｔａｂ． ３　 Ｔｈｅ ｃｏｍｐｕｔａｔｉｏｎａｌ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ＮＮＩＰ ％

DＴｅｎｃ DＴｄｅｃ

Ｃｌａｓｓ Ａ ３ ２７３ １ ７００

Ｃｌａｓｓ Ｂ ３ ３１４ ３ ３０１

Ｃｌａｓｓ Ｃ ２ ４７９ ２ ４１６

Ｃｌａｓｓ Ｄ ２ ８４２ １ ５７８

Ｃｌａｓｓ Ｅ ５ ３１０ １ １１３

Ａｖｅｒａｇｅ ３ ４４４ ２ ０２２

　 　 由表 ３ 可知，使用 ＮＮＩＰ 算法时，编码时间平均

增加了 ３ ４４４％，解码时间平均增加了 ２ ０２２％。 如

此高的计算复杂度主要来源于 ２ 个方面，对此则可

表述如下：
（１）对于所有不同尺寸的 ＣＵ 的所有帧间预测

模式都要进行率失真代价决策计算，会导致计算复

杂度数倍地增加。
（２）相比 ＨＥＶＣ 本身算法来讲，提出的网络的前

馈操作具有较高的计算复杂度。 在未来的研究工作

中，将会考虑开展降低算法计算复杂度方面的研究。
３　 结束语

在本文中，设计研发了一种基于神经网络的

ＨＥＶＣ 帧间预测算法。 研究中，提出了一种融合全

连接网络和卷积神经网络的神经网络结构，其中空

域相邻像素、时域相邻像素、当前块的预测值作为网

络的输入。 本文提出的网络能够提高 ＨＥＶＣ 中帧

间预测的准确性。 实验表明，所提出的 ＮＮＩＰ 算法

可以获得平均 １．７％（高达 ８．６％）的 ＢＤ－ｒａｔｅ 节省。
在未来的研究工作中，将探索 ＮＮＩＰ 算法在其他帧

间模式的效果以及降低网络的计算复杂度。
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２．２　 中层间接影响因素

中间层的影响因素涉及到老年人自身方面和周

围社会环境方面。 这里拟做探讨论述如下。
在老年人自身方面，通常来说，受教育程度越高

获取知识的能力越强，获得经济收入的渠道越多。
老年人若是健康的话，在医疗方面的支出占比相对

较低，消费行为多发生在医疗支出方面以外的领域。
社会参与度不仅是整个解释结构模型的起到间

接引导作用的因素，而且还是中层影响因素的过渡

性因素。 城市社区老年人的社会参与度在潜移默化

中影响老年人与社会的接触程度，进而影响老年人

从社会获得教育的程度以及老年人的情绪和心理健

康，同时也将影响其对消费服务和产品的了解程度。
在社会环境方面，有了国家政策的支持，老年人

消费市场供给增加，社会参与的积极性提高，在一定

程度上催生消费欲望，进而产生消费行为。 消费欲望

的产生又能够增加老年人进行社会参与的机会。 消

费环境的安全性是老年人进行消费的有力保障，也是

产生消费意愿的助推器。 消费环境越安全，老年人的

消费行为越有保障，越能激发老年人产生消费行为。
２．３　 深层根本影响因素

消费渠道的便捷程度是影响老年人消费行为的

深层根本因素。 人们都倾向于购买消费渠道便捷的

产品，消费渠道便捷能够增加老年人的消费欲望；家
庭成员的支持则随着老年人的年龄的增长而显得愈

发重要，特别是对中高龄老年人来说，家庭成员的支

持能够给予其有关消费行为的肯定，获得心理上的

满足感，利于心理健康；城市社区老年人的消费习惯

一旦养成就较难改变，并且在很大的程度上影响老

年人的消费行为。
３　 结束语

本文运用解释结构模型分析和探讨了老年人消

费行为的影响因素及其关系，将其划为 ５ 个不同的

层次，３ 个阶梯，得出相应的解释结构模型，可以看

到，不管是从表层直接影响因素中的产品和服务的

吸引力、老年人的年龄，还是从深层根本影响因素中

的消费习惯、消费是否便捷来看，老年人的实际需要

是影响其消费行为的主要因素。 因此可以采取相应

的措施来满足老年的实际消费需求。
现如今，网络遍及生活方方面面，可以对有学习

能力的老年人就智能产品和网络的使用展开技能传

授，在较全面了解老年产品和服务的基础上进行消

费，利用计算机智能进一步便利老年人消费。 通过

网络宣传片向社区老年人的家庭成员讲述其对老年

人消费行为和健康的支持影响作用，并且可以运用

大数据根据不同年龄老年人的消费习惯和需求，设
计相应的产品和服务，提升老年消费市场的活跃度。
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