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基于集成学习的测井岩性识别模型的构建

邹　 琪， 何月顺， 杨　 希， 章　 权
（东华理工大学 信息工程学院， 南昌 ３３００１３）

摘　 要： 岩性识别不论是在地层评价，还是在油藏描述、钻井监控等地质勘察工作中有着重要的作用。 针对传统基于测井响

应方程的测井岩性识别方法效率低并且信息冗余等问题，本文提出了一种基于 Ｓｔａｃｋｉｎｇ 集成学习的测井岩性识别方法。 该方

法建立了一种以朴素贝叶斯、随机森林、支持向量机三种模型作为初级训练器，逻辑回归模型作为次级训练器的融合模型。
该融合模型提高了测井岩性识别效率，实现了测井数据自动化处理，提高了地质勘察人员的工作效率。 文中以鄂尔多斯盆地

的钻孔测井数据为训练样本，通过与其他机器学习模型的结果比较，该模型的预测结果与实际结果相比具有较好的一致性，
识别率优于其他学习模型。
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０　 引　 言

地层岩性是指岩石颜色、成分、结构、特殊矿物

等特征的总和，岩性识别是通过一些特定的方法来

判定和区别岩性的过程。 目前，测井岩性识别方法

主要可以分为基于测井曲线响应特征的定性解释方

法［１］、基于测井响应方程的定量解释方法［２］、图版

法［３］和基于机器学习的智能化方法［４－８］。 定性解释

方法和图版法的实施主要依赖于人员的实践经验和

剖面的复杂度，人为因素影响较大；定量解释方法相

比于定性解释方法可靠性更高，但其受限于地层矿

物成分数量，对复杂岩性储层的适用性较差［２］；基
于机器学习的岩石识别方法主要有聚类分析法、支
持向量机方法和决策树方法。 聚类分析法对训练样

本的要求为趋于无穷大，才会取得良好的效果，所以

对于小样本来说，该方法在识别中并不实用。 支持

向量机方法能较为准确地识别过渡岩性，且在实际

岩性识别中有较好的效果，决策树方法是一种符号

学习方法，易于直观理解，但上述机器学习方法都是

单一学习方法，不能对错误样本进行再学习。
本文提出一种基于 Ｓｔａｃｋｉｎｇ 集成学习方法的测

井岩性识别模型，该模型融合随机森林、支持向量

机、朴素贝叶斯三种机器学习方法，并对鄂尔多斯盆

地地层进行岩性识别，结果表明，该模型在识别准确

率上与其他模型相比有明显提升。



１　 岩性识别现状

岩性识别技术自 ２０ 世纪 ９０ 年代引入国内，其
方法包括重磁、地震、遥感、测井、地球化学、电磁、手
标本及薄片分析。 岩石物性是指岩石三相组成部分

的相对比例关系不同所表现的物理状态，同时也代

表着岩石的力学、热学、电学、声学、放射学等特性参

数和物理量。 区分和识别岩性的主要步骤就在于

岩石物性的研究，密度、电导率、磁化率、波阻抗等在

地质勘察工作中是经常用的岩石物性。 测井资料

往往存在着大量的地层岩性信息，这些信息是岩性

识别的基本信息［９］。 因此，在众多岩性识别方

法中，测井岩性识别方法是目前比较成熟的一种方

法。
刘昊等人［１０］ 针对实际储层非均匀性，利用 Ｋ－

ｍｅａｎｓ 聚类算法和 ＤＢＳＡＣＮ 聚类算法对某盆地具有

十维特征量的测井数据建立了岩性识别模型，提高

了分类识别的准确度，识别效果更加接近储层的真

实特性。 陈华等人［１１］ 采用最小二乘支持向量机对

孔隙度、渗透率和饱和度进行了预测，取得了良好的

预测效果。 胡剑策［１２］ 将最小二乘支持向量机和主

成分分析方法引入油气储层的识别和预测，提出了

一种基于主成分分析的最小二乘支持向量机的预测

模型，该模型的性能优于一些其他模型。 温志平等

人［１３］针对传统神经网络岩性识别模型存在收敛速

度慢、难以选择合适的网络拓扑和学习参数问题，提
出一种采用递阶遗传染色体编码方式并将具有非线

性的 Ｓｉｇｍｏｉｄ 函数引入到遗传操作算子的自适应递

阶遗传优化神经网络模型，从而减少了遗传算法陷

入早熟的几率。 江凯等人［１４］ 以录井资料和测井资

料为基础，优选自然伽马、自然电位、冲洗带电阻率、
侵入带电阻率、原状地层电阻率、密度、补偿中子、声
波时差 ８ 个测井属性，使用 Ｂｏｏｓｔｉｎｇ Ｔｒｅｅ 算法建立

了岩性识别模型，并使用该模型对玛北油田岩石进

行识别，正确率优于决策树、支持向量机等传统机器

学习方法。 杨笑等人［１５］ 为提高长岭气田火山岩岩

性识别的准确率，采用决策树、支持向量机、逻辑回

归、ＡｄａＢｏｏｓｔ － 决策树、 ＡｄａＢｏｏｓｔ － 支持向量机和

ＡｄａＢｏｏｓｔ－逻辑回归 ６ 种算法对酸性火山岩岩性识

别进行分类和识别，通过交叉验证进行参数优化及

模型评价，对比不同算法发现 ＡｄａＢｏｏｓｔ－决策树算法

的准确率最高。
目前基于集成学习的方法在岩性识别上的应用

并不广泛，大部分研究学者还是在单一机器学习模

型之上进行研究和改进的。 集成学习中的 Ｓｔａｃｋｉｎｇ

思想首先训练出多个不同的模型，然后再以之前训

练的各个模型的输出作为输入来新训练一个新的模

型，换句话说，Ｓｔａｃｋｉｎｇ 算法根据模型的输出是允许

改其他分类器的参数甚至结构的。
２　 集成学习

集成学习是通过多个基分类器组合来完成学习

任务并提高准确率的一种技术［１６－１７］。 通过集成学

习，集成学习器能获得比单一学习器更优越的泛化

性能，其原理是使用一定量的样本来训练多个弱学

习器，再采用“少数服从多数”的投票法来选择分类

结果［１８］。 这样即使一些学习器有错误时，也能通过

多数学习器来纠正。 集成学习一般可以分为用于减

少方差的 Ｂａｇｇｉｎｇ、用于减少偏差的 Ｂｏｏｓｔｉｎｇ 和用于

提升预测结果的 Ｓｔａｃｋｉｎｇ 三大类。
本文所采用的是用于提升预测结果的 Ｓｔａｃｋｉｎｇ

方法，其通过一个元分类器或元回归器来整合

多个分类模型或回归模型。 Ｓｔａｃｋｉｎｇ 的工作流程如

下：
（１）将训练样本分为 Ｎ 份训练集和 １ 份测试集

来进行 Ｎ 折交叉验证。
（２）用初级分类器对 Ｎ － １ 份训练集进行训练，

训练之后的模型再对剩下的 １ 份验证集进行预测生

成数据集 ａｉ（ ｉ ＜ ＝ Ｎ）， 此模型同时对测试集进行预

测产生数据集 ｂ ｊ（ ｊ ＜ ＝ Ｎ）。
（３）重复步骤 （２） Ｎ 次，产生 ａ１，ａ２，．．．，ａＮ 和

ｂ１，ｂ２，．．．，ｂＮ， 将 ａ１，ａ２，．．．，ａＮ 拼凑起来，记为 Ａｉ（ ｉ≤
Ｎ）， 并对 ｂ１，ｂ２，．．．，ｂＮ 这部分数据相加取平均值，记
为 Ｂ ｊ（ ｊ ≤ Ｎ）。

（４）对每一个初级分类器进行步骤（２）和步骤

（３）操作，得到新的训练集 Ａ１，Ａ２，．．．，ＡＮ 和新的测试

集 Ｂ１，Ｂ２，．．．，ＢＮ。
（５）让次级分类器对从步骤（４）中得到的训练

集和测试集分别进行训练和预测，得到最后的预测

结果。
３　 模型的构建

本文选取了随机森林、支持向量机、朴素贝叶斯

三种机器学习模型为初级训练器，以逻辑回归模型

为次级训练器来进行样本的学习训练。 文中采用了

３ 折交叉验证方法，将训练集等分为 ３ 份，其中 ２ 份

用来训练学习，剩下 １ 份进行验证。 文中使用随机

森林、支持向量机、朴素贝叶斯模型依次对训练集中

的样本进行 ３ 折交叉验证训练后对测试集进预测，
得出新的训练集和测试集，然后使用逻辑回归模型

对新的训练集学习训练，最后将训练后的模型对测
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试集进行预测，具体流程如图 １ 所示。
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图 １　 集成学习流程

Ｆｉｇ． １　 Ｅｎｓｅｍｂｌｅ ｌｅａｒｎｉｎｇ ｐｒｏｃｅｓｓ

４　 应用实例

４．１　 样本构建

本文选取鄂尔多斯盆地的钻孔测井数据来验证

本文提出的融合模型的准确率。 收集盆地中的

１ ７２９个样本，其中包含泥岩、泥质粉砂岩、砂质泥岩

三大类，这三类的样本比例分别为 ５９％，１１． ６％，
２９．４％，见表 １。 本文提取了自然伽马（ＧＲ）、阵列感

应电阻率（ＡＴ１０、ＡＴ２０、ＡＴ３０、ＡＴ６０、ＡＴ９０）、纵横波

方式单极纵波时差 （ ＤＴ４Ｐ ）、光电吸收截面指数

（ＰＥＦＬ）、岩性密度（ＲＨＯＭ）和自然电位（ＳＰ）这几

条测井曲线作为分类参数，并将全部样本中的１ ２１０
个样本作为训练集用于训练岩性识别模型，５１９ 个

样本作为测试集来检验融合模型的岩性识别效果，
同时将其结果与使用朴素贝叶斯、随机森林、支持向

量机的识别结果进行对比。
表 １　 训练样本集岩性类别分布

Ｔａｂ． １　 Ｔｈｅ ｌｉｔｈｏｌｏｇｙ ｃａｔｅｇｏｒｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｒａｉｎｉｎｇ ｓａｍｐｌｅ ｓｅｔ

岩性

泥岩 泥质粉砂岩 砂质泥岩
总计

样本数 １ ０１９ ２０２ ５０８ １ ７２９

占比 ／ ％ ５９．０ １１．６ ２９．４ １００

４．２　 结果分析

样本的每个特征属性来源于不同的测量方法，
量纲有所不同，因此，本文采用 Ｓｋｌｅａｒｎ 库中的

ＳｔａｎｄａｒｄＳｃａｌｅｒ 类来进行数据的标准化和归一化操

作。 本文实验是在 Ｐｙｔｈｏｎ３． ７ 下使用 Ｓｋｌｅａｒｎ 和

Ｐａｎｄａｓ 等 库 进 行 实 现 的， ＩＤＥ 为 ＰｙＣｈａｒｍ
ｐｒｏｆｅｓｓｉｏｎａｌ ｅｄｉｔｉｏｎ。 硬件环境为 Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）
ｉ５－３２３０Ｍ ＣＰＵ＠ ２．６０ ＧＨｚ、８ ＧＢＲＡＭ 设备。 本文采

用 ３ 折交叉验证方法依次对朴素贝叶斯、随机森林、
支持向量机三种岩性识别模型进行训练，并对本文

提出的融合模型训练，不同模型的交叉验证准确率

见表 ２。 对训练后的模型在测试集上进行预测，不
同模型的岩性预测结果见表 ３，最后对不同模型进

行评估检验，结果见表 ４。
表 ２　 交叉验证准确率

Ｔａｂ． ２　 Ｃｒｏｓｓ－ｖａｌｉｄａｔｉｏｎ ａｃｃｕｒａｃｙ

模型 第一次验证 第二次验证 第三次验证 平均值

朴素贝叶斯 ０．６１７ ０．６１５ ０．５７２ ０．６０２

随机森林 ０．７８８ ０．８１４ ０．７７６ ０．７９３

支持向量机 ０．８３７ ０．８１４ ０．８２３ ０．８２５

融合模型 ０．８４２ ０．８６８ ０．８３８ ０．８５０

表 ３　 不同模型岩性预测结果

Ｔａｂ． ３　 Ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌ ｌｉｔｈｏｌｏｇｙ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

岩性 样本数
准确率

朴素贝叶斯 随机森林 支持向量机 融合模型

泥岩 ３０７ ０．７０６ ０．８４４ ０．８９７ ０．８９２

泥质
粉砂岩

６２ ０．４９１ ０．６３６ ０．６９０ ０．９０７

砂质泥岩 １５０ ０．４４７ ０．８６６ ０．８０１ ０．８６５

合计 ／
准确率

５１９ ０．６０９ ０．８２３ ０．８４２ ０．８８６

表 ４　 不同模型评价指标

Ｔａｂ． ４　 Ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ

模型 评价指标 泥岩 泥质粉砂岩 砂质泥岩 平均值

朴素

贝叶斯

精确率

召回率

Ｆ１ 值

０．７０６
０．７２６
０．７１６

０．４９１
０．４１９
０．４５２

０．４４７
０．４４７
０．４４７

０．５４８
０．５３１
０．５３８

随机

森林

精确率

召回率

Ｆ１ 值

０．８４４
０．９１９
０．８８０

０．６３６
０．６７７
０．６５６

０．８６６
０．６８７
０．７６６

０．７８２
０．７６１
０．７６７

支持

向量机

精确率

召回率

Ｆ１ 值

０．８９７
０．８８３
０．８９０

０．６９０
０．７９０
０．７３７

０．８０１
０．７８０
０．７９１

０．７９６
０．８１８
０．８０６

融合

模型

精确率

召回率

Ｆ１ 值

０．８９２
０．９４１
０．９１６

０．９０７
０．７９０
０．８４５

０．８６５
０．８１３
０．８３８

０．８８８
０．８４８
０．８６６
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　 　 表 ２ 给出了不同模型在验证集上的准确率，可
以看出本文提出的融合模型在验证集上的准确率基

本稳定在 ０．８５ 左右，准确率高于其他三种模型，证
明该模型具有较强的稳定性。 从表 ３ 中可以看出，
本文提出的融合模型在泥岩识别的准确率到达了

０．８９２，高于朴素贝叶斯的 ０． ７０６ 和随机森林的

０．８４４，略低于支持向量机的 ０．８９７。 在泥质粉砂岩

这种小样本的识别上，融合模型的准确率达到了

０．９０７，精确率远高于其他 ３ 种模型。 对于砂质泥岩

的识别准确率来说，融合模型的０．８６５高于朴素贝叶

斯的０．４４７和支持向量机的 ０．８０１，稍微低于随机森

林的０．８６６。对于不同类别的岩性来说，融合模型的

准确率基本维持在０．８８６左右，表明了融合模型有着

较好的泛化能力，其准确率更是高于随机森林、支持

向量机、朴素贝叶斯三种模型的准确率。
表 ４ 比较了不同模型的评价指标，本文提出的

融合模型与随机森林、支持向量机、朴素贝叶斯比较

得出泥岩、泥质粉砂岩、砂质泥岩最佳分类 Ｆ１ 值分

别为 ０．９１６、０．８４５、０．８３８，这些最佳 Ｆ１ 值均来自融合

模型，并且可以看出融合模型的平均 Ｆ１ 值高于朴素

贝叶斯 ３０％左右，高于随机森林 １０％左右，高于支

持向量机 ６％，分类效果显著提升。
５　 结束语

本文主要研究了以地质大数据为背景下的基于

集成学习中 Ｓｔａｃｋｉｎｇ 思想的测井岩性识别方法。 首

先介绍了岩性识别的相关方法，其中有传统的基于

矿物物性的测井岩性识别方法，也有基于机器学习

的一些识别方法，比如支持向量机、神经网络等。 接

着详细叙述了随机森林、支持向量机、朴素贝叶斯和

集成学习等相关机器学习知识，并提出了一种基于

集成学习中 Ｓｔａｃｋｉｎｇ 思想的融合模型，该模型融合

了随机森林、支持向量机和朴素贝叶斯三种机器学

习模型。 最后通过实验，将本文提出的融合模型与

随机森林、支持向量机和朴素贝叶斯三种机器学习

模型的岩性识别结果作对比，结果表明融合模型的

岩性识别准确率高于其他三种模型，并且有着较强

的泛化能力和稳定性。
本文提出的模型虽然在岩性识别率上优于其他

三种基本机器学习模型，但没有去尝试融合多种优

化过后的机器学习算法，这也为其他研究者提供了

一个参考。
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