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摘　 要： 随着汽车数量与日俱增，交通事故的发生频次也在增加，针对车辆类型和行人的检测问题，本文在原始 Ｆａｓｔｅｒ ＲＣＮＮ
的基础上，首先使用残差网络 ＲＥＳ１０１ 代替传统的 ＶＧＧ１６ 网络作为共享卷积层，进行图像特征的提取，然后改变原来的锚框

尺寸方案，使用锚框尺寸为 ４、８、１６ 代替原来锚框尺寸，得到行人及车辆类型检测模型。 通过在 ＫＩＴＴＩ 测试集上的测试结果表

明，使用本文模型平均检测准确率可达 ８６．５％， 相比原始 Ｆａｓｔｅｒ ＲＣＮＮ 平均准确率提高了 ３．６５％，相比于使用残差网络

ＲＥＳ１０１ 作为卷积层的 Ｆａｓｔｅｒ ＲＣＮＮ 平均准确率提高了 ２．０６％。
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０　 引　 言

目前，随着城市汽车数量的增多，道路交通流量

在不断地增加，对汽车驾驶的安全性也提出了更高

的要求。 而自动驾驶作为汽车辅助驾驶的系统，能
够确保汽车在行驶途中的安全，现已成为当下的热

门实用研发技术之一。 自动驾驶的主要技术分为行

人检测、碰撞检测及夜视辅助等，而碰撞检测与行人

检测的实现依赖于计算机视觉技术中的图像识别技

术对汽车行驶途中的车辆和行人进行识别。 在汽车

行驶过程中，计算机只能识别到目标图像的 ＲＧＢ 像

素矩阵，为了得到较好的识别效果，本次研究中使用

了 Ｆａｓｔｅｒ ＲＣＮＮ［１－２］ 算法对汽车行驶路线中的车辆

和行人进行识别［２－４］。 基于此，文中提出了一种改

进 Ｆａｓｔｅｒ ＲＣＮＮ 的目标检测方法，使用 ＲｅｓＮｅｔ－１０１
深度残差网络代替传统的 ＶＧＧ１６ 网络作为特征提

取网络，并且调整锚框尺寸大小来提高检测的准确

率，最后在 ＫＩＴＴＩ 数据集上进行测试。
１　 Ｆａｓｔｅｒ ＲＣＮＮ 模型简介

１．１　 Ｆａｓｔｅｒ ＲＣＮＮ 结构

为了使检测算法能够对车辆类型进行快速有效

地定位和检测， 使用 ＲｅｓＮｅｔ － １０１ 代替传统的

ＶＧＧ１６ 作为共享卷积层，并且对区域建议网络中最

终生成的感兴趣区域数量进行调整，使算法在保证

准确率的基础上进一步提高检测速度。 模型整体结

构如图 １ 所示。 由图 １ 可知，该模型结构中的各主

要部分的功能描述具体如下：对数据集图像进行特



征提取生成特征图；使用 ＲＰＮ 区域来调整候选框并

得到调整好的候选框；通过 ＲＯＩ 池化层得到固定大

小的兴趣区域；送入全连接层和 ｓｏｆｔｍａｘ［５］ 计算求得

每个候选框的所属类别，输出类别的得分；同时再次

利用框回归获得每个候选区相对实际位置的偏移量

预测值，用于对候选框进行修正，得到更精确的目标

检测框。
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图 １　 Ｆａｓｔｅｒ ＲＣＮＮ 模型结构图

Ｆｉｇ． １　 Ｆａｓｔｅｒ ＲＣＮＮ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

１．２　 ＲＰＮ 网络

ＲＰＮ 网络是 Ｆａｓｔｅｒ Ｒ－ＣＮＮ 的核心，是一种全卷

积网络，用来对目标检测网络进行选择性搜索。 经

过卷积神经网络进行特征提取的特征图输入到

ＲＰＮ 网络，先进行一次 ３∗３ 的卷积运算，再分别进

行 ２ 次 １∗１ 的卷积运算。 其中，一个是计算检测区

域是前景或背景的概率，用来给 ｓｏｆｔｍａｘ 层进行前景

或背景分类；另一个是用于给候选区域精确定

位［６］。 ＲＰＮ 网络使用滑动窗口，可同时预测多个候

选区，滑动每一个滑动窗口后都会产生一个特征向

量，将产生的特征向量传送到全连接层即可判断检

测目标的位置和类别［７］。 ＲＰＮ 网络的结构如图 ２
所示，ＲＰＮ 网络共有 Ｋ 个锚框、Ｋ 个区域建议框、２Ｋ
个对应分类层输出及 ４Ｋ个对应回归层输出，其中的

分类层输出用来指示非目标与目标的概率，回归层

输出用来标注区域建议框的位置。
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图 ２　 ＲＰＮ 网络结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＲＰＮ Ｎｅｔｗｏｒｋ

２　 改进部分

２．１　 锚框尺寸调整

由于车辆类型和人的检测受建筑物和树木遮挡

等的影响，导致车辆和人的显示尺寸差异比较大，其
长宽比也是复杂多样。 原始的 Ｆａｓｔｅｒ ＲＣＮＮ 模型包

含 ９ 种锚框，其长宽比分别为 ０．５，１，２，尺寸分别为

８，１６，３２。 如果按照原始 Ｆａｓｔｅｒ ＲＣＮＮ 模型的锚框

方案，输入图像在经过池化后，特征图中的各点对应

的感受野尺寸为 １６×１６。 使用最小尺度映射的锚框

尺寸都达到 １２８，而实际中存在一些距离较远的行

人以及车辆，进而其占有的尺寸也比较小，由于这些

较小尺寸的目标在测试时可能会出现一定的定位偏

差，进而造成检测错误，准确率也会随之降低。 因

此，根据人和车辆尺寸差异比较大、长宽比更加复杂

多样的特点，即可调整原始 Ｆａｓｔｅｒ ＲＣＮＮ 模型中的

ＲＰＮ 网络的锚框尺寸。 调整后锚框的种类保持不

变，只是将锚框尺寸改成 ４，８，１６，有助于增强对距

离远的行人以及车辆的检测。 测试结果表明，经过

调整后的锚框尺寸可以使得检测准确率提高。 锚框

尺寸对比见表 １。
表 １　 锚框尺寸选择方案

Ｔａｂ． １　 Ｓｅｌｅｃｔｉｏｎ ｓｃｈｅｍｅ ｏｆ ａｎｃｈｏｒ ｆｒａｍｅ ｓｉｚｅ

锚框尺寸 选择方案

原始尺寸 ［８，１６，３２］

调整尺寸 ［４，８，１６］

２．２　 ＲｅｓＮｅｔ 网络

在深层网络提取的特征图中，远距离的检测目

标特征提取量很少，这就需要对特征提取网络做出

改进，让改进后的特征提取网络获取图像中更多的

小尺寸物体的特征。 由于残差网络［８］ 在网络卷积

中加入大量的跳跃连接，使其能够在训练较深的网

络中提取更多小尺寸物体特征。 ＲｅｓＮｅｔ 网络已经

成功训练出了 １５２ 层神经网络，还加入了残差模块

（Ｒｅｓｉｄｕａｌ ｂｌｏｃｋ），在网络深度增加的同时，有效地

保证了模型的准确度。 ＲｅｓＮｅｔ 网络结构如图 ３ 所

示。 由图 ３ 可知，在网络结构中添加了直连通道来

实现隔层连接，将初始的输入数据传递到后面的网

络层中。 对于输入的 ｘ 期望，假设所要求的映射关

系为 Ｈ（ｘ）， 在求解过程中， Ｈ（ｘ） 比 Ｆ（ｘ） 复杂得

多，因而研究可以通过求出 Ｈ（ｘ） 的残差形式，也即

Ｈ（ｘ） ＝ Ｆ（ｘ） － ｘ 来实现。
　 　 研究推得残差结构块的数学公式可写为：

ｙ１ ＝ ｈ（ｘ１） ＋ Ｆ（ｘ１，Ｗ１）， （１）
ｘｌ ＋１ ＝ ｆ（ｙｌ）， （２）

　 　 其中， ｘｌ 表示第 ｌ 个残差单元的输入； ｘｌ ＋１ 表示

第 ｌ 个残差单元的输出； Ｆ 表示残差函数； ｆ 表示

ＲｅＬＵ 激活函数；恒等映射即为 ｈ（ｘｌ） ＝ ｘｌ ，则从 ｌ 到
Ｌ 的学习特征为：

ｘＬ ＝ ｘｌ ＋ ∑
Ｌ－１

ｉ ＝ １
Ｆ（ｘｉ，Ｗｉ）， （３）
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图 ３　 ＲｅｓＮｅｔ 网络结构图

Ｆｉｇ． ３　 ＲｅｓＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 因此，反向传播梯度可用下式求出：
∂ｌｏｓｓ
∂ｘｌ

＝ ∂ｌｏｓｓ
∂ｘＬ

×
∂ｘＬ
∂ｘｌ

＝ ∂ｌｏｓｓ
∂ｘＬ

× （１ ＋ ∂
∂ｘＬ

∑
Ｌ－１

ｉ ＝ ｌ
Ｆ（ｘｉ，Ｗｉ））．

（４）
综上分析可知，应用此方法可以有效地对梯度

进行无损传播，避免了梯度的消失问题，因而在上述

模型中对汽车行驶途中的车辆类型及行人的图像具

有良好的特征提取效果。
３　 实验及结果分析

本文算法采用 ＫＩＴＴＩ 数据集。 ＫＩＴＴＩ 数据集是

由德国卡尔斯鲁厄理工学院和丰田美国技术研究院

共同创建，是世界上最大的自动驾驶仪场景中适合

自动驾驶计算机视觉算法的数据集［９］。 本文选用

２Ｄ 的数据集，ＫＩＴＴＩ 数据集包含市区、乡村和高速

公路等场景采集的真实图像数据，图像数据的平均

分辨率为 １ ２４０∗３７５，每张图像中最多达 １５ 辆车和

３０ 个行人，还有各种程度的遮挡与截断，整个数据

集分 为 ８ 个 类 别： ｃａｒ， ｖａｎ， ｔｒｕｃｋ， ｐｅｄｅｓｔｒｉａｎ，
ｐｅｄｅｓｔｒｉａｎ（ｓｉｔｔｉｎｇ）， ｃｙｃｌｉｓｔ， ｔｒａｍ 以及 ｍｉｓｃ。 本文将

原数据集中的 ｐｅｄｅｓｔｒｉａｎ， ｐｅｄｅｓｔｒｉａｎ （ ｓｉｔｔｉｎｇ） 归为

ｐｅｄｅｓｔｒｉａｎ 一类，去除 ｍｉｓｃ、ｃｙｃｌｉｓｔ 的目标类别，同时

将目标分为 ｃａｒ， ｖａｎ， ｔｒｕｃｋ， ｐｅｄｅｓｔｒｉａｎ， ｔｒａｍ 五类，
并在此数据集上验证本文算法的有效性。 该数据集

一共有 ７ ４８０ 张图片，按 ８：１：１ 分成训练集、验证集

以及测试集。 本文实验算法基于 ＰｙＴｏｒｃｈ 深度学习

框架［１０］实现，在搭载 ＮＶＩＤＩＡ Ｑｕａｄｒｏ Ｐ５０００ ＧＰＵ 的

Ｕｂｕｎｔｕ １６ 系统的实验配置下完成。 训练网络的初

始学习率为 ０．００１，模型训练的批量为 １，衰减因子

为 ０．８，在训练过程中，模型的损失值会伴随着迭代

次数的增加而减少，直到模型的损失值趋于稳定、甚
至更优的状态。 在本文中总迭代次数为 １５０ ０００
次，模型损失值曲线如图 ４ 所示，此时的模型损失曲

线几乎处于稳定状态，表明模型已经收敛。 训练好

的模型检测结果示例如图 ５ 所示，该模型分别将图

片中的行人以及车辆检测出来，并给出预测类别以

及预测类别的概率。
通过训练好的模型对测试集进行测试，测试结

果见表 ２。 结果显示，使用传统的 Ｆａｓｔｅｒ ＲＣＮＮ 网络

模型的平均检测准确率为 ８２．８５％，平均每张图像的

检测时间为 ０．２００ ２ ｓ；改用流行残差网络 Ｒｅｓ１０１ 作

为共享卷积层，模型平均检测准确率为 ８４．４４％，平
均每张图像的检测时间为 ０．１８４ ５ ｓ，相对于传统的

Ｆａｓｔｅｒ ＲＣＮＮ 模型的不只在准确率有提升，而且还在

检测时间上有提升；选用优化后的 Ｆａｓｔｅｒ ＲＣＮＮ 模

型平均检测准确率为 ８６．５０％，平均每张图像的检测

时间为 ０．１３８ ９ ｓ，不仅时间有提升，检测准确率也有

了很大提升。
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图 ４　 Ｌｏｓｓ结果图

Ｆｉｇ． ４　 Ｌｏｓｓ ｒｅｓｕｌｔ ｄｉａｇｒａｍ

　 　 （ａ） 原图　 　 　 　 　 　 　 　 　 （ｂ） 检测后的图

　 　 （ａ） Ｏｒｉｇｉｎａｌ ｆｉｇｕｒｅ　 　 　 　 　 （ｂ） Ｔｈｅ ａｆｔｅｒ ｄｅｔｅｃｔｉｏｎ ｆｉｇｕｒｅ
图 ５　 测试结果图

Ｆｉｇ． ５　 Ｔｅｓｔ ｒｅｓｕｌｔ ｄｉａｇｒａｍ
表 ２　 测试结果

Ｔａｂ． ２　 Ｔｅｓｔ ｒｅｓｕｌｔｓ

检测方法 平均检测准确率 ／ ％ 平均检测时间

Ｆａｓｔｅｒ ＲＣＮＮ（ＶＧＧ１６） ８２．８５ ０．２００ ２

Ｆａｓｔｅｒ ＲＣＮＮ（Ｒｅｓ１０１） ８４．４４ ０．１８４ ５

本文模型 ８６．５０ ０．１３８ ９

４　 结束语

为了对驾驶道路场景图像中的行人和车辆类型
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