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基于非等时距灰色理论与 ＢＰ 神经网络的钢轨波磨预测

陈　 鑫， 尧辉明
（上海工程技术大学 城市轨道交通学院， 上海 ２０１６２０）

摘　 要： 针对钢轨波磨发展预测，结合实际现场测量的波磨数据进行深入分析，提出了一种基于非等时距灰色模型与 ＢＰ 神经

网络的钢轨波磨组合预测模型。 该模型具有灰色理论所需数据样本量小以及 ＢＰ 神经网络非线性拟合能力强的优点，可根据

少量非等时间间隔测量的原始波深数据预测钢轨未来波磨发展。 将某线上行地铁钢轨波磨波深历史数据用于模型训练并进

行预测分析，结果对比显示，组合模型预测结果的平均绝对误差较单一的灰色模型明显减小，其预测精度检验等级达到 １ 级。
证明了这种预测方法在钢轨波磨预测中的有效性，从而为工务部门制定轨道养护与打磨策略提供重要的指导意义。
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０　 引　 言

钢轨波浪形磨耗，简称波磨，是指在钢轨投入使

用之后，轨顶沿纵向表面出现的有一定规律性的波

形不平顺现象，是钢轨损伤的一种主要形式［１］。 利

用波磨测量数据对钢轨进行科学管理与维护，合理

安排钢轨打磨周期，可以有效控制波磨发展，保障行

车安全，因此了解和掌握钢轨波磨发展规律并进行

预测意义重大。
灰色系统理论与 ＢＰ 神经网络算法是被广泛应

用于各个场合的 ２ 种常用预测模型。 由于钢轨波磨

形成与发展有着十分复杂的机理，目前暂无相关学

者利用灰色算法与 ＢＰ 神经网络算法进行相关的波

磨预测研究。 但在与钢轨波磨类似的轨道不平顺状

态预测领域，灰色算法与 ＢＰ 神经网络得到大量应

用。 曲建军等人［２］ 将灰色理论引入轨道质量预测

领域，在灰色理论基础上建立了轨道不平顺 ＴＩＴ－
ＣＧＭ（１，１） －ＰＣ 灰色非线性预测模型；彭丽宇等

人［３］将 ＢＰ 神经网络用于铁路轨道几何不平顺预

测，其建立的双隐层 ＢＰ 网络具有较高的预测精度；
马帅等人［４］采用 ＢＰ 神经网络对 ＴＱＩ 时间序列中的

低频部分建模，针对客货共线无砟轨道 ＴＱＩ 特性进

行不平顺预测；韩晋等人［５］ 提出了一种运用 ＢＰ 神

经网络对灰色模型预测的残差校正的轨道质量预测

方法；马子骥等人［６］基于非等时距灰色模型建立了

灰色算法与 Ｅｌｍａｎ 神经网络的轨道质量组合预测模

型。
本文将灰色理论与 ＢＰ 神经网络引入钢轨波磨

预测领域，提出了一种非等时距灰色模型与 ＢＰ 神



经网络［７］的钢轨波磨组合预测模型。 该模型可根

据少量非等时间间隔测量的原始波磨数值预测钢轨

波磨发展。 将某线上行地铁钢轨波磨实测历史波深

数据用于模型训练并进行预测分析，得到了较好的

预测精度，证明了这种预测方法在钢轨波磨预测中

的有效性。
１　 预测模型理论依据

钢轨波磨的形成与发展受轮轨间自激振动与反

馈振动、通过车辆质量与速度、车辆制动、自然气象

等外部因素以及钢轨本身初始不平顺、材料塑性、材
料微观结构等内部因素共同影响［８］，且这些因素无

法被量化，从而使得波磨的发展具有很强的随机性

与复杂性。 从系统的角度看，钢轨波磨发展是一个

受到多因素影响的灰色系统，其中，波深数值为可计

算的“白色信息”，而其他不确定影响因素均为“灰
色信息”，无法量化分析所有影响因素。 灰色预测

理论对这种信息不完全明了的系统能够进行很好的

预测分析，并且可以满足在信息量较少的条件下进

行建模［９］。 因此，将灰色模型用于钢轨波磨预测，
可以把受各种复杂因素影响的波磨波深量当作是与

时间相关的灰色量，从波磨波深自身数据使用其中

的有用信息来建立模型，发现其一定的规律性并做

出相应预测。 ＢＰ 神经网络是一种应用十分广泛的

人工神经网络模型，其自适应学习功能和容错性功

能都非常强，特别是在处理非线性系统时更是拥有

独特的优势。 ＢＰ 神经网络可以通过对一定样本的

学习以任意精度逼近函数，并且具有较高的预测精

度［１０］。 所以采用 ＢＰ 神经网络对灰色预测模型的

初步预测残差值修正拟合，可以减少波磨数据产生

的随机性与复杂性，进一步提高模型的预测精度。
２　 建模过程

２．１　 非等时距 ＧＭ（１，１）的建立

由于钢轨波磨波深数据的采集周期较长，还不

可避免地会受不确定、主观、客观的因素影响，直接

导致波深数据序列的不等时距性，传统的等时距

ＧＭ（１，１）模型难以满足非等时距数据样本的建模

要求。 因此，采用非等时距 ＧＭ（１，１）预测模型对钢

轨波磨发展进行预测，其主要过程如下：
（１）级比检验及非等时距序列的生成。 设在某

段时间内原始波深序列值为： Ｘ（０）（ ｔｉ） ＝ ｛ｘ（０）（ ｔ１），
ｘ（０）（ ｔ２），ｘ（０）（ ｔ３），．．．，ｘ（０）（ ｔｎ）｝ 计算历史测量序列

的级比：

ｋ（ ｔｉ） ＝
ｘ（０）（ ｔｉ －１）
ｘ（０）（ ｔｉ）

，ｉ ＝ ２，３，．．．，ｎ， （１）

　 　 当得到的级比 ｋ（ ｔｉ） 位于区间 ｅ － ２
ｎ＋１，ｅ

２
ｎ＋２( ) 中

时，原始数据可直接用于预测建模，并在完成预测之

后进行还原。 否则，需要选取合适的 Ｃ 对 ｘ（０）（ ｔｉ）
进行平移变化，即：

ｘ（０）（ ｔｉ） ＝ ｘ（０）（ ｔｉ） ＋ Ｃ，ｉ ＝ １，２，…，ｎ， （２）
　 　 由于钢轨波磨测量任务不是定期进行，所以波

深序列的检测时间并非为等差分布，假设数据

ｘ（０）（ ｔｉ） 所对应的测量时间为 ｔｉ ，则有原始波磨波深

样本间的时间差为：
Δ ｔｉ

＝ ｔｉ － ｔｉ －１ ≠ ｃｏｎｓｔ， ｉ ＝ ２，３，…，ｎ， （３）
　 　 其中，ｃｏｎｓｔ 表示常量，当 Δ ｔｉ ≠ ｃｏｎｓｔ 时称为非

等时距 ＧＭ（１，１）模型［１１］。
对原始波深数据序列做一阶累加生成，将测量

时间差记为 Δ ｔｉ， 那么新生成的序列为：

ｘ（１）（ ｔｉ） ＝ ∑
ｉ

ｋ ＝ １
ｘ（０） ｔｋ( ) Δｔｋ，ｉ ＝ ２，３，…，ｎ， （４）

　 　 令 ｘ（１） ｔ１( ) ＝ ｘ（０） ｔ１( ) ， 其中有：

ｘ（１） ｔ１( ) ＝ １
ｎ∑

ｎ

ｋ ＝ １
ｘ（０） ｔｋ( ) Δｔｋ， （５）

　 　 （２）非等时距灰色模型的建立。 记上述对非等

时距样本序列进行一次累加时得到新序列 Ｘ（１） 为：
Ｘ（１） ＝ ｘ（１） ｔ１( ) ，ｘ（１）（ ｔ２），…ｘ（１）（ ｔｎ）{ } ， （６）

然后由一阶累加生成式子建立 ＧＭ（１，１）模型，
通过改进灰色作用量，使得改进模型的白化微分方

程为：
ｄｘ（１）（ ｔ）

ｄｔ
＋ ａｘ（１）（ ｔ） ＝ ｕ，ｔ ∈ ［０，¥） ． （７）

　 　 对式（７）左右两边在区间 ［ ｔｉ －１，ｔｉ］ 上进行积分

以离散化：

ｘ（０）（ ｔｉ）Δｔｉ ＋ ａ ∫
ｔ ｉ

ｔｉ－１

ｘ（１）（ ｔ）ｄｔ ＝ ｕΔｔｉ，ｉ ＝ ２，３，…，ｎ，

（８）
　 　 其中，有：

ｚ（１）（ ｔｉ） ＝ ∫
ｔ ｉ

ｔｉ－１

ｘ（１）（ ｔ）ｄｔ， ｉ ＝ ２，３，…，ｎ， （９）

　 　 称 ｚ（１）（ ｔｉ） 为 ｘ（１）（ ｔｉ） 在区间 ［ ｔｉ －１，ｔｉ］ 上的白

化背景值，通常可将其简化［１２］为：

ｚ（１）（ ｔｉ） ＝
（ｘ（１）（ ｔｉ） ＋ ｘ（１）（ ｔｉ －１））

２
Δｔｉ， （１０）

再将其离散化得到差分方程为：
ｘ（０）（ ｔｉ）Δｔｉ ＋ ａｚ（１）（ ｔｉ） ＝ ｕΔｔｉ， （１１）

　 　 其中， ａ 为发展系数，是系统发展态势， ａ，ｕ 为

灰色作用量，反映的是数据变化的不确定关系。
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利用最小二乘法求得参数 ａ，ｕ 的估计值为：
（ａ，ｕ） Ｔ ＝ （ＢＴＢ） －１ＢＴＹ， （１２）

其中：

Ｂ ＝

－ ｚ（１）（ ｔ２）
－ ｚ（１）（ ｔ３）

︙
－ ｚ（１）（ ｔｎ）

１
１
︙
１

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

， Ｙ ＝

ｘ（０）（ ｔ２）

ｘ（０）（ ｔ３）
︙

ｘ（０）（ ｔｎ）

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

， （１３）

将参数 ａ，ｕ 代入上述微分方程中求解相应的时

间响应函数为：

ｘ^（１）（ ｔｉ） ＝ ｘ（０）（ ｔｉ） － ｕ
ａ

æ

è
ç

ö

ø
÷ ｅ －ａ（ ｔｉ－ｔ１） ＋ ｕ

ａ
，

　 　 　 　 　 ｉ ＝ ２，３，…，ｎ， （１４）
从而得到 ＧＭ（１，１）初步预测值为：

　 ｘ^（０）（ ｔｉ） ＝ ｘ^（１）（ ｔｉ） － ｘ^（１）（ ｔｉ －１），ｉ ＝ ２，３，…，ｎ，
（１５）

（３）背景值的优化。 模型的拟合以及预测精度

取决于参数 ａ，ｕ ，而参数 ａ，ｕ 的求解又依赖于背景

值 ｚ（１）（ ｔｉ） 的构造形式。 传统背景值求解是在区间

［ ｔｉ －１，ｔｉ］ 上使用梯形公式来代替曲线 ｘ（１）（ ｔｉ） 与时

间横轴围成的面积，但当 ｘ（１）（ ｔｉ） 在 ［ ｔｉ －１，ｔｉ］ 上急

剧变化时，近似满足指数形式，会造成精度误差。 为

了减少此误差，本文利用 ｘ（１）（ ｔｉ） ＝ ｑｅｒｔ 形式拟合一

次累加序列，其中 ｑ，ｒ 均为常系数，则有背景值表达

式优化为：

ｚ（１）（ ｔｉ） ＝
ｘ（１）（ ｔｉ） － ｘ（１）（ ｔｉ －１）

ｌｎｘ（１）（ ｔｉ） － ｌｎｘ（１）（ ｔｉ －１）
∗Δｔｉ ． （１６）

２．２　 基于 ＢＰ 神经网络的预测残差修正

由于波磨波深产生的复杂性与随机性，灰色模

型初步预测值可能会存在较大误差，因此需要对预

测残差序列进行修正，克服单一预测模型精度不足

问题。 ＢＰ 神经网络模型不仅能够解决许多复杂的、
不确定性的、非线性的问题，还具有信息利用率高、
防止信息失真的特点，因而特别适用于对灰色预测

模型的残差序列进行修正［５］。 通过将不等时距

ＧＭ（１，１）模型与 ＢＰ 神经网络相结合应用于波磨波

深发展的预测，能使其达到更好的预测效果。 根

据 ＢＰ神经网络模型的基本原理与学习算法［１３］，利
用 ＢＰ 神经网络进行残差修正方法的流程如图 １
所示。
　 　 根据以上所述建模原理，得到基于 ＢＰ 神经

网络对非等时距 ＧＭ（１，１）初步预测值进行残差

修正的钢轨波磨组合预测模型，其具体实施步骤如

下：

输入数据

灰色建模

残差计算及归一化处理

确定BP神经网络结构

初始化网络权值、阈值及学习目标

调整网络训练参数

满足精度要求?

修正结束
Y

N

图 １　 ＢＰ 神经网络预测残差修正流程图

Ｆｉｇ． １　 ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｉｄｕａｌ ｃｏｒｒｅｃｔｉｏｎ ｆｌｏｗｃｈａｒｔ

　 　 （１）建模前，首先需要对输入数据进行级比检

验判断是否满足灰色建模的要求，如不满足，则应先

对数据进行平移变化。
（２）将上一步骤处理完的数据进行非等时距累

加处理，得到一阶累加序列 ｘ（１）（ ｔｉ）。
（３）将得到的 ｘ（１）（ ｔｉ） 输入至非等时距 ＧＭ（１，

１），使用优化后的背景值表达式（１６）代替传统背景

值表达式（９），求得参数 ａ，ｕ 的估计值。
（４）求出最终的时间响应函数并求得初步预测

值 ｘ^（０）（ ｔｉ） 和残差序列 ｗ（０）（ ｔｉ）。
（５）对残差数据序列 ｗ（０）（ ｔｉ） 进行归一化处理，

使其位于 Ｓｉｇｍｏｉｄ 函数能处理的范围内，然后输入

到 ＢＰ 神经网络中。
（６）确定 ＢＰ 神经网络模型结构、激励函数、训

练方法以及调整训练的参数。
（７）使用训练好的 ＢＰ 神经网络计算得到残差

修正值 ｗ^（０）（ ｔｉ） ，然后将其与初步预测值 ｘ^（０）（ ｔｉ） 相

加得到最终预测值：

ｘ（ ｔｉ） ＝ ｘ^（０）（ ｔｉ） ＋ ｗ^（０）（ ｔｉ），ｉ ＝ １，２…ｎ．
２．３　 预测模型精度检验

为验证本文建立的波磨波深预测模型的可靠

性，采用小概率误差 ｐ 和后验差 Ｃ 对算法精度进行

检验［１４］。 ｘ ｔｋ( ) 为预测值， ｘ（０） ｔｋ( ) 为实测值。
（１）相对残差。 其数学定义可表示为：

ε ｔｋ( ) ＝
ｘ ｔｋ( ) － ｘ（０） ｔｋ( )

ｘ（０） ｔｋ( )
∗１００％， （１７）

（２）平均残差。 其数学定义可表示为：

ε ａｖｇ( ) ＝ １
ｎ － １∑

ｎ

ｋ ＝ ２
ε ｔｋ( ) ， （１８）

（３）残差的方差。 其数学定义可表示为：

Ｓ２
１ ＝ １

ｎ∑
ｎ

ｋ ＝ １
ε ｔｋ( ) － ε ａｖｇ( )( ) ２， （１９）

（４）原始数据的方差。 其数学定义可表示为：
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Ｓ２
２ ＝ １

ｎ∑
ｎ

ｋ ＝ １
ｘ（０） ｔｋ( ) － １

ｎ∑
ｎ

ｋ ＝ １
ｘ（０） ｔｋ( )

æ

è
ç

ö

ø
÷

２

， （２０）

（５）小概率误差精度。 其数学定义可表示为：
ｐ ＝ １ － ε ａｖｇ( )( ) ∗１００％， （２１）

　 　 （６）后验差比值。 其数学定义可表示为：
Ｃ ＝ Ｓ１ ／ Ｓ２ ． （２２）

　 　 模型精度 ｐ 值越大，说明预测精度越高，而后验

差比值 Ｃ 越小，说明预测误差的离散型越小。 通常

可根据 ｐ 和 Ｃ 计算结果综合评定模型精度，见表 １，
可将预测精度分为 ４ 级。

表 １　 精度检验等级参照表

Ｔａｂ． １　 Ａｃｃｕｒａｃｙ ｉｎｓｐｅｃｔｉｏｎ ｌｅｖｅｌ ｒｅｆｅｒｅｎｃｅ ｔａｂｌｅ

模型精度等级 ｐ Ｃ

１ 级（好） ｐ ≥ ０．９５ Ｃ ≤ ０．３５

２ 级（合格）
０．８０ ≤ ｐ
＜ ０．９５

０．３５ ＜ Ｃ
≤ ０．５０

３ 级（基本合格）
０．７０ ≤ ｐ
＜ ０．８０

０．５０ ＜ Ｃ
≤ ０．６５

４ 级（不合格） ｐ ＜ ０．７０ ０．６５ ＜ Ｃ

３　 实例验证

本文实例验证数据来自某线上行地铁曲线段实

测得到的 ９ 个月历史钢轨波磨数据［１５］，见表 ２。 其

中，２０１３ 年 ８ 月测量波磨数据时刚进行了钢轨打磨，
以排除之前历史波磨对波磨发展趋势研究产生影响。

表 ２　 某线上行曲线段 ９ 个月波磨发展数据

Ｔａｂ． ２　 ９－ｍｏｎｔｈ ｗａｖｅ ｗｅａｒ ｄｅｖｅｌｏｐｍｅｎｔ ｄａｔａ ｆｏｒ ａ ｌｉｎｅ ｕｐ ｃｕｒｖｅ
ｓｅｇｍｅｎｔ ｍｍ

测量时间 平均波磨深度 平均波长

２０１３－０８ ０ ０

２０１３－０９ ０．０５０ １５０

２０１３－１０ ０．１１６ １５０

２０１３－１１ ０．１１６ １５０

２０１３－１２ ０．２００ １６７

２０１４－０１ ０．２２６ １５８

２０１４－０２ ０．２３９ １５８

２０１４－０３ ０．２４９ １５８

２０１４－０４ ０．２６２ １５６

　 　 由表 ２ 中可看出，在 ９ 个月内波磨波长数据维

持在一定范围内，随时间波动较小，影响波磨发展的

主要指标为波磨波深值，再结合第 １ 节波磨预测理

论，得出利用波深历史数据预测波磨发展具有一定

可行性。 从表 ２ 中可得到 ９ 组关于时间序列的波深

样本数据，由于数据样本个数较少，选择三次样条插

值法对原始样本扩容，可得到 １７ 组等时间间隔的波

深数据序列，相对测量时间间隔为半个月，如图 ２ 所

示。 在实际现场测量中，对波磨的测量往往是非等

时间间隔的，所以最终选择其中 １３ 个波磨样本数据

构成预测模型的原始非等时距波深数据，以此进行

预测分析。

0.30

0.25

0.20

0.15

0.10

0.05

0

-0.05

相对测量时间/month
平

均
波

深
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三次样条插值曲线
原始数据点
插入值

00.51.01.52.02.53.03.54.04.55.05.56.06.57.07.58.0

图 ２　 三次样条插值法样本插值扩容结果

Ｆｉｇ． ２ 　 Ｃｕｂｉｃ ｓｐｌｉｎｅ ｉｎｔｅｒｐｏｌａｔｉｏｎ ｍｅｔｈｏｄ ｓａｍｐｌｅ ｉｎｔｅｒｐｏｌａｔｉｏｎ
ｅｘｐａｎｓｉｏｎ ｒｅｓｕｌｔ

　 　 根据前文所述的非等时距灰色预测模型建模方

法，辅以 Ｍａｔｌａｂ 软件进行计算，求得非等时距 ＧＭ
（１，１）初步预测结果如图 ３ 所示。
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图 ３　 非等时距 ＧＭ（１，１）初步预测结果

Ｆｉｇ． ３　 Ｎｏｎ－ｅｑｕａｌ ｔｉｍｅ ＧＭ （１，１） ｐｒｅｌｉｍｉｎａｒｙ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 由图 ３ 可见，若单纯采用非等时距 ＧＭ（１，１）模
型对波磨进行预测已经能反映出波深序列的变化趋

势，但拟合出时间较近的数据误差较大，单个数据点

最大相对误差达到了 ０．３７４％。 为此，通过结合 ＢＰ
神经网络对 ＧＭ（１，１）预测模型的残差进行修正，进
一步提高预测精度，减小误差。

通过 Ｍａｔｌａｂ 的 ＢＰ 神经网络工具箱编程，采用

一个隐含层，隐含层节点数为 １２，并且隐含层采用

Ｓｉｇｍｏｉｄ 函数作为传递函数。 其训练方法采用收敛

速度 最 快、 均 方 差 也 较 小 的 ＬＭ （ Ｌｅｖｅｖｂｅｒｇ －
Ｍａｒｑｕａｒｄｔ）算法。 预测类型为单步预测，即进行预

测时，把残差序列 （ｗ（０）（ ｔｉ）， ｗ（０）（ ｔｉ ＋１），ｗ（０）（ ｔｉ ＋２），

６２２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



ｗ（０）（ ｔｉ ＋３）） 这 ４ 个数据网络输入，输出则是下一时

刻的预测值 ｗ^（０）（ ｔｉ ＋４）， 预测 ｗ^（０）（ ｔｉ ＋５） 时，则把

（ｗ（０）（ ｔｉ ＋１），ｗ（０）（ ｔｉ ＋２），ｗ（０）（ ｔｉ ＋３），ｗ（０）（ ｔｉ ＋４）） 作 为

输入数据。 使用原始 １３ 个波深残差数据，构建了 ９
组数据样本，其中前 ５ 组作为训练数据，后 ４ 组用于

预测数据，即组合模型预测最后 ４ 个波深值（数据

样本序号为 １０～ １３ 号）。 采用 ＢＰ 神经网络对残差

修正预测与仅使用单纯非等时距 ＧＭ（１，１）的对比

预测效果如图 ４ 所示，残差修正前后预测误差分析

结果见表 ３。
　 　 其中，数据样本序号 １２ 是为增加样本数量而插

入的点，无统计意义，遂未在结果表中给出。 由图 ４
及表 ３ 不难发现，经过组合预测方法，预测误差有较

为明显的减小，相对误差平均值由 ０．２８８％减小到

０．１１８％。对前后预测模型进行精度检验见表 ４，结果

显示，非等时距ＧＭ（１，１）模型预测精度等级为合

格，而组合预测算法的精度等级达到 １ 级。 综上实

例分析所述，本文提出的基于 ＢＰ 神经网络对非等

时距 ＧＭ（１，１）初步预测残差修正的钢轨波磨组合

预测模型预测效果较好，对钢轨波磨预测研究有一

定可行性与可参考性。

原始数据值
非等时距GM（1，1）初步预测
BP神经网络残差修正预测

0.40

0.35

0.30

0.25

0.20
10 11 12 13

数据样本序号

波
深

值
/m

m
图 ４　 残差修正前后预测效果

Ｆｉｇ． ４　 Ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｒｅｓｉｄｕａｌ ｃｏｒｒｅｃｔｉｏｎ

表 ３　 残差修正前后预测误差分析

Ｔａｂ． ３　 Ａｎａｌｙｓｉｓ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｒｅｓｉｄｕａｌ ｃｏｒｒｅｃｔｉｏｎ

数据样本序号 测量时间 原始值 ／ ｍｍ 修正前预测值 ／ ｍｍ 修正后预测 ／ ｍｍ 修正前相对误差 ／ ％ 修正后相对误差 ／ ％
１０
１１
１３

２０１４－０２
２０１４－０３
２０１４－０４

０．２３９
０．２４９
０．２６２

０．２８１
０．３１４
０．３６０

０．２３９
０．２７１
０．３１８

０．１７６
０．２６１
０．３７４

０
０．０８８
０．２１４

表 ４　 精度检验结果

Ｔａｂ． ４　 Ａｃｃｕｒａｃｙ ｔｅｓｔ ｒｅｓｕｌｔ

预测模型 平均相对误差 ／ ％ Ｃ ｐ 精度等级

非等时距 ＧＭ（１，１） ０．２８８ ０．０８８ ０．８４ 合格

ＢＰ 神经网络残差修正 ０．１１８ ０．０７２ ０．９６ １ 级

４　 结束语

本文针对钢轨波磨发展预测，分析了波磨预测

理论依据，建立了一种基于非等时距灰色模型与 ＢＰ
神经网络的钢轨波磨组合预测模型。 将某线上行地

铁实测得到的波磨波深数据经过插值预处理用于模

型训练并进行了预测分析，结果显示，非等时距 ＧＭ
（１，１）预测模型初步预测精度等级达到合格，说明

了灰色预测模型对钢轨波磨预测有一定可行性。 引

入 ＢＰ 神经网络对波磨灰色预测结果进行残差修

正，使预测误差明显减小，说明组合预测能降低波磨

发展趋势中的复杂性与随机性，有效克服单一预测

模型精度不足问题。 同时实例分析表明组合预测模

型精度等级达到 １ 级（好），证明了该模型的有效

性，可为工务部门制定轨道养护与打磨策略提供重

要指导意义。
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