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ＸＧＢｏｏｓｔ 算法在乳腺癌辅助诊断中的应用

李佳思

（上海工程技术大学 数理与统计学院， 上海 ２０１６２０）

摘　 要： 为了研究 ＸＧＢｏｏｓｔ 算法在乳腺癌诊断中的应用，将机器学习算法与疾病诊断相结合，提升乳腺癌的诊断效率与准确

率。 在公开的威斯康星州乳腺癌数据集中建立了 ＸＧＢｏｏｓｔ 乳腺癌诊断模型，实验过程中通过网格搜索和学习曲线寻找诊断

模型的最优参数，并将建立的 ＸＧＢｏｏｓｔ 模型与决策树、支持向量机、Ｋ－近邻和朴素贝叶斯算法的预测效果进行比较，使用准确

率、 Ｆ１ 值、 ＡＵＣ 值等评价指标来比较各个模型的预测性能。 本文实验结果表明，ＸＧＢｏｏｓｔ 算法的五折交叉验证准确率达到了

９７．８９％，优于其他单分类器算法，对提升乳腺癌诊断准确率具有现实意义。
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０　 引　 言

目前，高效率的工作追求改变了人们生活方式

和饮食习惯，癌症成为威胁人们健康的常见疾病之

一。 对女性而言，乳腺癌则已位于癌症发病率的前

列，并对国内女性的身体健康造成严重危害。 随着

医疗技术水平的提升，通过药物、手术等方式可以使

早期癌症患者的病情得到有效遏制，而晚期患者的

治愈率大大降低，因此，早发现早治疗是提高癌症治

愈率的有效手段［１－２］。 传统的乳腺癌诊断方式有 Ｘ
射线检查、针吸细胞学检查、Ｂ 型超声检查和活组织

检查等，一般需要经验丰富的医生根据检查结果判

定肿瘤恶良性，癌细胞是否已经发生转移和扩散

等［３］。 由于受到患者健康意识、各地区医疗水平、
医疗资源分配以及医生临床经验等因素的影响，现
实中乳腺癌误诊、漏诊的情况时有发生。

近年来，医疗器械产品的不断创新推出，能够帮

助医生更好地判断患者病情，但是日益繁多的检查

指标也使病情与病因的联系更加复杂。 同时，计算

机硬件和软件性能的高速提升使得海量的医疗数据

得以储存，患者病史、生活习惯、家族遗传等因素都

可能成为需要考虑的因素，海量的信息加重了医生

诊疗的负担。 随着人工智能的兴起，机器学习算法

已经广泛应用于各个领域并取得了重大突破，这为

癌症诊断提供了新的方向，基于机器学习和模式识

别的疾病诊断与发病机制研究成为热点研究方向。
传统的机器学习模型主要有决策树（ＤＴ）、支持向量

机（ＳＶＭ）、Ｋ－近邻（ＫＮＮ）、朴素贝叶斯（ＮＢ）等，虽
然在很多疾病分类问题上取得了可观的进步，但也

具有局限性，如泛化能力不强、在不同数据集中模型

表现差距较大等问题。 集成学习可以很好地解决上

述问题，其主要思想是：训练多个同质或异质的弱分

类器对样本进行预测，获得多个预测结果，然后根据

某种规则将各个弱分类器的预测结果进行结合得到



最终预测［４－５］。 这种方法提升了模型的泛化能力，
具有鲁棒性，通常能够得到比单个分类器更好的预

测准确率，在人脸识别、文本分类、疾病辅助诊断等

方面得到了广泛的应用。
目前许多学者将机器学习算法用于乳腺癌的诊

断中，取得了良好的分类效果。 邓卓等人［６］ 将集成

学习算法用于乳腺癌的诊断研究，在美国威斯康星

州乳腺癌数据集上分别建立了随机森林和 ＸＧＢｏｏｓｔ
诊断模型，并与决策树算法的分类性能进行比较，结
果表明，集成学习算法相比传统的决策树分类模型

具有更高的分类准确率。 张红斌等人［７］ 提出了一

种改进的自适应提升算法用于乳腺癌图像识别，从
不同角度提取图像特征并进行特征融合，在 ＣＢＩＳ－
ＤＤＳＭ 数据集上分别建立了逻辑回归、随机森林、
ＡｄａＢｏｏｓｔ、梯度提升决策树等诊断模型，并将改进的

ＥＲＧＳ 算法与传统算法进行结合用于乳腺癌诊断。
实验结果显示，所提出的 ＥＲＧＳ－Ａｄａ 算法的预测准

确率最高，达到了 ８６．２４％，对阳性图像的识别精度

达到了 ９９．１８％。 Ｋｈｕｒｉｗａｌ 等人［８］ 提出了一种自适

应集成投票方法进行乳腺癌检测，在威斯康星乳腺

癌数据集上验证了算法的有效性，使用卡方检验和

递归特征消除方法选择出了影响模型识别准确率的

１６ 个特征，建立了逻辑回归和神经网络模型，采用

投票法获得了最终预测结果，实现了 ９８．５０％的分类

准确率。 Ｓｕｎ 等人［９］ 提出了基于深度学习的集成

ＣＮＮ 模型，对 ２６６ 例乳腺癌患者的术前磁共振成像

和分子信息进行训练来区分 ２ 种乳腺癌亚型（管腔

型和非管腔型），结果显示，所提出的模型在测试集

中的识别准确率达到了 ８５．２％。 岳鹏等人［１０］ 提出

了一种 ＸＬＣ－Ｓｔａｃｋｉｎｇ 方法进行乳腺癌诊断，该方法

基于 ＸＧＢｏｏｓｔ 算法选择出影响乳腺癌分类的最佳特

征，并使用威斯康星州乳腺癌的诊断数据来验证模

型有效性。 结果表明，所提出的 ＸＬＣ－Ｓｔａｃｋｉｎｇ 方法

与单一的 ＸＧＢｏｏｓｔ 和一般的 Ｓｔａｃｋｉｎｇ 方法相比准确

率得到提升，分类准确率为 ９７．７３％。 Ｈｏｕ 等人［１１］

使用四川大学华西医院的数据分别建立了深度神经

网络、ＸＧＢｏｏｓｔ 和随机森林模型来预测中国居民患

乳腺癌的风险，实验结果显示，ＸＧＢｏｏｓｔ、深度神经网

络和随机森林模型的 ＡＵＣ 值分别为 ０．７４２、０．７２８ 和

０．７２８。
为了弥补传统的乳腺癌诊断方式的不足，提升

诊断效率和精度，本文将 ＸＧＢｏｏｓｔ 算法用于乳腺癌

诊断，将数据的 ７０％作为训练集、３０％用于测试，同
时建立了决策树、支持向量机、Ｋ－近邻和朴素贝叶

斯分类模型，使用五折交叉验证准确率、 Ｆ１ 值、ＡＵＣ
值等评估指标来评价模型的优劣。

１　 相关理论介绍

１．１　 ＸＧＢｏｏｓｔ 算法

ＸＧＢｏｏｓｔ （ Ｅｘｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ ） 算 法 在

２０１４ 年由陈天奇博士提出，这是对梯度提升算法的

一种改进，近年来在各大机器学习和数据挖掘类的

比赛中取得了优异的成绩。 提升算法的思想是从某

个弱学习器开始，不断学习得到不同的弱分类器，然
后将这些弱分类器通过某种策略进行融合得到更加

强大的分类器。 Ｂｏｏｓｔｉｎｇ 方法中各个弱分类器是相

互关联的，每次迭代根据前一个分类器的结果来调

整样本的权重，通过加大容易被错误分类的样本的

权重使得下阶段生成的弱分类器更加关注被错误分

类的样本。 Ｂｏｏｓｔｉｎｇ 方法的工作原理如图 １ 所示。

权重为D1的训练集

权重为D2的训练集

权重为D1

权重为D2

权重为DK 权重为DK的训练集

训练

训练

训练

弱学习器1

弱学习器2

弱学习器K

融合
策略

强
学
习
器

训
练
集

图 １　 Ｂｏｏｓｔｉｎｇ 算法原理图

Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ Ｂｏｏｓｔｉｎｇ ａｌｇｏｒｉｔｈｍ

　 　 ＸＧＢｏｏｓｔ 算法由多棵决策树组成，模型以前 ｋ －
１ 棵树生成的模型所产生的残差来建立第 ｋ 棵树，
从而不断提升模型的预测精度。 ＸＧＢｏｏｓｔ 算法的流

程如下：

给定二分类数据集，每个样本由特征 Ｘ 和标签

Ｙ 构成：
Ｔ ＝ ｘ１，ｙ１( ) ， ｘ２，ｙ２( ) ，…， ｘｎ，ｙｎ( ){ } （１）

　 　 其中， ｘｉ ∈ Ｒｎ，ｙｉ ∈ ＋ １， － １{ } ， ＋１ 和－１ 分别
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表示 ２ 个不同的类别。
预测模型可表示为：

ｙ^ｉ ＝ ∑
Ｋ

ｋ ＝ １
ｆｋ ｘｉ( ) （２）

　 　 其中， Ｋ 为树的个数； ｆｋ ｘｉ( ) 表示第 ｋ 棵树； ｙ^ｉ

表示样本 ｘｉ 的预测值。
ＸＧＢｏｏｓｔ 的目标函数为：

Ｏｂｊ ＝ ∑
ｎ

ｉ ＝ １
ｌ ｙｉ，ｙ^ｉ( ) ＋ ∑

Ｋ

ｋ ＝ １
Ω ｆｋ( ) （３）

　 　 其中， ｌ ｙｉ，ｙ^ｉ( ) 表示第 ｉ 个样本的训练误差； ｎ
表示样本个数； Ω ｆｋ( ) 为第 ｋ 棵树的正则项。 正则

项可以减小模型的过拟合风险，降低模型复杂度。
其定义如下：

Ω ｆｋ( ) ＝ γＴ ＋ １
２
λ∑

Ｔ

ｊ ＝ １
ｗ２

ｊ （４）

　 　 其中， Ｔ 为叶子节点个数， γ 和 λ 为控制参数。
可将上述目标函数写为：

　 Ｏｂｊ（ ｔ） ＝ ∑
ｎ

ｉ ＝ １
ｌ ｙｉ，ｙ^ｉ

（ ｔ）( ) ＋ ∑
ｔ

ｋ ＝ １
Ω ｆｋ( ) ＝

∑
ｎ

ｉ ＝ １
ｌ ｙｉ，ｙ^ｉ

（ ｔ －１） ＋ ｆｔ ｘｉ( )( ) ＋ Ω ｆｔ( ) ＋ Ｃ

（５）
其中， Ｃ 表示常数。
使用泰勒展开可将上述目标函数近似为：

　 　 Ｏｂｊ（ ｔ） ≃ ∑
ｎ

ｉ ＝ １
［ ｌ（ｙｉ，ｙ^ｉ

（ ｔ －１）） ＋ ｇｉ ｆｔ（ｘｉ） ＋

１
２

ｈｉ ｆｔ ２（ｘｉ）］ ＋ Ω（ ｆｔ） ＋ Ｃ （６）

其中，

ｇｉ ＝
∂ｌ ｙｉ，ｙ^ｉ

（ ｔ －１）( )

∂ ｙ^ｉ
（ ｔ －１）

（７）

ｈｉ ＝
∂２ ｌ ｙｉ，ｙ^ｉ

（ ｔ －１）( )

∂ ｙ^ｉ
（ ｔ －１）( ) ２

（８）

　 　 去掉常数项可得：

Ｏｂｊ（ ｔ） ≃ ∑
ｎ

ｉ ＝ １
ｇｉ ｆｔ ｘｉ( ) ＋ １

２
ｈｉ ｆｔ ２ ｘｉ( )

é

ë
êê

ù

û
úú ＋ Ω ｆｔ( ) （９）

上述目标函数可改写为：

Ｏｂｊ（ ｔ） ≃ ∑
ｎ

ｉ ＝ １
ｇｉ ｆｔ ｘｉ( ) ＋ １

２
ｈｉ ｆｔ ２ ｘｉ( )

é

ë
êê

ù

û
úú ＋ γＴ ＋

１
２
λ∑

Ｔ

ｊ ＝ １
ｗ ｊ

２ （１０）

公式（１０）可以写为：

Ｏｂｊ（ ｔ） ＝ ∑
Ｔ

ｊ ＝ １
Ｇ ｊ ｗ ｊ ＋

１
２

Ｈ ｊ ＋ λ( ) ｗ ｊ
２é

ë
êê

ù

û
úú ＋ γＴ

（１１）

其中， Ｇ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｇｉ，Ｈ ｊ ＝ ∑
ｉ∈Ｉ ｊ

ｈｉ。

对式（１１）求导，令一阶导数为零可得：

ｗ ｊ
∗ ＝ －

Ｇ ｊ

Ｈ ｊ ＋ λ
（１２）

　 　 将式（１２）代入目标函数可得：

Ｏｂｊ∗ ＝ － １
２ ∑

Ｔ

ｊ ＝ １

Ｇ ｊ
２

Ｈ ｊ ＋ λ
＋ γＴ （１３）

　 　 在此，将 Ｏｂｊ∗ 作为评价决策树结构好坏的函

数，取值越低表示模型越好。
１．２　 模型评价方法

混淆矩阵［１２－１３］是分类任务中常用的评价方法，
可以将数据的真实情况和预测结果清晰地显示出

来， 矩阵中 Ｐｏｓｉｔｉｖｅ 表示正例，Ｎｅｇａｔｉｖｅ 表示负例。
以二分类模型为例，混淆矩阵见表 １。

表 １　 混淆矩阵

Ｔａｂ． １　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

真实情况
预测结果

正例 负例

正例 ＴＰ（真正例） ＦＮ（假负例）

负例 ＦＰ（假正例） ＴＮ（真负例）

　 　 由混淆矩阵可以计算出准确率、精准率、召回

率、 Ｆ１ 值和 ＡＵＣ 值， 多角度评估模型性能。 对此拟

做探讨分述如下。
（１）准确率 （Ａｃｃｕｒａｃｙ）： 表示分类器预测正确

的样本个数与样本总数之比。 通常，模型的准确率

越高，表示模型分类效果越好。 准确率计算公式如

下：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＮ ＋ ＦＰ ＋ ＴＮ

（１４）

　 　 （２）精准率 （Ｐｒｅｃｉｓｉｏｎ）： 阳性病例中正确分类

的样本数量与所有预测为阳性的样本数量之比。 计

算公式如下：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１５）

　 　 （３）召回率 （Ｒｅｃａｌｌ）： 阳性病例中正确分类为

阳性的样本数量与真实为阳性的样本数量之比。 计

算公式如下：

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１６）

　 　 （４） Ｆ１ － Ｓｃｏｒｅ： 表示精准率与召回率的调和平
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均。 计算公式如下：

Ｆ１ ＝ ２Ｐ·Ｒ
Ｐ ＋ Ｒ

（１７）

　 　 （５） ＡＵＣ：表示 ＲＯＣ 曲线下面积，值越接近于 １
表示模型性能越好。

２　 数据来源及预处理

２．１　 数据来源

本文实验数据来自 ＵＣＩ 数据库中的威斯康星

州乳腺癌诊断数据集。 数据集共包含 ５６９ 条数据样

本，３２ 个特征，分别含有 ２１２ 例恶性样本和 ３５７ 例

良性样本。 其中，ＩＤ 为患者编号， ｄｉａｇｎｏｓｉｓ 为样本

标签， Ｍ 表示恶性病例， Ｂ 表示良性病例。 除去患

者编号和 ｄｉａｇｎｏｓｉｓ 两列后剩余的 ３０ 个特征是从患

者乳房肿块的细针抽吸数字影像中提取的数据，表
示了细胞的 １０ 个细胞核信息（平均值、标准误差和

最大值），分别为半径（ ｒａｄｉｕｓ）、纹理（ ｔｅｘｔｕｒｅ）、周长

（ｐｅｒｉｍｅｔｅｒ）、面积（ａｒｅａ）、平滑度（ｓｍｏｏｔｈｎｅｓｓ）、密实

度（ ｃｏｍｐａｃｔｎｅｓｓ）、凹度 （ ｃｏｎｃａｖｉｔｙ）、凹点 （ ｃｏｎｃａｖｅ
ｐｏｉｎｔｓ）、对称性 （ ｓｙｍｍｅｔｒｙ） 和分形维数 （ ｆｒａｃｔａｌ ＿
ｄｅｍｅｎｓｉｏｎ）。
２．２　 数据预处理

探索性数据分析是建立模型前的重要步骤，有
助于更好地了解数据结构，发现数据中的异常值及

特征之间的相关关系，帮助选择合适的数据处理方

法和预测模型。 实验前需要对数据进行清洗来提升

模型的拟合能力，图 ２ 展示了数据集中前 ９ 个特征

的描述性统计，可以看出，不同特征之间存在较大的

量纲差异，因此，在建立模型之前对数据进行标准化

处理。 图 ３ 绘制了前 １０ 个特征的箱线图，描述了数

据的分布信息，从箱线图中可以分析数据的对称性、
分散程度、偏态及异常值等信息。 由图 ３ 可以看出，
周长均值和面积均值两个特征具有相似的分布，由
此可以推测二者具有一定相关关系。

图 ２　 部分特征的统计性描述

Ｆｉｇ． ２　 Ｓｔａｔｉｓｔｉｃａｌ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｓｏｍｅ ｆｅａｔｕｒｅｓ
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图 ３　 前 １０ 个特征的箱线图

Ｆｉｇ． ３　 Ｂｏｘ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｆｉｒｓｔ １０ ｆｅａｔｕｒｅｓ

３　 实验过程与结果

３．１　 实验过程

本文将 ＸＧＢｏｏｓｔ 模型用于乳腺癌患者的诊断数

据对乳腺肿块的恶良性进行预测。 实验过程主要包

括数据预处理、模型建立和结果分析。 其中，数据预

处理主要通过统计学方法了解数据特性，对数据进

行清洗；模型建立即是对数据的拟合过程，根据研究

目标，选择合适的预测模型和参数，本文使用网格搜

索和交叉验证寻找模型的最优参数；结果分析主要

是通过模型评估指标对模型性能进行评价和分析。
本文实验步骤如图 ４ 所示。 交叉验证是建立模型时

常用的一种方法，可以获得更加稳定的模型。 Ｋ折交

叉验证即是将数据平均分为 Ｋ 份，每次建模使用其

中一份作为测试集，剩余 Ｋ － １ 份作为训练集，共进

行 Ｋ 次训练和测试，最后返回 Ｋ 次测试结果的平均

值来增加结果的可靠性［１４］。 实验过程中，将７０％的

样本作为训练集，３０％的样本作为测试集，通过网格
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搜索获得模型的最佳参数组合，以五折交叉验证准

确率、Ｆ１ 值和 ＡＵＣ 值来对模型性能进行评价。

开始

结束

结果分析

建立模型

数据预处理

初始数据

图 ４ 实验流程

Ｆｉｇ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐｒｏｃｅｓｓ

３．２　 ＸＧＢｏｏｓｔ 诊断模型的建立

实验使用 ７０％的数据作为训练集，３０％的数据

作为 测 试 集， 在 经 过 预 处 理 后 的 数 据 上 建 立

ＸＧＢｏｏｓｔ 模型。 合理调整模型参数有利于降低模型

过拟合风险，提升模型预测能力，实验过程中使用了

五折交叉验证准确率作为评价标准确定模型的最优

参数。 通过学习曲线可以直观地看到模型性能随着

参数的变化情况，设置 ｎ＿ｅｓｔｉｍａｔｏｒｓ 的迭代范围为

１０ 到 ２００，以 １０ 为步长，得到五折交叉验证准确率

随弱分类器个数的变化关系如图 ５ 所示。 由图 ５ 可

以看出，当弱分类器数量小于 ５０ 时，模型五折交叉

验证准确率随着弱分类器数量的增加而升高，在弱

分类器数量达到 １００ 时，模型的分类准确率最高、为
９７．７２％，随后再增加分类器数量，模型的分类准确

率先下降、后趋于平稳。
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图 ５　 分类准确率与基学习器个数的关系

Ｆｉｇ． ５　 Ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ａｎｄ ｔｈｅ ｎｕｍｂｅｒ

ｏｆ ｂａｓｅ ｌｅａｒｎｅｒｓ

　 　 经过实验验证，在 ｒａｎｄｏｍ＿ｓｔａｔｅ ＝ １０ 的情况下，
ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ １００，ｌｅａｒｎｉｎｇ＿ｒａｔｅ ＝ ０．６５ 时模型的五

折交叉验证准确率达到最高、为 ９７．８９％。 ＸＧＢｏｏｓｔ
模型在测试集上的混淆矩阵如图 ６ 所示。
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图 ６　 ＸＧＢｏｏｓｔ 模型的混淆矩阵

Ｆｉｇ． ６　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＸＧＢｏｏｓｔ ｍｏｄｅｌ

３．３　 实验结果分析

为了将 ＸＧＢｏｏｓｔ 模型的诊断效果与其他模型进

行比较，在威斯康星州乳腺癌数据中分别建立了决

策树、支持向量机、Ｋ－近邻和朴素贝叶斯分类模型，
得到不同模型的精准率、召回率、 Ｆ１ 值、ＡＵＣ值以及

五折交叉验证准确率见表 ２。
表 ２　 不同模型的分类结果

Ｔａｂ． ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ － Ｓｃｏｒｅ ＡＵＣ Ａｃｃｕｒａｃｙ ／ ％

ＤＴ ０．８９２ ０．９８３ ０．９３５ ０．９６０ ９４．５５

ＳＶＭ ０．９１９ ０．９６６ ０．９４２ ０．９９６ ９７．３６

ＫＮＮ ０．９８３ ０．９８３ ０．９８３ ０．９９７ ９６．８４

ＮＢ ０．９０３ ０．９４９ ０．９２６ ０．９８４ ９２．７９

ＸＧＢｏｏｓｔ ０．９５０ ０．９６６ ０．９５８ ０．９９８ ９７．８９

　 　 由表 ２ 可知，ＸＧＢｏｏｓｔ 诊断模型的分类准确率

为 ９７．８９％，高于其他 ４ 种单分类器的准确率，支持

向量机的准确率排名次之，达到了 ９７．３６％；紧随其

后是 ＫＮＮ 和决策树模型，准确率分别为 ９６．８４％和

９４．５５％，朴素贝叶斯的预测效果最差，准确率为

９２．７９％。５ 个模型中 ＸＧＢｏｏｓｔ 模型的 ＡＵＣ 值达到最

高、为 ０．９９８，ＫＮＮ 排名次之、为 ０．９９７，其次为 ＳＶＭ
和 ＮＢ，分别为 ０．９９６ 和 ０．９８４，决策树的 ＡＵＣ 值最

低、为 ０．９６０。 由结果可知，整体来看 ＸＧＢｏｏｓｔ 模型

的分类效果优于其他 ４ 种单分类器，ＸＧＢｏｏｓｔ 算法

在乳腺癌诊断中可以提升模型的泛化能力，将机器

学习算法应用于医疗数据与疾病诊断中，建立疾病

诊断辅助系统，能够有效提升诊断效率和准确率，具
有一定现实意义。

建立 ＸＧＢｏｏｓｔ 模型后得到特征重要性排序如图
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７ 所 示。 由 图 ７ 可 知， ａｒｅａ＿ｓｅ、ｔｅｘｔｕｒｅ＿ｗｏｒｓｔ、
ｔｅｘｔｕｒｅ＿ｍｅａｎ、ｓｙｍｍｅｔｒｙ＿ｓｅ、ｓｙｍｍｅｔｒｙ＿ｗｏｒｓｔ、ｃｏｎｃａｖｅ
ｐｏｉｎｔｓ＿ｗｏｒｓｔ、ｐｅｒｉｍｅｔｅｒ＿ｗｏｒｓｔ 是影响乳腺癌恶良性的

较重要特征。 这对于找出影响乳腺癌恶良性的因

素十分重要，医生在为患者进行诊断时可以优先关

注这些特征，有利于发现更加有效的治疗方式，对降

低乳腺癌死亡率具有一定现实意义。
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图 ７　 特征重要性排序

Ｆｉｇ． ７　 Ｆｅａｔｕｒｅ ｉｍｐｏｒｔａｎｃｅ ｒａｎｋｉｎｇ

４　 结束语

本文将 ＸＧＢｏｏｓｔ 模型应用于乳腺癌诊断，使用

ＵＣＩ 数据库中的威斯康星州乳腺癌数据集验证了模

型的有效性，同时建立了决策树、支持向量机、Ｋ－近
邻和朴素贝叶斯分类模型，通过五折交叉验证准确

率、 Ｆ１ 值、ＡＵＣ 值等评估指标对比了不同模型的分

类性能。 由实验结果可知，ＸＧＢｏｏｓｔ 模型的预测效

果优于其他 ４ 种分类模型，取得了 ９７．８９％的分类准

确率，一定程度上说明集成学习相比单分类器具有

更好的泛化能力，在今后可以将集成学习应用于乳

腺癌的诊断来提升诊断准确率。 此外，ＸＧＢｏｏｓｔ 模
型给出了特征的重要性排名，可以发现不同特征对

分类结果的影响，进而为医生提供决策指导。 此研

究对识别早期乳腺癌患者并进行针对性治疗具有现

实意义，后续研究中可以将其他集成学习方法用于

乳腺癌辅助诊断，也可将 ＸＧＢｏｏｓｔ 算法应用于其他

类型的疾病进一步探究模型的表现及其适用性。
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