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基于 ＲＮＮ 和多重注意力机制的高光谱图像分类

郑凯东， 李阿莹

（西安石油大学 计算机学院， 西安 ７１００６５）

摘　 要： 现今伴随着网络模型的愈加复杂，高光谱图像分类的实时性较差。 考虑到高光谱图像本质上是一类序列数据，本文

提出 ＬＺ－ＲＮＮ 模型，通过引用双向循环神经网络（ＢＲＮＮ）来处理序列数据，减少时间成本。 引入多重注意力机制来提升模型

的精度，通过三分支捕获跨纬度交互来计算注意力权重。 实验表明，本文所提方法在 Ｐａｖｉａ Ｃｅｎｔｒｅ 和 Ｂｏｔｓｗａｎａ 两个数据集上

取得优异的效果，与其他主流算法相比，在较短的时间内达到了较高的精度。
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０　 引　 言

高光谱遥感是指用大量狭窄的电磁波通道获取

地物的空间、辐射和光谱三重信息的技术［１］。 高光

谱成像遥感技术可以获取地物的光谱、辐射和空间

信息，是通过电磁波谱中可见光、红外线的波段范围

获取地物的数据信息，构成图像数据立方体［２］。
在研究早期，科研人员主要把关注点放在光谱

特征的提取上，相关的方法包括主成分分析、独立成

分分析、线性判别式分析等，利用这些方法来提取高

光谱图像的光谱特征，并使用分类器进行分类，比较

常用的有支持向量机 （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，
ＳＶＭ） ［３］、随机森林［４］、多项式逻辑回归分类［５］ 等方

法。
卷积神经网络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，

ＣＮＮ）是深度学习的代表算法之一，已有众多学者在

应用 ＣＮＮ 及改良的网络结构对高光谱图像分类进

行研究，如 Ｃｈｅｎ 等人［６］ 利用高光谱图像的像素信

息作为输入，显著提高了结果精度。 然而由于高光

谱图像具有二维空间信息和一维光谱信息，因此在

利用 ＣＮＮ 模型对高光谱图像分类时会因为这些冗

余信息而对精度造成影响［７］。 在此基础上，Ｘｕ 等

人［８］提出了 ３Ｄ Ｏｃｔａｖｅ 卷积模型，能够从高光谱图

像中提取空间－光谱特征，并引入注意力机制来加

强重要区域的空间－光谱信息的提取，但该模型在

网络训练方面耗费了更多的时间成本。 由于高光谱

图像 的 光 谱 数 据 本 质 上 是 一 类 序 列 数 据［９］，
Ｖｅｎｋａｔｅｓａｎ 等人［１０］首次把循环神经网络（Ｒｅｃｕｒｒｅｎｔ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ）引入到高光谱图像分类中，并
提出了一种激活函数和参数校正函数，用于分析高

光谱图像中的数据序列。 Ｚｈｏｕ 等人［１１］ 提出了一种

基于光谱－空间长短时记忆网络的高光谱图像分类

方法，大大减少了网络模型的训练时间，但精度略逊

于改良后的 ＣＮＮ 模型。
基于以上研究，本文提出了一种基于 ＲＮＮ 及多

重注意力机制融合网络（ＬＺ－ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｒｅｃｕｒｒｅｎｔ



Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ，ＬＺ－ＢＲＮＮ），用双向循环神经网络

ＢＲＮＮ 来处理高光谱图像的序列数据，减少时间成

本，并引入三重注意力机制来提升网络模型的精确

度。

１　 本文算法

本文提出一种基于 ＲＮＮ 及多重注意力机制融

合的网络模型（ＬＺ－ＢＲＮＮ），网络框架流程如图 １ 所

示。 图 １ 中，模型用双向循环神经网络（ＢＲＮＮ）来

处理高光谱图像的序列数据，减少时间成本，同时引

入三重注意力机制，通过三分支结构捕获跨维度交

互来计算注意力权重，用来提高整个网络模型分类

的精确度。
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图 １　 ＬＺ－ＢＲＮＮ 网络框架流程图

Ｆｉｇ． １　 ＬＺ－ＢＲＮＮ ｎｅｔｗｏｒｋ ｆｒａｍｅｗｏｒｋ ｆｌｏｗｃｈａｒｔ

１．１　 双向循环神经网络

ＢＲＮＮ 的基本思想是提出每一个训练序列向前

和向后分别是 ２ 个循环神经网络（ＲＮＮ），而且这 ２
个都连接着一个输出层。 该结构给输出层输入序列

中提供每一个点的完整的过去和未来的上下文信

息。 文中给出 ＢＲＮＮ 隐藏层和输出层的计算公式

分别如下：
Ｓｔ ＝ ｆ Ｕ１·Ｘ ｔ ＋ Ｗ１·Ｘ ｔ －１( ) （１）
Ｓ′

ｔ ＝ ｆ Ｕ２·Ｘ ｔ ＋ Ｗ２·Ｘ ｔ ＋１( ) （２）
Ｏｔ ＝ ｇ Ｖ１·Ｓｔ ＋ Ｖ２·Ｓ′

ｔ( ) （３）

１．２　 Ｔｒｉｐｌｅｔ Ａｔｔｅｎｔｉｏｎ 模型

深 度 学 习 中 的 注 意 力 机 制 （ Ａｔｔｅｎｔｉｏｎ
Ｍｅｃｈａｎｉｓｍ， ＡＭ）是根据重要性给图像不同部分分

配不同的权重，有助于忽略掉不重要的特征信息。
本文引用三重注意力机制（Ｔｒｉｐｌｅｔ Ａｔｔｅｎｔｉｏｎ，ＴＡ），由
３ 个分支组成。 其中，２ 个用于捕获通道 Ｃ 和空间 Ｈ
或 Ｗ 之间的跨维交互，第 ３ 个分支发挥着类似卷积

注意力模块（ＣＢＡＭ）的作用。 ＴＡ 模型设计原理如

图 ２ 所示。
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图 ２　 Ｔｒｉｐｌｅｔ Ａｔｔｅｎｔｉｏｎ 模型原理图
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２　 实验结果与分析

所有实验的硬件设备均在 Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ）
ｉ７－ １０８７０Ｈ ＣＰＵ ＠ ２． ２０ ＧＨｚ ２． ２１ ＧＨｚ 处理器，
Ｎｖｉｄｉａ ＧｅＦｏｒｃｅ ＲＴＸ ２０７０ＭＱ 显卡的系统上运行的。
同时，主机选用 Ｗｉｎｄｏｗｓ１０ 操作系统，运行环境为

Ｐｙｔｈｏｎ３．６，Ｔｏｒｃｈ１．１０．０＋ＣＵ１０２。
２．１　 实验数据集描述

为了验证本文方法的有效性，在高光谱图像的

２ 个公开数据集、即 Ｂｏｔｓｗａｎａ 和 ＰａｖｉａＣ 上进行实

验。 其中，Ｂｏｔｓｗａｎａ 数据集像素分辨率为 ３０ ｍ，包
含 １４５ 个可用于高光谱图像分类的波段，数据涵盖

了 １４ 种 地 物 类 别， 分 别 是 Ｗａｔｅｒ、 Ｈｉｐｐｏ ｇｒａｓｓ、
Ｆｌｏｏｄｐｌａｉｎ ｇｒａｓｓｅｓ１ 等。 ＰａｖｉａＣ 数据集经过处理后共

有 １０２ 个可用波段，数据包含了 ９ 种地物类别，分别

是 Ｗａｔｅｒ、Ｔｒｅｅｓ、Ａｓｐｈａｌｔ 等。
２．２　 实验参数设置以及对照实验

本次 实 验 的 主 要 评 价 指 标 有： 迭 代 次 数

（ｅｐｏｃｈ）、训练集划分（ ｔｒａｉｎｉｎｇ＿ｓａｍｐｌｅ） 以及学习率

（ ｌｅａｒｎｉｎｇ＿ｒａｔｅ），经过多次实验，最终将测试集和训

练 集 各 取 样 本 数 据 的 ５０％，ｅｐｏｃｈ 取 ２００，
ｌｅａｒｎｉｎｇ＿ｒａｔｅ 设置为 ０．００１，在实验中能取得更好的

结果。
本文实验主要与传统分类方法、如 ＳＶＭ［１２］，以

及近年来在高光谱图像分类问题中常用的算法进行

比较，如 ＲＮＮ［１３］、３Ｄ－ＦＣＮ［１４］、３Ｄ－ＣＮＮ［１５］。 根据高

光谱常用的衡量精度指标：总体分类精度（Ｏｖｅｒａｌｌ
Ａｃｃｕｒａｃｙ， ＯＡ） 以及 Ｋａｐｐａ 系数进行分类精度比

较［１６］，同时还要计算每次分类所用时间，用来验证

分类的实时性。
２．３　 实验结果与分析

在参数设定的基础上，分别在 Ｂｏｔｓｗａｎａ、ＰａｖｉａＣ
数据集上各进行 １０ 次实验，最终实验结果取平均

值， 表 １ 为 Ｂｏｔｓｗａｎａ 数据集实验分类结果。

表 １　 Ｂｏｔｓｗａｎａ 数据集分类结果

Ｔａｂ． １　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ Ｂｏｔｓｗａｎａ ｄａｔａｓｅｔ

ｃｌａｓｓ ＳＶＭ ＲＮＮ ３Ｄ－ＦＣＮ ３Ｄ－ＣＮＮ ＬＺ－ＲＮＮ

Ｗａｔｅｒ １．０００ ０．９９６ １．０００ １．０００ １．０００

Ｈｉｐｐｏ ｇｒａｓｓ ０．９７１ ０．９９０ １．０００ ０．９７０ ０．９９０

Ｆｌｏｏｄｐｌａｉｎ ｇｒａｓｓｅｓ１ ０．９６７ ０．９９２ ０．９９２ １．０００ １．０００

Ｆｌｏｏｄｐｌａｉｎ ｇｒａｓｓｅｓ２ ０．９１８ ０．９６８ ０．９８２ １．０００ １．０００

Ｒｅｅｄｓ ０．８８２ ０．９０３ ０．９３８ ０．９５６ ０．９６０

Ｒｉｐａｒｉａｎ ０．６９１ ０．８７０ ０．９３３ ０．９４５ ０．９３０

Ｆｉｒｅｓｃａｒ ０．９８５ １．０００ １．０００ １．０００ １．０００

Ｉｓｌａｎｄ ｉｎｔｅｒｉｏｒ ０．７７１ ０．９９０ ０．９６９ １．０００ ０．９９４

Ａｃａｃｉａ ｗｏｏｄｌａｎｄｓ ０．８５０ ０．９４３ ０．９７５ ０．９８１ ０．９８５

Ａｃａｃｉａ ｓｈｒｕｂｌａｎｄｓ ０．７０２ ０．９６３ ０．９５６ ０．９９２ ０．９９５

Ａｃａｃｉａ ｇｒａｓｓｌａｎｄｓ ０．７７３ ０．９７４ ０．９７１ ０．９９３ ０．９９８

Ｓｈｏｒｔ ｍｏｐａｎｅ ０．９９４ ０．９２０ ０．９１０ ０．９８９ １．０００

Ｍｉｘｅｄ ｍｏｐａｎｅ ０．９０８ ０．９２７ ０．９２４ ０．９９３ ０．９８４

Ｅｘｐｏｓｅｄ ｓｏｉｌｓ ０．８５４ ０．９７９ ０．９８９ １．０００ １．０００

ＯＡ ／ ％ ８７．１３ ９５．５７ ９６．５５ ９８．６５ ９８．８２

Ｋａｐｐａ ０．８６０ ０．９５２ ０．９６３ ０．９８５ ０．９８６

Ｔｉｍｅ ／ ｓ ６５．３ ４６．２ ２１８．０ ５７２．０ ７４．０

　 　 由表 １ 可以得出，在 Ｂｏｔｓｗａｎａ 数据集上，本文

所提出的方法在精度上高于 ＳＶＭ 和普通的循环神

经网络以及 ３Ｄ－ＦＣＮ 网络模型，在 ＯＡ和Ｋａｐｐａ值上

高于三者，比改进后的 ３Ｄ－ＣＮＮ 略高一点。 在分类

耗费时间成本上，ＲＮＮ 用时最短，也表现出了 ＲＮＮ

处理时序数据的优越性，随着网络层数的增加，３Ｄ－
ＣＮＮ 虽然在精度上要高于 ３Ｄ－ＦＣＮ、但用时更长，
ＬＺ－ＲＮＮ 在 ＲＮＮ 基础上进行改良，使得整体时间成

本仍在可接受范围内。 图 ３ 为不同模型在 Ｂｏｔｓｗａｎａ
数据集上的分类结果。

０３１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



（a）Ground-truthmap（b）SVM （c）RNN （d）3D-FCN （e）3D-CNN （f）LZ-RNN

图 ３　 不同模型在 Ｂｏｔｓｗａｎａ 数据集分类结果图

Ｆｉｇ． ３　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｇｒａｐｈ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｉｎ ｔｈｅ Ｂｏｔｓｗａｎａ ｄａｔａｓｅｔ

　 　 图 ３（ａ）是在 Ｂｏｔｓｗａｎａ 数据集取波段为（７５，３３，
１５）得到的真值图。 用红色选框标注的是通过模型

分类与真值有偏差的区域，随着模型的不断优化，出
错区域明显越来越少，这也与表 １ 得出的数据相吻

合。

第二组实验是在 Ｐａｖｉａ Ｃｅｎｔｅｒ 数据集上进行，
由于该数据集像素点远高于 Ｂｏｔｓｗａｎａ 数据集，分类

所需时间也有所增加，在本次实验中将迭代次数

ｅｐｏｃｈ 设为 １００，其他参数不变，表 ２ 为 ＰａｖｉａＣ 数据

集实验分类结果。
表 ２　 ＰａｖｉａＣ 数据集分类结果

Ｔａｂ． ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ＰａｖｉａＣ ｄａｔａｓｅｔ

ｃｌａｓｓ ＳＶＭ ＲＮＮ ３Ｄ－ＦＣＮ ３Ｄ－ＣＮＮ ＬＺ－ＲＮＮ

Ｗａｔｅｒ ０．９８５ ０．９９９ １．０００ ０．９９６ ０．９９９

Ｔｒｅｅｓ ０．８６３ ０．９１５ １．０００ ０．９７０ ０．９７５

Ａｓｐｈａｌｔ ０．３６８ ０．８２３ ０．９９２ ０．９１５ ０．９３０

Ｓｅｌｆ－Ｂｌｏｃｋｉｎｇ Ｂｒｉｃｋｓ ０．３０２ ０．５０２ ０．９８２ ０．８００ ０．８５２

Ｂｉｔｕｍｅｎ ０．４３９ ０．８４１ ０．９３８ ０．９３５ ０．９５９

Ｔｉｌｅｓ ０．９１９ ０．８６６ ０．９３３ ０．９８０ ０．９７０

Ｓｈａｄｏｗｓ ０．８８７ ０．８３２ １．０００ ０．９７０ ０．９５３

Ｍｅａｄｏｗｓ ０．９４８ ０．８９６ ０．９６９ ０．９９６ ０．９９８

Ｂａｒｅ Ｓｏｉｌ ０．７１４ ０．８８８ ０．９７５ ０．９９９ ０．９９８

ＯＡ ／ ％ ０．９１６ ９６．６４ ９６．５５ ９８．１２ ９８．６８

Ｋａｐｐａ ０．８７９ ０．９５３ ０．９６３ ０．９７３ ０．９８１

Ｔｉｍｅ ／ ｍｉｎ １５．６０ １３．３３ ６６．７５ １３３．５０ ２０．０８

　 　 从表 ２ 可以得出，在 ＰａｖｉａＣ 数据集上，本文提

出的 ＬＺ－ＲＮＮ 模型在 ＯＡ 值和 Ｋａｐｐａ 值上高于其他

算法。 由于 ＰａｖｉａＣ 图像的像素点远高于 Ｂｏｔｓｗａｎａ
数据，但 ＲＮＮ 模型仍能在较短的时间内进行分类，
且在精度上略高于 ＣＮＮ 模型。 而通过改良得到的

ＬＺ－ＲＮＮ 提升了原模型的精度。 图 ４ 为不同模型在

ＰａｖｉａＣ 数据集上的分类结果。
　 　 图 ４（ａ）是在 ＰａｖｉａＣ 数据集取波段为（５５，４１，

１２）得到的真值图。 用红色选框标注的是通过模型

分类与真值有偏差的区域。 随着模型的不断优化，
出错区域明显越来越少，图像上冗余斑点也越来越

少。 实验证明，本文提出的 ＬＺ－ＲＮＮ 模型对于大部

分地物类别的分类均取得了良好的效果，有多个地

物类别的效果达到 ９９．９％，既保证了精度，又将时间

成本控制在可接受的范围内。
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（ａ） Ｇｒｏｕｎｄ－ｔｒｕｔｈ ｍａｐ　 　 　 　 　 　 　 （ｂ） ＳＶＭ　 　 　 　 　 　 　 　 　 （ｃ） ＲＮＮ　 　 　

（ｄ） ３Ｄ－ＦＣＮ　 　 　 　 　 　 　 　 （ｅ） ３Ｄ－ＣＮＮ　 　 　 　 　 　 　 　 （ ｆ） ＬＺ－ＲＮＮ
图 ４　 不同模型在 ＰａｖｉａＣ 数据集分类结果图

Ｆｉｇ． ４　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｇｒａｐｈ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｉｎ ｔｈｅ ＰａｖｉａＣ ｄａｔａｓｅｔ

３　 结束语

本文提出了一种基于循环神经网络和多重注意

力机制的高光谱图像分类模型，网络结构简单且有

效，模型用双向循环神经网络（ＢＲＮＮ）来处理高光

谱图像的序列数据，降低了时间成本，引入多重注意

力机制来提升分类精度，通过实验对比，证明本文提

出的方法能够在较短的时间内完成高光谱图像分类

任务，且展现出优秀的分类性能。
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