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基于 ＭＭ－Ｎｅｔ 的阀芯外表面缺陷检测

熊鑫州， 肖子遥， 朱肖磊， 叶　 沐

（上海工程技术大学 机械与汽车工程学院， 上海 ２０１６２０）

摘　 要： 阀芯是喷油器的重要组成部分，复杂的加工工艺与加工环境会导致部分阀芯出现多种形态的生产缺陷，传统的人工

目检存在主观性强、检测效率低等缺陷。 基于此，本文提出一种基于 ＭＭ－Ｎｅｔ 的阀芯外表面缺陷检测方法，所提出的 ＭＭ－
Ｎｅｔ 检测模型由基于注意力机制的金字塔逐级多层次特征提取模块、多尺度特征融合模块等 ４ 个模块组成，多个模块的组合

有效实现了对阀芯外表面缺陷特征的提取、提纯与融合，并在判别缺陷类型的同时实现了对瑕疵位置的定位。 最后通过对比

实验，验证了本文所提出方法在阀芯外表面缺陷检测方面的优势。
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０　 引　 言

阀芯作为汽车喷油器的核心部件，主要的作用

就是控制燃油在喷油器中的流动，但其在加工过程

中由于工艺流程、加工环境等问题容易产生阀芯外

表碎屑残留、夹持力度过大导致外表夹伤等缺陷，而
这些瑕疵就会直接影响燃油的流动，严重情形下还

会直接造成喷油嘴通孔堵塞引发故障。 原始的人工

目检存在成本高、检测效率低、主观性及经验性较强

等不足，基于机器视觉的无接触式自动化检测技术

近年来在工业领域得到了广泛应用［１－２］。 郝淑丽等

人［３］通过将待检测金属图像与模板相减进行匹配，
并通过灰度直方图做特征提取，以 ＳＶＭ 做分类器实

现对细小瑕疵的识别。 董家顺等人［４］ 根据钢管外

形特点设计了由线阵相机、线阵光源等组成的整体

检测平台，并用改进的 Ｋ－ｍｅａｎｓ 算法对预处理后的

灰度图片做正反求和，实现对缺陷的分割。 Ｋａｎ 等

人［５］针对激光焊接缺陷，提出了线性回归与 ＳＶＭ 相

结合的分级识别方法。 Ｈｏｎｅｙｗｅｌｌ 公司使用线阵

ＣＣＤ 相机来采集图像，设计了一种基于句法模式识

别理论的并行图像处理机和分类算法的瑕疵识别系

统［６］。 以上所提检测方法虽然能够有效识别缺陷，
但存在需要手动构建特征向量或无法实现在准确识

别瑕疵类型的同时确定瑕疵的具体位置等问题。 随

着深度学习技术的深入研究，基于深度学习的缺陷

检测技术也随即成为了学界的一个热门研究方向。
Ｈｕａｎｇ 等人［７］围绕金属制品提出了一种 ＣＮＮ 缺陷

检测结构， 并利用对抗神经解决小样本问题。
Ｈｕａｎｇ 等人［８］ 在级联 Ｒ－ＣＮＮ 的基础上，提出了一

种新的多尺度特征对的特征提取方法，并将其应用

于金属罐头产品的缺陷检测。 文献［９－１１］针对钢

材的外表面缺陷提出了不同的深度学习检测模型。
Ｘｕ 等 人［１２］ 针 对 金 属 表 面 缺 陷， 优 化 了 原 始

ＹＯＬＯｖ３［１３］的模型结构，将原始模型的浅层特征与



深层特征做连接融合。 虽然以上这些深度学习模型

能够解决手动提取特征的缺陷，但是金属表面的微小

瑕疵却会引发检测准确率不高、缺陷区域无法识别或

识别不精准等问题，直接影响后续的人工复核。
针对上述问题，本文提出了基于 ＭＭ－Ｎｅｔ 的阀

芯外表面缺陷检测模型，该模型由基于注意力机制

的金字塔逐级多层次特征提取模块、多尺度特征融

合模块等 ４ 个模块组成，多个模块的组合在有效提

取金属外表面缺陷的同时实现高级语义特征与低级

纹理特征的有效融合，并能在识别瑕疵类型的同时

确定瑕疵在图片中的位置，最后通过实验，结果显示

了该模型的有效性与可行性。

１　 基于ＭＭ－Ｎｅｔ的阀芯外表面缺陷检测模型

为了有效确定阀芯外表面缺陷的位置以及有效

识别缺陷的类型，本文基于金字塔多尺度特征融合、
特征提纯以及注意力机制提出 ＭＭ－Ｎｅｔ 模型，实现

对缺陷以像素水平的检测。 该深度 ＣＮＮ 网络主要

包括 ４ 个模块，分别是：基于注意力机制的金字塔逐

级多层次特征提取模块、多尺度特征融合模块、特征

增强与提纯模块和特征提纯与融合模块。 具体结构

如图 １ 所示。 对此拟展开研究分述如下。
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图 １　 ＭＭ－Ｎｅｔ 阀芯外表面缺陷检测模型

Ｆｉｇ． １　 ＭＭ－Ｎｅｔ ｓｐｏｏｌ ｏｕｔｅｒ ｓｕｒｆａｃｅ ｄｅｆｅｃｔ ｄｅｔｅｃｔｉｏｎ ｍｏｄｅｌ

１．１　 基于注意力机制的金字塔逐级多层次特征提

取模块

多级特征提取模块为了获取阀芯外表面图片上

更多需要关注的目标瑕疵的细节信息，能够抑制其

他无用背景信息的干扰，通过自动计算不同特征层、
特征区域的重要程度分配不同大小的权重，特征层

或特征区域越重要、所分配的权重就越大。 本文采

用基于注意力优化的 ＲｅｓＮｅｔ５０ 特征提取网络提取

不同层次的阀芯外表面特征见表 １。 由表 １ 可知，
该特征提取子网络主要由 １ 个输入层和 ５ 个卷积块

组成。

表 １　 特征提取网络

Ｔａｂ． １　 Ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｎｅｔｗｏｒｋ

Ｎｅｔｗｏｒｋ Ｉｎｐｕｔ ｌａｙｅｒ Ａ － Ｃｏｎｖ１ Ａ － Ｃｏｎｖ２ Ａ － Ｃｏｎｖ３ Ａ － Ｃｏｎｖ４ Ａ － Ｃｏｎｖ５

Ａ－ＲｅｓＮｅｔ５０ ２２４×２２４×１
［７×７，６４］
ｓｔｒｉｄｅ ＝ ２

３ × ３ ｍａｘ ｐｏｏｌ．ｓｔｒｉｄｅ ＝ ２

１×１，６４
３×３，６４
１×１，２５６

é

ë

ê
êê

ù

û

ú
úú
×３

１×１，１２８
３×３，１２８
１×１，５１２

é

ë

ê
êê

ù

û

ú
úú
×４

１×１，２５６
３×３，２５６
１×１，１ ０２４

é

ë

ê
êê

ù

û

ú
úú
×６

１×１，５１２
３×３，５１２
１×１，２ ０４８

é

ë

ê
êê

ù

û

ú
úú
×３

Ｏｕｔｐｕｔ ｓｉｚｅ １ ０２４×６４×１ ５１２×３２０×６４ ２５６×１６０×２５６ １２８×８０×５１２ ６４×４０×１ ０２４ ３２×２０×２ ０４８

　 　 首先，将预处理后的原始图片输入至特征提取网

络，尺寸为 １ ０２４×６４０×１（１ ０２４， ６４０， １ 分别表示图片

的宽、高和通道数），再通过 Ａ－Ｃｏｎｖ１ ～ Ａ－Ｃｏｎｖ５ 从

下至上地提取包含不同纹理以及语义等信息的多尺

度特征， Ａ－Ｃｏｎｖ１ ～ Ａ－Ｃｏｎｖ５ 均由基于注意力优化

的残差卷积单元（ｒｅｓｉｄｕａｌ ｕｎｉｔ）组成 （Ａ－ＣｏｎｖＸ），每

３２１第 １２ 期 熊鑫州， 等： 基于 ＭＭ－Ｎｅｔ 的阀芯外表面缺陷检测



一个Ａ－ＣｏｎｖＸ块会对图像做 ２ 倍的降采样，随着特征

图尺度的下降，通道数会成倍增加，细节如图 ２（ａ）所
示。 其中，残差卷积单元由一系列卷积层、特征归一

化层（ＢＮ）和激活函数层（采用 ＲｅＬＵ 作为激活函数）
组成，注意力机制单元由空间注意力模块和通道注意

力模块组成，利用通道注意力模块增加含有目标瑕疵

特征图的通道权重，利用通道注意力模块增加特征图

上瑕疵所在区域的权重。
对于通道注意力模块，先分别通过全局平均池

化（ ｇｌｏｂａｌ ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ， ＧＡＰ） 和全局最大池化

（ｇｌｏｂａｌ ｍａｘ ｐｏｏｌｉｎｇ，ＧＭＰ）对输入的残差单元的特

征 ＦＣｏｎｖＸ 进行空间方向的压缩聚合，提取各通道的

全局特征（特征图大小为 １×１× Ｃ）， 同时产生 ２ 个

向量： Ｖｃ
ａｖｇ，Ｖｃ

ｍａｘ， 再各通过 ２ 个 １×１ 的多层感知器

（ＭＬＰ）分别对 ２ 个向量做卷积，增加通道间的相关

性，并将获得的特征向量送入 Ｓｉｇｍｏｉｄ 激活函数，将
向量中的值映射到［０，１］之间，生成注意力向量，且
两注意力向量长度相等；最后，进行逐元素地对应相

加求和合并，生成最终的通道注意力特征向量 Ｆｃ。
向量中的数值为对应通道的权重，值的大小显示了

输入残差单元不同通道特征的重要程度，数值越大

说明与之相对应的特征通道信息越重要。 Ｆｃ 的计算

方式如下：
Ｆｃ ＝ σ（ＭＬＰ（φ（ＦＣｏｎｖＸ）ＡｖｇＰ））􀱇σ（ＭＬＰ（φ（ＦＣｏｎｖＸ）ｍａｘＰ））＝
　 　 　 σ（ＭＬＰ（Ｖｃ

ａｖｇ）） 􀱇 （ＭＬＰ（Ｖｃ
ｍａｘ）） （１）

其中， φ （·） ＡｖｇＰ，φ （·）ＭａｘＰ 分别表示全局平均池

化与全局最大池化操作；“ 􀱇 ”表示两特征图上的

特征元素对应相加； σ（·） 表示 Ｓｉｇｍｏｉｄ 函数。
通道注意力模块虽然能够显示不同通道特征的

重要程度，但却不能提供瑕疵在特征图上的位置信

息。 因此，本文引入空间注意力模块来辅助定位瑕

疵特征的目标位置信息，并抑制特征图上的其他背

景及噪声信息的干扰。 在空间注意力模块中，首先

利用平均池化和最大值池化获得输入的特征图上

（ＦＣｏｎｖＸ） 各像素点沿空间维度的均值和最大值，并
组成 ２ 个新的特征向量 Ｖｓ

ａｖｇ 和 Ｖｓ
ｍａｘ， 接着对两特征

通过相加进行求和，再通过 Ｓｉｇｍｏｉｄ 函数，获得最终

的空间注意力特征 Ｆｓ。 Ｆｓ 的值越大，说明特征图上

对应像素点信息对检测越重要。 Ｆｓ 的计算公式可表

示为：
Ｆｓ ＝ σ（φ（ＦＣｏｎｖＸ） Ａｖｇ 􀱇 φ（ＦＣｏｎｖＸ）Ｍａｘ） ＝

σ（Ｖｓ
ａｖｇ 􀱇 Ｖｓ

Ｍａｘ） （２）
　 　 其中， φ （·） Ａｖｇ，φ （·）Ｍａｘ 分别表示平均池化和

最大池化。
由此得到的基于注意力机制和残差块的特征提

取方式如下：
　 Ｆ ｊ ＝ ＦＣｏｎｖＸ 􀱋 Ｆｃ 􀱋 Ｆｓ ＋ ＦＣｏｎｖＸ 　 ｊ ＝ ０，１，…，４

（３）
其中，“ 􀱋 ”表示特征图上对应像素点相乘。

W?H?C

W?H?1 1?1?C

W?H?C

SpatialAttention

ChannelAttention

Sigmoid

（b）通道注意力模块

（c）空间注意力模块

BN+Relu

BN+Relu

Sigmoid

Sigmoid

（a）基于注意力的残差块

Channel
Attention

ConvX

Conv1?1

Conv1?1 Conv1?1

Conv1?1

Average

Max
BN+ReLu

GAP

GMP

Spatial
Attention

图 ２　 ３ 个模块的结构设计

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒａｌ ｄｅｓｉｇｎ ｏｆ ｔｈｒｅｅ ｍｏｄｕｌｅｓ

１．２　 多尺度特征融合模块

由多层次特征提取模块自上而下地生成含有不

同上下文信息及空间分辨率的 ５ 个特征图 Ｆ ｊ（ ｊ ＝ １，
２，…，５）， 由于部分阀芯的外表面瑕疵本身具有的

像素信息较少，或瑕疵区域很小，在下采样的过程中

极易被丢失，为了准确地识别缺陷，有必要利用尽可

能多的纹理以及语义信息。 为此采用特征融合模块

（Ｆｅａｔｕｒｅ ｍｅｒｇｉｎｇ ｍｏｄｕｌｅ，ＦＭＭ）对由多层次特征提

取模块自上而下所生成的含有不同上下文信息及空

间分辨率的 ４ 个特征图 Ｆ ｊ（ ｊ ＝ ２，…，５） 进行进一步

的融合（由于 Ｆ０ 层含有的重要信息较少、所以特征

融合时不做考虑），特征融合模块如图 ３ 所示。 通
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过融入使各级特征包含更多的缺陷细节信息和高级

语义信息，便于缺陷的定位和细节恢复。 ４ 个特征

层可以用特征集 Ｆ ＝ （Ｆ２，Ｆ３，Ｆ４，Ｆ５） 表示，ＦＭＭ 会

合并相邻的特征图并生成新的特征集 Ｆ′ ＝ （Ｆ′
２，

Ｆ′
３，Ｆ′

４ ）， 具体过程如下：
Ｓｔｅｐ １　 低分辨率的 Ｆ５ 先通过线性插值进行 ２

倍的上采样，并利用大小为 １×１ 的卷积调整通道

数，使得 Ｆ５ 的通道数和分辨率与 Ｆ４ 相同，再通过对

应像素点相加实现 Ｆ５ 与 Ｆ４ 的融合，生成新的特征

为 Ｆ４
′。
Ｓｔｅｐ ２　 利用 ＦＭＭ 将 Ｆ４

′ 与 Ｆ３ 融合得到特征

Ｆ３
′， 并用相同的方法得到特征 Ｆ２

′。

co
nv

1?
12?UpsampleFj

Fj+1

Out

图 ３　 特征融合模块

Ｆｉｇ． ３　 Ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

１．３　 特征增强与提纯模块

最高级别的特征含有丰富的语义特征，以及更

强的分辨能力，同时高级的特征神经元具有更大的

感受野，能够获得更多的语义信息，有利于对阀芯表

面大型瑕疵的检测。 为了更加充分利用该层的特征

信息，提高检测精度，本文提出了基于子像素卷积

（ｓｕｂ－ｐｉｘｅｌ ｃｏｎｖｏｌｕｔｉｏｎ）和注意力机制的特征增强和

提 纯 模 块 （ Ｆｅａｔｕｒｅ Ｅｎｈａｎｃｅｍｅｎｔ ａｎｄ ｐｕｒｉｆｉｃａｔｉｏｎ
ｍｏｄｕｌｅ，ＦＥＰ），ＦＥＰ 的核心结构如图 ４ 所示。 ＦＥＰ
的核心思想是利用子像素卷积实现对特征图 Ｆ５ 长、
宽的改变，便于和各低维度特征能够直接实现融合，
并通过通道注意力模块对由子像素卷积产生的特征

图做进一步提纯，从而生成更有鉴别能力的特征。
具体过程如下：

Ｓｔｅｐ １　 假设输入特征图的尺度为 ｗ × ｃ × ｈ，
先通过子像素卷积改变输入特征图的形状，用 Ｃ１ 表

示改变形状后的特征图， Ｃ１ 的尺度为 ２ｗ × ２ｃ ×
ｈ ／ ４， 为了使 Ｃ１ 中更多有效信息得到保留，并抑制

无效信息流动到下一阶段，再次引入注意力机制。
在注意力模块中，将利用 １×１ 的卷积改变特征图的

通道数，使其和 Ｃ１ 的通道数相同，随后通过图 ２（ｃ）
的注意力模块获得 Ａ１， 再通过 Ａ１ 和特征图的对应

通道相乘获得最终结果 Ｆ１
ｓｕｂ。 此处需用到的数学公

式为：
Ｆ１

ｓｕｂ ＝ ϕ（ｃｏｎｖ （Ｆ５） １×１） 􀱋 ｓｕｂ － ｐｉｘＣｏｎ（Ｆ５） ＝
Ａ１ 􀱋 Ｃ１ （４）

Ｓｔｅｐ ２　 再采用与 Ｓｔｅｐ１ 相类似的方法分别获

得 Ｆ２
ｓｕｂ、Ｆ３

ｓｕｂ。

4W?4H?C/16

2W?2H?C/4

8W?8H?C/64

sub-pixelconv

sub-pixelconv

sub-pixelconv

W?H?C

图 ４　 特征增强与提纯模块

Ｆｉｇ． ４　 Ｆｅａｔｕｒｅ ｅｎｈａｎｃｅｍｅｎｔ ａｎｄ ｒｅｆｉｎｅｍｅｎｔ ｍｏｄｕｌｅ

１．４　 特征提纯与融合模块

特征融合模块虽然实现了特征的自上而下的融

合，但是最高特征层只是将高级语义特征向下输出，
由于没有下层纹理等细节信息的向上融合，就不能

从其他特征中获益，因而并不适用于对小目标的检

测场景。 为了进一步融合高维特征与低维特征，使
得所提取的特征更丰富，以及高层语义特征中能够

融合到低层纹理信息，本文采用特征提纯与融合模

块（Ｆｅａｔｕｒｅ ｐｕｒｉｆｉｃａｔｉｏｎ ａｎｄ ｆｕｓｉｏｎ ｍｏｄｕｌｅ，ＦＰＦ），如
图 ５ 所示。

Highlevelfeature Purifiedfeature Outputfeature

Channelattention
block

Lowlevelfeature2?downsample

图 ５　 特征提纯与融合模块

Ｆｉｇ． ５　 Ｆｅａｔｕｒｅ ｐｕｒｉｆｉｃａｔｉｏｎ ａｎｄ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

　 　 具体过程如下：
Ｓｔｅｐ １　 通过大小为 ３×３ 的卷积核对低水平特

征 Ｆｌｏｗ 做卷积的下采样操作得到 Ｆｄ
ｌｏｗ， 卷积核每次

在特征图上的移动步长为 ２，卷积完成后特征图的

大小的通道数和高水平特征 Ｆｈｉｇｈ 相同。
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Ｓｔｅｐ ２　 通过通道注意力模块对 Ｆｌｏｗ 做特征压

缩，得到权重特征向量 Ｖｃ
ｌｏｗ，再将 Ｖｃ

ｌｏｗ 作用于 Ｆｈｉｇｈ 得

到特征 Ｆｃ
ｈｉｇｈ，Ｆｃ

ｈｉｇｈ 通过空间注意力得到的特征向量

Ｖｓ
ｈｉｇｈ 会反作用于 Ｆｄ

ｌｏｗ 得到 Ｆｓ
ｌｏｗ， 基于此再将 Ｆｃ

ｈｉｇｈ 和

Ｆｓ
ｌｏｗ 的特征对应像素点相加得到提纯与融合的特征

ＦＦＰＦ。 这里可由如下公式进行数学描述：
　 ＦＦＰＦ ＝ Αｃ（Ｗ３×３∗ Ｆ ｌｏｗ） 􀱋 Ｆｈｉｇｈ（１ ＋ Αｓ 􀱋
　 　 （Ｗ３×３∗ Ｆｌｏｗ）） ＝ Ｆｃ

ｈｉｇｈ 􀱇 Ｆｓ
ｌｏｗ （５）

其中， Αｃ 与 Αｓ 分别表示通道注意力和空间注

意力操作，“ ∗ ”为卷积操作。
为了整个网络的参数能够通过不断迭代调整到

最优值，本文采用二元交叉熵损失函数，即：

　 Ｌ（ｙ，ｙ^） ＝ － １
Ｎ∑

Ｎ

ｉ ＝ １
［ｙ·ｌｏｇｙ^ ＋ （１ － ｙ）ｌｏｇ（１ － ｙ^）］

（６）

其中， ｙ，ｙ^ 分别表示样本的真实值与预测值， Ｎ
为一个 ｂａｔｃｈ ｓｉｚｅ 中的样本数。

２　 实验与分析

２．１　 工作站配置

为了验证本文所提出 ＭＭ－Ｎｅｔ 模型在阀芯外表

面缺陷检测的有效性与可行性，接下来通过实验和

对比分析进行验证测试。 验证测试在实验室的工作

站上进行，工作站的配置细节见表 ２。
表 ２　 工作站配置

Ｔａｂ． ２　 Ｗｏｒｋｓｔａｔｉｏｎ ｃｏｎｆｉｇｕｒａｔｉｏｎ

硬件名称 型号

ＣＰＵ Ｉｎｔｅｌ Ｃｏｒｅ ｉ７－９８００Ｘ ＠ ３．８０ ＧＨｚ

ＧＰＵ ＧＴＸ２０８０ｔｉ

内存 Ｕｂｕｎｔｕ ３２ Ｇ １８．０４ ＬＴＳ

Ｐｙｔｏｒｃｈ－ＧＰＵ １．８．１

２．２　 数据集与评价指标

为了验证本文所提模型的有效性，根据企业的

实际需求将瑕疵类型分为：脏污、夹伤、外表粗糙、电
化学腐蚀、划伤五类，其中脏污、夹伤、电化学腐蚀、
划伤对阀芯本身的影响是不可逆的，而外表粗糙可

通过打磨返修后二次使用。 所采集的图片分辨率为

２ ０４８×２ ４４８，图片格式为 ＪＰＧ 格式，位深度为 ８，通
道数为 １，各类别瑕疵图片数目见表 ３。
　 　 由于原始图片过大，如果直接输入模型进行训

练和测试，会因为图片分辨率过高影响训练与推理

速度，所以先利用 ＯｐｅｎＣＶ 的 ｔｈｒｅｓｈｏｌｄ、ｆｉｎｄＣｏｎｔｏｕｒｓ
等模块对图片做预处理提取 ＲＯＩ 区域。 预处理后

的分辨率为 １ ０２４×６４０，各类预处理后阀芯外表面

的瑕疵图片如图 ６ 所示。
表 ３　 各类瑕疵样本数

Ｔａｂ． ３　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓａｍｐｌｅｓ ｏｆ ｖａｒｉｏｕｓ ｄｅｆｅｃｔｓ

瑕疵类型 样本数目

脏污 ４９６

夹伤 ６１５

划伤 ３２７

外表粗糙 ３５１

电化学腐蚀 ５７１

总数 ２ ３６０

（e）脏污

（c）电化学腐蚀 （d）划伤

（a）外表粗糙 （b）夹伤

图 ６　 预处理后的各类瑕疵特征

Ｆｉｇ． ６　 Ｖａｒｉｏｕｓ ｄｅｆｅｃｔ ｆｅａｔｕｒｅｓ ａｆｔｅｒ ｐｒｅｐｒｏｃｅｓｓｉｎｇ

　 　 由于深度学习是基于大数据的，在训练过程中

需要大量的图片提取足够丰富的特征供整个模型学

习，防止模型产生欠拟合。 本次实验采用旋转、缩
放、裁剪、Ｍｏｓｉａｃ 及 ＣｕｔＭｉｘ 对原始各瑕疵流类型的

样本量进行数据增广，增广后的样本总量为 ３５ ０００
张，并按照 ９ ∶ １ 的比例划分为训练集及测试集。 文

中选择以精确率（Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ） 和平

均交并比（ＭＩｏＵ） 作为最终模型检测性能的评价指

标。
２．３　 结果分析

模型训练的初始学习率为 ０．００１，学习率的衰减

方式为余弦退火衰减，优化器为带有动量的 ＳＧＤ 算

法，其中的衰减系数设置为 ０．９， Ｂａｔｃｈ ｓｉｚｅ为８，整体

模型共迭代 ８００ 个 Ｅｐｏｃｈｓ。
　 　 图 ７ 显示了夹伤、划伤两种不同缺陷类型的检

测结果。 从结果上看，ＭＭ－Ｎｅｔ 均取得了良好的分

割效果，较为准确地识别了缺陷在图片中的位置。
　 　 为了进一步验证与评估本文所提检测模型 ＭＭ－
Ｎｅｔ 对阀芯外表面缺陷检测的性能，本文将 ＭＭ－Ｎｅｔ
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模 型 与 ＦＣＮ、 ＵＮｅｔ、 ＤｅｅｐＬａｂｖ３、 ＥｎｃＮｅｔ、 ＳｅｇＮｅｔ、
ＰＳＰＮｅｔ 模型进行对比实验，实验结果见表 ４。

（c）预测结果

（b）label

（a）原图

图 ７　 基于 ＭＭ－Ｎｅｔ 的部分阀芯外表面检测结果

Ｆｉｇ． ７　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｐａｒｔ ｏｆ ｔｈｅ ｏｕｔｅｒ ｓｕｒｆａｃｅ ｏｆ ｔｈｅ ｖａｌｖｅ

ｃｏｒｅ ｂａｓｅｄ ｏｎ ＭＭ－Ｎｅｔ

表 ４　 基于不同模型的阀芯外表面缺陷检测结果对比

Ｔａｂ． ４ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｐｏｏｌ ｏｕｔｅｒ ｓｕｒｆａｃｅ

ｄｅｆｅｃｔｓ ｂａｓｅｄ ｏｎ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

Ｍｏｄｅｌ Ｐｒｅｃｉｓｉｏｎ ／ ％ Ｒｅｃａｌｌ ／ ％ ＭＩｏＵ ／ ％ Ｔｉｍｅ ／ ｓ

ＦＣＮ ４８．９３ ５０．２１ ５１．２６ ０．０６５

ＵＮｅｔ ６３．２５ ７０．９１ ５８．７３ ０．０４６

ＤｅｅｐＬａｂｖ３ ７８．７２ ８３．６１ ７８．１２ ０．０４９

ＥｎｃＮｅｔ ７３．２１ ７５．３９ ７０．６１ ０．０４５

ＳｅｇＮｅｔ ７２．６５ ７６．１９ ７０．２３ ０．０４８

ＰＳＰＮｅｔ ７９．８１ ８０．６１ ７５．８７ ０．０５１

ＭＭ－Ｎｅｔ ８１．６３ ８８．０２ ８２．３５ ０．０５６

　 　 由表 ４ 可以看出，在阀芯外表面缺陷检测的检

测时间上除了 ＦＣＮ 的时间（０．０６５ ｓ）大于本文所提

模型 ＭＭ － Ｎｅｔ 的 ０． ０５６ ｓ 外， ＵＮｅｔ、 ＤｅｅｐＬａｂｖ３、
ＥｎｃＮｅｔ、ＳｅｇＮｅｔ 及 ＰＳＰＮｅｔ 的检测时间均小于 ＭＭ－
Ｎｅｔ，主要原因是本文采用了基于 ａｔｔｅｎｔｉｏｎ 机制的模

型特征提取模块，在特征提取的同时需要完成对特

征的提纯，并采用多尺度特征融合模块、特征增强与

提纯模块及特征提纯与融合模块对特征做进一步的

提纯和融合，整体结构模型较 ＵＮｅｔ、ＤｅｅｐＬａｂｖ３ 等模

型更 为 复 杂， 推 理 检 测 时 间 更 长。 但 在 精 度

（Ｐｒｅｃｉｓｉｏｎ） 上，ＭＭ－Ｎｅｔ 比剩余模型中精度最高的

ＰＳＰＮｅｔ 模型高 １．８２％，召回率 （Ｒｅｃａｌｌ） 和 ＭＩｏＵ 上

ＭＭ－Ｎｅｔ 均比剩余模型中召回率和 ＭＩｏＵ 最高的

ＤｅｅｐＬａｂｖ３ 分别高出 ４．４１％和 ４．２３％，说明本文所提

的 ＭＭ－Ｎｅｔ 算法提取到了更有效的阀芯外表面特

征，多个模块的组合增强了模型本身的学习能力，也
更有效地实现了瑕疵特征的提纯与融合。

３　 结束语

针对现有阀芯外表面检测方法所存在的缺陷，
并根据阀芯外表面缺陷的类型与结构特点，本文提

出基于 ＭＭ－Ｎｅｔ 的缺陷检测方法，所提出的 ＭＭ－
Ｎｅｔ 由多个特征提取模块、特征提纯与融合模块组

合而成，多个模块的组合也实现了对更精细、更丰富

特征的提取，通过消融实验验证了将 ＭＭ－Ｎｅｔ 应用

于阀芯外表面检测的有效性，在检测时间相近的情

况下，ＭＭ－Ｎｅｔ 在准确率、召回率、 ＭＩｏＵ 三个方面均

表现出了优势。 但多个模块的组合也使整体模型较

为复杂，后续可围绕整体模型的轻量化做进一步研

究。
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