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基于 Ｔｒａｎｓｆｏｒｍｅｒ 的融合用户负反馈的重排序推荐方法

胡德敏， 光　 萍

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 针对现有的 Ｔｏｐ － ｎ 推荐模型只利用用户正反馈进行推荐的问题，本文提出一种基于 Ｔｒａｎｓｆｏｒｍｅｒ 的融合用户负反馈

的重排序推荐方法。 具体来说，本文使用 ＧＲＵ 提取用户负反馈行为特征；基于门控单元思想构建一个融合单元，融合用户正

负反馈行为特征，获得完整的用户行为特征；使用 Ｔｒａｎｓｆｏｒｍｅｒ 编码器整合用户特征和物品的位置信息，经过 ｓｏｆｔｍａｘ 计算物品

得分获得重排序列表。 实验结果表明，与几种先进的重排序推荐模型相比，本文的模型在 ＡＵＣ 和 Ｐｒｅｃｉｓｉｏｎ＠ ｋ 指标上有显著

提升。
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０　 引　 言

随着互联网规模和数字信息资源的增长，信息

数量呈几何级数激增，使得人们难以快速、准确地从

海量的信息资源中寻找所需的信息。 推荐系统是可

以有效解决信息过载问题的重要技术手段，通过对

用户行为数据分析和建模，预测并推荐用户可能感

兴趣的产品。 Ｔｏｐ － ｎ 推荐作为推荐系统的场景之

一，利用用户对物品做出的反馈记录，为用户推荐一

个可能感兴趣的包含 ｎ 个物品的列表，如学术头条

对论文的推荐、网易云课堂对课程的推荐，其少量准

确的推荐更符合用户的选择习惯，因此近年来

Ｔｏｐ － ｎ 推荐已逐渐成为推荐领域内的研究热点。
Ｔｏｐ － ｎ 排序模型基于学习排序（ Ｌｅａｒｎｉｎｇ ｔｏ

ｒａｎｋ，ＬＴＲ）的思想，分为单文档方法、文档对方法和

文档列表方法，分别从不同角度综合考虑多个排序

特征，来对若干物品进行排序，其中心问题是如何有

效准确地捕捉用户兴趣，以提高推荐物品列表的排

名质量。 大多数现有的 Ｔｏｐ － ｎ 推荐模型将用户的

正反馈信息，即用户－物品交互中点击或购买的行

为序列作为输入，却忽略了用户负反馈信息，即更加

丰富的未点击曝光物品，最终生成的推荐列表趋于

同质化和趋热化，损害了用户体验。 在完整的用户

反馈信息中，未点击的物品占相当大的份额，能够作

为辅助信息补充点击行为。
一些研究建模物品之间的相互影响，再次调整

Ｔｏｐ － ｎ 排序模型给出的候选列表，被称为重排序方

法。 各种重排序模型［１－２］ 基于 Ｔｒａｎｓｆｏｒｍｅｒ 网络结

构，应用自注意力机制和可并行计算的特点，实现了

在常量距离内高效建模列表中任意物品之间的相互

影响。 受 这 些 重 排 序 研 究 的 启 发， 本 文 基 于

Ｔｒａｎｓｆｏｒｍｅｒ 编码器，将 Ｔｏｐ － ｎ 推荐生成的候选列表



作为部分输入，首次在重排序过程中额外集成用户

负反馈信息，构建一个重排序推荐模型（Ｒｅ－ｒａｎｋｉｎｇ
ｒｅｃｏｍｍｅｎｄｅｒ ｉｎｔｅｇｒａｔｉｎｇ ｕｓｅｒ ｎｅｇａｔｉｖｅ ｆｅｅｄｂａｃｋ ，
ＮＲＲ），用来解决现有的 Ｔｏｐ － ｎ 模型忽略用户负反

馈信息的问题。

１　 相关工作

各种 Ｔｏｐ － ｎ 推荐模型［３－４］分为单文档方法、文
档对方法［５－６］和文档列表方法［７－９］三类。 其中，单文

档方法将推荐任务视为一个二元分类问题，借助手

工特征工程，全局学习给定的用户－物品对的评分

函数，但忽视了候选物品集合中不同物品之间的差

异和相互影响，为了解决这一问题，文档对方法模型

和文档列表方法模型的研究逐渐受到多方关注。 文

档对方法将 ２ 个物品之间的先后顺序关系纳入研

究，但没有考虑物品在整个排序列表中的位置信息

和相关物品的数量差异。 而文档列表方法的思想是

对所有训练实例进行训练得到最优的评分函数，对
于一个新的查询请求，评分函数会对每一个物品进

行打分并重新做排序。 虽然文档列表方法弥补了单

文档方法与文档对方法的不足，但现有的文档列表

方法通常只依赖用户的正反馈信息进行推荐。
近年来，一些研究者提出重排序模型，通过调整

上述 Ｔｏｐ － ｎ模型生成排名列表。 Ａｉ 等人［１０］使用单

向 ＧＲＵ［１１］将整个列表的信息编码到每个物品的表

示中。 Ｚｈｕａｎｇ 等人［１２］ 使用 ＬＳＴＭ［１３］ 不仅对整个排

名列表信息进行编码，而且还通过解码器生成重排

序列表。 对于使用 ＧＲＵ 或 ＬＳＴＭ 对物品相关性进

行编码的方法，存在编码空间的长距离依赖性的问

题，Ｐｅｉ 等人以及 Ｃｈｅｎ 等人提出基于 Ｔｒａｎｓｆｏｒｍｅｒ［１４］

的 ＰＲＭ 模型和 ＢＳＴ 模型，应用自注意力机制和并

行计算的优势，高效地学习用户兴趣。

２　 ＮＲＲ 重排序推荐模型

２．１　 Ｔｏｐ－ｎ 推荐模型与重排序模型的任务描述

Ｔｏｐ － ｎ 推荐的任务是根据历史记录中的用户

与物品的交互序列，从中学习用户的兴趣偏好，挑选

出用户可能感兴趣的包含 ｎ 个物品的推荐列表。 研

究中， Ｔｏｐ － ｎ推荐通过对候选物品集合中的每个物

品进行评分来输出一个有序列表，并使用式（１）的

损失函数来训练整个 Ｔｏｐ － ｎ 推荐模型：

Ｌｔｏｐｎ ＝ ∑ ｒ∈Ｒ
ｌ（ｙｉ，｛ｐ（ｙｉ ｜ ｘｉ；θ） ｜ ｉ ∈ Ｉｒ｝） （１）

其中， Ｒ是所有用户的查询集合； Ｉｒ 是对应某次

查询 ｒ ∈ Ｒ 的候选物品集； ｘｉ 是物品 ｉ 的特征向量；
ｙｉ 是对应物品 ｉ 的标签（点击与否）； ｐ 是基于 Ｔｏｐ －
ｎ 模型的所有参数 θ 计算出的点击物品 ｉ 的概率； ｌ
为该次计算的损失。

而本文的重排序推荐模型则是额外利用用户的

负反馈信息，对 Ｔｏｐ － ｎ推荐生成的初始列表的物品

重新排序，即给定 Ｔｏｐ － ｎ 推荐生成的候选列表

Ｓｉｎｉｔ ＝［ ｉ１， ｉ２， ｉ３…， ｉｎ］， 通过本文的重排序模型

ＮＲＲ，将其调整为最终列表 Ｓｒｅ－ｒａｎｋ ＝ ［ ｊ１，ｊ２，ｊ３…，ｊｎ］ ．
本文 ＮＰＲＲ 模型的全局损失函数定义为：

Ｌｒｅ－ｒａｎｋ ＝ ∑ ｒ∈Ｒ
ｌ（ｙｉ， ｛ｐ（ｙｉ ｜ ｘｉ，Ｓ

－
ｕ ；θ^） ｜ ｉ ∈ Ｓｉｎｉｔ｝） （２）

其中， Ｓ －
ｕ 表示包含用户负反馈行为序列， θ^ 表

示重排序推荐模型的参数集合。
２．２　 ＮＲＲ 模型总体架构

ＮＲＲ 模型的体系结构如图 １ 所示。 由图 １ 可

知，该模型包含特征融合模块、Ｔｒａｎｓｆｏｒｍｅｒ 模块和预

测模块三个部分，可将 Ｔｏｐ － ｎ推荐生成的候选列表

作为输入，输出重新排序的列表。 对此拟展开研究

分述如下。
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图 １　 ＮＲＲ 模型整体框架图

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｆｒａｍｅｗｏｒｋ ｄｉａｇｒａｍ ｏｆ ＮＲＲ ｍｏｄｅｌ

２．２．１　 特征融合模块

特征融合模块的工作是获取初始推荐列表的特

征嵌入、用户负反馈行为特征嵌入，并进行特征融

合，得到完整的用户行为特征嵌入。 文中给出各流
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程步骤的阐释解析如下。
　 　 （１）用户正反馈行为特征。 大多数传统 Ｔｏｐ － ｎ
推荐方法基于用户的正反馈行为，在 ｔ 时刻输出一

个特定长度为 ｎ 的推荐列表 Ｓｉｎｉｔ 提供给用户。 本文

选取某种基于用户正反馈的 Ｔｏｐ － ｎ 推荐模型作为

基础推荐器（Ｂａｓｉｃ Ｒｅｃｏｍｍｅｎｄｅｒ，ＢＲ），输入推荐列

表 Ｓｉｎｉｔ， 获取对应的表示用户正反馈行为的特征矩

阵 ｐｔ
ｕ：

ｐｔ
ｕ ＝ ＢＲ ｔｏｐ－ｎ Ｓｉｎｉｔ，ｅｕ，θ( ) （３）

　 　 其中， ｅｕ 是用户嵌入向量， θ 表示 Ｔｏｐ － ｎ 模型

的所有参数。
（２） 用户负反馈行为特征。 本文使用门控图神

经（ＧＲＵ）网络提取用户负面偏好。 相比传统的序

列模型 ＲＮＮ，ＧＲＵ 解决了 ＲＮＮ 的梯度消失和梯度

爆炸问题，同时相对于 ＬＳＴＭ，ＧＲＵ 的参数数量更

少，训练收敛速度更快，本文选择 ＧＲＵ 抽取用户负

反馈行为特征。 ＧＲＵ 结构如图 ２ 所示。
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图 ２　 ＧＲＵ 单元图

Ｆｉｇ． ２　 Ｄｉａｇｒａｍ ｏｆ ＧＲＵ ｕｎｉｔ

　 　 本次研究中，给定用户 ｕ 与物品的未点击序列

Ｓ －
ｕ ＝ ｛ ｉ －１ ，ｉ

－
２ ，…，ｉ －ｔ ｝， 利用 ＧＲＵ 提取用户负反馈行

为特征 ｎｔ
ｕ ＝ ｛ｈ１，ｈ２，…，ｈｔ｝， 见下列公式：

Ｚ ｔ ＝ σ（Ｗｚ ｑｔ ＋ Ｕｚ）
Ｒｔ ＝ σ（Ｗｒ ｑｔ ＋ Ｕｒ） （４）

ｈ′ｔ ＝ ｔａｎｈ（Ｗｑｔ ＋ Ｒｔ☉Ｕ）
ｈｔ ＝ Ｚ ｔ☉ ｈｔ －１ ＋ （１ － Ｚ ｔ）☉ ｈ′

ｔ

　 　 其中， ｑｔ 为物品 ｉ －ｔ 对应的初始嵌入向量； σ 为

Ｓｉｇｍｏｉｄ 激活函数； Ｚ ｔ 为遗忘门用于控制前一时刻

的状态信息被带入到当前状态中的程度； Ｒｔ 为重置

门控制前一状态有多少信息被写入到当前的新信息

ｈ′
ｔ 上；“ ☉ ”为同或操作； Ｗｚ，Ｗｒ，Ｗ，Ｕｚ，Ｕｒ，Ｕ 为 ６

组需要学习的参数矩阵。
（３）特征融合。 特征融合的目的是不同角度的

用户行为中提取的特征，合并成一个具有更精准判

别能力的特征。 Ｌｖ 等人［１５］ 提出一种融合门（ ｆｕｓｉｏｎ
ｇａｔｅ）单元来融合用户的长短期偏好特征进行推荐，
受该研究启发，本文基于门单元思想构建一个特征

融合单元，来结合用户负反馈特征 ｎｔ
ｕ 与负反馈特征

ｐｔ
ｕ， 获得完整的用户行为特征表示 ｆ ｔ

ｕ， 特征融合单

元结构如图 ３ 所示。
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图 ３　 特征融合单元结构图

Ｆｉｇ． ３　 Ｄｉａｇｒａｍ ｏｆ ｆｅａｔｕｒｅ－ｆｕｓｉｏｎ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

　 　 具体来说，给定用户正负反馈行为特征，首先使

用一个带 Ｓｉｇｍｏｉｄ激活的门控向量 ｇｔ
ｕ 来控制两者的

权重，见公式：
ｇｔ
ｕ ＝ Ｓｉｇｍｏｉｄ（Ｗ１ ｅｕ ＋ Ｗ２ ｐｔ

ｕ ＋ Ｗ３ ｎｔ
ｕ ＋ ｂ） （５）

　 　 其中， ｅｕ 为用户嵌入向量； ｂ 为偏置项； Ｗ１，
Ｗ２，Ｗ３ 为权重矩阵。

基于门控向量 ｇｔ
ｕ， 得到完整的用户行为特征

ｆ ｔ
ｕ：

ｆ ｔ
ｕ ＝ （１ － ｇｔ

ｕ）☉ ｐｔ
ｕ ＋ ｇｔ

ｕ☉ ｎｔ
ｕ （６）

２．２．２　 Ｔｒａｎｓｆｏｒｍｅｒ 模块

考虑到交互序列中物品的顺序性，即当前时刻

推荐给用户的物品列表排名位置会对用户下一时刻

交互的物品产生影响。 本文使用 Ｔｒａｎｓｆｏｒｍｅｒ 网络

来集成物品位置信息与完整的用户行为特征 ｆ ｔ
ｕ。

　 　 首先本文将完整的用户行为特征 ｆｕ ｔ 与物品位

置信息 ｐｅｔ 连接，作为 Ｔｒａｎｓｆｏｒｍｅｒ 网络的输入向量

Ｅ′：
Ｅ′ ＝ ｆｕ ｔ ＋ ｐｅｔ （７）

　 　 这里， ｐｅｔ 可由如下计算公式来求取：
ｐｅｔ （ｐｏｓ，２ｉ） ＝ ｓｉｎ（ｐｏｓ ／ １ ０００２ｉ ／ ｄｍｏｄｅｌ）

ｐｅｔ，（ｐｏｓ，２ｉ ＋１） ＝ ｃｏｓ（ｐｏｓ ／ １ ０００２ｉ ／ ｄｍｏｄｅｌ） （８）
　 　 其中， ｐｏｓ 是物品在推荐列表中的位置； ｉ 是物

品维度； ｄｍｏｄｅｌ 是物品嵌入向量的维度大小。
本文构建的 Ｔｒａｎｓｆｏｒｍｅｒ 模块包含 Ｎ 块并行的

Ｔｒａｎｓｆｏｒｍｅｒ 编码器（ｅｎｃｏｄｅｒ）， Ｔｒａｎｓｆｏｒｍｅｒ 编码器结

构见图 ４，每个编码器包含一个注意力层和一个前

馈网络（ＦＦＮ）层，使用的注意力函数如下：

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ ｓｏｆｔｍａｘ
ＱＫＴ

　 ｄ
æ

è
ç

ö

ø
÷ Ｖ （９）

　 　 其中， Ｑ、Ｋ、Ｖ 分别表示查询、键和值，ｄ 是矩阵

Ｋ 的维数。
为了模拟更加复杂的物品交互影响，本文中自

８９１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



注意力层将最终嵌入矩阵 Ｅ′ 作为输入，通过线性投

影操作将其转换为 ３ 个矩阵，输入到多头自注意力

层，如式（１０）所示：
Ｓ′ ＝ ＭＨ（ｅ） ＝ Ｃｏｎｃａｔ（ｈｅａｄ１，…，ｈｅａｄｈ） ＷＨ （１０）
ｈｅａｄｉ ＝ Ａｔｔｅｎｔｉｏｎ（Ｅ′ ＷＱ，Ｅ′ ＷＫ，Ｅ′ ＷＶ） （１１）
　 　 其中，ＷＱ，ＷＫ，ＷＶ ∈ Ｒｄ×ｄ 为 ３个投影矩阵，ｈ为

多头自注意力的头数。
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图 ４　 Ｔｒａｎｓｆｏｒｍｅｒ 编码器结构图

Ｆｉｇ． ４　 Ｄｉａｇｒａｍ ｏｆ Ｔｒａｎｓｆｏｒｍｅｒ ｅｎｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ

　 　 接下来，本文利用 ｐｏｉｎｔ－ｗｉｓｅ 式前馈网络 ＦＦＮ
的非线性特性，来增强模型的效率，见下式：

Ｆ ＝ ＦＦＮ（Ｓ） （１２）
　 　 为了避免过拟合，本文同时在注意力层和 ＦＦＮ
中使用 ｄｒｏｐｏｕｔ 和 ＬｅａｋｙＲｅＬｕ 激活函数，注意力层和

前馈网络的输出分别为：
Ｓ′ ＝ ＬａｙｅｒＮｏｒｍ（Ｓ ＋ Ｄｒｏｐｏｕｔ（ＭＨ（Ｓ））） （１３）

Ｆ ＝ ＬａｙｅｒＮｏｒｍ（Ｓ′ ＋ Ｄｒｏｐｏｕｔ（ＬｅａｋｙＲｅＬｕ（Ｓ′ Ｗ（１） ＋
ｂ（１）） Ｗ（２） ＋ ｂ（２））） （１４）

　 　 其中， Ｗ（１），ｂ（１），Ｗ（２），ｂ（２） 为可学习的参数矩

阵。
为了建模交互序列背后的复杂信息，至此本文

并行堆叠 Ｎ 块 Ｔｒａｎｓｆｏｒｍｅｒ 编码器来提升计算效率。
其中，第 ｂ 块的定义见下式：

Ｓｂ ＝ ＳＡ（Ｆ（ｂ－１）） （１５）
Ｆｂ ＝ ＦＦＮ（Ｓｂ） （１６）

２．２．３　 预测模块

预测模块的任务是为初始推荐列表 Ｓｉｎｉｔ 中的每

个物 品 重 新 生 成 一 个 分 数， 获 得 重 排 序 列 表

Ｓｒｅ－ｒａｎｋ。 由图 ２ 可看到，本文使用一个 ｓｏｆｔｍａｘ 层计

算输出每个物品的点击概率 ｐ（ｙｉ ｜ ｆ ｔ
ｕ，ｐｅｔ ｜ θ ′）， 作

为其最终的分数，研究推得的数学公式可写为：
ｐ（ｙｉ ｜ ｆ ｔ

ｕ，ｐｅｔ ｜ θ ′） ＝ ｓｏｆｔｍａｘ（Ｆ（Ｎ） ＋ ｂＦ）　 ｉ ∈ Ｓｉｎｉｔ

（１７）

其中， Ｆ（Ｎ） 是第 Ｎ 块 Ｔｒａｎｓｆｏｒｍｅｒ 编码块的输

出； ｂＦ 是偏差项。 为进行模型训练，本文使用交叉

熵损失：

Ｌ ＝ － １
Ｎ∑Ｄ

（ｙｌｏｇ ｐ（ｘ） ＋ （１ － ｙ）ｌｏｇ（１ － ｐ（ｘ）））

（１８）
其中， Ｄ 表示样本空间； ｙ ∈（０，１）为用户是否

点击物品的标签； ｐ（ｘ） 是 ｓｏｆｔｍａｘ 层的输出。

３　 实验

３．１　 数据集实验细节

　 　 本文采用 Ｍｏｖｉｅｌｅｎｓ － １００ｋ 数据集进行实验。
Ｍｏｖｉｅｌｅｎｓ－１００ｋ 数据集包含链接、电影、评分和标签

四个主要文件，其中评分文件包含了每位用户对若

干部电影打出的评分，时间段为 １９９７－０９ ～ １９９８－
０４，本文基于每位用户的交互数据，按照时间顺序，
以 ８０％作为训练集，２０％作为验证集，并使用训练集

中的后 １０％作为测试集来评估模型的推荐效果。
本文使用 ＡｄａＧｒａｄ 作为优化器，初始学习率设

置为 ０．００１，衰减率设置为 ０．９．对于长度相似序列批

量大小 ｂａｔｃｈ ｓｉｚｅ 设置为 １２８，更新迭代次数为 １００
次，每 ２５ 个 ｅｐｏｃｈ 后学习率衰减。 实验中各种输入

数据的处理、融合网络以及 Ｔｒａｎｓｆｏｒｍｅｒ 编码器的构

建均采用 Ｐｙｔｈｏｎ 语言来实现。 具体硬件环境为：
ＣＰＵ 选用 Ｉｎｔｅｌ Ｘｅｏｎ Ｅ５－２６６９ ｖ３，内存选用 ３２ ＧＢ，
显卡 选 用 ＮＶＩＤＩＡ Ｇｅｆｏｒｃｅ ＧＴＸ ２０６０ Ｔｉ 两 张，
Ｗｉｎｄｏｗ１０ 系统。
３．２　 未点击物品的筛选规则

推荐系统每一时刻向用户展示一个可能感兴趣

的物品列表，其中未被用户点击的物品包含了用户

的负反馈信息。 在数据收集过程中，一个关键的任

务是筛选合适的未点击物品，未点击物品的数量通

常比点击物品大得多，本文使用以下定义的过滤规

则来挑选未点击数据，具体如下：
（１） 选择在过去 ３ 天内展示给用户、但未被点

击的物品。
（２） 在上述未被点击的物品中，只保留向用户

公开超过 ｋ（本文取 ｋ ＝ １） 次的未点击物品。
本文选择这些物品作为每位用户的负反馈序

列，未点击序列的最大长度被设置为 ５０。
３．３　 评价指标

本文使用 Ｐｒｅｃｉｓｉｏｎ＠ ｋ 和 ＡＵＣ 两个指标来评估

模型推荐性能。 可做重点阐述如下。
（１） Ｐｒｅｃｉｓｉｏｎ＠ ｋ。 表示在 Ｔｏｐ － ｎ 推荐的所有

９９１第 １２ 期 胡德敏， 等： 基于 Ｔｒａｎｓｆｏｒｍｅｒ 的融合用户负反馈的重排序推荐方法



测试样本中，每检索 ｋ 个物品，包含相关物品数量所

占的比例，数学计算公式具体如下：

Ｐｒｅｃｉｓｉｏｎ＠ ｋ ＝ １
｜ Ｒ ｜ ∑ｒ∈Ｒ

∑ ｋ

ｉ ＝ １
Ｉ Ｓｒ ｉ( )( )

ｋ
（１９）

其中， Ｒ是测试数据集中所有用户请求的集合；
Ｓｒ 是重排序模型给出的有序物品列表；函数 Ｉ 用来

判断第 ｉ 个物品是否被用户点击。
（２） ＡＵＣ。 衡量了模型对样本正确排名的能

力，其值越大，说明模型的排名能力越好，数学计算

公式具体如下：

ＡＵＣ ＝
∑ ｉｎｓｉ∈ｐｏｓｉｔｉｖｅｃｌａｓｓ

ＲＳｉｎｓｉ
－ Ｍ × （Ｍ ＋ １）

２
Ｍ × Ｎ

（２０）

其中， ｉｎｓｉ 表示第 ｉ 条样本；Ｍ 和 Ｎ 分别表示正

样本个数和负样本个数；ｐｏｓｉｔｉｖｅｃｌａｓｓ 表示正样本类

别。
３．４　 消融对比实验

在本文中为了进一步验证一些拟议模块的有效

性，进行了消融对比实验。 首先使用 Ｗｉｄｅ＆Ｄｅｅｐ 模

型作为基础推荐器，生成初始推荐列表，接着设计 ３
种对 比 结 构， 训 练 ５０ 个 ｅｐｏｃｈ， 并 在 ＡＵＣ 和

Ｐｒｅｃｉｓｉｏｎ＠ ｋ（ｋ ＝ ５，１０）指标上比较性能。 各结构的

内容表述见如下。
（１）对比结构 Ａ： 本文模型 ＮＲＲ。
（２）对比结构 Ｂ： 本文模型 ＮＲＲ 去除物品位置

信息 ｐｅｔ，考虑户负反馈信息 ｎｕ，用ＮＲＲ － ｐｅｔ 表示。
（３）对比结构 Ｃ： 本文模型 ＮＲＲ 去除用户负反

馈信息 ｎｕ，考虑物品位置信息ｐｅｔ，用 ＮＲＲ － ｎｕ 表

示。
　 　 消融对比模型性能评价结果见表 １。 由表 １ 分

析可知，忽视用户负反馈信息后，本文模型的性能大

大降低，在 Ｐｒｅｃｉｓｉｏｎ＠ ５ 上的降幅是最显著的，达到

１０．４３％ ，这表明将用户负反馈信息纳入 ＮＲＲ 模型

的重要性。 当去除物品位置信息时，３ 项指标略微

降低，由此则表明考虑物品位置信息也能在一定程

度上提升模型的性能。
表 １　 消融对比模型性能评价表

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ ｔａｂｌｅ ｏｆ ａｂｌａｔｉｏｎ ｃｏｍｐａｒｉｓｏｎ ｍｏｄｅｌｓ

ＮＲＲ － ｎｕ ＮＲＲ － ｐｅｔ ＮＲＲ

ＡＵＣ ０．６１４ ０．６６３ ０．６７５

Ｐｒｅｃｉｓｉｏｎ＠ ５ ０．５２４ ０．５７２ ０．５８５

Ｐｒｅｃｉｓｉｏｎ＠ １０ ０．４８７ ０．５３２ ０．５４３

３．５　 模型对比实验

本文实验将 ＮＲＲ 模型与主流重排序模型在

ＡＵＣ 和 Ｐｒｅｃｉｓｉｏｎ＠ ｋ（ｋ ＝ ５，１０）进行了对比，用于生

成初始推荐列表的 Ｔｏｐ － ｎ 模型有 ＧＲＵ４ＲＥＣ 和

Ｗｉｄｅ＆Ｄｅｅｐ 两种，用于对比的重排序模型分别为

ＭＩＤＮＮ、ＤＬＣＭ 和 ＰＲＭ ，下文是对 ５ 种模型的简要

介绍：
（１）ＧＲＵ４ＲＥＣ［１６］：基于会话的采用多层 ＧＲＵ

单元小批量地学习用户偏好。
（２）Ｗｉｄｅ＆Ｄｅｅｐ：结合简单模型的“记忆能力”

与深度神经网络的“泛化能力”。
（３）ＭＩＤＮＮ：利用复杂的手工特征提取输入列

表信息。
（４）ＤＬＣＭ：首先采用 ＧＲＵ 将输入的排序列表

编码为一个局部向量，然后将全局向量和每个特征

向量相结合，学习一个全局评分函数，用于重排序列

表。
（５）ＰＲＭ：应用自注意力机制，捕获输入排名列

表中物品之间的相互影响。
　 　 各对比模型的性能评价结果见表 ２。 表 ２ 显

示，与 ３ 种基线模型相比，本文的 ＮＲＲ 模型实现了

显著的性能改进。 基于 ＧＲＵ４ＲＥＣ 生成的候选列

表，与 ３ 种基线模型相比，ＮＲＲ 在 ＡＵＣ 上平均提升

５． ５８％， 在 Ｐｒｅｃｉｓｉｏｎ＠ ５ 上 平 均 提 升 ８．７５％， 在

Ｐｒｅｃｉｓｉｏｎ＠ １０ 上平均提升 ６．６８％； 基于 Ｗｉｄｅ＆Ｄｅｅｐ
生成的初始列表，与 ３ 种基线模型相比，ＮＲＲ 在

ＡＵＣ上平均提升 ７．７２％，在 Ｐｒｅｃｉｓｉｏｎ＠ ５ 上平均提升

９．５９％， 在 Ｐｒｅｃｉｓｉｏｎ＠ １０ 上平均提升 ６．７０％。
表 ２　 对比模型性能评价表

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ ｔａｂｌｅ ｏｆ ｃｏｍｐａｒｉｓｏｎ ｍｏｄｅｌｓ

Ｔｏｐ － ｎ 模型 重排序模型 ＡＵＣ Ｐｒｅｃｉｓｉｏｎ＠ ５ Ｐｒｅｃｉｓｉｏｎ＠ １０

ＧＲＵ４ＲＥＣ ＭＩＤＮＮ ０．６０６ ０．５０６ ０．４８６

ＤＬＣＭ ０．６３０ ０．５３１ ０．５０８

ＰＲＭ ０．６４２ ０．５４８ ０．５２３

ＮＲＲ ０．６６３ ０．５７９ ０．５４２

Ｉｍｐｒｏｖｅｄ ／ ％ ５．５８ ８．７５ ６．６８

Ｗｉｄｅ＆Ｄｅｅｐ ＭＩＤＮＮ ０．５９９ ０．５０５ ０．４９０

ＤＬＣＭ ０．６２４ ０．５２９ ０．５０９

ＰＲＭ ０．６４３ ０．５５０ ０．５２６

ＮＲＲ ０．６７４ ０．５８４ ０．５４６

Ｉｍｐｒｏｖｅｄ ／ ％ ７．７２ ９．５９ ６．７０

４　 结束语

本文提出了基于 Ｔｒａｎｓｆｏｒｍｅｒ 的融合用户负反

馈的重排序推荐方法来对传统的 Ｔｏｐ － ｎ 推荐方法

生成的初始列表进行重新排序。 在 ＮＲＲ 重排序模

００２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



型中，本次研究中建模用户未点击的物品序列来丰

富用户行为特征表示，并使用 Ｔｒａｎｓｆｏｒｍｅｒ 编码器整

合用户特征和物品的位置信息。 实验表明，ＮＲＲ 模

型与几种流行的重排序模型相比有显著的性能提

升。
用户负反馈信息尽管较为丰富，但是存在一定

的噪声。 如何对负反馈进行降噪处理来提升 ＮＲＲ
模型的性能将是未来工作的研究重点。
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