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基于 Ｐｉｘ２Ｐｉｘ 的人脸素描图像生成方法研究
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摘　 要： 鉴于 Ｐｉｘ２Ｐｉｘ 在图像风格转换等图像翻译任务中存在细节丢失、生成图像模糊等问题，无法满足当前人脸素描生成任

务的目标要求，提出一种改进的 Ｐｉｘ２Ｐｉｘ 模型。 通过引入基于自注意力机制的残差卷积模块，让 Ｐｉｘ２Ｐｉｘ 的生成器和鉴别器在

训练过程中能够为人脸图像的不同区域和通道赋予不同的权重，从而提高生成的人脸素描图像的质量，并且对 Ｐｉｘ２Ｐｉｘ 生成

器的损失函数进行改进，使其生成的人脸素描图像更具有手绘风格。 同时，针对生成对抗网络训练困难的问题，对原 Ｐｉｘ２Ｐｉｘ
的训练方法进行了改进。 通过与 Ｐｉｘ２Ｐｉｘ 和 ＣｙｃｌｅＧＡＮ 对比，使用改进的 Ｐｉｘ２Ｐｉｘ 模型在训练过程中损失函数收敛更快、收敛

过程更稳定，且生成的人脸素描图像在细节保留、轮廓清晰度等方面优于原 Ｐｉｘ２Ｐｉｘ 等模型，验证了改进 Ｐｉｘ２Ｐｉｘ 模型在人脸

素描生成任务中的有效性。
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０　 引　 言

图像风格转换是指将一幅图像从所在的原图像

域转换到目标图像域，使其在保留图像原本内容的

同时又能具有目标图像域风格的一种图像处理技

术。 图像风格转换在社交娱乐和艺术创作领域具有

十分广阔的应用前景，因此受到学术界和企业领域

的高度关注。 早期的图像风格转换被看作是图像纹

理生成问题，即通过设置一定的约束条件，使生成的

图像既包含了原图像的语义内容，又具有目标图像

域的纹理特征［１］。 而自深度学习问世以来，很多基

于深度学习的图像处理算法也已相继提出，利用深

度学习来处理图像风格转换问题的各种研究也陆续

展开。 Ｇａｔｙｓ 等人［２］ 提出了一种基于卷积神经网络

的图像风格转换方法，通过预训练的 ＶＧＧ－１９［３］ 模

型提取输入图像的内容特征图和风格特征图，并使

用在此基础上定义的内容损失函数和风格损失函数

生成图像，该方法生成的图像效果优于许多传统的

机器学习算法。 Ｇｏｏｄｆｅｌｌｏｗ 等人［４］ 提出的生成对抗

网络（Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋｓ， ＧＡＮ）因其生

成图像质量高、易于实现、兼容各种网络模型等优点

而倍受关注，很多基于 ＧＡＮ 的风格转换模型也取得



重大突破， 其中包括 ＣｙｃｌｅＧＡＮ［５］、 ＳｔａｒＧＡＮ［６］ 及

Ｐｉｘ２Ｐｉｘ［７］ 等。 研究可知，ＣｙｃｌｅＧＡＮ 模型通过添加

循环一致性损失函数，解决了在图像风格转换任务

中缺少监督训练数据集的问题。 ＳｔａｒＧＡＮ 模型则解

决了多个图像领域间风格转换的问题，使其可以只

经一次训练便可实现多个图像风格间的转换。
Ｐｉｘ２Ｐｉｘ 模型则在 ｃＧＡＮ［８］ 的基础上，将 Ｕ－Ｎｅｔ［９］ 作
为生成器，ＰａｔｃｈＧＡＮ 作为鉴别器，如此一来则可以

生成质量较高的图像，并且因为其结构简单，易于训

练等特点，目前在图像生成领域比较流行。
由于人脸图像细节较为丰富，而采用 Ｐｉｘ２Ｐｉｘ

模型很难捕捉到这些细节中所包含的信息，导致生

成的人脸画像在五官、脸部轮廓等细节丰富部位会

出现模糊、信息缺失等问题。 文中针对该问题，提出

一种改进 Ｐｉｘ２Ｐｉｘ 模型。 在 Ｐｉｘ２Ｐｉｘ 基础上，研究的

主要创新点包括：
（１）在原 Ｐｉｘ２Ｐｉｘ 模型的生成器和鉴别器中引

入自注意力模块（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ，ＳＡＭ），
使模型能够更好地学习到人脸的空间轮廓特点，从
而解决生成图像在人脸五官等部位细节模糊或缺失

等问题。
（２）在原 Ｐｉｘ２Ｐｉｘ 生成器的损失函数中引入了

内容－风格损失函数，使生成器生成的素描图像在

不丢失原图像细节内容的同时，在观感上更接近手

绘素描图像。
（３）针对原 Ｐｉｘ２Ｐｉｘ 模型训练难度大、难以收敛

等问题，提出了改进的训练方法，进而降低模型整体

训练难度，加速模型收敛。

１　 相关基础理论

１．１　 Ｐｉｘ２Ｐｉｘ
ＧＡＮ 是一种由生成器 （ Ｇｅｎｅｒａｔｏｒ） 和鉴别器

（Ｄｉｓｃｒｉｍｉｎａｔｏｒ）共同构成的深度学习模型。 其中，生
成器负责学习训练集输入数据的概率分布规律并生

成具有相似概率分布的输出数据；鉴别器负责评估

输入数据来自训练集或生成器的概率。 训练过程中

生成器和鉴别器一同训练，鉴别器的训练目标是能

够正确区分输入数据是来自训练集或者生成器，而
生成器的目标是尽量使鉴别器做出错误的判断。 通

过让 ２ 个模型进行对抗训练，使生成器生成数据的

概率分布更接近真实数据，而鉴别器对生成数据和

真实数据的鉴别能力也随之提高，并最终达到一种

平衡状态。 目前，ＧＡＮ 越来越受到学术界重视，尤
其是在计算机视觉领域，许多基于 ＧＡＮ 的深度学习

模型也逐渐进入学界视野，并已广泛应用在如图像

风格转换［４－６］、超分辨率［１０－１１］、图像复原［１２－１３］ 等图

像处理任务上，继而不断向着其他领域扩展，具有广

泛的应用前景［１４－１５］。
Ｐｉｘ２Ｐｉｘ 是由 Ｉｓｏｌａ 等人［７］提出的一种专门用于

处理图像翻译问题的条件生成对抗网络模型。 该模

型包含了一个生成器和一个鉴别器，其中生成器可

以根据输入图像生成其在目标图像域的对应图像，
而鉴 别 器 则 是 尝 试 分 辨 输 入 图 像 的 真 实 性。
Ｐｉｘ２Ｐｉｘ 模型结构如图 １ 所示。
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图 １　 Ｐｉｘ２Ｐｉｘ 模型结构示意图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｐｉｘ２Ｐｉｘ ｍｏｄｕｌｅ

　 　 图 １ 中， ｘ，ｙ分别表示２个不同图像域Ｘ，Ｙ中的

图像。 在训练生成器 Ｇ 时，将 ｘ 输入到生成器中，生
成具有 Ｙ 图像域风格的图像 ｙ′ ＝ Ｇ（ｘ） 。 在训练鉴

别器 Ｄ时，则将 ｙ或 ｙ′和 ｘ一同输入到鉴别器 Ｄ中，
Ｄ 输出图像来自生成器 Ｇ 的概率。

Ｐｉｘ２Ｐｉｘ 模型的损失函数主要由条件对抗生成

损失函数 ｌｃＧＡＮ 和 Ｌ１ 损失函数 ｌＬ１ 两部分组成，其中

ｌｃＧＡＮ 的表达式见如下：
ｌｃＧＡＮ（Ｇ，Ｄ） ＝ Ｅｘ，ｙ ～ Ｐｄａｔａ（ｘ，ｙ）［ｌｏｇＤ（ｘ，ｙ）］ ＋

　 　 　 Ｅｘ ～ Ｐｄａｔａ（ｘ）［ｌｏｇ（１ － Ｄ（ｘ，Ｇ（ｘ）））］ （１）
式（１）中，生成器以输入的真实图像作为条件，

试图生成符合真实图像分布的对应虚假图像并欺骗

鉴别器，因此生成器的训练目标是尽量减小；而鉴别

器则在观察真实图像的基础上试图分辨输入的对应

图像的真实性，因此鉴别器的训练目标是尽量增大。
损失函数的表达式如式（２）所示：

ｌＬ１（Ｇ） ＝ Ｅｘ，ｙ ～ Ｐｄａｔａ（ｘ，ｙ）［‖ｙ － Ｇ（ｘ）‖１］ （２）
　 　 损失函数用来确保生成器在生成虚假对应图像

时，除了要考虑使虚假对应图像在概率分布上更接近

真实对应图像外，还应使其在像素层面更接近于真实

图像。 因此，Ｐｉｘ２Ｐｉｘ 模型的最终损失函数具体如下：
Ｇ ＝ ａｒｇ ｍｉｎＧ ｍａｘＤ ｌｃＧＡＮ（Ｇ，Ｄ） ＋ γｌＬ１（Ｇ） （３）

　 　 其中，参数 γ 为 ｌＬ１ 损失函数的权重，控制着条件

对抗生成损失函数和 ｌＬ１ 损失函数的相对重要性。
Ｐｉｘ２Ｐｉｘ 的生成器采用了 Ｕ－Ｎｅｔ 框架。 相较于
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传统的编－解码器框架，Ｐｉｘ２Ｐｉｘ 生成器网络在第 ｉ
卷积层和第 ｎ － ｉ 卷积层之间增加了直连路径，其中

ｎ 是生成器网络总层数，每一个直连路径会将第 ｉ 层
各信道信息拼接在第 ｎ － ｉ 层各信道之后。 通过增

加直连路径，Ｐｉｘ２Ｐｉｘ 的生成网络可以使输入图像和

输出图像共享低层信息，同时也确保了梯度信息能够

在深层网络中有效传播，改善深层网络性能。 同时，
Ｐｉｘ２Ｐｉｘ 生成器网络还在某些层中使用了 Ｄｒｏｐｏｕｔ， 以

取代 ＧＡＮ 中作为输入的噪声。 生成器的网络结构如

图 ２ 所示。

特征图

卷积

拼接

输出图像
输入图像

图 ２　 Ｐｉｘ２Ｐｉｘ 模型的生成器网络结构

Ｆｉｇ． ２　 Ｇｅｎｅｒａｔｏｒ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｐｉｘ２Ｐｉｘ ｍｏｄｅｌ

　 　 Ｐｉｘ２Ｐｉｘ 的鉴别器使用的是 ＰａｔｃｈＧＡＮ 结构。
不同于传统鉴别器，ＰａｔｃｈＧＡＮ 的输出是一个 ｎ × ｎ
的矩阵，矩阵中每一个元素的值代表对输入图像对

应图像区块的判别结果，训练过程中，再通过将鉴别

器产生的矩阵元素均值作为整幅图像的最终判别结

果，ＰａｔｃｈＧＡＮ 通过将鉴别器的注意力集中在图像各

个子区块的方式，使鉴别器可以更好地处理图像高

频部分，同时，采用 ＰａｔｃｈＧＡＮ 结构的鉴别器相较于

传统分类网络具有更少的参数，更短的训练周期，并
且通过调整 ｎ 的大小，ＰａｔｃｈＧＡＮ 可以应用于任意尺

寸的图像，并使生成的图像保持较高质量。
１．２　 自注意力机制

注意力机制（ Ａｔｔｅｎｔｉｏｎ Ｍｅｃｈａｎｉｓｍ，ＡＭ ）是一种

改进神经网络的方法，主要是通过添加权重的方式，
强化重要程度高的特征并弱化重要程度较低的特

征，从而改善神经网络模型的性能［１６］，注意力机制

得到的权重既可以应用在信道上［１７－１８］，也可以应用

在特征图或其它方面［１９－２０］。
自注意力机制是由 Ｚｈａｎｇ 等人［２１］ 提出的一种

专门用于生成对抗网络中的注意力机制变体，其结

构如图 ３ 所示。 针对卷积层的信息感受能力会受到

卷积核大小的影响而无法高效捕捉到各个图像中同

类物体的具体特征（如某种动物的毛发纹理特征、
人的肢体结构特点等）这一问题，自注意力机制通

过计算输入特征图中每一个位置在整个特征图中的

权重，使整个网络可以更快注意到不同输入图像中

各物体的空间和纹理特征，从而针对输入图像的不

同部位分配不同的权重，达到增强生成图像质量的

效果。 鉴于在人脸素描生成任务中，输入人脸照片

和输出的人脸素描图像在结构上具有高度的关联性

以及相似性，因此自注意力机制可以帮助神经网络

更快地定位人脸细节丰富区域，并且更好地学习到

各部分的统计特征，从而提高最终生成的人脸素描

图像的质量。

自注意
力图

1?
1卷

积
核

相乘特征图

相乘

Softmax

特征图 特征图特征图

1?1卷积核 1?1卷积核 1?1卷积核

特征图

图 ３　 自注意力机制模块图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

１．３　 内容－风格损失函数

内容 － 风 格 损 失 函 数 （ Ｃｏｎｔｅｎｔ － Ｓｔｙｌｅ ｌｏｓｓ
Ｆｕｎｃｔｉｏｎ）是由 Ｇａｔｙｓ 等人［２］ 在 ２０１６ 年提出的一种

专门用于图像风格转换问题上的损失函数，其原理

是使用预训练的神经网络分别对内容图像、风格图

像和生成图像进行特征提取，通过计算提取到的特

征图像之间的差异来衡量生成图像在内容和风格上

与对应图像的差异。 内容－风格损失函数由内容损

失函数和风格损失函数两部分组成。 其中，内容损

失函数计算公式可表示为：

ｌｃｏｎｔｅｎｔ（ｇ，ｃ） ＝ １
２ ∑ｌ

∑
ｉ， ｊ

（Ｆｌ
ｉ， ｊ － Ｐ ｌ

ｉ， ｊ） （４）

　 　 其中， ｇ为生成图像； ｃ为内容图像； Ｆｌ 和 Ｐ ｌ 分

别为预训练神经网络第 ｌ 层提取的生成图像 ｇ 和内
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容图像 ｃ 的特征图矩阵。
风格损失函数计算公式可表示为：

ｌｓｔｙｌｅ（ｇ，ｓ） ＝ ∑ ｗ ｌ

４Ｎ２
ｌ Ｍ２

ｌ
∑
ｉ， ｊ

（Ｇｌ
ｉ， ｊ － Ａｌ

ｉ， ｊ） （５）

　 　 其中， ｇ 为生成图像；ｓ 为风格图像； Ｇｌ 和 Ａｌ 分

别为生成图像和风格图像在预训练神经网络第 ｌ 层
的风格特征矩阵；Ｎ和Ｍ为第 ｌ层风格特征矩阵的行

数和列数。 Ｇａｔｙｓ 等人［２］ 将图像在神经网络第 ｌ 层
的风格特征矩阵定义为该层特征图的格拉姆矩阵

（Ｇｒａｍ ｍａｔｒｉｘ），其计算公式可表示为：

Ｇｌ
ｉ， ｊ ＝ ∑

ｋ
Ｆｌ

ｉｋＦｌ
ｋｊ （６）

　 　 最终，内容－风格损失函数计算公式可表示为：
ｌｃｓ ＝ ａ·ｌｃｏｎｔｅｎｔ（ｇ，ｃ） ＋ ｂ·ｌｓｔｙｌｅ（ｇ，ｓ） （７）

　 　 其中， ａ 和 ｂ 分别为内容损失函数和风格损失

函数的权重。

２　 基于自注意力机制和风格迁移的 Ｐｉｘ２Ｐｉｘ

２．１　 模型结构

鉴于自注意力机制能更好地发现图像中大范围

特征间的依赖关系，所以，在空间尺寸越大的特征图

上、自注意力机制发挥的作用也就越大，但与此同时

更大尺寸的特征图也会显著增加模型训练的时间成

本。 因此本文将自注意力机制添加到生成器网络中

最后 ３ 层之间，以达到在增强生成图像质量目的同

时尽量减小网络训练成本。 文中提出的改进

Ｐｉｘ２Ｐｉｘ 模型的生成器网络模型如图 ４ 所示。
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图 ４　 基于自注意力机制的 Ｐｉｘ２Ｐｉｘ 生成器网络结构

Ｆｉｇ． ４　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｐｉｘ２Ｐｉｘ ｇｅｎｅｒａｔｏｒ ｂａｓｅｄ ｏｎ ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 生成器的编码器卷积层参数设置均为：卷积核

尺寸为 ４×４，步长为 ２，特征图边缘填充为 １，填充方

式为镜像填充，激活函数使用 ＬｅａｋｙＲｅｌｕ， 其参数设

置为 ０．２；解码器反卷积层参数设置为：卷积核大小

为 ４×４，步长为 ２，特征图边缘填充为 １，填充方式为

镜像填充，激活函数使用 ＲｅＬｕ 函数，前两层卷积网

络使用 Ｄｒｏｐｏｕｔ， 概率设置为 ０．５。 鉴别器网络模型

如图 ５ 所示。
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图 ５　 基于自注意力机制的 Ｐｉｘ２Ｐｉｘ 鉴别器网络结构

Ｆｉｇ． ５　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｐｉｘ２Ｐｉｘ ｄｉｓｃｒｉｍｉｎａｔｏｒ ｂａｓｅｄ ｏｎ ｓｅｌｆ－
ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 鉴别器卷积层参数设置为：卷积核尺寸为 ４×４，
特征图边缘填充为 １，填充方式为镜像填充，前三层

卷积核步长为 ２，后两层卷积步长为 １。 所有卷积层

都采用 ＬｅａｋｙＲｅＬｕ 为激活函数，其参数设置为 ０．２。
由于在图像风格转换问题中，生成图像的风格

主要依赖于风格图像的对比度信息，因此生成器在

生成图像时应该尽量屏蔽内容图像中的对比度信

息，而批归一化（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ） ［２２］并不能很好

地消除来自内容图像中的对比度信息，因此在改进

的 Ｐｉｘ２Ｐｉｘ 模型的生成器网络和鉴别器网络中，使
用实例归一化（ Ｉｎｓｔａｎｃｅ Ｎｏｒｍａｌｉｚａｔｉｏｎ） ［２３］ 代替了批

归一化。 对于输入的一组特征图，ＩＮ 对每一特征图

的每一信道进行归一化处理，从而更好地消除了每

个特征图中包含的特殊信息，减少了图像生成过程

中的干扰，并加快了生成器网络的收敛过程。
２．２　 损失函数

改进 Ｐｉｘ２Ｐｉｘ 模型的损失函数的具体表达式

为：
Ｇ ＝ ａｒｇ ｍｉｎＧｍａｘＤ ｌｃＧＡＮ（Ｇ，Ｄ） ＋ α·ｌＬ１（Ｇ） ＋ β·ｌｃｓ

（８）
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其中， ｌｃＧＡＮ（Ｇ，Ｄ） 为 Ｐｉｘ２Ｐｉｘ 模型中生成器和

鉴别器的对抗损失函数； ｌＬ１ 为 Ｐｉｘ２Ｐｉｘ 生成器生成

图像和手绘人脸图像的 Ｌ１ 损失； ｌｃｓ 为内容－风格损

失函数，这里 ａ 设为 １， ｂ 设为 ０．１； α 和 β 分别为控

制 ｌＬ１ 损失函数和内容风格损失函数的权重， α 设为

１００， β设为 １。 在计算内容损失函数 ｌｃｏｎｔｅｎｔ（ｇ，ｃ） 时，
本文选择 ＶＧＧ１６ 网络第二层中的第二个卷积层来

提取生成素描和人脸照片的内容特征；而在计算风

格损失函数 ｌｓｔｙｌｅ（ｇ，ｓ） 时，则选择 ＶＧＧ１６ 网络中第

四和第五层中的第一个卷积层来提取生成素描和对

应手绘素描的风格特征。
２．３　 改进训练方法

ＧＡＮ 的训练是一个生成器和鉴别器互相博弈

的过程，在这个过程中生成器试图生成与实际数据

尽量相似的数据骗过鉴别器，而鉴别器则试图区分

输入数据是否是真实数据，理论上，随着训练的进

行，二者性能逐渐提高，并最终达到一种稳定状态。
但在实际训练过程中，由于生成器和鉴别器网络训

练难度不同、所采用的优化算法、学习率设置和数据

集等因素影响，很难使 ２ 个网络同时收敛或达到纳

什均衡，造成生成器部分或完全崩溃，以及某一模型

收敛过快导致另一模型梯度消失等问题。 因此，为
了使 ＧＡＮ 训练过程更稳定，文章采用的策略可做阐

释论述如下。
（１）在生成器网络和鉴别器网络中使用谱归一

化（Ｓｐｅｃｔｒａｌ Ｎｏｒｍａｌｉｚａｔｉｏｎ）。 根据 Ｕｌｙａｎｏｖ 等人［２３］的

研究，在生成器和鉴别器网络中使用谱归一化可以

约束每层网络参数的谱范数，从而使网络参数在更

新过程中变化更平滑，整个训练过程更加稳定。
（２）生成器和鉴别器采用不同的初始学习率及

学习率调整策略。 由于鉴别器的训练难度比生成器

低，导致其损失很快收敛到一个非常低的值，无法为

生成器梯度更新提供有效信息。 因此，为了使生成

器和鉴别器能够在训练过程中保持一种较为平衡的

状态，让两者能够互相学习，在训练开始时分别为两

者设置不同的学习率，并在随后的训练过程中根据

具体训练效果采用不同的学习率更新策略。

３　 实验结果与分析

实验的硬件平台为 ＱＥＭＵ Ｖｉｒｔｕａｌ ＣＰＵ Ｖｅｒｓｉｏｎ
２．５＋，使用 ＮＶＩＤＩＡ Ｔｅｓｌａ Ｖ１００－ＳＸＭ２－３２ ＧＢ 进行

加速处理。 数据集使用 ＣＵＦＳ（ＣＵＨＫ Ｆａｃｅ Ｓｋｅｔｃｈ
Ｄａｔａｂａｓｅ），该数据集共包含 ６０６ 对人脸－素描图像。
实验选取 ＣＵＦＳ 数据集中 ５９４ 张素描人脸图像作为

训练数据集； 选取 ＣＵＦＳ 数据集中 １２ 张学生人脸

图像作为测试图像；将所有训练图像和测试图像的

大小缩放为 ２５６∗２５６ 像素，并通过以 ５０％的概率

对人脸图像－素描对进行水平翻转和亮度随机调整

的方式对数据集进行增强。 生成器和鉴别器的优化

器采用 Ａｄａｍ 算法，用于计算梯度以及梯度平方的

运行平均值的参数 ｂｅｔａ１ 和 ｂｅｔａ２ 分别设置为 ０．５ 和

０．９９，生成器的初始学习率设置为 １ｅ－３，鉴别器的

初始学习率设置为 １ｅ－４。 训练过程中，当生成器的

损失函数无法下降、并超过 １０ 个 ｅｐｏｃｈ 时，其学习

率下降 １０ 倍；当鉴别器的损失函数无法下降、并超

过 ３０ 个 ｅｐｏｃｈ时，其学习率下降 １０ 倍。 训练共进行

２００ 个 ｅｐｏｃｈ， 训练结束时生成器的学习率为 １ｅ－８，
鉴别器的学习率为 １ｅ－８。

为更好地展示改进 Ｐｉｘ２Ｐｉｘ 模型在人脸素描图

像生成任务上的有效性，本文将改进模型的生成人

脸素描图像与 Ｐｉｘ２Ｐｉｘ 模型和 ＣｙｃｌｅＧＡＮ 模型生成

的人脸素描图像进行对比，上述所有模型在相同实

验平台上训练了 ２００ 个 ｅｐｏｃｈ。
３．１　 改进训练方法效果比较

为验证本文提出的改进 ＧＡＮ 训练方法的有效

性，将原 Ｐｉｘ２Ｐｉｘ、分别采用谱归一化和不同学习率

更新策略的 Ｐｉｘ２Ｐｉｘ 以及采用本文训练方法的

Ｐｉｘ２Ｐｉｘ 在实验数据集下分别训练 １５０ 个 ｅｐｏｃｈ，并
观察在每个 ｅｐｏｃｈ 后生成器损失函数值变化情况。
最终结果如图 ６ 所示。
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（b）使用谱归一化和不同
学习率更新策略
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图 ６　 原 Ｐｉｘ２Ｐｉｘ 和采用不同训练方法后的 Ｐｉｘ２Ｐｉｘ 在 １５０ 个 ｅｐｏｃｈ
内损失函数变化对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｃｈａｎｇｅｓ ｏｆ ｏｒｉｇｉｎａｌ Ｐｉｘ２Ｐｉｘ ａｎｄ
Ｐｉｘ２Ｐｉｘ ａｆｔｅｒ ｕｓｉｎｇ ｄｉｆｆｅｒｅｎｔ ｔｒａｉｎｉｎｇ ｍｅｔｈｏｄｓ ｗｉｔｈｉｎ １５０
ｅｐｏｃｈｓ

　 　 从图 ６ 可以看出，采用谱归一化和不同学习率
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更新策略的 Ｐｉｘ２Ｐｉｘ 相比于原 Ｐｉｘ２Ｐｉｘ 生成器在训

练过程中损失函数下降更快，但下降过程中仍然波

动较大，而采用本文训练方法的 Ｐｉｘ２Ｐｉｘ 生成器在

训练过程中不仅损失函数下降相比原 Ｐｉｘ２Ｐｉｘ 更

快，下降过程中其波动也比其它 ３ 种更小，从而证明

本文改进 ＧＡＮ 训练方法的有效性。
３．２　 生成图像质量比较

为更好地验证文中改进 Ｐｉｘ２Ｐｉｘ 模型在人脸素

描生成任务中的有效性，除将其与原 Ｐｉｘ２Ｐｉｘ 模型

进行对比外 ，还选择了 ＧｙｃｌｅＧＡＮ 模型与其进行对

比分析。 ＧｙｃｌｅＧＡＮ 模型作为图像翻译领域中另一

经典模型，因其训练时不需要成对数据集、易于实现

以及生成图像质量高等特点，一经提出便受到了广

泛关注，因此选择将其作为参照对象可以使参照实

验结果更具有代表性。
　 　 改进模型生成图像与其它模型生成图像对比如

图 ７ 所示，通过对比发现，文中提出的改进 Ｐｉｘ２Ｐｉｘ
模型生成的人脸素描比 Ｐｉｘ２Ｐｉｘ 和 ＣｙｃｌｅＧＡＮ 生成

的图像人脸轮廓更清晰，细节部分保留更完整，表情

更明显，噪点更少，同时在整体观感上更接近人工绘

制素描。

（a）人脸照片

（b）手绘素描

（c）CycleGAN

（d）Pix2Pix

（e）改进的Pix2Pix

图 ７　 生成图像质量对比

Ｆｉｇ． ７　 Ｇｅｎｅｒａｔｅｄ ｉｍａｇｅｓ ｑｕａｌｉｔｙ ｃｏｍｐａｒｉｓｏｎ

３．３　 生成图像量化比较

为量化评价改进 Ｐｉｘ２Ｐｉｘ 模型生成的图像质

量，本文采用特征相似度 （ Ｆｅａｔｕｒｅ Ｓｉｍｉｌａｒｉｔｙ Ｉｎｄｅｘ
Ｍｅａｓｕｒｅ， ＦＳＩＭ） 作为系统评价指标［２４］。 相较于

ＳＳＩＭ［２５］ 和 ＭＳ － ＳＳＩＭ［２６］，ＦＳＩＭ 充分考虑了图像视

觉信息的冗余性和人类视觉系统主要通过低级特征

来理解图像的特点，并且更偏向于清晰度较高的图

像［２７］。 ＦＳＩＭ 通过计算 ２ 幅图像的相位一致区域和

图像梯度幅值来评价这 ２ 幅图像在人类视觉系统中

的相似度。 其中，相位一致区域用来寻找一张数字

图像在人类视觉系统中会被认为是“信息量丰富”
的区域，而图像梯度幅值用来弥补相位一致性无法

感知图像局部对比度变化对图像整体视觉效果产生

影响的不足。 在测试集上各模型所得 ＦＳＩＭ 分数见

表 １。 由表 １ 数据可知，改进 Ｐｉｘ２Ｐｉｘ 模型在测试集

上得分为０．６４８ ３，相比原 Ｐｉｘ２Ｐｉｘ 模型和 ＣｙｃｌｅＧＡＮ
模型分别提高了０．０２０ ６和０．０２７ ６，从量化指标上进

一步说明了文中提出的改进 Ｐｉｘ２Ｐｉｘ 模型在人脸素

描生成任务中的有效性。 此外，相比于原 Ｐｉｘ２Ｐｉｘ
和 ＣｙｃｌｅＧＡＮ 模型更低的分数方差也说明除生成的

素描图像质量更好之外，改进 Ｐｉｘ２Ｐｉｘ 模型在稳定

性上相较于其它对比模型也更有优势。
表 １　 各模型在测试集上 ＦＳＩＭ得分

Ｔａｂ． １　 ＦＳＩＭ ｓｃｏｒｅ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｏｎ ｔｈｅ ｔｅｓｔ ｓｅｔ

算法 平均分 方差 标准差

ＣｙｃｌｅＧＡＮ ０．６２０ ７ ０．００２ ８ ０．０５２ ９
Ｐｉｘ２Ｐｉｘ ０．６２７ ７ ０．００４ ３ ０．０６５ ７

改进 Ｐｉｘ２Ｐｉｘ 模型 ０．６４８ ３ ０．００２ １ ０．０４５ ８

３．４　 消融实验

本文通过消融实验对比分析，进一步验证了文

中提出的改进 Ｐｉｘ２Ｐｉｘ 模型中各改进点在人脸素描

生成任务中的优化效果，实验结果见表 ２。 从表 ２
数据可知，原 Ｐｉｘ２Ｐｉｘ 在测试集上 ＦＳＩＭ 得分为

０．６２７ ７，引入自注意力机制后，增强了原 Ｐｉｘ２Ｐｉｘ 模

型细节特征提取能力，将测试集上 ＦＳＩＭ 分数提高

了 ０．１０８；而通过在生成器的损失函数中加入内容－
风格损失函数，亦提高了模型在测试集上的表现。
综合上述 ２ 种改进后，相较于原 Ｐｉｘ２Ｐｉｘ 模型，本文

提出的改进 Ｐｉｘ２Ｐｉｘ 模型有效地提高了生成的人脸

素描图像质量，说明了改进 Ｐｉｘ２Ｐｉｘ 模型在人脸素

描生成任务中的有效性。
表 ２　 消融实验

Ｔａｂ． ２　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

模型
自注意力

机制

内容－风格

损失函数

测试集上

ＦＳＩＭ 平均得分

Ｐｉｘ２Ｐｉｘ × × ０．６２７ ７
优化模型 １ √ × ０．６３８ ５
优化模型 ２ × √ ０．６３１ ７
改进 Ｐｉｘ２Ｐｉｘ √ √ ０．６４８ ３

６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



４　 结束语

文中主要对 Ｐｉｘ２Ｐｉｘ 的生成器模型进行改进，
将自注意力机制用于生成器和鉴别器网络中，减小

无用信息对生成器的影响，加强生成器对输入图像

中的人脸重要部分的学习，提升生成的人脸素描图

像的质量；并在生成器损失函数中引入了内容－风
格损失函数，使生成网络在生成人脸素描图像时既

保留人脸照片中的细节部分，又能使图像更接近素

描风格。 同时，量化比较实验表明，改进 Ｐｉｘ２Ｐｉｘ 在

测试集上的 ＦＳＩＭ 得分比 Ｐｉｘ２Ｐｉｘ 和 ＣｙｃｌｅＧＡＮ 分别

高出了 ２％和 ２．７％ ，进一步说明了改进 Ｐｉｘ２Ｐｉｘ 在

人脸素描生成任务中的有效性。 但与此同时，该改

进模型依然存在一些问题，如对非正面拍摄的人脸

图像效果较差。 因此今后的工作便是提出能针对各

种不同场景下不同角度的人脸图像也能生成质量较

高的人脸素描图像的生成方法。
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