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一种变分模态分解与 Ａｄａｍ 优化的 ＬＳＴＭ 电价预测方法

马丽莹， 魏云冰

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 电价预测有助于电力市场的优化调度。 长短期记忆（ ｌｏｎｇ ｓｈｏｒｔ－ｔｅｒｍ ｍｅｍｏｒｙ， ＬＳＴＭ）网络作为一种特殊的循环神经

网络（ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＲＮＮ），在解决此类问题时具有良好的性能。 为了提高电价预测的准确性，本文将变分模态分

解（ｖａｒｉａｔｉｏｎａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＶＭＤ）、ＬＳＴＭ 和 Ａｄａｍ 优化算法相结合，构建了一种 ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合模型。 经

ＶＭＤ 分解，将原始复杂的电价序列分解为波动简单且数量有限的固有模态函数（ ｉｎｔｒｉｎｓｉｃ ｍｏｄｅ ｆｕｎｃｔｉｏｎ， ＩＭＦ）。 ＶＭＤ 分解能

够有效克服经验模态分解（ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＥＭＤ）中存在的模态混叠问题。 先将高效的随机梯度优化器 Ａｄａｍ
与 ＬＳＴＭ 结合，再对分解后的每个 ＩＭＦ 进行预测，可以精确捕捉到电价的波动行为。 本文将 ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合模型应

用于实际电价数据。 并与其他模型相比较，验证了该模型在电价预测上具有良好的性能。
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０　 引　 言

电价预测问题影响着现代电力系统运行的各个

过程。 这些过程与其他当代科学和工程问题有关，
如最优电网调度、能源消耗、能源开发、温室气体排

放、电力系统模拟和电力负荷需求建模［１－２］。 因此，
电价预测是电力系统领域的一个牵涉到多学科的综

合研究课题。 但是电价预测受到多种因素的影响，
例如节假日、温度、节日、季节等，具有一定的波动

性。 此外，由于电力资源的波动和不平衡有可能造

成电力负荷增加，导致电价升高［３－４］。 近年来，许多

研究人员已经证明，电力相关预测是一项艰巨的任

务，因为电力需求在很大程度上要取决于多种因

素［５－７］。
为了实现对电价的高精度预测，一些学者开始

提出一些电价预测的方法，大致可分为 ２ 类：传统方

法和人工智能方法。 传统方法主要包括自回归综合

移动平均［８］、模糊推理系统［９］ 和贝叶斯随机波动

率［１０］等方法。 由于电价变化较快，具有一定的波动

性和非线性，传统的预测方法无法取得较好的预测

效果。
为了解决非线性的问题，一些研究人员采用人

工智能方法实现电价预测。 例如极限学习机、支持

向量机（ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅｓ， ＳＶＭ）和人工神经



网络等。 Ｓｈｒｉｖａｓｔａｖａ 等人［１１］将极限学习机与小波技

术相结合提高了电价预测的精度和可靠性。 Ｙａｎ 等

人［１２］提出了一种基于多 ＳＶＭ 的中期电力市场出清

价格预测模型。 Ｐａｎａｐａｋｉｄｉｓ 等人［１３］ 将人工神经网

络与聚类算法相结合提出了一种混合模型，来实现

日前电价预测。 然而，由于电价数据具有一定的记

忆性、即存在长期依赖关系，传统的神经网络在电价

时间序列分析的研究中面临着一定挑战。
ＬＳＴＭ 作为一种特殊的 ＲＮＮ，能够应用于长期

依赖关系的序列预测。 Ｌｉｕ 等人［１４］利用经验小波变

换和 ＬＳＴＭ 的混合模型预测风速。 实际电价数据具

有非线性、非平稳和长期依赖性的特点，而 ＬＳＴＭ 很

好地解决了这些问题。 Ｐｅｎｇ 等人［１５］ 在预测电价时

采用了差分进化算法来识别 ＬＳＴＭ 的参数，并通过

实验验证了长短时记忆网络在电价预测精度方面明

显优于传统的智能计算方法。 其主要原因在于

ＬＳＴＭ 能更好地捕捉并处理电价不规律性的特征。
基于随机梯度的方法在深度学习优化领域具有十分

重要的实际意义，对预测的准确性起着至关重要的

作用。 Ａｄａｍ 是一种常见且高效的优化算法［１６－１７］，
其优势在于对内存需求较少，计算效率高，可以很好

地处理稀疏梯度，在非线性和非平稳设置下表现出

优异的性能。 该算法可以通过寻找一系列参数使目

标函数最小化来达到优化深度学习模型的目的。 因

此，Ａｄａｍ 优化的 ＬＳＴＭ 神经网络被认为是预测电价

的有力工具。
将 ＶＭＤ 分解算法和 Ａｄｍａ 优化的 ＬＳＴＭ 神经

网络相结合用于电价时间序列的分析和预测是一种

比较新颖的想法。 ＶＭＤ 分解方法有效解决了 ＥＭＤ
中存在的模态混叠问题。 因此，本文提出了一种基

于 ＶＭＤ 和 Ａｄａｍ 优化的 ＬＳＴＭ 网络的混合模型，即
ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 模型。 通过美国 ＰＪＭ 的电价数

据来验证该模型的预测效果。 为了说明该模型的性

能，将其与传统模型和混合模型进行了对比来验证

该模型的预测精度。
本文的框架结构如下所示：第 １ 节介绍了 ＶＭＤ

分解和 Ａｄａｍ 优化 ＬＳＴＭ 的基本理论；第 ２ 节详细描

述了所提出的混合模型；在第 ３ 节中，给出了电价预

测案例；结论见第 ４ 节。

１　 基本算法

在本节中，将介绍提出的混合模型中采用的

２ 种算法。 在 １． １ 节中，简要介绍 ＶＭＤ 分解算

法原理，在 １．２ 节中介绍 Ａｄｍａ 优化的 ＬＳＴＭ 神经网

络。
１．１　 变分模态分解

２０１４ 年，Ｄｒａｇｏｍｉｒｅｔｓｋｉｙ 等人［１８］ 提出了 ＶＭＤ 方

法［１８－１９］。 ＶＭＤ 方法解决了局部均值分解、经验模

态分解等方法中存在的模态混合问题［１９］。 作为一

种非递归算法，ＶＭＤ 将输入信号同时分解为多个

ＩＭＦ。 这里需用到的数学公式为：
ｕｋ（ ｔ） ＝ Ａｋ（ ｔ）ｃｏｓ ϕｋ（ ｔ）( ) （１）

　 　 其中， Ａｋ（ ｔ） 是 ｕｋ（ ｔ） 的瞬时幅值， ωｋ ＝ ϕｋ ＇（ ｔ）
是瞬时频率。 约束变分问题描述为：
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其中， ｘ（ ｔ） 是要分解的原始信号； ｕｋ，ωｋ 分别

是 ＩＭＦ 和中心频率；“∗”是卷积符号。 引入惩罚因

子 ａ 和拉格朗日乘数 λ 来解决方程（２）的约束问

题：
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　 　 ｕｋ，ωｋ 和 λ 的更新公式见如下：

ｕ^ｎ＋１
ｋ ω( ) ＝

ｘ ω( ) － ∑
Ｋ
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λ^ｎ＋１ ω( ) ＝ λｎ ω( ) ＋ τ ｘ（ ｔ） － ∑
ｍ＋１

ｋ
ｕ^ｎ＋１
ｋ ω( )( ) （６）

　 　 直到满足条件 ∑
ｋ

‖ｕ^ｎ＋１
ｋ － ｕ^ｎ
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２ ／ ‖ｕ^ｎ
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ξ， 最终将原始信号分解成 Ｋ 个 ＩＭＦ 分量。
１．２　 Ａｄｍａ 优化的 ＬＳＴＭ 神经网络

ＬＳＴＭ 神经网络拥有很多层连接的记忆块，每
个记忆块包含管理块的输出门和状态门。 ＬＳＴＭ 神

经网络具有一定的记忆性，即下一个状态的信息不

仅与当前状态有关，还与历史状态有关。 ＬＳＴＭ 每

个单元内主要包括遗忘门、输入门和输出门，如图 １
所示。 对此拟展开阐释分述如下。
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图 １　 ＬＳＴＭ 神经网络结构

Ｆｉｇ． １　 ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 （１）遗忘门 ｆｔ： 有条件地决定块中保留的信息。
推得的数学公式具体如下：

ｆｔ ＝ σ（ωｆ［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （７）
　 　 其中， ω ｆ 和 ｂｆ 分别表示权重矩阵和偏置向量。
ｈｔ －１ 是先前状态的输出； ｘｔ 表示输入值； σ（·） 表示

ｓｉｇｍｏｉｄ 函数。
（２）输入门 ｉｔ： 有条件地确定输入哪些值来更

新记忆状态。 推得的数学公式具体如下：
ｉｔ ＝ σ（ωｉ［ｈｔ －１，ｘｔ］ ＋ ｂｉ） （８）

　 　 （３）输出门 ｏｔ： 根据输入和块记忆有条件地决

定输出。 推得的数学公式具体如下：
ｏｔ ＝ σ（ωｏ［ｈｔ －１，ｘｔ］ ＋ ｂｏ） （９）

　 　 在每个时间 ｔ 内，输入特征由输入 ｘｔ 和之前隐

藏状态 ｈｔ －１ 计算，并且 ｔａｎｈ 函数取值范围在－１ 到 １
之间。 由此推得的数学公式为：

ｃ～ ｔ ＝ ｔａｎｈ（ωｃ［ｈｔ －１，ｘｔ］ ＋ ｂｃ） （１０）

　 　 记忆单元由调节的输入特征 ｃ～ ｔ 和前一个记忆

单元 ｃｔ －１ 的遗忘部分更新。 研究推得的公式为：

ｃｔ ＝ ｆｔｃｔ －１ ＋ ｉｔ ｃ
～
ｔ （１１）

　 　 最终由输出门 ｏｔ 和记忆单元 ｃｔ 计算得到隐藏

状态输出 ｈｔ。 研究用到的公式为：
ｈｔ ＝ ｏｔ∗ｔａｎｈ（ｃｔ） （１２）

　 　 在式（７） ～ （１２）中，矩阵 ω ｆ、ω ｉ、ω ｏ 和 ω ｃ 是权

重矩阵；向量 ｂｆ、ｂｉ、ｂｏ 和 ｂｃ 是偏置向量； ｈｔ －１ 是前一

个隐藏状态计算的结果； ｈｔ 是 ｔ 时刻隐藏状态的输

出； ｘｔ 表示输入信息。
Ａｄａｍ 是一种随机梯度下降的一阶优化算法，

在深度学习中有着广泛的用途［２０］。 该方法的优势

在于具有高效的计算能力，对内存的需求不高，实现

过程中对需要调节的参数较少、且操作原理简单。
Ａｄａｍ 优化算法的具体步骤如下所示。

步骤 １　 初始化步长 α ＝ ０．００１， 初始化矩估计

指数衰减率 β １，β ２ ∈ ［０，１）， 这里取 β １ ＝ ０．９，
β ２ ＝ ０．９９， 设定误差值 ε ＝ １０ －８， ｆ（θ） 是参数为 θ
的随机目标函数。 这里使用均方误差，Ａｄａｍ 的目

标是找到一组使均方误差最小化的参数 θ。
步骤 ２　 初始化第一个矩向量 ｍ０ ＝ ０， 第二个

矩向量 ｖ０ ＝ ０， 初始时间 ｔ ＝ ０。
步骤 ３　 更新参数。 相关系列公式见如下：
（１） ｔ ＝ ｔ ＋ １
（２） 运算得到 ｔ 时刻的梯度随机目标： ｇｔ ＝

Ñθ ｔ ｆ（θ ｔ －１）
（３）更新有偏差的第一矩估计： ｍｔ ＝ β １·ｍｔ －１ ＋

（１ － β １）·ｇｔ

（４）更新有偏差的二阶原始矩估计： ｖｔ ＝ β ２·
ｖｔ －１ ＋ （１ － β ２）·ｇ２

ｔ

（５）计算偏差校正的第一矩估计，即：
ｍｂｔ ＝ ｍｔ ／ （１ － βｔ

１）
　 　 （６）计算偏差校正的二阶原始矩估计，即：

ｖｂｔ ＝ ｖｔ ／ （１ － βｔ
２）

　 　 （７） θ ｔ ＝ θ ｔ －１ － α·ｍｂｔ ／ （ ｖｂｔ ＋ ε）
步骤 ４　 判断 θ ｔ 是否收敛，若不收敛，继续执行

步骤 ３，直到满足条件时循环结束。 得到返回值

θ ｔ。
如这里的 Ａｄａｍ 算法所述，首先需要确定参数

α、 β １、 β ２ 以及随机目标函数 ｆ（θ）， 接下来初始化

参数向量、第一个矩向量、第二个矩向量和时间。 再

进行多次循环迭代，更新计算参数向量（ ｔ、ｇｔ、ｍｔ、
ｖｔ、ｍｂｔ、ｖｂｔ 和 θ ｔ）， 当参数 θ 收敛时则认为循环停

止。 Ａｄａｍ 通过优化目标函数 ｆ（θ） 适用于 ＬＳＴＭ 神

经网络，找到一组使均方误差最小化的参数。

２　 预测模型

２．１　 电价预测过程

利用 ＶＭＤ 分解和 Ａｄａｍ 优化 ＬＳＴＭ 的混合模

型预测电价的过程大致分为以下 ６ 个步骤：
步骤 １ 　 本文研究采用美国 ＰＪＭ 电力市场

２０１２ 年 １ 月的节点边际电价数据进行实验分析，来
验证ＶＭＤ－Ａｄａｍ－ＬＳＴＭ混合模型的有效性。

步骤 ２　 数据预处理。 为了进一步提高模型对

价格序列的预测精度，根据 ３σ 准则对原始数据训

练集的异常值进行处理。 通过计算一组电价序列的

均值和标准差，并根据一定的概率确定一个范围，认
为超出这个范围的数据属于异常值，通过 ３σ 准则

剔除异常数据。 具体计算流程如下：
（１）计算样本电价数据的均值 μ 和方差 σ ２。
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（２）根据 ３σ 准则判断数据是否在 （μ － ３σ，μ ＋
３σ） 范围内。 超出范围则剔除异常数据。

步骤 ３　 电价数据的 ＶＭＤ 分解。 由式（２）可

知，ＶＭＤ 方法的输入不仅是原始信号，还需要确定

参数 Ｋ 的具体值。 Ｋ 决定了分解过程中提取的模态

数量。 如果提取模态太多，会导致精度降低和计算

复杂性变大。 但是，如果模态数量太少，模态中包含

的信息不足以训练出具有较高精度的预测模型。 因

此，如何为 Ｋ 选择一个合适值是非常重要的。 本文

通过中心频率确定 ＶＭＤ 分解个数 Ｋ， 并对分解后 Ｋ
个 ＩＭＦ 和残差进行预测。

步骤 ４　 Ａｄａｍ 优化的 ＬＳＴＭ 模型预测。 经过

上述 ＶＭＤ 分解后，利用 ＬＳＴＭ 神经网络对 ＶＭＤ 分

解后的时间序列进行训练和预测，从而得到更准确

的预测结果。 该网络采用单输入 ／单输出的结构，隐
含层个数为 ４，使用默认的 ｓｉｇｍｏｉｄ 激活函数。 网络

训练 １ ０００ 个周期，前一时刻步长作为输入变量来

预测下一个时刻的数据。 作为一种高效的随机梯度

优化器，Ａｄａｍ 被用于 ＬＳＴＭ 的电价预测中。
步骤 ５　 计算原始电价预测结果。 由式（２）的

约束条件可知，将 Ｋ 个 ＩＭＦ 分别预测的结果和残差

预测的结果相加， 即为原始电价预测结果。
步骤 ６　 预测模型评估。 将预测结果与实际电

价数据比较，计算 ３ 种评估指标，研究内容详见第 ３
节。
　 　 根据上述预测步骤，基于 ＶＭＤ 分解和 Ａｄａｍ 优

化 ＬＳＴＭ 神经网络的混合模型预测电价的过程如图

２ 所示。

预测精度评估

残差预测结果

电价预测结果

相加

K个IMF预测结果

Adam优化的LSTM
预测模型

VMD分解

3σ准则预处理

原始电价数据

K个IMF 残差

图 ２　 基于 ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合预测模型流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＶＭＤ－Ａｄａｍ－ＬＳＴＭ ｈｙｂｒｉｄ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ

２．２　 评估指标

为了评估预测模型的精度，使用平均绝对误差

（ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒ， ＭＡＥ）、 均方根误差（ｒｏｏｔ ｍｅａｎ
ｓｑｕａｒｅ ｅｒｒｏｒ， ＲＭＳＥ） 和 Ｒ２ 的典型误差评估指标。
对此可做探讨阐述如下。

（１） ＭＡＥ。 反映了绝对误差的平均值。ＭＡＥ 越

小，预测越准确，推得的数学公式可写为：

ＭＡＥ ＝ １
ｍ∑

ｍ

ｔ ＝ １
ｘ（ ｔ） － ｘ

～
（ ｔ） （１３）

　 　 其中， ｘ（ ｔ） 为 ｔ时刻的原始电价数据； ｘ
～
（ ｔ） 为 ｔ

时刻的预测电价； ｍ 为预测点数。
（２） ＲＭＳＥ。 描述了预测误差的离散程度。

ＲＭＳＥ 越小，预测越准确。 推得的数学公式可写为：

ＲＭＳＥ ＝ １
ｍ∑

ｍ

ｔ ＝ １
（ｘ（ ｔ） － ｘ

～
（ ｔ）） ２ （１４）

　 　 （３） Ｒ２。 是拟合程度的统计，反映了解释的程

度。 Ｒ２ 结果越接近 １，预测精度越高。 推得的数学公

式可写为：

Ｒ２ ＝ １ －
∑ｍ

ｔ ＝ １
（ｘ（ ｔ） － ｘ

～
（ ｔ）） ２

∑ｍ

ｔ ＝ １
（ｘ（ ｔ） － ｘ

－
（ ｔ）） ２

（１５）

　 　 其中， ｘ
－
（ ｔ） 是 ｘ（ ｔ） 的均值。

３　 算例分析

３．１　 数据介绍

为了验证本文提出的 ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合

模型的有效性，采用美国 ＰＪＭ 电力市场 ２０１２ 年 １
月的节点边际电价数据进行实验仿真验证。 在此数

据采集过程中，每隔 １ ｈ 统计得到一个电价数据，选
取 １ 月份前 ３０ 天的数据、共计 ７２０ 个数据作为实验

数据。
３．２　 ＶＭＤ 分解和模态个数的确定

不同模态个数会直接影响预测结果，因此在采

用 ＶＭＤ 算法对电价数据进行模态分解之前，需要

先确定分解的模态个数。 如果分解的模态个数较

少，可能导致原始电价数据的信息丢失；如果模态个

数较多，相邻 ＩＭＦ 分量的中心频率较近还可能出现

频率混叠，也会导致精度降低和计算复杂性较高。 根

据中心频率不宜较近的方法选择合适的模态个数，通
过比较较为接近的 ２ 个中心频率之间的差值，如果较

小则不能选择此次分解的模态个数。 将原始电价数

据通过 ３σ准则对异常值处理后经 ＶＭＤ 分解，得到不

同模态个数下的中心频率，其计算结果见表 １。
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表 １　 不同模态个数下 ＶＭＤ 分解的中心频率

Ｔａｂ． １ 　 Ｃｅｎｔｅｒ ｆｒｅｑｕｅｎｃｙ ｏｆ ＶＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ
ｎｕｍｂｅｒ ｏｆ ｍｏｄｅｓ

模态个数 中心频率 ／ Ｈｚ
２ １ ４３９ ２ ９１６ － － －
３ ９２５ ２ ２１３ ２ ９８４ － －
４ ５０６ １ １３６ ２ ２２７ ２ ９８６ －
５ ５０４ １ １３１ ２ １９９ ２ ８２８ ３ ０４８

　 　 从表 １ 中可以看出 ＩＭＦ 个数为 ５ 时，中心频率

２ ８２８和 ３ ０４８ 较为接近，可能造成频率混叠。 因此选

择分解的模态个数为 ４，具体分解结果如图 ３ 所示。
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图 ３　 电价数据的 ＶＭＤ 分解结果

Ｆｉｇ． ３　 ＶＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｅｌｅｃｔｒｉｃｉｔｙ ｐｒｉｃｅ ｄａｔａ
３．３　 预测结果与评估

接下来，采用 Ａｄａｍ 优化的 ＬＳＴＭ 分别对各个

ＩＭＦ 分量和残差进行预测。 选取前 ２９ 天数据、即 ０
到 ６９６ ｈ，作为训练集，最后一天 ６９７ 到 ７２０ ｈ 数据作

为测试集。 ＬＳＴＭ 神经网络采用单输入 ／单输出的方

式，隐含层个数为 ４，隐含层神经元个数为 １０，激励函

数为 ｓｉｇｍｏｉｄ 函数。 将 ４ 个 ＩＭＦ 分量预测结果和残

差预测结果相加得到原始电价数据的预测结果。
为了验证本文提出的 ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合

模型的有效性，分别与单一的 ＬＳＴＭ 预测模型和

ＥＭＤ－Ａｄａｍ－ＬＳＴＭ 混合预测模型相比，其预测结果

如图 ４ 所示。 ３ 种预测模型的预测误差结果见表 ２。
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图 ４　 不同模型的电价预测结果

Ｆｉｇ． ４　 Ｅｌｅｃｔｒｉｃｉｔｙ ｐｒｉｃｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

表 ２　 ３ 种预测模型误差结果

Ｔａｂ． ２　 Ｅｒｒｏｒ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｔｈｒｅｅ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ

预测模型 ＭＡＥ ＲＭＳＥ Ｒ２

ＶＭＤ－Ａｄａｍ－ＬＳＴＭ ０．７５０ ８ ０．８５８ ４ ０．９８３ ３
ＥＭＤ－Ａｄａｍ－ＬＳＴＭ １．５２４ ３ １．７７６ ３ ０．９３２ ２

ＬＳＴＭ １．６６１ ２ ２．０４１ １ ０．８９０ ７

　 　 从图 ４ 和表 ２ 中可以看出，ＬＳＴＭ 预测模型对电

价的拟合效果最低，ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合模型相

比于 ＥＭＤ－Ａｄａｍ－ＬＳＴＭ 混合模型的拟合效果更高。
究其原因则在于 ＬＳＴＭ 是单一的预测模型，没有对

原始电价数据进行预处理，而 ＶＭＤ 相对于 ＥＭＤ 分

解方法更能抑制模态混叠问题，使预测精度提高。

４　 结束语

本文提出了一种 ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合模型，
并采用美国 ＰＪＭ 的电价数据进行实验验证。

该混合模型具有 ＬＳＴＭ 能够处理非线性和长依

赖性时间序列的特点，同时也结合了 ＶＭＤ 相对于

ＥＭＤ 更能抑制模态混叠的优点。 在 ＶＭＤ 分解时，
通过比较中心频率选择合适的 ＩＭＦ 分量个数，防止

过拟合现象的发生。 在数据预处理时，采用 ３σ 准

则避免了异常值的影响。 实验结果表明，本文提出

的 ＶＭＤ－Ａｄａｍ－ＬＳＴＭ 混合模型相比于单一的 ＬＳＴＭ
模型和 ＥＭＤ－Ａｄａｍ－ＬＳＴＭ 混合模型，具有更高的预

测精度，验证了该模型的有效性和准确性。
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