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基于一阶段目标检测网络头部算法研究

肖贵明， 丁德锐， 梁　 伟， 魏国亮
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摘　 要： 目标检测的网络框架对目标检测结果影响极大，其中网络头部的研究是网络框架改进的重点之一。 本文针对一阶段

目标检测的网络头部进行改进。 通过对当前两阶段网络头部的研究与一阶段网络框架 ＲｅｔｉｎａＮｅｔ 头部热力图的输出进行分

析，在一阶段网络头部创新性地引入池化层模块、提出双分类头模块、使用 ２ 个网络头部权重自适应分配结合的方法。 本文使

用 ＲｅｔｉｎａＮｅｔ 作为 ｂａｓｅｌｉｎｅ、ＶＯＣ０７１２ 和 ＭＳ ＣＯＣＯ２０１７ 数据集作为实验数据集，最终在 ＶＯＣ０７１２ 上 ｍＡＰ 达到了 ８０．８％，相比

于 ｂａｓｅｌｉｎｅ 提高了 ３．５％，在ＭＳ ＣＯＣＯ２０１７ 测试集上 ｍＡＰ达到了 ４０．２％，相比于 ＲｅｔｉｎａＮｅｔ 提高了 １．１％，使用多尺度后 ｍＡＰ达

到了 ４１．７％，提高了 ２．４％。
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０　 引　 言

计算机视觉中，目标检测是最基础的任务之一。
近年来，目标检测发展迅速。 形成两阶段目标检测

和一阶段目标检测两种形式。 两阶段目标检测中，
ＲＣＮＮ［１］通过选择搜索生成区域，并利用深度网络

提取特征。 ＳＰＰＮｅｔ［２］ 提出空间池化层对 ＲＣＮＮ 进

行加速；Ｆａｓｔ－ＲＣＮＮ［３］ 提出 ＲｏＩ ｐｏｏｌｉｎｇ 提升性能和

速度；Ｆａｓｔｅｒ－ＲＣＮＮ［４］提出 ＲＰＮ 生成 ＲｏＩ；Ｒ－ＦＣＮ［５］

提出 ｐｏｓｉｔｉｏｎ ｓｅｎｓｉｔｉｖｅ ＲｏＩ ｐｏｏｌｉｎｇ 进行处理位置变动

问题；ＦＰＮ［６］ 建立从下到上、从上到下、横向连接的

模块形式；Ｍａｓｋ－ＲＣＮＮ［７］ 提出 ＲｏＩＡｌｉｇｎ。 一阶段目

标检测中：ＳＳＤ［８］和 ＹＯＬＯ［９－１１］直接预测对象类别和

位置；Ｆｏｃａｌ ｌｏｓｓ［１２］ 针对一阶段类别不平衡问题，并
提出 ＲｅｔｉｎａＮｅｔ；Ｆｃｏｓ 等［１３－１６］ 使用 ａｎｃｈｏｒ － ｆｒｅｅ 的方

式进行目标检测。
现下，目标检测网络框架正陆续推出，学界对两

阶段 头 部 网 络 的 研 究 是 其 重 点 之 一。 Ｃａｓｃａｄｅ
ＲＣＮＮ［１７］根据不同的 ＩｏＵ， 提出级联的检测头；Ｍａｓｋ
ＲＣＮＮ 增加额外的语义分割网络头部，提升性能；
ＩｏＵ－ Ｎｅｔ［１８］ 增加头部分支来预测 ＩｏＵ； Ｄｏｕｂｌｅ －
Ｈｅａｄ［１９］研究发现 ｆｃ 层更有利于分类，使用双头网

络对物体进行检测。 近年来，一些两阶段网络框架

的网络头部变动如图 １ 所示。 图 １（ａ）使用全连接

头进行分类和定位；图 １（ｂ）使用全卷积头进行分类

和定位；图 １（ｃ）和图 １（ｄ）是 Ｄｏｕｂｌｅ－Ｈｅａｄ 提出的



使用卷积和全连接相互作用的双头网络。

class
box

class
box

class
box

class

box

class

box

ROI

ROI

ROI

ROI

RolAlign

RolAlign

RolAlign

RolAlign

(a)使用全连接头进行分类和定位

(c)使用卷积相互作用的双头网络

(d)使用全连接相互作用的双头网络

(b)使用全卷积头进行分类和定位

图 １　 两阶段目标检测头部变化图

Ｆｉｇ． １　 Ｔｗｏ－ｓｔａｇｅ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｈｅａｄ ｃｈａｎｇｅ ｆｉｇｕｒｅ

　 　 根据两阶段网络 Ｄｏｕｂｌｅ－Ｈｅａｄ 的研究， ｆｃ 层更

加适合分类，主要由于分类具有空间敏感性。 一阶

段网络没有两阶段网络的 ＲｏＩＡｌｉｇｎ 模块，前向网络

传入的特征到网络头部时无法减少大量参数，故一

阶段网络分类头部使用 ｆｃ 时会产生大量的参数，极
大地减少一阶段网络头部改进的可能性。

再者，本文将一阶段网络 ＲｅｔｉｎａＮｅｔ 的网络分类

头的热力图进行输出，如图 ２ ～图 ４ 所示。 图 ２ ～图

４ 中，左图均为图像刚进入网络分类头部的热力图

输出，右图均为经过网络头部后的热力图输出。 可

以看出，经过网络头部后，使得关注点能较好地集中

在其中的一部分。 但也出现以下 ２ 个问题。 其一，
经过网络头部后，由于图中识别的物体范围太大、含
有较多的背景，关注点无法集中在识别的物体上；其
二，头部网络提取的特征反映在原图中，有些物体识

别不到或对物体识别的信息较少。

图 ２　 网络头部热力图

Ｆｉｇ． ２　 Ｎｅｔｗｏｒｋ ｈｅａｄ ｈｅａｔ ｍａｐ

图 ３　 网络头部热力图

Ｆｉｇ． ３　 Ｎｅｔｗｏｒｋ ｈｅａｄ ｈｅａｔ ｍａｐ

图 ４　 网络头部热力图

Ｆｉｇ． ４　 Ｎｅｔｗｏｒｋ ｈｅａｄ ｈｅａｔ ｍａｐ

　 　 综上所述，本文针对一阶段网络 ＲｅｔｉｎａＮｅｔ 的分

类头部进行改进，提出双分类头，主要由 ２ 个分类头

部组成：循环通道注意力模块头（Ｃｉｒｃｕｌａｔｏｒｙ Ｃｈａｎｎｅｌ
Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）；多头注意力机制模块头（Ｍｕｌｔｉ －
ｈｅａｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｍｏｄｕｌｅ ｈｅａｄ）。 其中，循环

通道注意力模块头用于着重增强当前提取特征，在
进行分类时能够对物体进行准确识别，在关注物体

本身的同时减少对背景的关注。 多头注意力机制模

块头具有 ｆｃ 的特性，同时又具有自注意力的性能，
在获得更大空间性的同时，加强对物体本身的关注

与识别物体本身。 本文有以下 ３ 个创新点：
（１）一阶段网络头部引入池化层模块，以此减

少参数量。
（２）使用双分类头，提出循环通道注意力模块，

将 ＮＬＰ 中的多头注意力机制模块有改进性地应用

到本文中。
（３）２ 个网络头部进行自适应权重分配，进行输

出。

１　 基于 ＲｅｔｉｎａＮｅｔ 的双分类头

１．１　 分析网络框架

本文采用的目标检测网络框架是在 ＲｅｔｉｎａＮｅｔ
基础上加以改进的，如图 ５ 所示。 整体来说，由主干

网络、特征金字塔（ＦＰＮ）和网络头中的分类、定位两

个任务分支、三大模块所组成。 本次选取 ＲｅｓＮｅｔ１０１
为主干网络。
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图 ５　 网络结构图

Ｆｉｇ． ５　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 特征金字塔是从主干网络 Ｐ３ 到 Ｐ６ 构造得到

的。 研究中， ｌ表示特征金字塔的层数，第 Ｐ ｌ 层大小

为该层输入图像分辨率
１
２ｌ 倍，图 ５ 中只简单地显示

了其中的 ３ 层。 特征金字塔的每一层都是用来检测

大小不同的物体，从 Ｐ３ 到 Ｐ６ 的金字塔中参考框的

面积大小为 ３２２ 到 ２５６２，其中第 ｌ层参考框大小的面

积为第 ｌ 层采样率 ２ｌ 乘 ４ 的平方大小。 这里将长宽

比为｛２ ∶ １， １ ∶ １， １：２｝三种比率使用在每一层上，

同时在同一层增加了 ｛２０，２
１
３ ，２

２
３ ｝ 三种参考框的面

积大小，故每层一共 Ａ ＝ ９ 种参考框。
　 　 网络头的分类和定位两个分支是全卷积分支。
定位分支是无关类别的，通过 ４ 个 Ｗ∗Ｈ∗２５６ 卷积

层，具有 Ｗ∗Ｈ 的空间位置数，用来回归 Ａ 个边界框

的偏移量，其中每个框有 ４ 个偏移量，分别表示左

下、右上两个点相对偏移量、或者中心点和长宽的相

对 偏 移 量， 定 位 分 支 最 后 输 出 大 小 为

Ｗ∗Ｈ∗Ａ∗４。 分类分支用来预测每张图片的每个

特定空间位置的类别，由图 ５ 可知，本文在分类分支

上使用 ２ 个分类头并将 ２ 部分进行自适应权重加

权，得到的空间位置数为 Ｗ∗Ｈ，每个位置有 Ａ 个边

界框，Ｋ 个种类，预测该位置属于某种类别的可能

性，故分类分支大小为 Ｗ∗Ｈ∗Ａ∗Ｋ。
１．２　 说明循环通道注意力模块头

图 ６ 为通道注意力模块。 通过将输入的特征图

进行平均池化和最大池化，即使得输入特征变成

Ｂ∗１∗１∗Ｃ，并通过 Ｃｏｎｖ 进行通道数的降维，减小

参数量，在此基础上将平均池化和最大池化得到的

特征进行相加，再归一化得到最终的结果。 通过通

道注意力模块可以对得到的特征进行区分，使其重

点关注某些特征，减小关注的特征范围。

Channelattentionmap
SigmoidConv1*1*CConv1*1*C′ Relu

C′=C//16
AvgPool

MaxPool
InputFeature

C*H*W

图 ６　 通道注意力模块图

Ｆｉｇ． ６　 Ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ ｆｉｇｕｒｅ

　 　 图 ７ 为循环通道注意力模块，选择通道注意力

模块是由于该部分在网络头部，语义特征足够强，只
需要对提取得到特征的物体部分进行重点关注。 循

环通道注意力模块中进行了以下 ３ 点操作：
（１）引入恒等变换。 图 ７ 中为输出特征和通道

注意力所得到的结果相乘后和输出特征进行相加，
恒等变换的使用是为了保持当前性能的同时，尽可

能地增强性能，同时保持网络的稳定性。

（２）通道注意力模块使用的是未经过 Ｃｏｎｖ 变

换的输入特征，由于输入特征相比于输出特征保留

有更多的细节，所以将通道注意力模块使用在输入

特征上，可以对每个通道做更细致的分析，得到的结

果更加地准确。
（３）使用结构循环，为了通过多次操作对重点

关注到的特征进一步加强，对不应关注的特征进一

步弱化，使得提取得到的特征更加地准确。
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图 ７　 循环通道注意力模块图

Ｆｉｇ． ７　 Ｃｉｒｃｕｌａｔｉｏｎ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ ｆｉｇｕｒｅ

１．３　 阐述多头注意力机制模块头

多头注意力机制如图 ８ 所示。 图 ８ 中为多头注

意力模块头部为 １ 时的情况（ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ）。 多头

注意力是在 ＮＬＰ 的 Ｔｒａｎｓｆｏｒｍｅｒ 中提出的，旨在解决

ＲＮＮ 中数据不能并行所带来的运行速度较慢的

问题。这 里， ｘｉ 表 示 输 入 数 据， 通 过 嵌 入 层 进

行 ｅｍｂｅｄｄｉｎｇ得到 ａｉ。 由此推得的数学公式可写

为：
ａｉ ＝ Ｗｘｉ

q1 k1 v1 q2 k2 v2 q3 k3 v3 qm km vm

a3

x3

a2

x2

a1

x1

b2

α2,1

α2,1

^ α2,2̂ α2,3̂^ α2,4̂

am

xm

α2,2 α2,3 α2,m

图 ８　 多头注意力机制

Ｆｉｇ． ８　 Ｍｕｌｔｉ－ｈｅａｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 对输入 ａｉ 进行变换。 相应数学公式分别如下：
ｑｉ ＝ ＷＱａｉ （１）
ｋｉ ＝ Ｗｋａｉ （２）
ｖｉ ＝ ＷＶａｉ （３）

　 　 得到 ｑｉ、ｋｉ、ｖｉ。 将得到的 ３ 个输入进行向量点

积，即：

ａ ｊ．ｉ ＝
ｑＴｒａｎｓｐｏｓｅ
ｊ ·ｋｉ

ｄｑ，ｋ

（４）

　 　 计算得到 ａ ｊ，ｉ 后，对其进行归一化，表示为：

ａ^ ｊ，ｉ ＝ Ｓｏｆｔｍａｘ（ａ ｊ，ｉ） （５）

　 　 进一步得到 ａ^ ｊ，ｉ， 最后经过求和，具体公式为：

ｂ ｊ ＝ ∑
Ｔ

ｉ ＝ １
ａ^ ｊ，ｉ·νｉ （６）

　 　 如上计算后得到输出 ｂ ｊ。 这种自注意力机制

具有很好的空间性，同时对自身的重要部分、即该识

别的物体进行了重点关注，能够很好地满足局部特

征和全局特征的提取和使用。
　 　 图 ９ 为多头注意力机制模块头。 多头注意力机

制模块头总共由 ３ 部分组成，分述如下：

（１）平均池化。 由于一阶段目标检测网络不具

有两阶段目标检测网络的 ＲｏＩＡｌｉｇｎ 模块， 将传入到

网络头部的特征进行再提取，减少大量传入头部的

特征，故无法直接使用 ｆｃ 层。 研究中可将传进网络

头部的特征进行平均池化， 从原先的 Ｗ∗Ｈ 缩小到

Ｎ∗Ｎ，减小参数量。 同时采用平均池化是由于到网

络头部时，语义信息强，这时候使用平均池化能带来

更好的性能。
（２）使用多头注意力机制，利用其本身具有良好

的空间性和自注意力机制，能够更好地识别到物体。
其中，多头注意力机制中的输入 ｑｕｅｒｙ、ｋｅｙ、ｖａｌｕｅ 分别

是输入特征，大小为 Ｂ∗Ｗ∗Ｈ∗Ｃ，进行池化后的特

征大小为 Ｂ∗Ｎ∗Ｎ∗Ｃ 和 Ｄ∗Ｎ∗Ｎ∗Ｃ。 输入特征

使用了恒等变换，保证性能的同时，加快收敛速度和

网络稳定性。 由于分类头部对位置信息不敏感，所以

在使用多头注意力时并未使用位置信息。
（３）Ｌａｙｅｒ Ｎｏｒｍ，通过多头注意力输出的特征为

Ｂ∗Ｍ∗Ｃ，Ｍ为Ｈ∗Ｗ，将 Ｃ个通道作为一个样本，对Ｍ
个位置的 Ｃ 个通道进行归一化，使得每一个位置不同

的通道具有和为 １ 的权重，进一步加快训练速度。

１８第 １１ 期 肖贵明， 等： 基于一阶段目标检测网络头部算法研究



Input
Feature

Avg
pooling

Feature

value

key

query

Multihead
Attention

Layer
Norm

图 ９　 多头注意力机制模块

Ｆｉｇ． ９　 Ｍｕｌｔｉ－ｈｅａｄ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｍｏｄｕｌｅ

１．４　 实现头部结合

本文中 ２ 个网络头部的偏重点有所不同，循环

通道注意力模块头更加偏向能准确识别物体，减少

背景混入；多头注意力机制模块头偏向于通过更大

的空间性和自注意力将物体识别出来。 所以将 ２ 个

网络分类头部进行自适应加权。 通过对 ２ 个头部进

行平均池化生成 Ｂ∗１∗１∗Ｃ的特征，进行合并，通过

ｓｏｆｔｍａｘ 进行归一化，将得到的权重和各自的网络头

部特征进行相乘，相加得到最终的分类输出，让网络

自身来决定该偏向于哪一部分，从而使性能更好。

２　 实验结果与分析

２．１　 实验数据集和评价指标

ＰＡＳＣＡＬ ＶＯＣ 数据集，包含 ２０ 个类别，加上背

景、共有 ２１ 个类别。 其中，ＶＯＣ２００７ 共包含了 ９ ９６３
张图片：５ ０１１ 张为训练图片，４ ９５２ 张为测试图片。
ＶＯＣ２０１２ 共包含了 １１ ５４０ 张训练图片。 本次实验

联合 ＶＯＣ２００７ 和 ＶＯＣ２０１２ 训练集进行训练，在

ＶＯＣ２００７ 测试集上进行测试。
ＭＳＣＯＣＯ 数据集总共有 ８０ 类，本次实验使用

ＭＳＣＯＣＯ２０１７。 其中，训练集有 １１８ ２８７ 张图片，验
证集有 ５ ０００ 张图片，测试集一共有 ４０ ６７０ 张图片。
本次实验通过将检测结果上传到评估服务器来报告

测试结果。
本次实验指标使用的是 ｍＡＰ。 通过计算召回

率和精确率，并绘制成 ＰＲ 曲线进行统计。 指标的

数学定义式可写为：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（７）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（８）

　 　 其中，真阳性（Ｔｕｒｅ Ｐｏｓｉｔｉｖｅ， ＴＰ） 表示正确识别

为物体样本；真阴性（Ｔｒｕｅ Ｎｅｇａｔｉｖｅ， ＴＮ） 表示正确

识别为背景样本；假阳性（Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ， ＦＰ） 表示

背景 样 本 被 识 别 为 物 体 样 本； 假 阴 性 （ Ｆａｌｓｅ

Ｎｅｇａｔｉｖｅ， ＦＮ） 表示物体样本被识别为背景样本。
２．２　 模型与参数设置

本文实验基于 ｕｂｕｎｔｕ１８．０４ 系统，采用 Ｐｙｔｏｒｃｈ
深度学习框架和 Ｐｙｔｈｏｎ 编程语言，硬件使用英伟达

ＧｅＦｏｒｃｅ ＧＴＸ １０８０ 显卡。 以 ＲｅｓＮｅｔ 为主干网络，每
个 ｂａｔｃｈ 大小为 ２ 张图片，使用 ＳＧＤ 进行优化，动量

为 ０．９，初始学习率为 ０．００２ ５。 ＶＯＣ０７１２ 运行 １２ 个

ｅｐｏｃｈ， ＭＳ ＣＯＣＯ２０１７ 运行 ２４ 个 ｅｐｏｃｈ， 第 １６ 个

ｅｐｏｃｈ 和第 ２２ 个 ｅｐｏｃｈ分别出现了学习率的下降，下
降后的学习率为０．０００ ２５和０．０００ ０２５。
２．３　 实验结果与分析

本文对提出的双分类头进行了实验验证，表 １
为近年来一些网络框架在 ＶＯＣ０７１２ 中的实验结果。
由表 １ 可以看出，相比于作为 ｂａｓｅｌｉｎｅ 的 ＲｅｔｉｎａＮｅｔ，
本次研究提出的双分类头网络构架 ＲｅｔｉｎａＮｅｔ－ＤＣＨ
具有很高的网络性能， ｍＡＰ 上达到了 ８０．８，提高了

３．５％。
　 　 表 ２～表 ６ 为本次双分类头的消融实验。 由表

２ 可知，双分类头权重自适应相比于手动设置权重，
能达到更好的效果。 由表 ３ 可知，循环通道注意力

模块头循环次数为 ２ 时效果最好。 表 ４ 的实验结果

表明多头注意力机制模块头中使用单头就能达到理

想的效果。 表 ５ 中使用了不同大小的平均池化，当
使用 １６×１６ 时，效果好、参数少。 表 ６ 分别对 ２ 个头

部分开实验，相比于循环通道注意力模块头而言，实
验表明多头注意力机制模块头能带来更好的实验效

果，２ 个网络头部一起使用时性能最好。
　 　 表 ７ 和表 ８ 是运用 ＭＳＣＯＣＯ２０１７ 数据集后的

实验结果。 表 ７ 在 ＲｅｓＮｅｔ５０ 上进行实验，表 ８ 在

ＲｅｓＮｅｔ１０１ 上进行实验，表 ８ 中 ＲｅｔｉｎａＮｅｔ－ＤＣＨ－ＭＳ
为增加了多尺度训练的结果。 实验表明本文提出的

ＲｅｔｉｎａＮｅｔ－ＤＣＨ 网络框架具有很高的性能。 相比于

两阶 段 网 络 Ｄｏｕｂｌｅ － Ｈｅａｄ － Ｅｘｔ， 一 阶 段 网 络

ＲｅｔｉｎａＮｅｔ－ＤＣＨ－ＭＳ 只相差了 ０．２％的 ｍＡＰ。
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表 １　 ＶＯＣ０７１２ 数据集实验结果

Ｔａｂ． １　 ＶＯＣ０７１２ ｄａｔａｓｅｔ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

Ｍｅｔｈｏｄ Ｂａｃｋｂｏｎｅ ｍＡＰ ａｅｒｏ ｂｉｋｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ ｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｂｉｋｅ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖ

ＳＳＤ３００ ＶＧＧ１６ ０．７４３ ０．７５５ ０．８０２ ０．７２３ ０．６６３ ０．４７６ ０．８３０ ０．８４２ ０．８６１ ０．５４７ ０．７８３ ０．７３９ ０．８４５ ０．８５３ ０．８２６ ０．７６２ ０．４８６ ０．７３９ ０．７６０ ０．８３４ ０．７４０

ＩＯＮ３００ ＶＧＧ１６ ０．７５６ ０．７９２ ０．８３１ ０．７７６ ０．６５６ ０．５４９ ０．８５４ ０．８５１ ０．８７０ ０．５４４ ０．８０６ ０．７３８ ０．８５３ ０．８２２ ０．８２２ ０．７４４ ０．４７１ ０．７５８ ０．７２７ ０．８４２ ０．８０４

Ｆａｓｔｅｒ ＶＧＧ１６ ０．７３２ ０．７６５ ０．７９０ ０．７０９ ０．６５５ ０．５２１ ０．８３１ ０．８４７ ０．８６４ ０．５２０ ０．８１９ ０．６５７ ０．８４８ ０．８４６ ０．７７５ ０．７６７ ０．３８８ ０．７３６ ０．７３９ ０．８３０ ０．７２６

Ｆａｓｔｅｒ Ｒｅｓｉｄｕａｌ－１０１ ０．７６４ ０．７９８ ０．８０７ ０．７６２ ０．６８３ ０．５５９ ０．８５１ ０．８５３ ０．８９８ ０．５６７ ０．８７８ ０．６９４ ０．８８３ ０．８８９ ０．８０９ ０．７８４ ０．４１７ ０．７８６ ０．７９８ ０．８５３ ０．７２０

ＭＲ－ＣＮＮ ＶＧＧ１６ ０．７８２ ０．８０３ ０．８４１ ０．７８５ ０．７０８ ０．６８５ ０．８８０ ０．８５９ ０．８７８ ０．６０３ ０．８５２ ０．７３７ ０．８７２ ０．８６５ ０．８５０ ０．７６４ ０．４８５ ０．７６３ ０．７５５ ０．８５０ ０．８１０

Ｒ－ＦＣＮ Ｒｅｓｉｄｕａｌ－１０１ ０．８０５ ０．７９９ ０．８７２ ０．８１５ ０．７２０ ０．６９８ ０．８６８ ０．８８５ ０．８９８ ０．６７０ ０．８８１ ０．７４５ ０．８９８ ０．９０６ ０．７９９ ０．８１２ ０．５３７ ０．８１８ ０．８１５ ０．８５９ ０．７９９

ＤＳＳＤ３２１ Ｒｅｓｉｄｕａｌ－１０１ ０．７８６ ０．８１９ ０．８４９ ０．８０５ ０．６８４ ０．５３９ ０．８５６ ０．８６２ ０．８８９ ０．６１１ ０．８３５ ０．７８７ ０．８６７ ０．８８７ ０．８６７ ０．７９７ ０．５１７ ０．７８０ ０．８０９ ０．８７２ ０．７９４

ＡＳＳＤ ＶＧＧ１６ ０．８００ － － － － － － － － － － － － － － － － － － － －

Ｒ－ＳＳＤ ＶＧＧ１６ ０．７８５ － － － － － － － － － － － － － － － － － － － －

Ｒ－ＳＳＤ（４） ＶＧＧ１６ ０．７６２ － － － － － － － － － － － － － － － － － － － －

Ｒ－ＳＳＤ（６） ＶＧＧ１６ ０．７７０ － － － － － － － － － － － － － － － － － － － －

ＹＯＬＯ Ｖ２ ＤａｒｋＮｅｔ－１９ ０．７３７ － － － － － － － － － － － － － － － － － － － －

ＤＳＯＤ ＤＳ ／ ６４－１９２－４８－１ ０．７７７ － － － － － － － － － － － － － － － － － － － －

ＦＳＳＤ ＶＧＧ１６ ０．７８８ － － － － － － － － － － － － － － － － － － － －

ＲｅｆｉｎｅＤｅｔ３２０ ＶＧＧ１６ ０．８００ － － － － － － － － － － － － － － － － － － － －

ＰＥＬＥＥ ＶＧＧ１６ ０．７０９ － － － － － － － － － － － － － － － － － － － －

ＲｅｔｉｎａＮｅｔ Ｒｅｓｉｄｕａｌ－５０ ０．７７３ ０．８２８ ０．８４３ ０．８１９ ０．６９２ ０．６７６ ０．８４６ ０．８７７ ０．８８２ ０．６４２ ０．７８０ ０．６４２ ０．８６０ ０．８３４ ０．８１２ ０．８３５ ０．５２６ ０．７５８ ０．７１２ ０．８３３ ０．７７９

ＲｅｔｉｎａＮｅｔ－ＤＣＨ Ｒｅｓｉｄｕａｌ－５０ ０．８０８ ０．８８１ ０．８６３ ０．８３９ ０．７１５ ０．７０６ ０．８５３ ０．８８２ ０．８８８ ０．６７０ ０．８７４ ０．７３７ ０．８６３ ０．８６３ ０．８４１ ０．８４９ ０．５６８ ０．８３１ ０．７９１ ０．８４５ ０．８０８

表 ２　 ＶＯＣ０７１２ 数据集权重分配实验结果

Ｔａｂ． ２　 ＶＯＣ０７１２ ｄａｔａｓｅｔ ｗｅｉｇｈｔ ｄｉｓｔｒｉｂｕｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

权重分配 ｍＡＰ ａｅｒｏ ｂｉｋｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ ｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｂｉｋｅ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖ

０．５ ∶ ０．５ ０．７９３ ０．８５７ ０．８５１ ０．８１５ ０．６９３ ０．６８６ ０．８４５ ０．８７８ ０．８７８ ０．６４８ ０．８４９ ０．７２５ ０．８４２ ０．８４９ ０．８１９ ０．８４３ ０．５７０ ０．８０５ ０．７７４ ０．８３９ ０．８０２

０．４ ∶ ０．６ ０．７６４ ０．８１７ ０．８３９ ０．７７８ ０．６４９ ０．６７４ ０．８１１ ０．８７５ ０．８６２ ０．６１８ ０．８１７ ０．６７３ ０．８２１ ０．８３２ ０．８００ ０．８３２ ０．４８７ ０．７７８ ０．７５６ ０．７９５ ０．７６２

０．６ ∶ ０．４ ０．７９５ ０．８６７ ０．８５１ ０．７９９ ０．６９６ ０．７０１ ０．８４６ ０．８８２ ０．８７８ ０．６３８ ０．８５２ ０．７３２ ０．８４３ ０．８５８ ０．８２６ ０．８４０ ０．５５７ ０．８０６ ０．７６８ ０．８５７ ０．７９９

０．７ ∶ ０．３ ０．７９２ ０．８６１ ０．８５１ ０．８０７ ０．６９０ ０．６７３ ０．８３２ ０．８８２ ０．８７９ ０．６６７ ０．８５４ ０．７００ ０．８４７ ０．８６８ ０．８１１ ０．８４４ ０．５５２ ０．８２５ ０．７６８ ０．８３３ ０．７９７

０．３ ∶ ０．７ ０．７９３ ０．８５７ ０．８５１ ０．８０６ ０．７０４ ０．７０３ ０．８３６ ０．８７７ ０．８７３ ０．８５８ ０．８４９ ０．７２８ ０．８２３ ０．８６０ ０．８１９ ０．８４２ ０．５３８ ０．８１４ ０．７６９ ０．８４７ ０．７９９

自适应 ０．８０８ ０．８８１ ０．８６３ ０．８３９ ０．７１５ ０．７０６ ０．８５３ ０．８８２ ０．８８８ ０．６７０ ０．８７４ ０．７３７ ０．８６３ ０．８６３ ０．８４１ ０．８４９ ０．５６８ ０．８３１ ０．７９１ ０．８４５ ０．８０８

表 ３　 ＶＯＣ０７１２ 数据集循环次数实验结果

Ｔａｂ． ３　 Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｃｙｃｌｅｓ ｏｆ ｔｈｅ ＶＯＣ０７１２ ｄａｔａｓｅｔ

循环次数 ｍＡＰ ａｅｒｏ ｂｉｋｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ ｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｂｉｋｅ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖ

１ ０．７９４ ０．８６７ ０．８５６ ０．８０７ ０．７０５ ０．６９８ ０．８４５ ０．８７９ ０．８６９ ０．６５１ ０．８５０ ０．７２２ ０．８３９ ０．８５９ ０．８２６ ０．８４５ ０．５５７ ０．８１７ ０．７８７ ０．８１７ ０．７９３

２ ０．８０８ ０．８８１ ０．８６３ ０．８３９ ０．７１５ ０．７０６ ０．８５３ ０．８８２ ０．８８８ ０．６７０ ０．８７４ ０．７３７ ０．８６３ ０．８６３ ０．８４１ ０．８４９ ０．５６８ ０．８３１ ０．７９１ ０．８４５ ０．８０８

３ ０．７９３ ０．８４２ ０．８３７ ０．７９９ ０．７１２ ０．７０６ ０．８５７ ０．８７４ ０．８７９ ０．６５４ ０．８４９ ０．７３８ ０．８４７ ０．８６５ ０．８２５ ０．８４１ ０．５３５ ０．８２２ ０．７７６ ０．８３２ ０．７７８

表 ４　 ＶＯＣ０７１２ 数据集多头实验结果

Ｔａｂ． ４　 ＶＯＣ０７１２ ｄａｔａｓｅｔ ｍｕｌｔｉ－ｈｅａｄ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

多头个数 ｍＡＰ ａｅｒｏ ｂｉｋｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ ｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｂｉｋｅ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖ

１ ０．８０８ ０．８８１ ０．８６３ ０．８３９ ０．７１５ ０．７０６ ０．８５３ ０．８８２ ０．８８８ ０．６７０ ０．８７４ ０．７３７ ０．８６３ ０．８６３ ０．８４１ ０．８４９ ０．５６８ ０．８３１ ０．７９１ ０．８４５ ０．８０８

２ ０．７９６ ０．８４４ ０．８４４ ０．８１６ ０．６９８ ０．６８４ ０．８４１ ０．８７８ ０．８７５ ０．６６０ ０．８６４ ０．７２８ ０．８２３ ０．８５２ ０．８４８ ０．８４９ ０．５５７ ０．８３７ ０．７９２ ０．８３５ ０．８０４

４ ０．８０８ ０．８５５ ０．８６５ ０．８４０ ０．７４０ ０．７０７ ０．８４８ ０．８８２ ０．８８５ ０．６６９ ０．８７７ ０．７４０ ０．８６６ ０．８６７ ０．８３９ ０．８４９ ０．５６６ ０．８３３ ０．７８５ ０．８４３ ０．８１１

表 ５　 ＶＯＣ０７１２ 数据集平均池化实验结果

Ｔａｂ． ５　 Ａｖｅｒａｇｅ ｐｏｏｌｉｎｇ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＶＯＣ０７１２ ｄａｔａｓｅｔ

池化大小 ｍＡＰ ａｅｒｏ ｂｉｋｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ ｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｂｉｋｅ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖ

８∗８ ０．８０７ ０．８７０ ０．８６１ ０．８３１ ０．７２３ ０．７０８ ０．８５７ ０．８８３ ０．８９２ ０．６６５ ０．８７６ ０．７４１ ０．８６０ ０．８６１ ０．８４０ ０．８４６ ０．５６６ ０．８２４ ０．７７６ ０．８４６ ０．８１１

１６∗１６ ０．８０８ ０．８６０ ０．８６６ ０．８３９ ０．７２４ ０．７０８ ０．８５９ ０．８８３ ０．８９０ ０．６６８ ０．８６１ ０．７５１ ０．８６２ ０．８７１ ０．８２９ ０．８４７ ０．５６５ ０．８２５ ０．７９０ ０．８４０ ０．８１７

３２∗３２ ０．８０８ ０．８８１ ０．８６３ ０．８３９ ０．７１５ ０．７０６ ０．８５３ ０．８８２ ０．８８８ ０．６７０ ０．８７４ ０．７３７ ０．８６３ ０．８６３ ０．８４１ ０．８４９ ０．５６８ ０．８３１ ０．７９１ ０．８４５ ０．８０８

３８第 １１ 期 肖贵明， 等： 基于一阶段目标检测网络头部算法研究



表 ６　 ＶＯＣ０７１２ 数据集头部实验结果

Ｔａｂ． ６　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｈｅａｄ ｏｆ ｔｈｅ ＶＯＣ０７１２ ｄａｔａｓｅｔ

网络头部 ｍＡＰ ａｅｒｏ ｂｉｋｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ ｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｂｉｋｅ ｐｅｒｓｏｎ ｐｌａｎｔ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖ

ＤＣＨ ０．８０８ ０．８８１ ０．８６３ ０．８３９ ０．７１５ ０．７０６ ０．８５３ ０．８８２ ０．８８８ ０．６７０ ０．８７４ ０．７３７ ０．８６３ ０．８６３ ０．８４１ ０．８４９ ０．５６８ ０．８３１ ０．７９１ ０．８４５ ０．８０８

ＣＣＡＭ ０．７９３ ０．８４６ ０．８３８ ０．８２０ ０．６９３ ０．６９５ ０．８５６ ０．８７８ ０．８８９ ０．６４９ ０．８４９ ０．６８６ ０．８６３ ０．８５９ ０．８３１ ０．８４８ ０．５４１ ０．８０９ ０．７５９ ０．８４８ ０．８０４

ＭＨＡ ０．７９８ ０．８４３ ０．８６０ ０．８１９ ０．７２２ ０．６７８ ０．８５５ ０．８８２ ０．８７８ ０．６５４ ０．８５５ ０．７４１ ０．８６３ ０．８５７ ０．８３２ ０．８４４ ０．５６１ ０．７９７ ０．７８３ ０．８２６ ０．８０８

表 ７　 ＭＳＣＯＣＯ２０１７ 数据集实验结果

Ｔａｂ． ７　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ＭＳＣＯＣＯ２０１７ ｄａｔａｓｅｔ

Ｍｅｔｈｏｄ Ｂａｃｋｂｏｎｅ ＡＰ ＡＰ５０ ＡＰ７５ ＡＰＳ ＡＰＭ ＡＰＬ

Ｆａｓｔｅｒ Ｒ－ＣＮＮ ＶＧＧ１６ ２１．９ ４２．７ － － － －

ＳＳＤ ＶＧＧ１６ ２８．８ ４８．５ ３０．３ １０．９ ３１．８ ４３．５

ＲｅｆｉｎｅＮｅｔ ＶＧＧ１６ ３３．０ ５４．５ ３５．５ １６．３ ３６．３ ４４．３

Ｆａｓｔｅｒ Ｒ－ＣＮＮ ＲｅｓＮｅｔ－５０－Ｃ４ ３４．８ ５５．８ ３７．０ １９．１ ３８．８ ４８．２

ＦＰＮ ＲｅｓＮｅｔ－５０ ３６．８ ５８．７ ４０．４ ２１．２ ４０．１ ４８．８

ＲｅｔｉｎａＮｅｔ ＲｅｓＮｅｔ－５０ ３７．４ ５６．７ ３９．６ ２０．０ ４０．７ ４９．７

ＲｅｔｉｎａＮｅｔ－ＤＣＨ（本文） ＲｅｓＮｅｔ－５０ ３８．７ ５８．７ ４１．０ ２２．２ ４１．４ ４９．０

Ｄｏｕｂｌｅ－Ｈｅａｄ ＲｅｓＮｅｔ－５０ ３９．８ ５９．６ ４３．６ ２２．７ ４２．９ ５３．１

Ｄｏｕｂｌｅ－Ｈｅａｄ－Ｅｘｔ ＲｅｓＮｅｔ－５０ ４０．３ ６０．３ ４４．２ ２２．４ ４３．３ ５４．３

表 ８　 ＭＳＣＯＣＯ２０１７ 数据集实验结果

Ｔａｂ． ８　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ＭＳＣＯＣＯ２０１７ ｄａｔａｓｅｔ

Ｍｅｔｈｏｄ Ｂａｃｋｂｏｎｅ ＡＰ ＡＰ５０ ＡＰ７５ ＡＰＳ ＡＰＭ ＡＰＬ

ＹＯＬＯｖ２ ＤａｒｋＮｅｔ－１９ ２１．６ ４４．０ １９．２ ５．０ ２２．４ ３５．５

ＳＳＤ ＲｅｓＮｅｔ－１０１ ３１．２ ５０．４ ３３．３ １０．２ ３４．５ ４９．８

ＹＯＬＯｖ３ ＤａｒｋＮｅｔ－５３ ３３．０ ５７．９ ３４．４ １８．３ ３５．４ ４１．９

ＲｅｆｉｎｅＮｅｔ［２１］ ＲｅｓＮｅｔ－１０１ ３６．４ ５７．５ ３９．５ １６．６ ３９．９ ５１．４

Ｍａｓｋ ＲＣＮＮ ＲｅｓＮｅｔ－１０１ ３８．２ ６０．３ ４１．７ ２０．１ ４１．１ ５０．２

ＲｅｔｉｎａＮｅｔ ＲｅｓＮｅｔ－１０１ ３９．１ ５９．１ ４２．３ ２１．８ ４２．７ ５０．２

Ｄｅｅｐ Ｒｅｇｉｏｎｌｅｔｓ［２０］ ＲｅｓＮｅｔ－１０１ ３９．３ ５９．８ － ２１．７ ４３．７ ５０．９

ＥｘｔｒｅｍｅＮｅｔ Ｈｏｕｒｇｌａｓｓ－１０４ ４０．１ ５５．３ ４３．２ ２０．３ ４３．２ ５３．１

ＲｅｔｉｎａＮｅｔ－ＤＣＨ（本文） ＲｅｓＮｅｔ－１０１ ４０．２ ６０．３ ４３．０ ２３．１ ４３．１ ５１．３

ＣｏｒｎｅｒＮｅｔ Ｈｏｕｒｇｌａｓｓ－１０４ ４０．５ ５６．５ ４３．１ １９．４ ４２．７ ５３．９

ＦＣＯＳ ＲｅｓＮｅｔ－１０１ ４１．５ ６０．７ ４５．０ ２４．４ ４４．８ ５１．６

Ｄｏｕｂｌｅ－Ｈｅａｄ ＲｅｓＮｅｔ－１０１ ４１．５ ６１．７ ４５．６ ２３．８ ４５．２ ５４．９

ＲｅｔｉｎａＮｅｔ－ＤＣＨ－ＭＳ（本文） ＲｅｓＮｅｔ－１０１ ４１．７ ６１．６ ４５．４ ２５．２ ４４．７ ５２．０

Ｄｏｕｂｌｅ－Ｈｅａｄ－Ｅｘｔ ＲｅｓＮｅｔ－１０１ ４１．９ ６２．４ ４５．９ ２３．９ ４５．２ ５５．８

　 　 图 １０ ～ 图 １２ 为在 ＣＯＣＯ 数据集上、ＲｅｔｉｎａＮｅｔ
网络使用了双分类头后网络头部的热力图输出，左
图为最初进入网络头部的热力图输出，右图为经过

网络头部后的热力图输出。 可以看出，在经过网络

头部前的热力图相差不大，但在经过网络头部后的

热力图输出相差很大。 其中，２ 个比较明显的提升

在于：相比于之前的网络框架能更准确地识别到物

体本身；对于识别到的物体能够更加地精准，不会有

大量背景混入其中。
　 　 图 １３ 为在 ＣＯＣＯ 数据集上物体原图的检测输

４８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



出，图 １３ （ ａ） 为 ＲｅｔｉｎａＮｅｔ 网络输出，图 １３ （ ｂ） 为

ＲｅｔｉｎａＮｅｔ－ＤＣＨ 网络输出。 从图 １３ 中可以明显看

出，改进后的网络框架目标定位和识别更加精准，识
别到更多的物体的同时，分类的置信度也更高，特别

对于小物体的识别准确率提升明显。

图 １０　 网络头部热力图

Ｆｉｇ． １０　 Ｎｅｔｗｏｒｋ ｈｅａｄ ｈｅａｔ ｍａｐ

图 １１　 网络头部热力图

Ｆｉｇ． １１　 Ｎｅｔｗｏｒｋ ｈｅａｄ ｈｅａｔ ｍａｐ

图 １２　 网络头部热力图

Ｆｉｇ． １２　 Ｎｅｔｗｏｒｋ ｈｅａｄ ｈｅａｔ ｍａｐ

(a)RetinaNet网络输出

(b)RitinaNet-DCH网络输出

图 １３　 ＣＯＣＯ２０１７ 数据集上的结果图

Ｆｉｇ． １３　 Ｔｈｅ ｒｅｓｕｌｔ ｇｒａｐｈ ｏｎ ｔｈｅ ＣＯＣＯ２０１７ ｄａｔａｓｅｔ

３　 结束语

本文对一阶段目标检测网络头部输出热力图，
发现经过网络头部后提取的特征存在着识别不到物

体和识别物体时范围太大两个问题，同时结合现如

今两阶段目标检测头部研究成果，对一阶段目标检

测网络头部进行改进提出了双分类头：循环通道注

意力模块头、多头注意力机制模块头。 其中，循环通

道注意力模块头在识别物体时能够减小识别范围，
准确识别物体。 多头注意力机制模块头则通过利用

多头注意力机制能够获得更好的空间性和自注意

力，更好地识别到物体。 利用池化可减少参数量，满
足了可操作性。 通过自适应权重操作，网络对 ２ 个

头部 获 得 最 佳 的 权 重 分 配、 结 合。 本 文 基 于

ＲｅｔｉｎａＮｅｔ 在 ＶＯＣ０７１２ 和 ＣＯＣＯ２０１７ 数据集上进行

实验，在 ｍＡＰ 上达到了 ８０．８％和 ４１．７％，分别提升

了 ３．５％和 ２．４％。
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