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ＳＥＣＵ－Ｎｅｔ：一种结合 ＳＥ 和 ＣＲＦ 的皮肤病图像分割网络

陈　 旋， 蔡宇佳， 冉文兵， 张　 利

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 皮肤癌是一种广泛的、可能致命的疾病。 针对皮肤病病灶与背景对比度低、面积和形状变化大等特点，本文提出一种

新的皮肤病病灶分割模型（ＳＥＣＵ－Ｎｅｔ），该模型结合“挤压和激励”机制（Ｓｑｕｅｅｚｅ ａｎｄ Ｅｘｃｉｔａｔｉｏｎ， ＳＥ）并引入条件随机场（Ｃｏｎ⁃
ｄｉｔｉｏｎａｌ Ｒａｎｄｏｍ Ｆｉｅｌｄｓ， ＣＲＦ）做分割后处理， 是一种将概率图形模型纳入神经网络的深度学习分割框架。 ＳＥＣＵ－Ｎｅｔ 通过 ＳＥ
模块建模通道之间的相互依赖性，自适应地重新校准通道特性响应。 同时，ＣＲＦ 作为 Ｕ－Ｎｅｔ 网络中端到端的可训练层，通过

对相邻像素进行建模，使得相同属性的像素最大概率分配到相同的标签，产生与图像视觉特征一致的结构化输出。 本文通过

在具有挑战的 ＩＳＩＣ２０１７ 皮肤病数据集上进行测试，实验结果表明，ＳＥＣＵ－Ｎｅｔ 与其它医学图像分割模型相比，有更好的效果。
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０　 引　 言

皮肤癌是常见的致命癌症类型之一，约占癌症

病例的三分之一，其早期诊断尤其重要。 皮肤镜是

检查皮肤病变最重要的技术之一，可以捕获皮肤的

高分辨率图像。 然而，即使在有经验的皮肤科医生

中，仅用人类视觉检测黑素瘤可能是主观和不准确

的。 尤其是皮肤病变的大小、形状和颜色变化很大，
毛发的存在会部分覆盖病变，破坏局部环境，一些病

变与正常皮肤的对比相对较低，导致模糊边界，使开

发计 算 机 辅 助 诊 断 （ Ｃｏｍｐｕｔｅｒ Ａｉｄｅｄ Ｄｉａｇｎｏｓｉｓ，
ＣＡＤ）系统获得准确和突出的组织级分割极具挑战

性。
卷积神经网络作为计算机视觉领域的主要技

术，已经成功地应用于医学图像分类［１－２］、分割［３－４］

和检测任务［５－６］中。 自 ２０１５ 年提出 ＦＣＮ［７］ 后，吸引

了大量的研究者进入语义分割邻域。 其中， Ｕ －
Ｎｅｔ［８］就是在 ＦＣＮ 的基础上最获成功的改进语义分

割模型之一，目前已成为医学图像分割领域应用最

为广泛的模型，以 Ｕ－Ｎｅｔ 为骨干网络的变体［９－１０］ 在

各种医学图像分割任务中取得了一系列可观成果。
例如，ＵＮｅｔ＋＋［１０］ 通过重新设计跳过连接以利用图

像分割中的多尺度，由此来实现不同语义尺度的特

征融合，并对固定深度的 Ｕ －Ｎｅｔ 网络进行改进。



Ａｌｏｍ 等人［１１］提出的基于 Ｕ－Ｎｅｔ 网络和递归残差卷

积神经网络的模型，通过短跳跃连接来加强特征融

合。 Ｊｈａ 等人［１２］ 使用 ＲｅｓＮｅｔ 和 ＤｅｅｐＬａｂｖ３ ＋作为

ＵＮｅｔ 的主干网络来完成息肉分割任务。 Ｏｋｔａｙ 等

人［１３］提出的 Ａｔｔｅｎｔｉｏｎ Ｕｎｅｔ 模型，使用门控注意力

来过滤掉特征图中不相关的反应。 Ｉｓｅｎｓｅｅ 等人［１４］

提出 ｎｎＵ－Ｎｅｔ 实现自适应医学图像语义分割。 Ｒｅｓ－
ＵＮｅｔ［１５］模型将残差模块与 Ｕ－Ｎｅｔ 相结合来实现特

征融合，完成了视网膜分割任务。 但目前技术均偏

向于基于纹理、而不是结构边界来提取特征，这就限

制了 ＣＮＮ 获取目标区域形状信息的能力，使得当前

的技术不能很好地进行皮肤病灶分割。
针对上述算法存在的一些局限性，本文基于 Ｕ－

Ｎｅｔ 网络框架，提出一种融合挤压和激励机制并用

ＣＲＦ 来做分割后处理的算法。 通过融合 ＳＥ 模块自

适应地为特征重新分配权重，关注重要特征、同时抑

制无关特征，并利用 ＣＲＦ 来保持目标区域的结构边

界，实现边界精确定位。
本文的主要贡献如下：
（１）提出了一种结合挤压激励机制和条件随机

场的皮肤病图像分割模型 ＳＥＣＵ－Ｎｅｔ，将概率图形

模型与深度学习模型结合．
（２）挤压和激励机制（ＳＥ） ［１６］ 使得模型能够自

适应地重新校准通道特征，突出重要特征。 同时

ＣＲＦ［１７］能细化分割。
（３）在具有挑战性的 ＩＳＩＣ２０１７ 数据集上验证了

所提出模型的有效性。

１　 相关工作

分割是医学图像分析中识别和定位疾病、监测

形态变化、提取鉴别特征以便进一步诊断的关键。
皮肤癌的早期诊断对彻底清除体内恶性肿瘤至关重

要。 其中，基于人工智能的分割方法因其良好的准

确性、鲁棒性和可靠性而被广泛探索和采用。 在过

去的 几 年 里 进 行 了 大 量 的 研 究。 例 如， Ｎａｓｒ －
Ｅｓｆａｈａｎｉ 等人［１８］ 提出了一种新的密集全卷积网络

（ＤＦＣＮ），利用新的密集池层对病变区域进行分割。
Ｍｉｒｉｋｈａｒａｊｉ 等人［１９］提出了从噪声中分割皮肤病变的

方法，通过空间自适应的重加权方法，在损失函数中

运算处理干净的和噪声的像素级注释，提高深度网

络对噪声标注的鲁棒性。 Ｗａｎｇ 等人［２０］提出了一种

新的边界感知转换器 （ ＢＡＴ），通过边界注意门

（ＢＡＧ） 提供大量的空间信息来捕获更多的局部细

节。 Ｂａｓａｋ 等人［２１］提出了一种新的皮肤病变分割框

架，称为多焦点分割网络（ＭＦＳＮｅｔ），通过聚焦于多

个尺度的图像信息产生最终的分割掩码。 ＭＦＳＮｅｔ
采用 Ｒｅｓ２Ｎｅｔ 骨干，用于获取深度特征，以获得分割

掩码的全局特征图。 尽管上述基于 ＣＮＮ 的方法取

得了成功，然而，由于分割皮肤病变在大小、形状、质
地、位置和边界方面存在巨大差异，使得此类分割任

务是颇具挑战性的。
概率图形模型结合 ＣＮＮ 已经成为语义分割邻

域的基线模型。 作为模型的有效组件，ＣＲＦ 在解决

定位问题、产生准确的语义分割结果和恢复对象边

界方面有着明显优势。 Ｒｏｔｈｅｒ 等人［２２］ 使用 ＣＲＦ 来

平滑噪声分割图。 Ｃｈｅｎ 等人［２３］ 使用双线性插值将

特征映射放大到原始图像分辨率，此后应用一个完

全连接的 ＣＲＦ 来细化分割结果，更好地捕获对象边

界。 Ｋａｍｎｉｔｓａｓ 等人［２４］结合全联 ＣＲＦ 提出了一种高

效的卷积神经网络，在脑部分割病变中实现更结构

化的预测。 Ｋｒäｈｅｎｂüｈｌ 等人［２５］ 提出一个全连通

ＣＲＦ 模型的近似推理算法，其中成对边缘势由高斯

核的线性组合来进行定义。 Ｓｚｕｍｍｅｒ 等人［２６］ 使用

图切割来学习 ＣＲＦ 的最大间隔学习方法，包括结构

化输出支持向量机、近似边际推理和基于梯度的优

化方法来学习 ＣＲＦ 中的参数。 虽然 ＣＲＦ 与神经网

络结合已成为图像语义分割领域较为成功的范例，
然而，ＣＲＦ 还没有得到在医学图像分割应用上的验

证。
受以上研究启发，本文提出一种能够自适应为

特征分配权重和细化分割结果的网络模型。 主干网

络采用 Ｕ－Ｎｅｔ 模型，来进行特征提取。 然后利用 ＳＥ
模块来重新校准通道特征。 最后利用 ＣＲＦ 模块来

细化分割。

２　 方法理论

整体网络结构主要由 ＣＮＮ 和 ＣＲＦ 两部分组

成。 模型框架设计如图 １ 所示。 这里拟展开研究论

述如下。
２．１　 主干网络

模型采用 Ｕ－Ｎｅｔ 作为骨干网络。 Ｕ－Ｎｅｔ 网络是

全卷积神经网络结构，初始卷积组中有 ６４ 个滤波

器，卷积滤波器大小为 ３×３，平均池化滤波器大小为

２×２，通过收缩网络和扩张网络构成一个 Ｕ 型结构，
对输入样本进行特征提取。 该结构可以使得模型能

依赖较少的训练样本获得较好的分割准确度。 通过

沿着扩展路径使用一系列上采样层来生成与原始图

像相同分辨率的分割图，Ｕ－Ｎｅｔ 沿着扩展路径重复

２７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



地将不同层次的特征通道串联起来，并在扩展路径

的最后一阶段基于大量的特征通道生成最终的分割

图。 同时，长跳跃连接可使得解码端能利用浅层特

征图，丰富了特征信息。
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图 １　 ＳＥＣＵ－Ｎｅｔ 模型概述图

Ｆｉｇ． １　 Ｏｖｅｒｖｉｅｗ ｏｆ ｔｈｅ ＳＥＣＵ－Ｎｅｔ ｍｏｄｅｌ

２．２　 挤压和激励机制

ＳＥ 模块是一个计算单元，将卷积运算的输出结

果进行处理，重新为不同的特征自适应地匹配权重，
如图 ２ 所示。
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图 ２　 ＳＥ 模块

Ｆｉｇ． ２　 ＳＥ ｍｏｄｕｌｅ

　 　 ＳＥ 可以建立输入 Ｘ∈ＲＨ′×Ｗ′×Ｃ′ 映射到特征Ｕ∈
ＲＨ×Ｗ×Ｃ 的变换上，将该变换定义为 Ｆ ｔｒ：Ｘ → Ｕ，Ｆ ｔｒ 是

一卷积操作。 通过全局平均池化的方式将全局空间

信息挤压到一个通道。 压缩后的特征向量 ｚ ∈ ＲＣ，
对于 ｚ 中的第 ｃ 个元素 ｚｃ， 计算方式如下：

ｚｃ ＝
１

Ｈ × Ｗ∑
Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
ｕｃ（ ｉ， ｊ） （１）

　 　 接下来通过 ２ 个非线性完全连接层将 ｕｃ 重新

校准。 参数化表示如下：
ｓ ＝ σ（Ｗ２δ（Ｗ１ｚ）） （２）

　 　 其中， δ 表示 ＲｅＬＵ 函数；Ｗ１ ∈ Ｒ
Ｃ
ｒ ×Ｃ；Ｗ２ ∈

Ｒ
Ｃ
ｒ ×Ｃ。 最后得到重新的输出为：

ｘｃ ＝ ＦＳｃａｌｅ（ｕｃ，ｓｃ） ＝ ｓｃｕｃ （３）
　 　 ＳＥ 模块通过全局平均汇集来排除空间依赖性，
从而通过显式建模通道之间的相互依赖性，学习信

道特定描述符来重新校准通道，提高对相关特征的

灵敏度，自适应地重新校准通道特性响应。
２．３　 ＣＲＦ 实现相邻像素建模

ＣＲＦ 是一种判别类图形模型，适用于空间信息

或相邻状态影响当前预测的任务。 在本节中，将简

要描述 ＣＲＦ 的公式，具体描述以及符号表达遵循文

献［１７］。 在图像分割任务中，所有像素被分为多个
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不同的类 ｛１，．．．，Ｃ｝， 其中 Ｃ 是类的数量。 每张图

像 Ｉ （在本文中， Ｉ 是皮肤镜图像）中所有像素的取

值 χ
ｉ 构成一组随机变量 χ ＝ ｛χ１，．．．， χ

Ｎ｝，Ｎ 是图像

中像素的数量。 模型训练时， χ
ｉ 被转换成长度为 Ｃ

的分类向量， χ
ｉ 满足全局马尔可夫性。 由先验吉布

斯分布表征的全连接成对 ＣＲＦ 模型 Ｐ（Ｘ，Ｉ）：

Ｐ（Ｘ ｜ Ｉ） ＝ １
Ｚ（ Ｉ）

ｅｘｐ（ － ∑
Ｃ∈Ｃζ

φＣ（ＸＣ ｜ Ｉ）） （４）

　 　 其中， ζ ＝ （Ｖ，Ε） 是描述随机场 Ｘ 的无向图， φ
是每个团的势函数。 通过最大后验概率（ＭＡＰ）估

计 Ｘ， 其最小化相应的吉布斯能量 Ｅ（Ｘ ＝ ｘ ｜ Ｉ）：

Ｅ（Ｘ ＝ ｘ ｜ Ｉ）＝ ∑
ｉ
φｕ（χｉ ｜ Ｉ） ＋∑

ｉ ＜ ｊ
φｐ（χｉ， χｊ ｜ Ｉ） （５）

　 ＭＡＰ（Ｐ（Ｘ ｜ Ｉ）： ｘ∗） ＝ ａｒｇ ｍｉｎ
ｘ

Ｅ（Ｘ ＝ ｘ ｜ Ｉ） （６）

　 　 其中， ｉ 和 ｊ 的范围从 １ 到 Ｎ。 式（５）的第一项

是一元势函数，由分类器为每个像素独立计算，该分

类器在给定图像特征的标签分配上产生分布。 式

（５）的第二项是二元势函数，表示为：

φＰ（χ ｉ， χ
ｊ ｜ Ｉ） ＝ μ（χ ｉ， χ

ｊ）∑ Ｋ

ｍ ＝ １
ω（ｍ） ｋ（ｍ） （７）

　 　 其中， μ（χ ｉ， χ
ｊ） 是描述不同类别对之间交互影

响的标签兼容性函数； ω（ｍ） 是不同 ｋ（ｍ） 的线性组合

权重，并且是标签兼容性函数；Ｋ 是核的总数。 每个

ｋ（ｍ） 是具有特定特征向量 ｆ 的修正高斯核：

ｋ（ｍ）（ ｆｉ， ｆ ｊ） ＝ ｅｘｐ（ － １
２

（ ｆｉ － ｆ ｊ） ＴΛ（ｍ）（ ｆｉ － ｆ ｊ）） （８）

　 　 其中， ｆｉ 和 ｆ ｊ 是任意特征空间中像素 ｉ 和 ｊ 的特

征向量。 每个核 ｋ（ｍ） 由对称的正定精度矩阵 Λ（ｍ）

来表征，该矩阵定义了相应的形状。 在语义分割中，
通常使用强度（ Ｉ） 和位置特征（ｐ） 的组合：

　 φＰ（χ ｉ， χ
ｊ） ＝ μ（χ ｉ， χ

ｊ）［ω １ｅｘｐ（ －
｜ ｐｉ － ｐ ｊ ｜ ２

２θ ２
α

－

　 　 　
｜ Ｉｉ － Ｉ ｊ ｜ ２

２θ ２
β

） ＋ ω ２ｅｘｐ（ －
｜ ｐｉ － ｐ ｊ ｜ ２

２θ ２
γ

）］ （９）

其中，外观核由 ω １ 控制，平滑核由 ω ２ 控制。 参

数 θα、θ β 和 θ γ 控制相应特征空间的影响。 通过来

自 ＣＮＮ 特征图的新特征向量来更新随机场 Ｘ。

３　 实验与分析

３．１　 数据集与实验细节

本 文 采 用 ＩＳＩＣ２０１７ 皮 肤 病 数 据 集［２７］。
ＩＳＩＣ２０１７ 是 Ｋａｇｇｌｅ 竞赛公开的数据集，是皮肤癌诊

断领域最知名的数据集之一，该数据集包括２ ０００张
图像和带注释的掩模。 每个样本的原始尺寸为

５７６×７６７ 像素。 以 ７ ∶ ２ ∶ １ 的比例将所有数据集随

机划分为训练集、测试集和验证集。 数据样本如图

３ 所示。 图 ３（ａ） ～图 ３（ｅ）皆为数据集样本示例。 图

３（ａ） ～图 ３（ｅ）中，第一张为原始图像，第二张为对

应的真实值。 可以看出，皮肤病病灶具有面积和颜

色变化大、结构边界不清晰以及毛发覆盖等特点，为
分割带来巨大挑战。

(a）示例1

(b）示例2

(c）示例3

(d）示例4

(e）示例5

图 ３　 数据样本

Ｆｉｇ． ３　 Ｄａｔａ ｓａｍｐｌｅｓ

　 　 本次实验基于 Ｕｂｕｎｔｕ１８．０４ 系统，使用 ＮＶＩＤＩＡ
ＧＴＸ ２０８０Ｔｉ ＧＰＵ 在公共 Ｐｙｔｏｒｃｈ 框架上实现本文设

计提出的网络，实验将所有数据集的图像大小统一

调整为 ５１２×５１２。 图像中的所有像素值都归一化为

０～１。对于数据扩充，通过将所有的数据进行水平翻

转、垂直翻转以及混合水平与垂直翻转的方式，各种

图像变换可以缓解过度拟合问题。 通过结合广泛的

图像采集条件，提高了模型的鲁棒性，对网络进行训

练时，批次大小设置为 ４，初始学习率设置为 １０－６，

４７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



使用 ＲｅＬＵ 激活函数。
３．２　 评价指标

为了综合评估本文提出方法的性能，采用 ５ 个

常见的语义分割度量评价指标， 包括： 准确性

（Ａｃｃｕｒａｃｙ， ＡＣ）、 敏感性（ Ｓｅｎｓｉｔｉｖｉｔｙ， ＳＥ）、 特异性

（Ｓｐｅｃｉｆｉｃｉｔｙ， ＳＰ）、Ｆ１ － Ｓｃｏｒｅ、 精确率 （Ｐｒｅｃｉｓｉｏｎ，
ＰＣ） 以及 Ｊａｃｃａｒｄ 相似性（ＪＳ）。 下面将给出阐释解

析如下。
（１）准确性 （ＡＣ）。 显示正确预测的百分比，该

值可由如下公式计算求出：

ＡＣ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（１０）

　 　 其中， ＴＰ（Ｔｒｕｅ － Ｐｏｓｉｔｉｖｅ） 表示真阳性，即诊断

为阳性的阳性病例；ＴＮ（Ｔｒｕｅ － Ｎｅｇａｔｉｖｅ） 表示真阴

性， 即 诊 断 为 阴 性 的 阴 性 病 例；ＦＰ （Ｆａｌｓｅ －
Ｐｏｓｉｔｉｖｅ） 表示假阳性，即诊断为阳性的阴性病例；
ＦＮ（Ｆａｌｓｅ － Ｎｅｇａｔｉｖｅ） 表示假阴性，即诊断为不利的

阳性病例。
（２）特异性 （ＳＰ）。 衡量模型正确识别的 ＦＰ

的比例，该值可由如下公式计算求出：

ＳＰ ＝ ＴＮ
ＴＮ ＋ ＦＰ

（１１）

　 　 其中，式（１１）中各项的数学含义同式（１０）。
（３）敏感性 （ＳＥ）。 衡量模型正确识别的预测

ＴＰ 的比例，该值可由如下公式计算求出：

ＳＥ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１２）

　 　 其中，式（１２）中各项的数学含义同式（１０）。
（４） Ｆ１ － Ｓｃｏｒｅ。 是精度和召回率的加权平均

值，该值可由如下公式计算求出：

Ｆ１ － Ｓｃｏｒｅ ＝ ２∗ＴＰ
２∗ＴＰ ＋ ＦＰ ＋ ＦＮ

（１３）

　 　 其中，式（１３）中各项的数学含义同式（１０）。
（５） Ｊａｃｃａｒｄ 相似性（ＪＳ）。 用来衡量预测值 Ｘ

和真实值 Ｙ 之间的相似性，该值可由如下公式计算

求出：

ＪＳ ＝ ｜ Ｘ ∩ Ｙ ｜
｜ Ｘ ｜ ＋｜ Ｙ ｜ －｜ Ｘ ∩ Ｙ ｜

（１４）

　 　 其中，式（１４）中各项的数学含义同式（１０）。
３．３　 实验结果与分析

３．３．１　 消融研究

为了充分说明网络中不同模块对分割性能的影

响，对不同网络结构的性能进行比较，见表 １。 表 １
中，“Ｔｈｅ ｐｒｏｐｏｓｅｄ”表示 Ｕ－Ｎｅｔ 融合 ＳＥ 和 ＣＲＦ 两个

模块、即 ＳＥＣＵ－Ｎｅｔ 网络模型。 仍需指出的是，表 １
中的粗体表示最优结果。

表 １　 不同网络结构的性能比较

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅｓ

模型 Ｆ１ ＳＥ ＳＰ ＡＣ ＪＳ

Ｕ－Ｎｅｔ ０．８３２ ０．８７６ ０．９１８ ０．９０７ ０．７１２

Ｕ－Ｎｅｔ＋ＳＥ ０．８４０ ０．７７６ ０．９７４ ０．９２２ ０．７２４

Ｕ－Ｎｅｔ＋ＣＲＦ ０．８３７ ０．８５６ ０．９３３ ０．９１３ ０．７２０

Ｔｈｅ ｐｒｏｐｏｓｅｄ ０．８６０ ０．８７８ ０．９４１ ０．９２４ ０．７５４

　 　 由表 １ 可知，Ｕ－Ｎｅｔ 基础网络能获得不错的分

割结果，但各项指标都不是很高，通过融合 ＳＥ 和

ＣＲＦ 模块，其中 Ｆ１、ＳＰ、ＡＣ 以及 ＪＳ 指标， 均有明显

的提升，表明提出的 ＳＥ 模块和 ＣＲＦ 模块对病灶特

征有更好的提取能力。 最后将两者结合，可以明显

地观察到 ＳＥＣＵ－Ｎｅｔ 提高了预测分割结果与真实掩

码的重叠区域，保留了更多的病灶边界信息，充分验

证了本文分割算法的有效性。
３．３．２　 不同算法对比分析

为了验证所提出 ＳＥＣＵ －Ｎｅｔ 网络的性能，在
ＩＳＩＣ２０１７ 数据集上将本文模型与有代表性的其他分

割网络进行了比较。 包括 Ｕ－Ｎｅｔ［８］、ＡｔｔＵ－Ｎｅｔ［２８］、
ＤＡＧＡＮ［２９］、 ＴｒａｎｓＵＮｅｔ［３０］ 以 及 ＭｅｄＴ［３１］。 其 中，
ＴｒａｎｓＵＮｅｔ 是基于 Ｔｒａｎｓｆｏｒｍｅｒ 的方法。

ＩＳＩＣ ２０１７ 数据集上的性能比较结果见表 ２。 表

２ 中，粗体表示最优结果。 由表 ２ 可以明显看出， 拟

提出模型能获得较好的综合性能。 Ｆ１ 分数为

０．８６０，ＳＥ为 ０．８７８，ＡＣ为 ０．９２４，ＪＳ为 ０．７５４。 与经典

的 Ｕ－Ｎｅｔ 网络模型相比， Ｆ１ 分数高出３．４％，ＳＥ高出

０．３％，ＳＰ 高出 ２．５％，ＡＣ 高出 １．９％，ＪＳ 高出 ５．０％。
一方面证明所提出方案的有效性。 另一方面，Ｕ－
Ｎｅｔ 网络是 ＳＥＣＵ－Ｎｅｔ 的主干网络，这也证明了改进

策略的有效性。

表 ２　 ＩＳＩＣ ２０１７ 数据集上的性能比较

Ｔａｂ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｎ ＩＳＩＣ ２０１７ ｄａｔａｓｅｔ

模型 Ｆ１ ＳＥ ＳＰ ＡＣ ＪＳ

Ｕ－Ｎｅｔ ０．８３２ ０．８７６ ０．９１８ ０．９０７ ０．７１２

Ａｔｔ Ｕ－Ｎｅｔ － ０．７９９ ０．９７７ ０．９１４ －

ＤＡＧＡＮ － ０．８３６ ０．９７１ ０．９３０ －

ＴｒａｎｓＵＮｅｔ － ０．８２６ ０．９５７ ０．９２０ －

ＭｅｄＴ － ０．８０６ ０．９５４ ０．９０９ －

Ｔｈｅ ｐｒｏｐｏｓｅｄ ０．８６０ ０．８７８ ０．９４１ ０．９２４ ０．７５４
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３．３．３　 定性结果分析

为了更直观地显示改进算法的病灶分割效果，
除以上的定性分析外，图 ４ ～图 ６ 给出了 ＳＥＣＵ－Ｎｅｔ
网络的定性分割结果，从视觉上能直接观察到，在面

对各种复杂情况下的皮肤病病灶分割时，本文模型

都能取得较好效果。 图 ４ 是列举 ＳＥＣＵ－Ｎｅｔ 网络在

面对目标区域形状和面积变化大的情况下的分割，
图 ５ 是列举 ＳＥＣＵ－Ｎｅｔ 网络在面对目标区域颜色变

化大和毛发存在情况下的分割，图 ６ 是列举 ＳＥＣＵ－
Ｎｅｔ 网络在面对目标区域边界结构不清晰情况下的

分割。 图 ４～图 ６ 中，各图皆为不同的测试像本，每
一行由左到右分别代表输入测试样本原始图像、真
实值（ＧＴ Ｍａｓｋ）和预测分割结果（ｐｒｅ Ｍａｓｋ）。 可以

看出，本文模型能得到质量很高的分割掩码，可以很

好地完成形状、面积和颜色变化大，以及毛发存在的

皮肤病图形分割任务。
　 　 由图 ６ 可以看出，虽然 ＳＥＣＵ－Ｎｅｔ 在处理模糊

边界上，局部细节上不能实现很好的分割，但很明显

可看出，即使是在样本边界非常模糊的情况下，仍能

对目标区域的整个轮廓和边界进行很好的分割，其
结果可为临床诊断提供指导。

(a）示例1

(b）示例2

(c）示例3

(d）示例4

图 ４　 形状和面积变化大的样本分割结果示例

Ｆｉｇ． ４ 　 Ｅｘａｍｐｌｅ ｏｆ ｓａｍｐｌｅｓ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｗｉｔｈ ｌａｒｇｅ

ｖａｒｉａｔｉｏｎ ｉｎ ｓｈａｐｅ ａｎｄ ａｒｅａ

(a）示例1

(b）示例2

(c）示例3

(d）示例4

图 ５　 毛发存在和颜色变化大的样本分割结果示例

Ｆｉｇ． ５　 Ｅｘａｍｐｌｅｓ ｏｆ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｓａｍｐｌｅｓ ｗｉｔｈ ｌａｒｇｅ ｈａｉｒ
ｐｒｅｓｅｎｃｅ ａｎｄ ｃｏｌｏｒ ｃｈａｎｇｅｓ

(a）示例1

(b）示例2

(c）示例3

(d）示例4

图 ６　 边界不清晰的样本分割结果示例

Ｆｉｇ． ６ 　 Ｅｘａｍｐｌｅｓ ｏｆ ｓａｍｐｌｅｓ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｗｉｔｈ ｕｎｃｌｅａｒ
ｂｏｕｎｄａｒｉｅｓ
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４　 讨论与展望

本文提出了用于皮肤病图像分割的 ＳＤＣＵ －
Ｎｅｔ，通过在 Ｕ－Ｎｅｔ 网络中添加 ＳＥ 模块，能自适应

地为特征分配权重，即：强化需要关注的特征、抑制

无关特征。 同时使用 ＣＲＦ 来做后处理，细化分割，
提高模型的表示学习能力，从而获得更好的分割性

能。 实验结果表明，与列举的其他方案相比，ＳＤＣＵ－
Ｎｅｔ 的性能优于其他模型，这一点从表 ２ 即能看出。
从定性结果来看，即使是针对颇具挑战性的图像，
ＳＤＣＵ－Ｎｅｔ 也能产生较好的分割掩码。 这一点从图

５ 中就可以看到。 同时，从其他定性结果也可以看

出，该模型产生了高质量的分割掩码。 在未来的工

作中，拟继续探索将 ＳＤＣＵ－Ｎｅｔ 模型用于其他分割

任务中，并探索提升模糊边界分割效果的新方案。

５　 结束语

在本文中，提出的 ＳＤＣＵ－Ｎｅｔ 以 Ｕ－Ｎｅｔ 作为骨

干网络，融合 ＳＥ 模块，并用 ＣＲＦ 来做后处理的皮肤

病病灶分割模型。 针对皮肤病病灶面积和形状不规

则、颜色变化大，以及病灶与背景对比度低等问题，
都能实现较好的分割。 首先，通过 ＳＥ 模块处理卷

积操作输出的特征层，经过全局平均汇集来排除空

间依赖性，从而通过显式建模通道之间的相互依赖

性，学习信道特定描述符来重新校准通道，提高对相

关特征的灵敏度，自适应地重新校准通道特性响应。
同时，ＣＲＦ 能建模相邻像素之间的关系，为相同属

性的像素分配一样的标签，尽管是对具有挑战性的

皮肤病样本，ＳＤＣＵ－Ｎｅｔ 也能得到良好的分割性能。

参考文献

［１］ ＬＩＵ Ｊｉａｒｕｎ， ＬＩ Ｒｕｎｒｕｎ， ＳＵＮ Ｃｈｕａｎ． Ｃｏ－ｃｏｒｒｅｃｔｉｎｇ： Ｎｏｉｓｅ－ｔｏｌｅｒａｎｔ
ｍｅｄｉｃａｌ ｉｍａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｖｉａ ｍｕｔｕａｌ ｌａｂｅｌ ｃｏｒｒｅｃｔｉｏｎ ［ Ｊ］． ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｍｅｄｉｃａｌ Ｉｍａｇｉｎｇ， ２０２１，４０（１２）： ３５８０－３５９２．

［２］ ＡＺＩＺＩ Ｓ， ＭＵＳＴＡＦＡ Ｂ， ＲＹＡＮ Ｆ， ｅｔ ａｌ． Ｂｉｇ ｓｅｌｆ － ｓｕｐｅｒｖｉｓｅｄ
ｍｏｄｅｌｓ ａｄｖａｎｃｅ ｍｅｄｉｃａｌ ｉｍａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ．
ＩＥＥＥ，２０２１： ３４７８－３４８８．

［３］ ＭＡ Ｊｕｎ， ＮＩＥ Ｚｉｗｅｉ． Ｅｘｐｌｏｒｉｎｇ ｌａｒｇｅ ｃｏｎｔｅｘｔ ｆｏｒ ｃｅｒｅｂｒａｌ ａｎｅｕｒｙｓｍ
ｓｅｇｍｅｎｔａｔｉｏｎ［Ｃ］ ／ ／ Ｉｎｔｅｒｎａｔｉｏｎａｌ ｗｏｒｋｓｈｏｐ ｏｎ Ｃｅｒｅｂｒａｌ Ａｎｅｕｒｙｓｍ
Ｄｅｔｅｃｔｉｏｎ． Ｃｈａｍ： Ｓｐｒｉｎｇｅｒ，２０２０：６８－７２．

［ ４ ］ ＺＨＡＮＧ Ｙｉｃｈｉ． Ｃａｓｃａｄｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｏｒ
ａｕｔｏｍａｔｉｃ ｍｙｏｃａｒｄｉａｌ ｉｎｆａｒｃｔｉｏｎ ｓｅｇｍｅｎｔａｔｉｏｎ ｆｒｏｍ ｄｅｌａｙｅｄ －
ｅｎｈａｎｃｅｍｅｎｔ ｃａｒｄｉａｃ ＭＲＩ ［ Ｃ ］ ／ ／ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｗｏｒｋｓｈｏｐ ｏｎ
Ｓｔａｔｉｓｔｉｃａｌ Ａｔｌａｓｅｓ ａｎｄ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｍｏｄｅｌｓ ｏｆ ｔｈｅ Ｈｅａｒｔ． Ｃｈａｍ：
Ｓｐｒｉｎｇｅｒ， ２０２０：３２８－３３３．

［５］ ＬＩ Ｚｉｈａｏ， ＺＨＡＮＧ Ｓｈｕ， ＺＨＡＮＧ Ｊｕｎｇｅ， ｅｔ ａｌ． ＭＶＰ－Ｎｅｔ： Ｍｕｌｔｉ－
ｖｉｅｗ ＦＰＮ ｗｉｔｈ ｐｏｓｉｔｉｏｎ－ａｗａｒｅ ａｔｔｅｎｔｉｏｎ ｆｏｒ ｄｅｅｐ ｕｎｉｖｅｒｓａｌ ｌｅｓｉｏｎ

ｄｅｔｅｃｔｉｏｎ ［ Ｃ ］ ／ ／ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｅｄｉｃａｌ Ｉｍａｇｅ
Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｃｏｍｐｕｔｅｒ－Ａｓｓｉｓｔｅｄ Ｉｎｔｅｒｖｅｎｔｉｏｎ． Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ，
２０１９：１３－２１ ．

［ ６ ］ ＺＨＡＮＧ Ｆ， ＷＡＮＧ Ｙ， ＹＡＮＧ Ｈ． Ｅｆｆｉｃｉｅｎｔ ｃｏｎｔｅｘｔ － ａｗａｒｅ
ｎｅｔｗｏｒｋ ｆｏｒ ａｂｄｏｍｉｎａｌ ｍｕｌｔｉ － ｏｒｇａｎ ｓｅｇｍｅｎｔａｔｉｏｎ ［ Ｊ ］ ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：２１０９．１０６０１，２０２１．

［７］ ＬＯＮＧ Ｊ， ＳＨＥＬＨＭＡＭＥＲ Ｅ， ＤＡＲＲＥＬＬ Ｔ． Ｆｕｌｌｙ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｔｗｏｒｋｓ ｆｏｒ ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ ［ Ｃ ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ．
Ｂｏｓｔｏｎ， ＭＡ：ＩＥＥＥ，２０１５： ３４３１－３４４０．

［ ８ ］ ＲＯＮＮＥＢＥＲＧＥＲ Ｏ， ＦＩＳＣＨＥＲ Ｐ， ＢＲＯＸ Ｔ． Ｕ － ｎｅｔ：
Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｂｉｏｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ［Ｃ］ ／ ／
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｅｄｉｃａｌ Ｉｍａｇｅ Ｃｏｍｐｕｔｉｎｇ ａｎｄ
Ｃｏｍｐｕｔｅｒ－ａｓｓｉｓｔｅｄ Ｉｎｔｅｒｖｅｎｔｉｏｎ ． Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ，２０１５：２３４－２４１．

［９］ ＨＵＡＮＧ Ｈｕｉｍｉｎ， ＬＩＮ Ｌａｎｆｅｎ， ＴＯＮＧ Ｒｕｏｆｅｎｇ， ｅｔ ａｌ． Ｕｎｅｔ ３＋：
Ａ ｆｕｌｌ－ｓｃａｌｅ ｃｏｎｎｅｃｔｅｄ ｕｎｅｔ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ［Ｃ］ ／ ／
ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｃｏｕｓｔｉｃｓ， Ｓｐｅｅｃｈ ａｎｄ Ｓｉｇｎａｌ
Ｐｒｏｃｅｓｓｉｎｇ． Ｂａｒｃｅｌｏｎａ：ＩＥＥＥ， ２０２０：１０５５ － １０５９．

［１０］ＺＨＯＵ Ｚｏｎｇｗｅｉ， ＳＩＤＤＩＱＵＥＥ Ｍ Ｍ Ｒ， ＴＡＪＢＡＫＨＳＨ Ｎ， ｅｔ ａｌ．
Ｕｎｅｔ ＋ ＋： Ａ ｎｅｓｔｅｄ ｕ － ｎｅｔ ａｒｃｈｉｔｅｃｔｕｒｅ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ
ｓｅｇｍｅｎｔａｔｉｏｎ［Ｊ］ ． Ｄｅｅｐ Ｌｅａｒｎ Ｍｅｄ Ｉｍａｇｅ Ａｎａｌ Ｍｕｌｔｉｍｏｄａｌ Ｌｅａｒｎ
Ｃｌｉｎ Ｄｅｃｉｓ Ｓｕｐｐｏｒｔ， ２０１８，１１０４５：３－１１．

［１１］ＡＬＯＭ Ｍ Ｚ， ＨＡＳＡＮ Ｍ， ＹＡＫＯＰＣＩＣ Ｃ， ｅｔ ａｌ． Ｒｅｃｕｒｒｅｎｔ ｒｅｓｉｄｕａｌ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｏｎ ｕ－ｎｅｔ （ｒ２ｕ－ｎｅｔ） ｆｏｒ ｍｅｄｉｃａｌ
ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ［Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１８０２．０６９５５，２０１８．

［１２］ＪＨＡ Ｄ， ＡＬＩ Ｓ， ＴＯＭＡＲ Ｎ Ｋ， ｅｔ ａｌ． Ｒｅａｌ－ｔｉｍｅ ｐｏｌｙｐ ｄｅｔｅｃｔｉｏｎ，
ｌｏｃａｌｉｚａｔｉｏｎ ａｎｄ ｓｅｇｍｅｎｔａｔｉｏｎ ｉｎ ｃｏｌｏｎｏｓｃｏｐｙ ｕｓｉｎｇ ｄｅｅｐ ｌｅａｒｎｉｎｇ
［Ｊ］ ． ＩＥＥＥ Ａｃｃｅｓｓ， ２０２１，９： ４０４９６－４０５１０．

［１３］ＯＫＴＡＹ Ｏ， ＳＣＨＬＥＭＰＥＲ Ｊ， ＦＯＬＧＯＣ Ｌ Ｌ， ｅｔ ａｌ． Ａｔｔｅｎｔｉｏｎ ｕ－
ｎｅｔ： Ｌｅａｒｎｉｎｇ ｗｈｅｒｅ ｔｏ ｌｏｏｋ ｆｏｒ ｔｈｅ ｐａｎｃｒｅａｓ［ Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ
ａｒＸｉｖ：１８０４．０３９９９，２０１８．

［１４］ ＩＳＥＮＳＥＥ Ｆ， ＰＥＴＥＲＳＥＮ Ｊ， ＫＬＥＩＮ Ａ， ｅｔ ａｌ． ＮＮＵ－ｎｅｔ： Ｓｅｌｆ－
ａｄａｐｔｉｎｇ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｕ－ｎｅｔ－ｂａｓｅｄ ｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ
［Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１８０９．１０４８６，２０１８．

［１５］ＸＩＡＯ Ｘ， ＬＩＡＮ Ｓ， ＬＵＯ Ｚ， ｅｔ ａｌ． Ｗｅｉｇｈｔｅｄ ｒｅｓ－ｕｎｅｔ ｆｏｒ ｈｉｇｈ－
ｑｕａｌｉｔｙ ｒｅｔｉｎａ ｖｅｓｓｅｌ ｓｅｇｍｅｎｔａｔｉｏｎ ［ Ｃ ］ ／ ／ ２０１８ ９ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｔｅｃｈｎｏｌｏｇｙ ｉｎ Ｍｅｄｉｃｉｎｅ ａｎｄ Ｅｄｕｃａｔｉｏｎ
（ ＩＴＭＥ） ． Ｈａｎｇｚｈｏｕ， Ｃｈｉｎａ：ＩＥＥＥ， ２０１８：３２７－３３１．

［１６］ＲＯＹ Ａ Ｇ， ＮＡＶＡＢ Ｎ， ＷＡＣＨＩＮＧＥＲ Ｃ． Ｃｏｎｃｕｒｒｅｎｔ ｓｐａｔｉａｌ ａｎｄ
ｃｈａｎｎｅｌ ′ ｓｑｕｅｅｚｅ ＆ ｅｘｃｉｔａｔｉｏｎ′ ｉｎ ｆｕｌｌｙ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ
［Ｃ］ ／ ／ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｅｄｉｃａｌ Ｉｍａｇｅ Ｃｏｍｐｕｔｉｎｇ ａｎｄ
Ｃｏｍｐｕｔｅｒ－ａｓｓｉｓｔｅｄ Ｉｎｔｅｒｖｅｎｔｉｏｎ． Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ，２０１８：４２１－４２９．

［１７］ＬÊ－ＨＵＵ Ｄ－ Ｋ， ＡＬＡＨＡＲＩ Ｋ． Ｒｅｇｕｌａｒｉｚｅｄ Ｆｒａｎｋ－Ｗｏｌｆｅ ｆｏｒ ｄｅｎｓｅ
ＣＲＦｓ： Ｇｅｎｅｒａｌｉｚｉｎｇ ｍｅａｎ ｆｉｅｌｄ ａｎｄ ｂｅｙｏｎｄ ［ Ｊ］ ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ
ａｒＸｉｖ：２１１０，１４７５９， ２０２１．

［１８］ＮＡＳＲ－ＥＳＦＡＨＡＮＩ Ｅ， ＲＡＦＩＥＩ Ｓ， ＪＡＦＡＲＩ Ｍ Ｈ， ｅｔ ａｌ． Ｄｅｎｓｅ
ｆｕｌｌｙ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ ｆｏｒ ｓｋｉｎ ｌｅｓｉｏｎ ｓｅｇｍｅｎｔａｔｉｏｎ［Ｊ］ ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１７１２．１０２０７， ２０１７．

［ １９］ ＭＩＲＩＫＨＡＲＡＪＩ Ｚ， ＹＡＮ Ｙｉｑｉ， ＨＡＭＡＲＮＥＨ Ｇ． Ｌｅａｒｎｉｎｇ ｔｏ
ｓｅｇｍｅｎｔ ｓｋｉｎ ｌｅｓｉｏｎｓ ｆｒｏｍ ｎｏｉｓｙ ａｎｎｏｔａｔｉｏｎｓ ［ Ｃ ］ ／ ／ Ｄｏｍａｉｎ
Ａｄａｐｔａｔｉｏｎ ａｎｄ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ Ｔｒａｎｓｆｅｒ ａｎｄ Ｍｅｄｉｃａｌ Ｉｍａｇｅ
Ｌｅａｒｎｉｎｇ ｗｉｔｈ Ｌｅｓｓ Ｌａｂｅｌｓ ａｎｄ Ｉｍｐｅｒｆｅｃｔ Ｄａｔａ． Ｃｈａｍ： Ｓｐｒｉｎｇｅｒ，
２０１９：２０７－２１５．

［２０］ＷＡＮＧ Ｊｉａｃｈｅｎｇ， ＷＥＩ Ｌａｎ， ＷＡＮＧ Ｌｉａｎｓｈｅｎｇ， ｅｔ ａｌ ． Ｂｏｕｎｄａｒｙ－
ａｗａｒｅ ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ ｓｋｉｎ ｌｅｓｉｏｎ ｓｅｇｍｅｎｔａｔｉｏｎ［Ｃ］ ／ ／ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｅｄｉｃａｌ Ｉｍａｇｅ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｃｏｍｐｕｔｅｒ－Ａｓｓｉｓｔｅｄ
Ｉｎｔｅｒｖｅｎｔｉｏｎ．Ｃｈａｍ：Ｓｐｒｉｎｇｅｒ， ２０２１：２０６－２１６．

（下转第 ８６ 页）

７７第 １１ 期 陈旋， 等： ＳＥＣＵ－Ｎｅｔ：一种结合 ＳＥ 和 ＣＲＦ 的皮肤病图像分割网络


