
第 １２ 卷　 第 １１ 期

Ｖｏｌ．１２ Ｎｏ．１１ 　
　

智　 能　 计　 算　 机　 与　 应　 用

Ｉｎｔｅｌｌｉｇｅｎｔ Ｃｏｍｐｕｔｅｒ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓ
　

　 ２０２２ 年 １１ 月

　 Ｎｏｖ． ２０２２

　 　 　 　 　 　文章编号： ２０９５－２１６３（２０２２）１１－０２０４－０６ 中图分类号： ＴＰ１８１ 文献标志码： Ａ

基于 Ｔｒａｎｓｆｏｒｍｅｒ 的道路场景分割算法研究
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摘　 要： 图像语义分割技术作为计算机视觉领域的关键技术之一，可以识别并理解图像中每一个像素的内容，并已应用在自

动驾驶、医疗诊断、地理信息系统以及图像搜索等很多场景。 相对于深度卷积神经网络，Ｔｒａｎｓｆｏｒｍｅｒ 模型基于纯注意力机制，
没有任何卷积层或循环神经网络层。 本文在 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 的基础上进行了改进，提出了一种新的网络结构 ＳｗｉｎＬａｂ。 实

验结果表明改进后的 ＳｗｉｎＬａｂ 模型相比于深度卷积神经网络的模型算法以及原 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模型的分割精度不相上下，
ｍＩｏＵ 可达 ８０．１，同时在 ＣｉｔｙＳｃａｐｅｓ 数据集上也进行了对比实验，从而进一步证明了该结构的有效性和泛化性。 综上，本文在

以 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 为骨干网络的基础上做了相关工作，从而使模型结构更简单，训练和推理速度更快，且准确率也相当可

观。
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０　 引　 言

常见的基于深度卷积神经网络的模型， 如

ＦＣＮ［１］、Ｄｅｅｐｌａｂ ｖ３［２］、ＳｅｇＮｅｔ［３］ 等在传统语义分割

任务上有着很好的效果，但是对于城市道路场景的

分割仍然难以达到理想的状态。 随着 Ｔｒａｎｓｆｏｒｍｅｒ
在 ＮＬＰ 领域表现优异性能之后，越来越多的人尝试

将其应用在 ＣＶ 领域，并取得了可观进步。 继 ＶｉＴ［４］

之后，出现了很多 Ｔｒａｎｓｆｏｒｍｅｒ 运用在 ＣＶ 各个任务

上的工作，而 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ［５］ 是第一个备受青睐

的可以在下游任务中使用的纯 Ｔｒａｎｓｆｏｒｍｅｒ 结构的

方式，但却有着如下缺点：参数量过大、显存占用高、
训练时间长。 究其原因，下游任务，如语义分割是高

密度预测任务，对于分割精度要求很高，从而使得训

练参数量巨大，增加了训练成本。 故本文在 ＳｗｉｎＴ

的基础上改进了网络结构，可以明显加快训练速度，
也可以很好地定位分割边界。 其次，针对特征信息

学习不充分问题，传统做法为通过设置不同参数的

卷积层或池化层，先提取到不同尺度的特征图，再将

这些特征图送入网络做融合。 但是由于图像金字塔

的多尺度输入，在计算时需要保存大量梯度，故对硬

件的要求很高。 而本次研究是将网络进行多尺度训

练，在测试阶段进行多尺度融合，这样可减少参数和

内存占用，且由于引入多尺度信息，可以更好地定位

分割边界，提高了网络性能。

１　 相关工作

１．１　 数据集

本文使用 Ｐａｓｃａｌ ＶＯＣ ２０１２ 扩增数据集做基础

研究，Ｃｉｔｙｓｃａｐｅｓ 数据集做进一步验证。



Ｐａｓｃａｌ ＶＯＣ 挑战赛是一个世界级的计算机视

觉挑战赛。 Ｐａｓｃａｌ ＶＯＣ 挑战赛整体上可分为如下

几类：图像分类、目标检测、目标分割、行为识别等。
在 Ｐａｓｃａｌ ＶＯＣ 数据集中主要包含 ２０ 个目标类别和

１ 个背景类别。
对于图像语义分割，Ｐａｓｃａｌ ＶＯＣ ２０１２ 中共有训

练集图像 １ ４６４ 张、验证集图像 １ ４４９ 张、测试集图

像 １ ４５６ 张， 但是对于语义分割， 特别是基于

Ｔｒａｎｓｆｏｒｍｅｒ 骨干网络而言，拥有大量的数据是很有

必要的，所以本文使用了 Ｐａｓｃａｌ ＶＯＣ 的扩增数据

集，共有训练集图像１０ ５８２张。
另外，在语义分割中对应的标注图像（．ｐｎｇ）用

ＰＩＬ 的 Ｉｍａｇｅ．ｏｐｅｎ（ ） 函数读取时，默认是 Ｐ 模式

（调色板模式），即一个单通道的图像。 在背景处的

像素值为 ０，目标边缘处用的像素值为 ２５５，目标区

域根据目标类别的类别索引信息进行填充，如图 １
所示，人对应的目标索引是 １５，所以目标区域的像

素值用 １５ 填充。 具体调色板信息见表 １。
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图 １　 Ｐ 模式下的标签图

Ｆｉｇ． １　 Ｌａｂｅｌ ｍａｐ ｉｎ Ｐ ｍｏｄｅ
表 １　 不同类别的索引值

Ｔａｂ． １　 Ｉｎｄｅｘ ｖａｌｕｅｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｃａｔｅｇｏｒｉｅｓ

类别名称 ｂａｃｋｇｒｏｕｎｄ ａｅｒｏｐｌａｎｅ ｂｉｃｙｃｌｅ ｂｉｒｄ ｂｏａｔ ｂｏｔｔｌｅ ｂｕｓ ｃａｒ ｃａｔ ｃｈａｉｒ ｃｏｗ

类别索引 ０ １ ２ ３ ４ ５ ６ ７ ８ ９ １０

类别名称 ｄｉｎｉｎｇｔａｂｌｅ ｄｏｇ ｈｏｒｓｅ ｍｏｔｏｒｂｉｋｅ ｐｅｒｓｏｎ ｐｏｔｔｅｄｐｌａｎ ｓｈｅｅｐ ｓｏｆａ ｔｒａｉｎ ｔｖｍｏｎｉｔｏｒ

类别索引 １１ １２ １３ １４ １５ １６ １７ １８ １９ ２０

　 　 Ｃｉｔｙｓｃａｐｅｓ 数据集于 ２０１６ 年发布，在自动驾驶

领域是权威且热门的语义分割数据集之一，该数据

集含有国外 ５０ 个道路场景的高分辨率图像，其中精

细标注图像共有 ５ ０００ 张，粗略标记图像共 １９ ９９８
张，为保证能够最大限度地获取充足的数据信息。
本文使用含粗略标注和精细标注数据集 ２４ ９９８ 张，
共分为建筑、行人、天空等 １９ 个类别。
１．２　 数据预处理

基于 Ｔｒａｎｓｆｏｒｍｅｒ 网络架构相对于深度卷积神

经网络更容易出现过拟合现象，除需对网络中的模

型结构进行优化外，拥有大量的数据也能够减少过

拟合的发生，故考虑对图像进行预处理。 本文的数

据扩增操作是在 ＯｐｅｎＣＶ 上完成的，包括对图像进

行－１０° ～ １０°的旋转、随机裁剪 ｃｒｏｐ＿ｓｉｚｅ 的 ０．５ ～ ２
倍、随机水平翻转以及模糊图像等操作。

２　 方法

本文算法是由 ２ 个路径组成的，分别是编码器

提取路径与解码器提取路径。 其中，编码器块是在

Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 的基础上改进后得到的，不仅加快

了训练速度，而且也缓解了过拟合。 解码器块中的

Ｐｒｅｄｉｃｔｉｏｎ Ｈｅａｄ 则是基于 ＡＳＰＰ ＋模块，考虑通过利

用跳跃连接以及捷径分支优化模块结构，使其可以

更好地解决目标多尺度的问题。 具体来说，是以改

进后的 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模型 ＳｗｉｎＬａｂ 为骨干网络，
再对 ＡＳＰＰ 模块进行优化，并构建模块 ＡＳＰＰ ＋，使

５０２第 １１ 期 魏鹏磊， 等： 基于 Ｔｒａｎｓｆｏｒｍｅｒ 的道路场景分割算法研究



ＡＳＰＰ＋可以多尺度理解上下文信息的能力。 整体模

型通过 ３ 个阶段构建不同大小的特征图，且又在

ＳｗｉｎＴ 的基础上剔除掉 Ｐａｔｃｈ Ｐａｒｔｉｔｉｏｎ 和 Ｌｉｎｅａｒ
Ｅｍｂｅｄｉｎｇ 模块，并添加 １ 个和后 ２ 个阶段同样的

Ｐａｔｃｈ Ｍｅｒｇｉｎｇ 层进行下采样。 网络总体模型结构如

图 ２ 所示。
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图 ２　 网络总体模型结构
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　 　 编码块是有 ２ 个结构，一个使用了 Ｗ－ＭＳＡ 结

构，另一个使用 ＳＷ－ＭＳＡ 结构。 一般情况下，这 ２ 个

结构是成对使用的，先使用 Ｗ－ＭＳＡ 结构，而后使用

ＳＷ－ＭＳＡ 结构，具体编码器模型如图 ３、图 ４ 所示。
解码块包括 ＡＳＰＰ ＋模块和 Ｐｒｅｄｉｃｔｉｏｎ Ｈｅａｄ 模

块。 ＡＳＰＰ＋在 ＡＳＰＰ 的基础上摒弃了膨胀系数为 ３６
的空洞卷积层，并采用自适应平均池化层，即共有 ４
个并行分支，分别为 １ 个 １×１ 卷积层、３ 个 ３×３ 空洞

卷积层，以及 １ 个自适应全局平均池化层，该层目的

是可以增加 １ 个全局上下文信息。 其中，使用

ｃｏｎｃａｔ 方法对 ４ 个并行分支进行拼接之前，先利用

自注意力机制对不同分支获得的信息进行注意力处

理，这样有利于不同特征信息的融合，而虚线部分的

捷径分支则使用 １×１ 卷积核进行维度处理。 对于

Ｐｒｅｄｉｃｔｉｏｎ Ｈｅａｄ 模块来说，得到 ＡＳＰＰ ＋模块的输出

后，添加一个跳跃连接残差模块［６］，其后续接一个

Ｌａｙｅｒ Ｎｏｒｍ 层，再通过一个 １×１ 卷积层来融合信息。
Ｐｒｅｄｉｃｔｉｏｎ Ｈｅａｄ 通过双线性插值的方法还原输入图

像的尺寸大小［７］，网络模型细节如图 ５ 所示。

EncoderBlock

DropPath

MLPBlock

LayerNorm

DropPath

MLPBlock

LayerNorm

DropPath

SW-MSA

LayerNorm

DropPath

W-MSA

LayerNorm

图 ３　 编码器结构图
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图 ４　 ＭＬＰ 结构图
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图 ５　 解码器结构图

Ｆｉｇ． ５　 Ｄｅｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

７０２第 １１ 期 魏鹏磊， 等： 基于 Ｔｒａｎｓｆｏｒｍｅｒ 的道路场景分割算法研究



３　 实验结果分析

在 Ｐａｓｃａｌ ＶＯＣ２０１２ 数据集和 Ｃｉｔｙｓｃａｐｅｓ 数据集

上的分割效果如图 ６、图 ７ 所示。 图 ６、图 ７ 中，从
（ａ）到（ｄ）分别是原图、标签、ＤｅｅｐＬａｂｖ３ 预测图以及

ＳｗｉｎＬａｂ 预测图。

(a)原图

(b)标签

(c)DeepLabv3预测图

(d)SwinLab预测图

图 ６　 Ｐａｓｃａｌ ＶＯＣ２０１２ 数据集
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(d)SwinLab预测图

(c)DeepLabv3预测图

(b)标签

(a)原图

图 ７　 Ｃｉｔｙｓｃａｐｅｓ数据集
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４　 结束语

针对道路场景识别任务，本文提出了一种基于

Ｔｒａｎｓｆｏｒｍｅｒ 的 ＳｗｉｎＬａｂ 模型架构。 该网络架构增强

了网络在多尺度下多类别分割时的鲁棒性，同时使

用不同的采样比例与感受野提取特征，使其可以在

多个尺度上捕获上下文信息。 实验结果表明，基于

Ｔｒａｎｓｆｏｒｍｅｒ 构建的 ＳｗｉｎＬａｂ 模型网络相比于传统基

于深度卷积神经网络的语义分割模型，效果，及性能

均获提升，虽不及 ＳＯＴＡ，但在 Ｐａｓｃａｌ ＶＯＣ２０１２ 数据

集上 ｍＩｏＵ 可达 ８０．１，在 Ｃｉｔｙｓｃａｐｅｓ 数据集上也有不

错的效果。 除此之外，本文重点关注的训练速度也

得到了显著改善，对于后续的研究有着实际参考意

义。 另外，本文使用的显卡为单张英伟达最新 ３０９０
（下转第 ２１５ 页）
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