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时空注意图卷积网络的交通流量预测研究

李志鹃

（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 准确实时的交通预测在交通管理和规划中起重要作用，而交通数据是典型的时空数据，目前大部分的预测方法没有

完全考虑交通数据的动态时空相关性、周期性和稳定预测性能等要素。 针对这些要素，本文提出了一种时空注意图卷积网络

（ｓｐａｔｉａｌ－ｔｅｍｐｏｒａｌ ａｔｔｅｎｔｉｏｎ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ， ＳＴＡＧＣＮ），该网络采用了 Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架，其中 ｋ 阶切比雪夫

（ＣｈｅｂＮｅｔ）图卷积网络用于提取交通网络的空间相关性，同时将历史时间步长和与预测时间段间隔相同的周交通数据堆叠作

为输入，更好地捕获时间和周期性。 在解码器中加入时间注意机制，自适应地学习编码器输出中更重要的部分。 此外，设计

了残差网络稳定预测性能。 最后，在 ２ 个真实的交通数据集上进行大量实验，结果表明 ＳＴＡＧＣＮ 优于其他现有的方法。
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０　 引　 言

交通预测是基于历史交通数据对未来时刻的交

通状况（如交通速度、交通流量和交通占用率等）进
行预测。 准确实时的交通预测有助于交通规划和管

理，进而缓解交通拥堵［１］。
近年来，国内外的研究者都致力于交通预测的

研究且取得不错的成果。 研究大致可以分为传统方

法和深度学习方法。 传统方法主要代表为历史平均

（ｈｉｓｔｏｒｉｃａｌ ａｖｅｒａｇｅ， ＨＡ）、差分自回归移动平均模型

（ ａｕｔｏ － ｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ ｍｏｄｅｌ，
ＡＲＩＭＡ） ［２］、 向量自回归 （ ｖｅｃｔｏｒ ａｕｔｏ － ｒｅｇｒｅｓｓｉｖｅ，
ＶＡＲ） ［３］，这种方法不能捕获数据复杂的非线性关

系，特征提取能力有限。 ２００９ 年，Ｃａｓｔｒｏ 等人［４］提出

支持向量回归（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｒｅｇｒｅｓｓｉｏｎ， ＳＶＲ）方

法用于交通流量预测，该方法分析了交通流的非线

性特征，但挖掘时空关系有限。 随着深度学习的发

展，交通预测方法得到进一步改进。 ２０１４ 年，Ｈｕａｎｇ
等人［５］ 提 出 深 度 信 念 网 络 （ Ｄｅｅｐ Ｂｅｌｉｅｆ Ｎｅｔｓ，
ＤＢＮ）。 ２０１５ 年，Ｌｖ 等人［６］ 提出深度学习模型、自
动堆叠编码器（Ｓｔａｃｋｅｄ Ａｕｔｏｅｎｃｏｄｅｒ， ＳＡＥ）用于预测

交通流量，以上 ２ 种方法均采用栅格模型，只能应用

于标准网格数据且忽略了数据采集点本身的空间关

系。
为更好地建模交通网络的空间关系，近期研究

将图神经网络（ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，
ＧＣＮ）应用于交通预测方法［７－９］。 ２０１８ 年，Ｙｕ 等

人［１０］提出了一种深度学习框架、时空图卷积网络



（ＳＴＧＣＮ），利用 ＧＣＮ 捕获空间相关性，利用卷积提

取时间特征。 ２０１９ 年，Ｇｕｏ 等人［１１］ 提出（Ａｔｔｅｎｔｉｏｎ
ｂａｓｅｄ ｓｐａｔｉａｌ － ｔｅｍｐｏｒａｌ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ，
ＡＳＴＧＣＮ）模型，从注意机制的角度出发，该网络使

用 ２ 个注意力层分别捕获空间依赖性和时间相关

性。 ２０２０ 年，Ｓｏｎｇ 等人［１２］ 的研究提出一种可以同

步提取局部时空关系的时空模型（ ｓｐａｔｉａｌ－ｔｅｍｐｏｒａｌ
ｓｙｎｃｈｒｏｎｏｕｓ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ， ＳＴＳＧＣＮ）。

受上述研究工作的启发，为了更好地捕获交通

网络的时空相关性，进一步提高预测性能，本文提出

一种时空注意图卷积网络（ｓｐａｔｉａｌ－ｔｅｍｐｏｒａｌ ａｔｔｅｎｔｉｏｎ
ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ， ＳＴＡＧＣＮ）的交通预测模

型，该方法能够捕获交通数据复杂的动态时空特征。
本文主要贡献如下：

（１）设计了一种 Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架，具体来

说，编码器和解码器均采用门控循环单元 （ ｇａｔｅ
ｒｅｃｕｒｒｅｎｔ ｕｎｉｔ， ＧＲＵ），采用 ｋ 阶 ＣｈｅｂＮｅｔ 图卷积［１３］

对历史交通数据的空间依赖关系建模，在解码器中

加入时间注意机制，自适应地学习编码器输出中更

重要的部分，动态学习时空相关性。
（２）提出将历史时间步长和与预测时间段间隔

相同的周交通数据堆叠作为输入，更好地捕获时间

和周期性。
（３）利用残差网络稳定预测性能，并在 ２ 个真

实交通数据集上进行消融实验，验证了残差、 ｋ 阶

ＣｈｅｂＮｅｔ 图卷积和 Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架的有效性。

１　 整体设计

１．１　 问题描述

在本文中，交通数据包含 Ｎ 个道路节点（传感

器）、 Ｔ 个时间步、 Ｃ 个特征。 文中将交通道路网络

的拓扑结构定义为图 Ｇ ＝ （Ｖ，Ｅ，Ａ） ，其中 Ｖ 是一组

节点（如交通传感器）； Ｅ 是表示各节点之间的连接

性的边； Ａ ∈ ＲＮ×Ｎ 是邻接矩阵，表示节点之间的依

赖程度（按路网距离测量）。 ｔ 时刻节点 ｉ 的交通流量

数据用 ｘｔ，ｉ ∈ ＲＣ 表示，则 Ｘｔ ＝ （ｘｔ，１，ｘｔ，２，…，ｘｔ，Ｎ） ∈
ＲＮ×Ｃ 表示 ｔ 时刻所有节点的特征，如交通速度、交通

流量和交通占用率等。 本文研究主题为：
利用 Ｎ 个观测点的 ｐ 个历史时间步长的数据预

测未来时间步长为 ｑ 的所有节点的交通流量。 即输

入为 Ｘ ＝ （Ｘ１，Ｘ２，…，Ｘｐ） Ｔ ∈ ＲＮ×Ｃ×ｐ， 预测输出表示

为 Ｙ^ ＝ （ ｙ^１，ｙ^２，…，ｙ^ｑ） Ｔ ∈ Ｒｑ×Ｎ。 即：

（ ｙ^１，ｙ^２，…，ｙ^ｑ） ＝ ｆ（Ｘ１，Ｘ２，…，Ｘｐ：Ｇ） （１）

１．２　 网络结构

本研究提出的基于时空注意图卷积网络的交通

流量预测模型（ ＳＴＡＧＣＮ）框架如图 １ 所示。 是由

ＧＲＵ 构成 Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架，在编码器部分，采
用 ｋ 阶的 ＣｈｅｂＮｅｔ 图卷积对历史数据的空间依赖关

系进行建模，将 Ｔｗ 周与预测时段相同时间间隔的交

通数据 Ｘｗ 及输入数据 Ｘ 进行堆叠作为模型的输入，
同时可以捕获历史数据的周期性。 解码器部分引入

注意机制动态学习编码器不同时刻的隐藏层状态。
此外，加入残差网络模块提升网络的性能。 由

ＣｈｅｂＮｅｔ 图卷积、注意机制的编－解码器和残差网络

共同组成时空注意模块，堆叠 Ｎ 个上述时空注意

模块，最后通过卷积预测层预测未来道路的交通流

量。
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图 １　 ＳＴＡＧＣＮ 总体框架图

Ｆｉｇ． １　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＳＴＡＧＣＮ

１．２．１　 空间相关性

道路上不同地点的交通流量是动态变化的，节
点上的流量不仅受之前自身交通状况影响，而且也

与相邻节点的交通量息息相关。 图 ２ 是交通节点空
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间相关性示意图。

图 ２　 交通节点空间相关性示意图

Ｆｉｇ． ２　 Ｔｈｅ ｄｉａｇｒａｍ ｏｆ ｓｐａｔｉａｌ ｃｏｒｒｅｌａｔｉｏｎ ｏｆ ｔｒａｆｆｉｃ ｎｏｄｅｓ

　 　 以节点 １ 为例，其流量受到节点 ２，３，４ 和节点

５ 的影响，其中 ２ 号节点的影响程度最大，因其在空

间网络上更接近 １ 号节点。 本文为更好地捕获节点

间的空间相关性，应用 ＣｈｅｂＮｅｔ 图卷积捕获交通数

据的空间依赖关系。 与图卷积神经网络相比，
ＣｈｅｂＮｅｔ 图卷积利用 ｋ阶多项式拟合卷积核的方法，
在降低计算复杂度的同时增大了感受野。 ｋ 阶

ＣｈｅｂＮｅｔ 多项式函数表示如下：
ｃｈｅｂｎｅｔ（ｘ） ＝ ＲｅＬＵ（ｇθ∗ｘ） （２）

ｇθ∗ｘ ＝ ∑
Ｋ－１

ｋ ＝ ０
θｋＴｋ（Ｌ

～
）ｘ （３）

Ｌ
～
＝ ２
λｍａｘ

Ｌ － ＩＮ （４）

Ｌ ＝ Ｉ － Ｄ － １
２ ＡＤ － １

２ （５）
Ｔｋ（ｘ） ＝ ２ｘＴｋ－１（ｘ） － Ｔｋ－２（ｘ） （６）

Ｔ０（ｘ） ＝ １，Ｔ１（ｘ） ＝ ｘ （７）
　 　 其中， θ ｋ 是可训练参数； Ｌ 是邻接矩阵 Ａ 和度

矩阵 Ｄ 构成的对称规范化拉普拉斯矩阵； λｍａｘ 表示

Ｌ 的最大特征值； Ｔｋ（ｘ） 是切比雪夫多项式的定义；
因切比雪夫多项式自变量范围为 ［ － １， ＋ １］， 故使

用 Ｌ
～
。
本文通过调整 ｋ 阶切比雪夫多项式的阶数，调

整感受野，捕获 ｋ 阶邻居节点的空间相关性，确定空

间特征的影响权重。
１．２．２　 时间相关性

交通数据在时间维度上也存在动态相关性，未
来 ｔ ＋ １ 时刻的交通流量可能受 ｔ 时刻的交通状况

影响较大，若 ｔ － α 时刻发生交通事故或社会事件，
则受之前 ｔ － α 时刻的影响可能更大。 此外，不同道

路上，相同时间间隔的历史交通流量对未来时刻流

量的影响也是不同的。 为此，本文采用注意机制来

动态捕获不同地点、不同时间间隔的依赖性。 具体

而言，利用 Ａｔｔｅｎｔｉｏｎ 机制的 Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架，

在解码器部分动态调整编码器不同地点、不同时刻

的隐藏层状态对预测结果的影响权重。 Ａｔｔｅｎｔｉｏｎ 机

制计算如下：
αｔ ＝ ｔａｎｈ（ＷｅＨｅ ＋ ＷｄＨ（ ｔ －１），ｄ） （８）

β ｔ ＝
ｅｘｐ（αｔ）

∑
Ｔ

ｋ ＝ １
ｅｘｐ（αｋ）

（９）

ｗｔ ＝ β ｔＨｅ （１０）
ｘｄ ＝ Ｄｅｃｏｄｅｒ（ｘｔ，ｗｔ，Ｈ（ ｔ －１），ｄ） （１１）

　 　 其中， ｔａｎｈ是激活函数；Ｗｅ，Ｗｄ 是可训练参数；
Ｈｅ ＝ ［Ｈ０，ｅ，Ｈ１，ｅ，…，ＨＴ，ｅ］ 是各个时刻隐藏层的状

态； Ｔ 是编码器隐藏层状态数； Ｈ（ ｔ －１），ｄ 是解码器在 ｔ
－ １ 时刻隐藏层的状态； β ｔ 是注意系数向量； ｗｔ 表

示加权注意权重； ｘｔ 表示 ｔ 时刻解码器的输入； ｘｄ

表示解码器的输出。
１．２．３　 周期性

据生活规律来看，工作日的早高峰和晚高峰会

有一定的相似性，而与周末的交通流模式不同。 为

更好地捕获这一周期性，本文将交通数据中过去几

周与预测时段相同时间间隔的 Ｔｗ ／ ｐ 周（Ｔｗ 为时间

步 ｐ 的整数倍）数据进行单独划分，如图 ３ 所示。
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8:00-8:55am

2018/1/16Tues.
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2018/1/23Tues.
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q
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图 ３　 Ｔｗ ／ ｐ 周划分示意图

Ｆｉｇ． ３　 Ｔｈｅ ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ Ｔｗ ／ ｐ

　 　 将 Ｔｗ ／ ｐ 周与预测时段相同时间间隔的交通数

据 Ｘｗ 作为编码器输入的一部分，提取交通数据的周

期特征。
接下来，模型中还加入了稳定性能的残差网络

层，而后通过卷积预测层输出：
ｘｒ ＝ ＲｅＬＵ（ｘｄ ＋ ＲｅＬＵ（Φ∗（ｘｄ））） （１２）

ｙ^ ＝ Ｃｏｎｖ２ｄ（ｘｒ） （１３）
　 　 其中， ＲｅＬＵ 是激活函数； ｘｄ 表示经过解码器后

的输出； “∗”， “Φ” 分别是卷积操作和卷积核参

数； ｘｒ 是残差网络层的输出。
具体来说，本文中的残差网络同时使用了先降

维减少计算的卷积层和还原输入维度的卷积层，这
样可以在减少计算量的同时保证精度。 研究推得，

模型的预测结果为 ｙ^。
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２　 实验及分析

２．１　 数据集

本文在 ＰｅＭＳＤ４，ＰｅＭＳＤ８ 两个真实高速公路交

通数据集上进行了大量的实验，数据由加州高速路

网 Ｃａｌｔｒａｎｓ Ｐｅｒｆｏｒｍａｎｃｅ Ｍｅａｓｕｒｅｍｅｎｔ Ｓｙｓｔｅｍ
（ＰｅＭＳ） ［１４］收集。 路网中收集实时数据的独立传感

器超过 ３９ ０００ 个，且每 ５ ｍｉｎ 汇总一次交通数据，即
１ ｈ 有 １２ 组数据。 具体信息见表 １。

表 １　 ＰｅＭＳ 数据集描述

Ｔａｂ． １　 ＰｅＭＳ ｄａｔａｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ

数据集 节点数 数据长度 时间跨度

ＰｅＭＳＤ４ ３０７ １６ ９９２ ２０１８ ／ １ ／ １～２０１８ ／ ２ ／ ２８

ＰｅＭＳＤ８ １７０ １７ ８５６ ２０１６ ／ ７ ／ １～２０１６ ／ ８ ／ ３１

　 　 采用与文献［１１］中相同的数据预处理步骤，初
步预处理后，数据集中若有缺失值，则进行线性插值

填充并通过 Ｚ－Ｓｃｏｒｅ［１５］方法进行标准化。 本文中将

数据集按照 ６：２：２ 的比例分为训练集、验证集和测

试集进行实验。
２．２　 实验设置

本实验在 Ｗｉｎｄｏｗｓ１０ 操作系统下（ＣＰＵ： Ｉｎｔｅｒ
（Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ９ － １０９００Ｘ ＠ ３． ７０ ＧＨｚ ＧＰＵ：
ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ３０９０），基于 Ｐｙｔｏｒｃｈ 深度学习

框架，使用了 ＣＵＤＡ１０．１＋ｃｕＤＮＮ 进行 ＧＰＵ 加速。
在研发的模型中，利用 ｐ ＝ １２ 个历史时间步长

来预测未来 ｑ ＝ １２ 个时间步长（即未来 １ ｈ）的交通

流量。 本文中选择 Ｌ２ ｌｏｓｓ 作为损失函数， 初始学习

率为 ０．００１，采用 Ａｄａｍ 优化器进行训练。 模型中所

有的卷积层都使用 ３２ 个卷积核，批处理大小为 ３２，
门控循环单元（ＧＲＵ）的单元数为 ３２，层数为 ２，周
序列长度 Ｔｗ 取 １２。 此外，据文献［１１］的研究启发，
测试了切比雪夫多项式阶数 ｋ ∈ ｛１，２，３｝ 和时空注

意模块 Ｎ ∈ ｛１，２，３｝ 对预测结果的影响，随着 ｋ 和

Ｎ 的增大，性能略有提高，综合计算效率和预测性能

提升的效果，选择 ｋ ＝ ２，Ｎ ＝ ２ 的参数配置。 为防止

训练 过 拟 合， 本 文 使 用 了 ＥａｒｌｙＳｔｏｐｐｉｎｇ 方 法，
ｐａｔｉｅｎｃｅ 设为 ２０。
２．３　 评价指标

本文采用 ３ 个常用于评估流量预测性能的评测

指标： 平均绝对误差（ＭＡＥ）、均方根误差（ＲＭＳＥ）
和平均绝对百分比误差（ＭＡＰＥ）。 其定义分别如

下：

ＭＡＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １
ｙ^ｔ － ｙｔ （１４）

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １
（ ｙ^ｔ － ｙｔ） ２ （１５）

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １

ｙｔ － ｙ^ｔ

ｙｔ

× １００％ （１６）

　 　 其中， ｎ 是样本数； ｙ^ｔ 表示预测值； ｙｔ 表示真实

值。
２．４　 基线

将本文的模型与 ８ 种模型方法进行对比，对这

８ 种模型可概述如下。
（１）ＨＡ（ ｈｉｓｔｏｒｉｃａｌ ａｖｅｒａｇｅ）：历史平均模型，使

用平均值作为预测结果。
（２）ＡＲＩＭＡ（Ｗｉｌｌｉａｍｓ ａｎｄ Ｈｏｅｌ， ２００３） ［２］：自回

归移动平均模型。
（３）ＶＡＲ（ｖｅｃｔｏｒ ａｕｔｏ－ｒｅｇｒｅｓｓｉｖｅ ） ［３］：捕获交通

序列间成对相关性的向量自动回归模型。
（ ４ ） ＬＳＴＭ （ Ｈｏｃｈｒｅｉｔｅｒ ａｎｄ Ｓｃｈｍｉｄｈｕｂｅｒ，

１９９７） ［１６］：长短时记忆网络，一种特殊的循环神经网

络。
（５）ＤＣＲＮＮ（Ｌｉ ｅｔ ａｌ．， ２０１８） ［１７］：利用扩散卷积

捕获时空特性的循环神经网络。
（６）ＳＴＧＣＮ（Ｙｕ ｅｔ ａｌ．，２０１８） ［１０］：一种基于空间

方法的时空图卷积模型。
（７）ＡＳＴＧＣＮ（Ｇｕｏ ｅｔ ａｌ．，２０１９） ［１１］：使用注意力

层和卷积网络提取时空特性。
（８）ＳＴＳＧＣＮ（Ｓｏｎｇ ｅｔ ａｌ．，２０２０） ［１２］：一种用于结

合不同时间、节点间信息的时空同步机制。
２．５　 实验结果对比与分析

本文 提 出 的 ＳＴＡＧＣＮ 模 型 与 基 线 模 型 在

ＰｅＭＳＤ４、ＰｅＭＳＤ８ 数据集上的预测性能对比见表 ２。
表 ２　 不同模型在 ＰｅＭＳ 数据集上的平均性能

Ｔａｂ． ２　 Ａｖｅｒａｇｅ ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ

ｔｈｅ ＰｅＭＳ ｄａｔａｓｅｔ

模型
ＰｅＭＳＤ４

ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％

ＰｅＭＳＤ８

ＭＡＥ ＲＭＳＥ ＭＡＰＥ ／ ％

ＨＡ ３６．７６ ５４．１４ ２１．８３ ２９．５２ ４４．０３ １６．５９

ＡＲＩＭＡ ３５．１９ ５８．０５ ２０．６８ ２４．０２ ４３．２３ １５．８９

ＶＡＲ ３３．６３ ５１．６２ １９．７３ １９．１９ ２９．８１ １３．１０

ＬＳＴＭ ２９．３２ ４５．７２ １８．５９ ２３．１０ ３６．８９ １３．１５

ＤＣＲＮＮ ２１．２２ ３７．２３ １４．１７ １６．８２ ２６．３６ １０．９２

ＳＴＧＣＮ ２１．１６ ３５．６９ １３．８３ １７．５０ ２７．０９ １１．２９

ＡＳＴＧＣＮ ２１．４８ ３３．７０ １４．８８ １８．７０ ２８．４１ １２．３７

ＳＴＳＧＣＮ ２１．５２ ３４．１４ １４．４６ １７．８８ ２７．３６ １１．７１

ＳＴＡＧＣＮ ２０．２９ ３２．５７ １３．７３ １５．１５ ２４．４９ １０．５７

６５２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



　 　 从表 ２ 中可以看出，ＳＴＡＧＣＮ 模型在 ＰｅＭＳＤ４、
ＰｅＭＳＤ８ 两个数据集上的预测性能都达到了最优，
证明本文的模型是有效的、且对数据的适应性强。
传统的预测方法 ＨＡ、ＡＲＩＭＡ 仅考虑了时间相关性、
而忽略了交通数据的空间特征，因此预测效果不好。
神经网络方法 ＬＳＴＭ 在 ＰｅＭＳＤ４ 数据集上的预测误

差小于 ＶＡＲ 等传统方法，但在 ＰｅＭＳＤ８ 数据集上预

测误差大于 ＶＡＲ，其模型适应性不佳。 ＤＣＲＮＮ 等

基于图结构的预测方法效果较好，ＤＣＲＮＮ 利用循环

神经网络捕获时间依赖性，在 ＰｅＭＳＤ８ 数据集上的

效果比 ＳＴＧＣＮ 方法更好，但 ＰｅＭＳＤ４ 数据集较差，
说明模型对交通数据的适应性不佳。 ＡＳＴＧＣＮ 与

ＳＴＳＧＣＮ 方法较之前的方法又有所改进，但是捕获

长时时空依赖性的能力有限，预测效果还有待改进。
２．６　 消融分析

为进一步看出 ＳＴＡＧＣＮ 中各模块的影响，下面

进行消融对比实验。 基于本文研发的 ＳＴＡＧＣＮ 模

型，设计了 ３ 个变种，详见如下。
（１）ＳＴＡＧＣＮ－Ｃ：移除了 ＣｈｅｂＮｅｔ 图卷积模块。
（２）ＳＴＡＧＣＮ－Ｅ：移除了 Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架。
（３）ＳＴＡＧＣＮ－Ｒ：移除了残差网络。
图 ４、图 ５ 分别是在 ＰｅＭＳＤ４、ＰｅＭＳＤ８ 数据集进

行的变种模型实验的预测误差条形图。
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图 ４　 各个变种在 ＰｅＭＳＤ４ 数据集上的性能比较

Ｆｉｇ． ４ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｖａｒｉａｎｔ ｍｏｄｅｌｓ ｏｎ ＰｅＭＳＤ４

ｄａｔａｓｅｔ

　 　 从图 ４、图 ５ 中可以看到，本文研究提出的模型

中各模块都能发挥出作用，提高预测性能。 其中，
Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架对模型的影响最大，对提高预

测精度的能力更强，这说明解码器中添加注意机制

能捕获不同时刻的重要性，自适应地调整权重。 ｋ 阶

ＣｈｅｂＮｅｔ 图卷积影响位居其后，残差网络又次之，这
是因为考虑到计算效率和预测效果提高的程度，时

空模块和网络深度并未过大，残差网络的作用不明

显。 综上，本文提出的 ＳＴＡＧＣＮ 模型中各个模块都

有效果，能够帮助模型更好地进行预测任务。
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图 ５　 各个变种在 ＰｅＭＳＤ８ 数据集上的性能比较

Ｆｉｇ． ５ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｖａｒｉａｎｔ ｍｏｄｅｌｓ ｏｎ ＰｅＭＳＤ８
ｄａｔａｓｅｔ

３　 结束语

本文提出了一种时空注意图卷积模型 ＳＴＡＧＣＮ
应用 于 交 通 流 量 预 测。 ＳＴＡＧＣＮ 是 一 个 应 用

Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ 框架，其中采用 ｋ 阶 ＣｈｅｂＮｅｔ 图卷

积网络提取交通流的空间特征、同时将过去的周期

交通数据作为编码器输入的一部分，捕获交通数据

的周期性。 在解码器部分，利用注意机制学习编码

器不同隐藏状态的权重，基于此还设计了残差网络

模块稳定模型的性能，避免因增加网络深度引起性

能降低的情况发生。 在 ２ 个真实的交通数据集上进

行大量的实验，结果表明，本文提出的 ＳＴＡＧＣＮ 模

型表现要优于其他的模型，可以有效地捕获交通流

的动态时空特性。
本文的模型在训练效率上略显不足，在未来的

工作中，会将其考虑进去，同时增加现实不可控因素

（如天气和社会事件等），提高预测任务的效率和精

度。 此外，可以进一步地将研发的 ＳＴＡＧＣＮ 模型应

用在别的时空数据预测中。
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