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基于双线性注意力金字塔网络的压疮等级识别
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摘　 要： 在实际临床应用场景下，压疮伤口等级分类较多且图像间差距小。 针对使用图像识别技术对压疮图像分类难度大的

问题，提出了基于双线性注意力金字塔的压疮等级识别网络 ＢＡＰ－ＣＮＮ。 该网络以细粒度分类网络 ＡＰＣＮＮ 为基础（细粒度

指类间差距小的情况符合压疮等级分类需求），设计了瓶颈注意力模块，并且采用双线性注意力池化的方法，从而提升模型的

整体性能和识别准确率。 实验结果表明，在细粒度视觉分类数据集和自建压疮伤口图像 ＳＣＵ－ＰＵ 数据集上，改进后的网络

ＢＡＰ－ＣＮＮ 与基础网络 ＡＰＣＮＮ 以及经典细粒度网络 ＮＴＳ、ＷＳＤＡＮ 相比，模型的识别率均有所提升，证明了改进方法的有效

性，以及在不同数据集下良好的泛化能力。
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０　 引　 言

压疮，又称压力性溃疡（Ｐｒｅｓｓｕｒｅ Ｕｃｌｅｒ， ＰＵ），
俗称褥疮［１］。 压疮是临床上常见的一种慢性伤口，
所有人都有可能患上压疮，且更高概率发生在重病、
神经系统疾病、行动不便、姿势不良或畸形、皮肤受

损或营养不良者身上［２］。 因为压疮具有难以愈合

的特性，故将压疮视作医疗质量的重要指标，并已成

为公共卫生系统和经济支出上的一个不小负担［３］。
但是目前 ＰＵ 的管理现状却远远不能令人满意，全
球护理资源短缺也是不可忽视的事实。 目前最普遍

使用的 ＰＵ 风险评估工具是 Ｂｒａｄｅｎ 量表，但是

Ｂｒａｄｅｎ 量表在区分有压疮发生风险的重症监护患

者方面表现出预测有效性欠佳和准确性差的问题，
可能无法充分反映重症监护患者的特征［４］。 到目

前为止，亟需一种能够帮助医护人员判别压疮分级

的工具，以便及时采取治疗，预防轻度压疮向重度压

疮的转变。
随着人工智能的不断发展，现已越来越多地被

应用在日常生活中。 而将人工智能应用在医疗领域

的实践可行性也已获得了充分有效的验证。 有研究

指出，生物医学大数据（Ｂｉｏｍｅｄｉｃａｌ Ｂｉｇ Ｄａｔａ）在学术

领域和工业应用领域都是全球范围内到目前为止发

展最快的领域之一［５－６］。 本文探究关于 ＰＵ 智慧数

字化的诊断方式，有助于减轻一线临床医生的负担，
以及提高对病患的护理质量。



近些年，细粒度视觉分类（Ｆｉｎｅ－Ｇｒａｉｎｅｄ Ｖｉｓｕａｌ
Ｃａｔｅｇｏｒｉｚａｔｉｏｎ， ＦＧＶＣ）是计算机视觉领域颇具挑战

的一个方向，细粒度是指类别更加细分、类间差异更

加细小的分类任务［７］，符合压疮等级分类的需求。
美国国家压疮咨询委员会（Ｎａｔｉｏｎａｌ Ｐｒｅｓｓｕｒｅ Ｕｌｃｅｒ
Ａｄｖｉｓｏｒｙ Ｐａｎｅｌ，ＮＰＵＡＰ）发布的《国际性压疮防治指

南》中规定根据局部组织破坏的严重程度对压疮级

别进行Ⅰ～Ⅳ期［３］ 的划分，与医生共同完成压疮图

像数据集 ＳＣＵ－ＰＵ 的构建。 数据集仅包含图像的

类 别 标 签， 不 包 含 额 外 的 人 工 标 注 信 息

（Ａｎｎｏｔａｔｉｏｎ），因此采用基于弱监督的细粒度图像分

类方法［８］。
目前，主流的基于深度学习的弱监督细粒度图

像分类方法大致可以分为 ２ 类［９］：基于特征编码的

方法和基于局部区域定位的方法。 对此可做阐述如

下。
（１）基于特征编码的方法。 是对特征的高阶信

息进行编码，比如 Ｌｉｎ 等人［１０］ 提出的 Ｂ－ＣＮＮ 网络

使用双线性池化来聚合 ２ 个独立卷积网络中的特

征，计算 ２ 个 ＣＮＮ 流输出特征通道的外积以捕获二

阶信息。 此外，Ｙｕ 等人［１１］ 提出了跨层双线性池化

的方法来捕获层级间的特征信息。
（２）基于局部区域定位的方法。 是通过定位网

络来明确地分离与特定对象局部区域相关联的细微

外观差异来促进细粒度分类。 比如，Ｙａｎｇ 等人［８］ 提

出的 ＮＴＳ 网络将金字塔特征应用于 ＦＧＶＣ 任务，在
ＣＮＮ 上应用金字塔网络（Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋ，
ＦＰＮ）来学习区域定位器［１２］，定位可能的信息区域有

利于后续的分类任务。 此外，Ｄｉｎｇ 等人［１３］ 提出的

ＡＰＣＮＮ 中 包 含 区 域 选 取 网 络 （ Ｒｅｇｉｏｎ Ｐｒｏｐｏｓａｌ
Ｎｅｔｗｏｒｋ， ＲＰＮ）以弱监督的方式生成金字塔感兴趣区

域［１４］。
综合上述 ２ 种方式可以看出，高效获取特征和

感兴趣区域是细粒度分类的关键，本文在 ＡＰＣＮＮ
网络的基础上优化了注意力特征提取模块，并且引

入了双线性注意力池化机制，得到了改进的双线性

金字塔网络 ＢＡＰ －ＣＮＮ 以此提高模型分类的准确

率。 实验结果表明，优化后的模型在自建的压疮图

像数据集 ＳＣＵ－ＰＵ 上取得了良好的识别率。

１　 基础网络 ＡＰＣＮＮ

为了能够使用多尺度的特征［１５］，ＡＰＣＮＮ 提出

了一种新的注意力金字塔卷积神经网络，目的是更

有效地集成高层语义和底层细节特征来进行细粒度

分类，可以在不使用边框和其他零件标注的情况下

联合学习多级信息和细化的特征。 该网络与传统细

粒度分类网络的不同在于将金字塔层级结构引入，
图 １ 为 ＡＰＣＮＮ 网络框图。
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图 １　 ＡＰＣＮＮ 网络示意图

Ｆｉｇ． １　 ＡＰＣＮＮ ｎｅｔｗｏｒｋ ｄｉａｇｒａｍ

　 　 首先，输入原始图像进入特征金字塔网络和注

意力金字塔网络，遵循自上向下的特征路径和自下

而上的注意路径，生成金字塔特征和金字塔注意。
然后，ＲＰＮ［１４］以弱监督的方式生成金字塔感兴趣区

域（Ｒｅｇｉｏｎ ｏｆ Ｉｎｔｅｒｅｓｔ， ＲｏＩ），使用 ＲｏＩ 引导的删除和

缩放对图进行细化。 将细化后的特征图送入细化阶

段，已提取更多有利于分类的鉴别信息。 每个金字

塔级别都设置了单独的分类器，将特征图和注意力

图点 乘 后 进 行 全 局 平 均 池 化 （ Ｇｌｏｂａｌ Ａｖｅｒａｇｅ
Ｐｏｏｌｉｎｇ， ＧＡＰ） ［１６］，最后取平均得到分类结果。
１．１　 注意力金字塔模块

一般 的 特 征 金 字 塔 网 络 （ Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ
Ｎｅｔｗｏｒｋ， ＦＰＮ）利用各个层次的特征定位不同尺度

上的样本，以关注不同尺度上对象的细微差异［１２］。
ＡＰＣＮＮ 在一阶段通过在金字塔特征上引入额外的

注意力机制，形成一个自下而上的注意力金字塔
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（Ａｔｔｅｎｔｉｏｎ Ｐｙｒａｍｉｄ）进一步增强 ＦＰＮ 结构。 注意力

金字塔包括空间注意和通道注意，生成过程如图 ２
所示。

GAP FC1 FC2

3?3DeConv

特征映射Fk 空间注意力Ak
(s) 注意力映射Ak

通道注意力Ak
(c)

图 ２　 注意力金字塔模块

Ｆｉｇ． ２　 Ａｔｔｅｎｔｉｏｎ Ｐｙｒａｍｉｄ Ｍｏｄｕｌｅ

　 　 金字塔空间注意模块里每层将 ＦＰＮ 中的特征映

射 Ｆｋ 作为输入，经过一个 ３ ´３ 的反卷积层，以压缩空

间信息；最后使用 Ｓｉｇｍｏｉｄ 层来调整空间注意力输出

的尺度，按照公式（１）生成空间注意掩码 Ａ（ｓ）
ｋ ：

Ａ（ ｓ）
ｋ ＝ σ（υｃ∗Ｆｋ） （１）

　 　 其中， σ表示 Ｓｉｇｍｏｉｄ函数；“ ∗ ”表示反卷积；
υｃ 表示的是 ３ ´３ 的卷积核。 结果得到了基于多尺

度的空间注意力金字塔 ｛Ａ（ ｓ）
ｎ ，Ａ（ ｓ）

ｎ＋１，…，Ａ（ ｓ）
ｎ＋Ｎ－１｝。

金字塔通道注意模块设计思路基于 ＳＥ －
Ｎｅｔ［１７］，每层都将 ＦＰＮ 中的特征映射 Ｆｋ 作为输入，
经过 ＧＡＰ 层和 ２ 个全连接 （ＦＣ） 层； 最后使用

Ｓｉｇｍｏｉｄ 层来调整通道注意力输出的尺度，按照公

式（２）生成通道注意掩码 Ａ（ｃ）
ｋ ：

Ａ（ｃ）
ｋ ＝ σ（Ｗ２·ＲｅＬＵ（Ｗ１·ＧＡＰ（Ｆｋ））） （２）

其中， σ 表示 Ｓｉｇｍｏｉｄ 函数； ＲｅＬＵ表示ＲｅＬＵ函

数； Ｗ１ 和 Ｗ２ 是 ２ 个 ＦＣ 层的权重矩阵； ＧＡＰ（·） 表

示的全局平均池化函数，具体如式（３）所示：

ＧＡＰ（Ｆｋ） ＝ １
Ｗ × Ｈ∑

Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
Ｆｋ（ ｉ， ｊ） （３）

　 　 其中， Ｗ 和 Ｈ 表示 Ｆｋ 的空间维度。
ＧＡＰ［１６］ 的目的是对跨越空间维度，对Ｗ × Ｈ的

特征映射进行压缩成一维的并且将感受野扩展到了

全局，能够提取更丰富的特征。 ２ 个 ＦＣ 层可以更好

地拟合通道间复杂的相关性，自动学习分配特征权

重，提升对当前任务有用的特征通道，抑制作用不大

的特征通道。 结果得到通道注意力金字塔 ｛Ａ（ｃ）
ｎ ，

Ａ（ｃ）
ｎ＋１，…，Ａ（ｃ）

ｎ＋Ｎ－１｝。
从 ２ 个注意力分支中获取到了空间注意 Ａ（ ｓ）

ｋ 和

通道注意 Ａ（ｃ）
ｋ 后，先对其中的主元素进行求和来实

现高效梯度流，求和后利用 Ｓｉｇｍｏｉｄ 函数将每个元

素归一化压缩在［０，１］之间，生成最终的注意力映

射 Ａｋ。

１．２　 感兴趣区域引导的细化模块

细化模块是指 ＡＰＣＮＮ 在二阶段对金字塔底层

特征 Ｂｎ 进行 ＲｏＩ 引导的细化，包括丢弃和裁剪，从
而进一步提高细化阶段的性能。

首先将先前模块得到的注意力映射 Ａｋ 输入

ＲＰＮ［１４］。 ＲＰＮ 是一种候选框生成网络，对于每个金

字塔级别卷积感受野设计了比例和范围生成目标候

选框，并且对区域建议采用非极大值抑制 （Ｎｏｎ －
Ｍａｘｉｍｕｍ Ｓｕｐｐｒｅｓｓｉｏｎ， ＮＭＳ）来减少区域冗余［１８］，这
样一来就形成了感兴趣区域 （ ＲｏＩ） 金字塔 Ｒａｌｌ ＝
｛Ｒｎ，Ｒｎ＋１，…，Ｒｎ＋Ｎ－１｝。

ＲｏＩ 引导的丢弃策略通过在特征图上随机删除

连续区域来删除某些语义信息，从而强制网络学习

剩余区域的信息，有效防止过拟合问题的产生［１９］。
首先从 Ｒａｌｌ 中随机选取区域 Ｒｓ， 然后从 Ｒｓ 中以相同

概率选取信息区域 ｒｓ ∈Ｒｓ，并通过将 ＲｏＩ区域激活设

置为 ０，得到丢弃掩码 Ｍ， 推导得到的公式可写为：

Ｍ（ ｉ， ｊ） ＝
０　 （ ｉ， ｊ） ∈ ｒｓ
１　 ｏｔｈｅｒｗｉｓｅ{ （４）

　 　 通过式（５）在底层特征 Ｂｎ 上应用掩码 Ｍ， 并进

行归一化得到丢弃的特征映射 Ｄｎ：
Ｄｎ ＝ σ（Ｂｎ × Ｍ） （５）

　 　 不同于传统的随机丢弃， ＲｏＩ 引导的丢弃可以

直接擦除信息部分，鼓励网络找到更多有区分性的

区域，从而提高准确率。
ＲｏＩ引导的裁剪策略通过合并所有 ＲｏＩ 金字塔，

以弱监督的方式学习输入图像的最小边界矩形，并
得到分别表示合并边界矩形在 ｘ 轴和 ｙ 轴的最小和

最大坐标，表示为 ［ ｔｘ１，ｔｘ２，ｔｙ１，ｔｙ２］， 根据式（６）从之

前的丢弃的特征掩码 Ｄｎ 中提取该区域，得到细化特

征 Ｚｎ， 即：
Ｚｎ ＝ φ（Ｄｎ［ ｔｙ１：ｔｙ２，ｔｘ１：ｔｘ２］） （６）

　 　 其中， φ 指的是双线性上采样函数。
需要指出的是，细化操作只在训练过程中执行，

测试过程将跳过这一操作。 将细化后的特征 Ｚｎ 发

送到细化阶段进行下一步预测，再与原始阶段的预

测进行平均，得到最终预测结果。

２　 改进网络 ＢＡＰ－ＣＮＮ

细粒度分类任务需要解决的 ２ 个难点在于：
（１）高层次的语义，属于同一类别的物体图像

呈现出不同的姿势和视角。
（２）低层次的特征，子类别间的差异通常很细

微。
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针对以上问题，本文的改进网络 ＢＡＰ－ＣＮＮ 主

要对基础网络 ＡＰＣＮＮ 做了 ２ 方面的改进：
（１）通过改进空间注意力提取的机制对注意力

金字塔模块进行优化。
（２）通过改进池化机制对特征融合部分进行优

化。
２．１　 优化空间注意力模块

原始网络中的注意力金字塔模块由空间注意力

和通道注意力两部分并联组成，２ 个单独的注意力

分支计算得出了最终的注意力图。 其中，空间注意

力模块采用了一个 ３×３ 的反卷积的方法，反卷积可

以增加图像尺寸，从而实现压缩空间信息的目的。
但是反卷积有一个不可避免的缺点，输出的特

征图容易出现棋盘效应［２０］。 棋盘效应是由于反卷

积的“不均匀重叠”而导致的结果，使图像中某个部

位的颜色比其他部位更深。 尤其是当卷积核的大小

不能被步长整除时，反卷积就会发生不均匀重叠的

现象。 并且这种棋盘状的现象会层层递进，影响此

后的注意力图输出，最终影响整个网络的预测效果。
考虑到对空间注意力模块进行优化，本文参考

ＲｅｓＮｅｔ［２１］提出的 Ｂｏｔｔｌｅｎｅｃｋ 瓶颈结构，改进后的瓶

颈注意力模块（Ｂｏｔｔｌｅｎｅｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ， ＢＡＭ）
结构如图 ３ 所示。 在瓶颈注意力模块中，空间注意

力分支生成过程如下。

GAP FC1 FC2

1?
1
Co

nv

特征映射Fk 空间注意力Ak
(s) 注意力映射Ak

3?
3
Co

nv

3?
3
Co

nv

1?
1
Co

nv

通道注意力Ak
(c)

图 ３　 瓶颈注意力模块

Ｆｉｇ． ３　 Ｂｏｔｔｌｅｎｅｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ

　 　 每层将 ＦＰＮ 中的特征映射 Ｆｋ 作为输入，使用

一个 １×１ 的卷积将原特征映射降维以整合和压缩

信道维度的特征图，并通过 ２ 个 ３ ´３ 的膨胀卷积［２２］

来聚合具有更大感受野的上下文信息，继而使用 １ ´

１ 的卷积再次压缩空间注意力图；此后为了调整尺

度比例，使用 Ｓｉｇｍｏｉｄ 函数将空间注意掩码的每个

元素归一化压缩在（０，１）之间，按照公式（７）生成空

间注意掩码 Ａ（ ｓ）
ｋ ：

Ａ（ ｓ）
ｋ ＝ σ（ ｆ１×１３ （ ｆ３×３２ （ ｆ３×３１ （ ｆ１×１０ （Ｆｋ））））） （７）

　 　 其中， σ指的是 Ｓｉｇｍｏｉｄ函数； ｆ表示卷积运算，
其上标为卷积核大小。

利用膨胀卷积来高效地扩大卷积的感受野，可

以得到比普通卷积更有效的空间映射，加强模型对

图像每个像素和周围关系的理解。 不仅如此，
Ｂｏｔｔｌｅｎｅｃｋ 瓶颈结构可以减少构造中的参数数量，从
而节省计算的开销，提升了网络的速度。
２．２　 双线性注意力池化

原始网络中在特征融合时使用了点乘之后全局

平均池化 （ＧＡＰ） 的方法［１６］，其优势在于可以减少

融合时特征的维度，极大地减少了网络的参数。 但

是缺点是 ＧＡＰ 操作会造成收敛速度减慢，并且融合

后的特征向量会受到注意力图强度的影响，容易丢

失一些纹理信息。
针对细粒度图像分类的任务，利用双线性池化

操作来融合 ２ 个独立卷积中的特征是一种经典的基

准做法，被广泛地运用于提取图像高阶信息［１０］。 本

文引 入 双 线 性 注 意 力 池 化 （ Ｂｉｌｉｎｅａｒ Ａｔｔｅｎｔｉｏｎ
Ｐｏｏｌｉｎｇ， ＢＡＰ）的特征融合方式，通过外积的重组方

式，双线性池化能够将基础网络的一阶特征映射成

更高阶的特征，显式地表达出更多的图像细节信息，
从而提升分类网络的准确率。 本文模型加入的双线

性注意力池化的过程如图 ４ 所示。

特征映射Fk

注意力映射Ak

g(?)

g(?)

g(?)

g(?)

bilinear
vector

图 ４　 双线性注意力池化过程图

Ｆｉｇ． ４　 Ｂｉｌｉｎｅａｒ ａｔｔｅｎｔｉｏｎ ｐｏｏｌｉｎｇ ｐｒｏｃｅｓｓ ｄｉａｇｒａｍ

　 　 首先把网络前面阶段生成的特征图 Ｆｋ 和注意

力图 Ａｋ 进行逐元素相乘计算得到部分特征图，然后

再对部分特征图进行池化和向量化操作后，得到双

线性向量池 Ｐ， 用于后续的分类和预测，计算过程

可表示为：

Ｐ ＝ Γ（Ａｋ，Ｆｋ） ＝

ｇ（Ａ１☉Ｆ１）
ｇ（Ａ２☉Ｆ２）

…
ｇ（Ａｎ☉Ｆｎ）

æ

è

ç
ç
ç
çç

ö

ø

÷
÷
÷
÷÷

＝

ｆ１
ｆ２
…
ｆｎ

æ

è

ç
ç
ç
çç

ö

ø

÷
÷
÷
÷÷

（８）

其中， ｇ（·） 表示池化和向量化计算过程，可由

如下公式计算求出：
ｇ（·） ＝ ｖｅｃ（ＳｕｍＰｏｏｌ（·）） （９）

　 　 本文使用 ＢＡＰ 对 ２ 种特征进行融合，再用于后

续的分类任务，可以提升网络性能。 并且双线性池
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化的形式简单，有利于梯度的反向传播，从而实现端

到端的训练。

３　 实验结果与分析

３．１　 实验数据集

本文实验在 ２ 个常用的基准细粒度视觉分类

（ＦＧＶＣ）数据集上进行训练和测试，包括 ＣＵＢ－２００－
２００１［２３］和 ＦＧＶＣ－Ａｉｒｃｒａｆｔ［２４］。 所有数据集包含同一

类别下的多组子类别。
为了验证改进后网络 ＢＡＰ－ＣＮＮ 的有效性，将

改进后的模型在自建的压疮伤口图像数据集 ＳＣＵ－
ＰＵ 中进行训练和测试。 根据美国国家压疮咨询委

员 会 （ Ｎａｔｉｏｎａｌ Ｐｒｅｓｓｕｒｅ Ｕｌｃｅｒ Ａｄｖｉｓｏｒｙ Ｐａｎｅｌ，
ＮＰＵＡＰ）发布的《国际性压疮防治指南》中规定Ⅰ～
Ⅳ期分期标准［３］，增广前的 ＳＣＵ－ＰＵ 数据集包括压

疮的 ４ 个等级，共 １４０ 张图像。
由于 ＤｅｉＴ［２５］表明数据增强可以实现高性能模

型训练和测试，根据压疮图像的特征，为了保留更精

细的图像特征信息，不干扰图像纹理特征，选取特定

角度翻转和旋转的方式实现数据增强，以扩充压疮

数据集协助网络训练。 将 ＳＣＵ－ＰＵ 数据集的每一

张图像先进行水平、垂直、主对角线和副对角线四种

翻转，再每 ４５°进行一次旋转，共旋转 ７ 次，最终扩

充 ４０ 倍的数据，经过以上数据增广后的 ＳＣＵ－ＰＵ 可

以更好地适用于网络训练。 本文实验选用的所有数

据集的分布情况见表 １。
表 １　 实验数据集分布

Ｔａｂ． １　 Ｔｈｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｅ ｄａｔａｓｅｔ ｕｓｅｄ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔ

数据集 训练集 测试集 共计

ＣＵＢ－２００－２０１１ ５ ９９４ ５ ７９４ １１ ７７８

ＦＧＶＣ－Ａｉｒｃｒａｆｔ ６ ６６７ ３ ３３３ １０ ０００

ＳＣＵ－ＰＵ ４ ３６０ １ ２４０ ５ ６００

３．２　 实验平台与实验细节

本 文 实 验 使 用 的 ＧＰＵ 为 Ｎｖｉｄｉａ ＧｅＦｏｒｃｅ
ＧＴＸ１０８０Ｔｉ，操作系统为 Ｕｂｕｎｔｕ １６．０４，ＣＵＤＡ 版本

为 １０． ０， Ｐｙｔｈｏｎ 版本为 ３． ６，使用深度学习框架

Ｐｙｔｏｒｃｈ １．３．０，ＴｏｒｃｈＶｉｓｉｏｎ ０．４．１。
本文网络与基础模型对比，在 ＲｅｓＮｅｔ５０［２１］的基

础上实现 ＢＡＰ－ＣＮＮ。 具体来说，金字塔的层级结

构选择 ＲｅｓＮｅｔ５０ 中剩余块 ｃｏｎｖ３、ｃｏｎｖ４ 和 ｃｏｎｖ５，分
别表示为Ｂ３、Ｂ４和Ｂ５在最后输出特征，其中细化模

块在 Ｂ３上进行。 细化模块中的 ｄｒｏｐ － ｏｕｔ丢弃块率

设置为 ０．５。 关于输入图像大小，对于细粒度视觉

分类数据集，根据大多数对比文献中实验输入图像

大小为 ４４８×４４８；对于自建压疮图像数据集 ＳＣＵ－
ＰＵ，在采集后，运用图像处理算法将输入图像大小

调整为 ２２４×２２４。
训练过程中 ｂａｔｃｈｓｉｚｅ 设置为 １６，ｅｐｏｃｈ 为 １００，

初始学习率为 ０．００１，使用随机梯度下降 ＳＧＤ 进行

优化，设置动量为 ０．９，衰减权重为０．０００ ０１，每隔 ２
次迭代、调整一次学习率。
３．３　 评价指标与实验结果

为了评估 ＢＡＰ－ＣＮＮ 模型对细粒度分类任务和

压疮伤口图像分类的性能，本文采用混淆矩阵来可

视化计算准确率，并且将准确率作为本文实验的评

价指标。 准确率可以反映训练网络准确分类各等级

的数量，准确率越大，表明正确分类的数量越多。 准

确率 Ａｃｃｕｒａｃｙ 的数学定义公式见如下：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（１０）

　 　 其中， ＴＰ、ＴＮ、ＦＰ、ＦＮ 分别表示真阳性、真阴

性、假阳性和假阴性。
为了验证改进后的网络 ＢＡＰ－ＣＮＮ 的有效性，

在 ２ 个基准细粒度视觉分类（ＦＧＶＣ）数据集ＣＵＢ－
２００－２００１ 和 ＦＧＶＣ－Ａｉｒｃｒａｆｔ 上进行训练和测试，并
与当前主流代表性的细粒度分类网络 Ｂ－ＣＮＮ［１０］、
ＮＴＳ［８］和 ＷＳＤＡＮ［２６］ 进行比较，定量对比实验结果

见表 ２。
表 ２　 不同模型在 ＦＧＶＣ 数据集上对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ＦＧＶＣ ｄａｔａｓｅｔ

Ｍｏｄｅｌｓ Ｂａｓｅｌｉｎｅ
Ａｃｃｕｒａｃｙ ／ ％

ＣＵＢ－２００－２００１ ＦＧＶＣ－Ａｉｒｃｒａｆｔ

Ｂ－ＣＮＮ［１０］ ＶＧＧ１６ ８４．１ ８４．１

ＮＴＳ［１２］ ＲｅｓＮｅｔ５０ ８７．５ ９１．４

ＷＳＤＡＮ［２７］ ＩｎｃｅｐｔｉｏｎＶ３ ８９．４ ９３．０

ＡＰＣＮＮ［１４］ ＲｅｓＮｅｔ５０ ８８．４ ９３．４

ＢＡＰ－ＣＮＮ
（Ｔｈｅ ｐｒｏｐｏｓｅｄ）

ＲｅｓＮｅｔ５０ ９０．３ ９４．５

　 　 表 ２ 列出了多个模型与本文中的 ＢＡＰ－ＣＮＮ 模

型在 ＦＧＶＣ 数据集中的准确率 Ａｃｃｕｒａｃｙ 对比。 其

中，在 ＣＵＢ－２００－２００１ 数据集上，与经典的双线性

卷积网络 Ｂ－ＣＮＮ 模型相比，本文设计出的 ＢＡＰ －
ＣＮＮ 模型的准确率从 ８４．１％增长到了 ９０．３％，提升

了６．２％，与经典的细粒度网络 ＮＴＳ 和 ＷＳＤＡＮ 相

比，准确率分别提升了 ２．８％、０．９％。 而在 ＦＧＶＣ－
Ａｉｒｃｒａｆｔ 数据集上，与经典网络 Ｂ － ＣＮＮ、 ＮＴＳ 和

ＷＳＤＡＮ 相比，准确率也均有提升， 分别提升了

１０．４％、３．１％和１．５％。同时，在 ２ 个基准细粒度视觉

１０２第 １１ 期 陈昱彤， 等： 基于双线性注意力金字塔网络的压疮等级识别



分类（ＦＧＶＣ）数据集上，本文的改进网络 ＢＡＰ－ＣＮＮ
与基础网络 ＡＰＣＮＮ 相比可知，识别准确率均能提

升，分别提升了 １．９％和１．１％。说明本文 ＢＡＰ－ＣＮＮ
模型的方法具有较好的分类准确率，验证了改进网

络的有效性。
本文 ＢＡＰ－ＣＮＮ 模型对基础网络主要进行了 ２

个方面的改进，为了进一步验证本文改进方法对提

升模型识别准确率性能的有效性，在基础网络

ＡＰＣＮＮ 上逐一进行模块的改进，通过消融实验来分

别验证各个模块优化的有效性。 实验中网络的

Ｂａｓｅｌｉｎｅ 均选用 ＲｅｓＮｅｔ５０，实验结果见表 ３。
表 ３　 消融实验在 ＦＧＶＣ 数据集上结果

Ｔａｂ． ３　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ｔｈｅ ＦＧＶＣ ｄａｔａｓｅｔ

Ｍｏｄｅｌｓ
Ａｃｃｕｒａｃｙ ／ ％

ＣＵＢ－２００－２００１ ＦＧＶＣ－Ａｉｒｃｒａｆｔ

ＡＰＣＮＮ［１４］ ８８．４ ９３．４

ＡＰＣＮＮ＋ＢＡＭ ８８．９ ９４．１

ＡＰＣＮＮ＋ＢＡＰ ８９．４ ９３．８

ＢＡＰ－ＣＮＮ
（Ｔｈｅ ｐｒｏｐｏｓｅｄ）

９０．３ ９４．５

　 　 从表 ３ 所列出的消融实验结果可知，在 ２ 个

ＦＧＶＣ 数据集上，对不同模块改进的 ２ 个网络在识

别准确率上均有提升作用。 与基础网络 ＡＰＣＮＮ 对

比，改进了瓶颈注意力模块，在 ＦＧＶＣ－Ａｉｒｃｒａｆｔ 数据

集上的识别准确率提升较大，提升了 ０．９％；引入了

双线性注意力池化的网络，在 ＣＵＢ－２００－２００１ 数据

集上的识别准确率提升较大，提升了 １．０％。 而且，
根据表 ３ 的实验结果可知，同时改进了 ２ 个模块的

本文网络 ＢＡＰ－ＣＮＮ 与基础网络对比在识别效果上

有更明显的改进，分别提升了 １．９％和 １．１％。
为了验证改进后网络 ＢＡＰ－ＣＮＮ 的有效性，将

改进后的模型在自建的压疮伤口图像数据集

ＳＣＵ－ＰＵ中进行训练和测试，并与细粒度分类网络

ＮＴＳ 和 ＷＳＤＡＮ 在识别准确率上进行比较，定量对

比实验结果见表 ４。
表 ４　 不同模型在 ＳＣＵ－ＰＵ 数据集上对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ＳＣＵ－ＰＵ ｄａｔａｓｅｔ

Ｍｏｄｅｌｓ Ｂａｓｅｌｉｎｅ Ａｃｃｕｒａｃｙ ／ ％

ＮＴＳ［１２］ ＲｅｓＮｅｔ５０ ６７．２

ＷＳＤＡＮ［２７］ Ｉｎｃｅｐｔｉｏｎ Ｖ３ ６８．８

ＡＰ－ＣＮＮ［１４］ ＲｅｓＮｅｔ５０ ６９．７

ＢＡＰ－ＣＮＮ
（Ｔｈｅ ｐｒｏｐｏｓｅｄ）

ＲｅｓＮｅｔ５０ ７１．１

　 　 表 ４ 列出了多个模型与本文中的 ＢＡＰ－ＣＮＮ 模

型在自建的压疮伤口图像数据集 ＳＣＵ－ＰＵ 中的准

确率 （Ａｃｃｕｒａｃｙ） 对比。 由实验数据可以看出，在压

疮图像等级分类任务中相较于传统的细粒度分类网

络，本文网络有更高的识别准确率，高于 ＮＴＳ 网络

３．９％，高 于 ＷＳＤＡＮ 网 络 ２． ３％。 和 基 础 网 络

ＡＰＣＮＮ 对比，识别效果也提升了 １．４％，验证了本文

方法有较好的分类准确性和良好的泛化能力。
为了进一步探究压疮图像各个等级分类任务的

差异性，使用基础网络和本文网络 ＢＡＰ－ＣＮＮ 针对

压疮图像的Ⅰ期、Ⅱ期、Ⅲ期和Ⅳ期四种等级分别进

行对比实验。 实验中， 网络的 Ｂａｓｅｌｉｎｅ 均选用

ＲｅｓＮｅｔ５０，实验结果见表 ５。
表 ５　 ＳＣＵ－ＰＵ 数据集上压疮各等级识别率对比

Ｔａｂ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ｒａｔｅｓ ｏｆ ｐｒｅｓｓｕｒｅ ｕｌｃｅｒｓ ａｔ
ｄｉｆｆｅｒｅｎｔ ｌｅｖｅｌｓ ｏｎ ｔｈｅ ＳＣＵ－ＰＵ ｄａｔａｓｅｔ

Ｍｏｄｅｌｓ
Ａｃｃｕｒａｃｙ ／ ％

Ⅰ期 Ⅱ期 Ⅲ期 Ⅳ期

ＡＰ－ＣＮＮ［１４］ ８２．８ ７４．１ ７１．７ ４５．６

ＢＡＰ－ＣＮＮ（Ｔｈｅ ｐｒｏｐｏｓｅｄ） ８３．３ ７４．４ ７３．６ ４７．９

　 　 从表 ５ 所列出的对比实验结果可以看出，对于

不同等级的压疮图像样本，识别的准确率不同。 从

Ⅰ期到Ⅳ期压疮等级的样本，识别准确率依次降低。
其中，Ⅰ期与Ⅱ期、Ⅲ期的压疮等级识别率差异相对

较小，而Ⅰ期与Ⅳ期的压疮等级识别率相差较大，达
到了 ３５％左右。

压疮分级是根据局部组织破坏的严重程度进行

划分的［３］，上述实验数据分析说明，不同程度的局

部组织破坏会对压疮产生不同的影响。 这也与实际

的临床观察结果相对应，越高等级的压疮伤口、其局

部组织破坏的程度越严重，可以提取到的特征差异

性较小，所以导致了识别率不高的问题。

４　 结束语

为了更好地识别不同等级的压疮图像，本文提

出了一种基于双线性注意力金字塔网络的压疮等级

识别方法。 首先，输入原始图像进入金字塔网络，生
成特征图和注意力图；然后，根据注意力图生成的

ＲｏＩ 引导，对金字塔底层特征进行细化；最后，引入

双线性注意力池化对特征图和注意力图进行特征融

合得到双线性向量池，输入线性分类层得到识别结

果。 改进后的网络 ＢＡＰ－ＣＮＮ 在细粒度视觉分类数

据集 ＣＵＢ－ ２００ － ２００１ 和 ＦＧＶＣ－Ａｉｒｃｒａｆｔ 上表现良

好，相比基础网络和经典细粒度分类取得了更高的

准确率，验证了网络改进的有效性。 并且在自建压

２０２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



疮图像数据集 ＳＣＵ－ＰＵ 上测试得到了 ７１．１％的识别

准确率，表明 ＢＡＰ－ＣＮＮ 在识别分类任务上具有较

好的泛化能力。
但是在压疮图像数据集上却仍有不足，采集到

的不同等级的压疮图像数量存在差异，数据集构建

在未来还有亟待丰富扩充的空间。 由于数据集存在

不足对压疮等级识别准确率有一定影响，所以本文

网络在公开数据集上表现良好，但是在自建数据集

中识别准确率却较低，针对如何提升不同等级的压

疮的识别率，在下一步工作中可以继续探索。
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