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长短期记忆网络在气温预测中的应用

花　 凡， 李　 莉， 蔡鑫楠， 徐　 健

（天津职业技术师范大学， 天津 ３００２２２）

摘　 要： 气温变化对人们的正常出行、社会发展与生态环境都有着很大的影响，而天气和气候具有一定的随机性和无序性，是
难以预测的复杂模型。 本文采用长短期记忆网络深度学习模型对气温时间序列进行建模及预测，并将其与门循环单元模型、
深度神经网络模型预测结果进行比较。 结果显示， ＬＳＴＭ 预测的均方误差比其它 ２ 个模型预测精度更高，且在处理较大数据

集时具有更好的性能。
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０　 引　 言

长期以来，空气温度都是影响着人们生活的重

要条件。 一方面，会影响到人们的日常活动，人们通

过天气预报提前知道未来的天气，计划自己的出行、
着装及其它活动。 另一方面，空气温度也影响着农

业、社会产业、制造业等行业的发展。 特别是农业生

产，面对突如其来的气候变化，如果不能采取及时、
恰当的保护措施，就有可能导致农作物减产、甚至使

当季的农作物全毁。
人类对天气温度的预测始于建立大气运动方程

组，在一定的初始值和边界值的条件下，对这个方程

组进行积分，来预测未来的天气温度。 到了 ２０ 世

纪，人们开始思考如何让天气温度预测的准确性变

高。 Ｒｉｃｈａｒｄｓｏｎ［１］动用了大量的人力进行了天气预

报的数值化研究，但是却未能取得理想结果，与实际

天气温度有较大的差距。 随着现代科技的不断发

展，世界上第一台计算机 ＥＮＩＡＣ 成功问世，１９５０
年，Ｃｈａｒｎｅｙ 基于滤去高频波后的大气运动方程组，
利用 ＥＮＩＡＣ 首次实现了对天气温度 ２４ ｈ 的数值预

测［２］。 此后，数值天气预报也取得可观进展，已然

成为预报天气的主要手段。 此后不久，科研人员又

把统计学应用到天气温度研究领域，采集历史天气

温度的数据，通过数学统计等原理建立更准确的预

测模型。 正如 ２０２１ 年获得诺贝尔物理学奖的 ３ 位

科学家的研究结果指出的一样：天气多变且混乱，是
一个充满随机性和无序性的复杂模型［３－５］。

在智能化浪潮奔涌而至的背景下，深度学习模

型在人脸识别、语音识别应用中的准确度已经赶超

人类［６］。 而在天气预测方面，通过深度学习模型，
可以对观测到的天气数据进行更加全面的分析。 并

且对未来的气温进行更加精准的预测。

１　 气温预测模型

１．１　 ＬＳＴＭ 模型

长短期记忆网络 （ Ｌｏｎｇ ｓｈｏｒｔ － ｔｅｒｍ ｍｅｍｏｒｙ
ｎｅｔｗｏｒｋｓ，ＬＳＴＭ） ［７－９］ 是一种特殊的递归神经网络

（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ＲＮＮ），由于 ＲＮＮ 在训

练长序列的过程中会产生梯度消失与梯度爆炸的问

题，人们就在 ＲＮＮ 的基础上引入了细胞状态，于是



产生了 ＬＳＴＭ。 所以 ＬＳＴＭ 在处理长序列时有较好

的表现。 ＬＳＴＭ 与 ＲＮＮ 的结构很相似，最大的不同

就是隐藏层。 ＬＳＴＭ 的隐藏层具有特殊的记忆单元

（ｃｅｌｌ）结构和三门机制，通过门控状态来控制传输

状态，记住需要长时间记忆的，忘记不重要的信息，
而不像普通的 ＲＮＮ 那样仅有一种记忆叠加方式。
故而 ＬＳＴＭ 在一定程度上克服了 ＲＮＮ 的梯度问题。
所有 ＲＮＮ 都具有一种重复神经网络模块的链式的

形式。 在标准的 ＲＮＮ 中，这个重复的模块只有一

个非常简单的结构，比如一个 ｔａｎｈ 层。 ＬＳＴＭ 也是

同样的结构，但是重复的模块拥有一个不同的结构。
不同于单一神经网络层，这里是有 ４ 个，以一种非常

特殊的方式进行交互。 ＲＮＮ 与 ＬＳＴＭ 的结构对比

如图 １ 与图 ２ 所示。
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图 １　 ＲＮＮ 结构

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＲＮＮ
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图 ２　 ＬＳＴＭ 结构

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ

　 　 ＬＳＴＭ 的记忆模块主要包含了遗忘门（ ｆｏｒｇｅｔ
ｇａｔｅ）、输入门（ｉｎｐｕｔ ｇａｔｅ）、输出门（ｏｕｔｐｕｔ ｇａｔｅ）和记忆

单元（ｃｅｌｌ）。 ＬＳＴＭ 的工作流程可做分述如下：
Ｓｔｅｐ １　 遗忘门会读取 ｔ － １ 时刻的隐藏层输出

ｈｔ －１ 和当前输入 ｘｔ， 再通过 ｓｉｇｍｏｉｄ 函数计算出遗忘

门的输出 ｆｔ， 来决定需要丢弃的信息。 其中， ｆｔ 的计

算公式见如下：
ｆｔ ＝ σ Ｗｆ· ｈｔ －１，ｘｔ[ ] ＋ ｂｆ( ) （１）

　 　 Ｓｔｅｐ ２　 输入门根据 ｔ － １ 时刻的隐藏层输出

ｈｔ －１ 和当前输入 ｘｔ 计算当前输入有多少保存到 Ｃ ｔ，

并通过 ｔａｎｈ 生成新的 Ｃ
～

ｔ 。 其中， Ｃ
～

ｔ ∈ － １，１( ) 。
研究后推得的计算公式分别如下：

ｉｔ ＝ σ Ｗｉ· ｈｔ －１，ｘｔ[ ] ＋ ｂｉ( ) （２）

Ｃ
～

ｔ ＝ σ Ｗｃ· ｈｔ －１，ｘｔ[ ] ＋ ｂｃ( ) （３）
　 　 进一步，还可推得 Ｃ ｔ 的数学定义式具体如下：

Ｃ ｔ ＝ ｆｔ∗Ｃ ｔ －１ ＋ ｉｔ∗Ｃ
～

ｔ （４）
　 　 Ｓｔｅｐ ３　 输出门控制 Ｃ ｔ 输出到 ｈｔ， 使用 ｔａｎｈ 对

Ｃ ｔ 压缩到 － １，１( ) ， 再通过 ｓｉｇｍｏｉｄ 函数得出最终

输出 ｈｔ。 为此可推导得到的数学公式表示如下：
Ｏｔ ＝ σ Ｗｏ· ｈｔ －１，ｘｔ[ ] ＋ ｂｏ( ) （５）

ｈｔ ＝ Ｏｔ∗ｔａｎｈ Ｃ ｔ( ) （６）
　 　 其中， Ｗｆ，Ｗｉ，Ｗｃ，Ｗｏ 均为权重矩阵； ｂｆ，ｂｉ，ｂｃ，
ｂｏ 均为各个网络层的偏执向量； σ 是 ｓｉｇｍｏｉｄ 函数。
１．２　 ＧＲＵ 模型

门循环单元（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ，ＧＲＵ） ［１０－１２］

和 ＬＳＴＭ 一样，都是基于门控制的循环神经网络，但
是结构比 ＬＳＴＭ 更简单，并且也可以解决 ＲＮＮ 中的

梯度问题，其结构如图 ３ 所示。
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图 ３　 ＧＲＵ 结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＧＲＵ

　 　 ＧＲＵ 将 ＬＳＴＭ 的忘记门与输入门结合起来，所
以 ＧＲＵ 只有 ２ 个门：更新门（ｕｐｄａｔｅ ｇａｔｅ）和重置门

（ｒｅｓｅｔ ｇａｔｅ）。 由图 ３ 可知， ｚｔ 与 ｒｔ 分别表示更新门

与重置门， ｒｔ 控制 ｈ
～

ｔ 保留 ｈｔ －１ 传递的记忆， ｚｔ 在功能

上实现了 ＬＳＴＭ 中遗忘门和输入门的功能，决定丢

弃与保存的信息，两者结合得到最后输出的隐藏层

信息。 这里，将依次给出计算当前输出状态的数学

公式重点如下：
ｚｔ ＝ σ Ｗｚ· ｈｔ －１，ｘｔ[ ] ＋ ｂｚ( ) （７）
ｒｔ ＝ σ Ｗｒ· ｈｔ －１，ｘｔ[ ] ＋ ｂｒ( ) （８）

ｈ
～

ｔ ＝ ｔａｎｈ Ｗｈ· ｈｔ －１，ｘｔ[ ] ＋ ｂｈ( ) （９）

ｈｔ ＝ １ － ｚｔ( ) × ｈｔ －１ ＋ ｚｔ × ｈ
～

ｔ （１０）
ｙｔ ＝ σ Ｗｏ × ｈｔ( ) ＋ ｂｏ （１１）

　 　 其中 ， σ 表示 ｓｉｇｍｏｉｄ 函数； Ｗｚ，Ｗｒ，Ｗｈ 和 Ｗｏ

表示各权重矩阵； ｈ 表示的是隐藏层信息； ｂｚ，ｂｒ，ｂｈ

和 ｂｏ 均为各个网络层的偏执向量； ｔａｎｈ 表示输出的

激活函数。
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１．３　 ＤＮＮ 模型

深度神经网络（Ｄｅｅｐ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＤＮＮ）［１３－１５］

内部的神经网络层可以分为 ３ 类：输入层、隐藏层和输

出层，如图 ４ 所示。 总地来说，第一层是输入层，中间

数层都是隐藏层，而最后一层是输出层。

Outputlayer

Inputlayer

Hiddenlayer1 Hiddenlayer2 Hiddenlayer3

图 ４　 ＤＮＮ 的结构

Ｆｉｇ． ４　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＤＮＮ

　 　 一般来说，神经网络的输入层并不计算在内，隐
藏层与输出层共有几层，这个神经网络就是几层。
故分析可知，图 ４ 中的神经网络就是 ４ 层。

ＤＮＮ 中层与层之间是全连接的，第 ｎ 层中的任

意一个神经元在第 ｎ ＋ １ 层中都有与之连接的神经

元。 且彼此之间的关系都是由一个线性关系 ｚ ＝

∑ｗ ｉｘｉ ＋ ｂｉ 和激活函数 ｓｉｇｍｏｉｄ 函数连接而成。

假设 ｌ － １ 层有 ｍ 个神经元，则对于第 ｌ 层的第

ｊ 个神经元的输出 ａｌ
ｊ 可由如下公式计算求得：

ａｌ
ｊ ＝ σ ｚｌｊ( ) ＝ σ ∑

ｍ

ｋ ＝ １
ｗ ｌ

ｊｋａｌ －１
ｋ ＋ ｂｌ

ｊ( ) （１２）

２　 气象数据来源和数据预处理

２．１　 气象数据来源

气象时间序列来自于 Ｍａｘ Ｐｌａｎｃｋ Ｉｎｓｔｉｔｕｔｅ ｆｏｒ
Ｂｉｏｇｅｏｃｈｅｍｉｓｔｒｙ［１６］收集的气象时间序列数据集，该数

据集含有 １４ 个不同的特征，例如气温、压强、温度与

密度等。 从 ２００３ 年开始，每隔 １０ ｍｉｎ 就收集一次天

气信息。 本文使用 ２００９～２０１６ 年之间收集的数据。
２．２　 数据预处理

为了减少 ＬＳＴＭ 深度学习模型的训练时长，使
ＬＳＴＭ 深度学习模型的预测更加准确，需要缩放特征，
对数据进行归一化处理，将值缩放到（０，１）范围内。 本

文采用的是 ｚ － ｓｃｏｒｅ 标准化，相应的数学公式可写为：

Ｙ ＝ Ｘ － Ｘ
－

Ｓ
（１３）

　 　 其中， Ｘ
－
是所有数据的平均值； Ｓ 是所有数据的

标准差； Ｙ是所有数据经过 ｚ － ｓｃｏｒｅ标准化后的值。

３　 算法结构与流程

３．１　 算法结构

本文提出的 ＬＳＴＭ深度学习模型是由一个输入层、
一个隐藏层、一个输出层构成。 输入层由 ３２ 个神经元

组成，经过 ７２ 个神经元组成的隐藏层处理后输出为 １６
个神经元。 为了比较ＬＳＴＭ 模型对气温预测的准确性，
本文设置了 ＤＮＮ 与 ＧＲＵ 两个模型为对照组，保证

ＤＮＮ 与 ＧＲＵ 模型输入层、隐藏层、输出层的层数与神

经元个数和 ＬＳＴＭ模型相同，比较 ３个模型的预测精度。
本文在 ＬＳＴＭ 模型中加入了取最大值（Ｒｅｃｔｉｆｉｅｄ

Ｌｉｎｅａｒ Ｕｎｉｔｓ， ｒｅｌｕ） 激活函数，如式（１４）所示：

ｆ（ｘ） ＝ ０ ｘ ≤ ０
ｘ ｘ ＞ ０{ （１４）

　 　 可以在一定程度上减少运算量，避免层数增加

的问题。 当神经元取值为负数时， ｒｅｌｕ 会使其输出

为 ０，这样就会使网络变得稀疏，简化了参数之间的

联系，可以有效地减少过拟合。
３．２　 算法流程

至此，研究给出的算法流程具体如图 ５ 所示。
这里，对算法的设计流程可进行阐释分述如下：

Ｓｔｅｐ １　 原始数据输入，将气象数据集按照 ７ ∶
３ 划分成数据集与验证集。

Ｓｔｅｐ ２　 数据标准化，将数据缩放到（０，１）范围内。
Ｓｔｅｐ ３　 构建 ＬＳＴＭ 模型、ＤＮＮ 模型、ＧＲＵ 模型。
Ｓｔｅｐ ４　 将 Ｓｔｅｐ２ 中的数据集分别输入 ３ 个模

型进行训练，寻找最优的训练次数。
Ｓｔｅｐ ５　 输出每个模型的 ＭＳＥ结果进行比较。

结束

输出3个模型的MSE值
进行比较

数据集输入到3个模型中
进行训练

构建LSTM模型、DNN模型、
GRU模型

将数据的值缩放到（0，1）
范围

输入数据集并按7∶3分成训练集
与验证集

开始

图 ５　 算法具体流程

Ｆｉｇ． ５　 Ｓｐｅｃｉｆｉｃ ｆｌｏｗｃｈａｒｔ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ

４　 实验结果与分析

４．１　 评价指标

对于预测结果好坏的判定方法，选用 ＭＳＥ。 指
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标运算可由下式求得：

ＭＳＥ ＝ １
ｎ ∑

ｎ

ｉ ＝ １
ｙ^ｉ － ｙｉ( )

２
（１５）

　 　 其中， ｙ^ｉ 是时间序列预测值； ｙｉ 是待预测时间

序列的真实值。
ＭＳＥ 的值越小，说明 ＬＳＴＭ 预测就越精确。

４．２　 预测结果分析

本文搭建的 ＬＳＴＭ 预测模型由 １ 个输入层、 ３
个隐藏层、１ 个输出层构成。 每 １０ ｍｉｎ 收集一次数

据，所以 １ ｈ 有 ６ 个数据。 本文用 ５ 天的数据、也就

是 ７２０ 个数据作为训练集来预测，用 １２ ｈ、共 ７２ 个

数据作为测试集。 实验使用服务器配置为 ｉ５ ８
ＧＲＡＭ，１０５０ＴＩ 显卡，系统为 Ｗｉｎｄｏｗｓ１０。 深度学习

框架使用 Ｔｅｎｓｏｒ Ｆｌｏｗ。 在训练模型的过程中，为了

加快 ＬＳＴＭ 深度学习模型的学习速率与收敛速率，
本文加入 ＲＭＳｐｒｏｐ 优化器进行优化。 训练次数

（ｅｐｏｃｈ） 如果太少，将不足以提取全部特征，太多又

会发生过拟合的情况。 经过多次实验，最终确定

ｅｐｏｃｈ 为 １０。 训练过程中损失函数的变化如图 ６ 所

示。 图 ６ 中，横坐标为 ｅｐｏｃｈ 的次数，可以看到

ＬＳＴＭ 模型训练较好。

Trainingloss
Validationloss

0.35

0.30

0.25

0.20

0.15

0.10

0.05
0 2 4 6 8

epoch

图 ６　 损失函数变化曲线

Ｆｉｇ． ６　 Ｖａｒｉａｔｉｏｎ ｃｕｒｖｅ ｏｆ ｌｏｓｓ ｆｕｎｃｔｉｏｎ

　 　 为了验证模型的精确度，分别用了 ＤＮＮ 模型、
ＧＲＵ 模型对天气温度进行预测。 训练集与测试集

保持一致。 ＤＮＮ 模型、ＧＲＵ 模型与 ＬＳＴＭ 模型预测

效果如图 ７ 所示，横坐标为预测的 １２ ｈ。 整个训练

过程中，３ 个模型的性能指标见表 １。
表 １　 ３ 种模型的 ＭＳＥ 结果

Ｔａｂ． １　 ＭＳＥ ｒｅｓｕｌｔｓ ｆｏｒ ｔｈｅ ｔｈｒｅｅ ｍｏｄｅｌｓ

预测方法 训练集 测试集

ＬＳＴＭ ０．０６４ １ ０．０５７ ７
ＤＮＮ ０．０７３ ８ ０．０６５ １
ＧＲＵ ０．０７０ １ ０．０６１ ９
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LSTMpredictedvalue
DNN predictedvalue
GRU predictedvalue
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图 ７　 ３ 种模型预测结果

Ｆｉｇ． ７　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｒｅｅ ｍｏｄｅｌｓ

　 　 由图 ７ 可知，３ 种方法均在真实值附近波动，都
可以预测天气温度。 通过表 １ 可以看出，ＬＳＴＭ 的

训练集与测试集的 ＭＳＥ 都是最低的，说明 ＬＳＴＭ 深

度学习模型的预测效果更好，预测精度更高。

５　 结束语

本文采用 ＬＳＴＭ 建立模型，通过前 ５ 天的数据

来预测未来 １２ 个小时，并通过加入 ＲＭＳｐｒｏｐ 优化

器，有效提高各性能指标来预测精度。 从结果上来

说，与 ＧＲＵ 和 ＤＮＮ 模型相比，基于 ＬＳＴＭ 建立的模

型预测的结果具有更高的预测精度。 本文研究表

明，ＬＳＴＭ 在处理长时间序列上具有更好的性能，适
合用于气温预测等应用。 并且在处理较大数据集时

具有更好的性能。
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