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基于稀疏化训练和聚类降低 ＩＲ－Ｄｒｏｐ 影响的方法

王子杰

（合肥工业大学 计算机与信息学院， 合肥 ２３０６０１）

摘　 要： 忆阻器阵列（Ｍｅｍｒｉｓｔｏｒ ｂａｓｅｄ Ｃｒｏｓｓｂａｒ）在加速神经网络计算上有很好的效果。 然而，忆阻器阵列会受到 ＩＲ－Ｄｒｏｐ 的

影响，导致忆阻器阵列的计算精度下降。 为此，提出一种方案来提高计算精度，该方案是基于对权值矩阵稀疏化以及对权值

矩阵的行向量进行聚类实现的。 该方案首先通过分析 ＩＲ－Ｄｒｏｐ 对忆阻器阵列的影响，根据忆阻器阵列和权值矩阵的映射关

系，对权值矩阵进行稀疏化训练，将受到较大 ＩＲ－Ｄｒｏｐ 影响的权值置零。 然后对权值矩阵的行向量进行聚类，找到近似全零

行向量将其权值置零，在保证零权值不变的前提下重新训练权值矩阵，接着删除全零行向量和全零列向量降低矩阵规模。 最

后在 ＩＲ－Ｄｒｏｐ 影响下计算权值矩阵行向量的权值损失，根据损失大小降序排列行向量得到新的权值矩阵，并映射到忆阻器阵

列上。 实验表明，经过此方案处理后，忆阻器阵列受到的 ＩＲ－Ｄｒｏｐ 显著降低，有效地提高了计算精度并且降低了硬件规模。
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０　 引　 言

目前，卷积神经网络已经广泛应用于深度学习

中。 研究表明，在卷积神经网络中乘法和累加运算

占整个操作的 ９０％以上［１］。 但随着神经网络不断

加深，利用传统 ＣＭＯＳ 器件组成的神经网络由于存

在着计算时间过长和能耗过大的问题［２］，规模已经

很难增大。 新型器件忆阻器为实现矩阵乘法提供了

一种更高效的方式［３］，能够以 Ｏ（１） 的时间复杂度

实现矩阵乘法，且具有极低的能耗［４］。 基于忆阻

器［５－７］构建的神经网络［８］ 可以加速神经网络的计

算，加快神经网络对于大规模数据的处理速度。
通过忆阻器阵列［９］ 加速神经网络计算，首先需

要在软件上训练神经网络得到权值矩阵，然后通过

施加电压改变忆阻器的阻值将权值矩阵映射为忆阻

器电导矩阵。 但由于 ＩＲ－Ｄｒｏｐ 的存在，在运算的过

程中，实际施加在忆阻器上的电压和预期的电压不

同，计算结果和理想中预期的结果存在偏差，造成计

算精度低的情况出现。
在忆阻器阵列中距输入端越远的忆阻器受到

ＩＲ－Ｄｒｏｐ 的影响越大，因为随着导线长度增加、导线

电阻也会变大，而距施加电压的输入端越近的忆阻

器受到的影响越小，所以忆阻器阵列规模越大，受到

的 ＩＲ－Ｄｒｏｐ 影响就越大。 随着神经网络的规模增

加，相应的忆阻器阵列规模增大，计算精度也会下

降。 例如当忆阻器阵列规模从 １６×１６ 增大到 １２８×



１２８ 时，在 ＩＲ－Ｄｒｏｐ 的影响下，忆阻器阵列的计算精

度降低了 ３５％［１０］。 为了解决这一问题，在硬件和软

件方面上，研究人员都提出了一些有效的解决方案。
硬件方面，Ｈｕａｎｇ 等人［１１］ 提出补偿输出电流的

方法来提高计算精度。 该方法首先求出在理想情况

下忆阻器阵列中每一列输出的电流大小，然后在忆

阻器阵列中新增行，对新增行施加电压来补偿电流

输出，使得每一列的输出电流达到理想的电流大小。
但是这种方式会增加过多的硬件开销。 为了减少硬

件开销， Ｚｈｕ 等人［１２］提出了一种新的补偿电流的方

法来提高计算精度。 该方法在忆阻器阵列每一列的

输出端新增读出放大器（ ｓｅｎｓｅ ａｍｐｌｉｆｉｆｉｅｒ），并对每

一列的输出电流调整放大的倍数使得电流输出达到

理想的电流大小。 文献［１１－１２］中的方法都会额外

增加硬件的开销，而软件的解决方式则不会额外增

加硬件开销。
在软件方面，主要是采取缩减忆阻器阵列规模

来降低 ＩＲ－Ｄｒｏｐ 的影响，忆阻器阵列规模越小，受到

的 ＩＲ－Ｄｒｏｐ 影响就越小，计算精度就越高。 Ｗａｎｇ 等

人［１３］提出通过 ＰＣＡ 分解矩阵的方式来提高计算精

度。 通过将一个大的忆阻器阵列分解成若干个小的

忆阻器阵列的方式来减少忆阻器阵列规模［１４］。 但

分解过后的忆阻器阵列计算精度较低，所以需要对

神经网络进行重新训练来提高计算精度。 而 Ｌｉｕ 等

人［１０］提出通过 ＳＶＤ 分解矩阵的方式［１５］来提高计算

精度，这种方式不需要对神经网络进行重新训练，相
对于 ＰＣＡ 分解矩阵的方式计算精度较高。 文献

［１０，１４］中采用分解矩阵的方法得到的忆阻器阵列

规模较大，仍然会受到较大的 ＩＲ－Ｄｒｏｐ 影响，忆阻器

阵列的计算精度较低。
为了解决 ＩＲ－Ｄｒｏｐ 对计算精度的影响，本文提

出基于对权值矩阵稀疏化以及对权值矩阵的行向量

进行聚类的方案（Ｓｐａｒｓｅ Ｔｒａｉｎｉｎｇ Ｃｌｕｓｔｅｒｉｎｇ，ＳＴＣ）来
提高计算精度，为了描述方便，本文余下部分对所提

方案简称 ＳＴＣ 方案。 首先，对神经网络进行稀疏化

训练，将神经网络的权值矩阵上行号、列号之和较大

的权值置零且保证计算精度大于阈值 ｐ。 然后对矩

阵的行向量进行聚类，将全零行向量和近似全零行

向量聚集在一起，将其权值置零并且在保证零权值

不变和神经网络的计算精度大于阈值 γ 的前提下

重新训练神经网络得到新的权值矩阵，接着删除权

值矩阵的全零行向量和全零列向量减少矩阵规模。
最后在 ＩＲ－Ｄｒｏｐ 下计算行向量的权值损失，将行向

量按照损失大小降序排列得到新的权值矩阵并且映

射到忆阻器阵列上。 ＳＴＣ 方案可以有效地降低忆阻

器阵列的规模，同时仍然保持较高的计算精度。

１　 忆阻器阵列

利用忆阻器阵列实现矩阵乘法， 首先需要将训

练好的神经网络的权值矩阵 Ｗｎ×ｍ 映射到忆阻器阵

列上，忆阻器阵列如图 １ 所示。 用忆阻器阵列上的

忆阻器电导值 ｇｉｊ 来代表权值矩阵上的权值 ｗ ｉｊ，对每

一行施加电压 Ｖ ＝ ｛Ｖ１， Ｖ２， …， Ｖｎ｝，第 ｊ 列的输出

电流的计算公式可表示为：

Ｉ ｊ ＝ ∑
ｎ

ｉ ＝ １
ｇｉｊ·Ｖｉ （１）

　 　 其中， Ｖｉ 为第 ｉ行的输入，Ｉ ｊ 为第 ｊ列输出。 因为

施加电压在电阻上可以得到一个电流，并且在导线

上输出端会输出电流之和，这个速度比起传统的计

算要快，所以忆阻器阵列可以加速神经网络的计算

速度。 为了描述方便，本文余下部分对于忆阻器阵

列上的电导值统称为忆阻器阵列的权值。
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图 １　 忆阻器阵列

Ｆｉｇ． １　 Ｍｅｍｒｉｓｔｏｒ ｂａｓｅｄ Ｃｒｏｓｓｂａｒ

２　 ＳＴＣ 方案流程

ＳＴＣ 方案的流程图如图 ２ 所示。 ＳＴＣ 方案首先

需要输入模拟忆阻器阵列上 ＩＲ－Ｄｒｏｐ 影响的矩阵

Ｉｎ×ｍ 和神经网络的权值矩阵 Ｓｎ×ｍ，Ｉｎ×ｍ·Ｓｎ×ｍ 代表

Ｉｎ×ｍ 和 Ｓｎ×ｍ 对应位置相乘得到的矩阵。 用神经网络

的权值矩阵 Ｉｎ×ｍ·Ｓｎ×ｍ 的计算精度来代表在 ＩＲ－
Ｄｒｏｐ 下矩阵 Ｓｎ×ｍ 映射到忆阻器阵列上的计算精

度。 然后稀疏化训练将 Ｓｎ×ｍ 上行号、列号之和较大

的权值置零，因为行号、列号之和较大的权值在忆阻

器阵列上距离输入端较远， 受到的 ＩＲ－Ｄｒｏｐ 影响较

大。 紧接着得到在 ＩＲ－Ｄｒｏｐ 影响下计算精度高于阈

值 ｐ 的神经网络权值矩阵 Ｃｎ×ｍ。 接下来，对 Ｃｎ×ｍ 的

行向量进行聚类，将全零行向量和近似全零行向量
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聚集在一组，将近似全零行向量的权值置零、并且在

保证零权值不变的前提下重新训练神经网络得到计

算精度高于阈值 γ 的神经网络权值矩阵 Ｄｎ×ｍ。 同

时，删除矩阵 Ｄｎ×ｍ 的全零行向量和全零列向量得到

矩阵 Ｋｌ ×ｈ。 最后，在 ＩＲ－Ｄｒｏｐ 影响下计算矩阵 Ｋｌ ×ｈ

行向量的权值损失，将行向量按照损失大小降序排

列得到新的权值矩阵 Ｆｌ ×ｈ，并将权值矩阵 Ｆｌ ×ｈ 映射

到忆阻器阵列上。 对 ＳＴＣ 方案流程，本文拟展开研

究分述如下。

输出矩阵Fl?h

计算行向量损失并降序排列得到矩阵Fl?h

行向量聚类并削减规模得到矩阵Kl?h

对矩阵Sn?m进行稀疏化训练得到矩阵Cn?m

模拟IR-Drop的矩阵In?m,权值矩阵Sn?m

图 ２　 ＳＴＣ 方案流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＳＴＣ ｓｃｈｅｍｅ

２．１　 稀疏化训练

ＩＲ－Ｄｒｏｐ 影响大小是由忆阻器阻值以及导线电

阻决定的［１０］，随着忆阻器规模的增大，导线电阻增

加，ＩＲ－Ｄｒｏｐ 影响也会增加。 如果忆阻器的电阻设

置为最大、即权值为零，此时导线电阻分压的影响就

会降低，ＩＲ－Ｄｒｏｐ 影响就会降低，计算精度也随之提

高。 在 ＳＴＣ 方案中，经过稀疏化训练的权值矩阵有

大量的零权值，映射在忆阻器阵列上受到的 ＩＲ －
Ｄｒｏｐ 影响较小，计算精度显著提升。 关于稀疏化的

训练过程，其代码表述具体如下。
输入　 权值矩阵 Ｓｎ×ｍ，模拟忆阻器阵列上 ＩＲ －

Ｄｒｏｐ 影响的矩阵 Ｉｎ×ｍ，阈值 ｑ，阈值 ｐ
输出　 稀疏化后的矩阵 Ｃｎ×ｍ

１：ｑ ＝ ４０，ｐ ＝ ９２％ ／ ／ ｑ 为稀疏化范围，计算精

度高于 ｐ 则停止训练

２：Ｃｎ×ｍ ＝ Ｓｎ×ｍ；
３：Ｗｈｉｌｅ（神经网络的权值矩阵 Ｉｎ×ｍ·Ｃｎ×ｍ 的计

算精度小于等于 ｐ）
４：　 Ｃｎ×ｍ ＝ Ｓｎ×ｍ；

／ ／ 按照新稀疏化范围重新训练

５：　 Ｆｏｒ （ ｉ ＝ １ → ｎ） ／ ／ ｉ 代表矩阵的行号

６：　 　 Ｆｏｒ （ ｊ ＝ １ → ｍ） ／ ／ ｊ 代表矩阵的列号

７：　 　 　 Ｉｆ （ ｉ ＋ ｊ ＞ ｑ） ／ ／ 如果行列号之和大于

ｑ，那么代表距输入端较远

８：　 　 　 　 Ｃ［ ｉ］［ ｊ］ ＝ ０； ／ ／ 置零

９：　 　 ｅｎｄ
１０：　 ｅｎｄ
１１：　 Ｒｅｔｒａｉｎ Ｃ ／ ／ 重新训练

１２：　 ｑ ＋ ＋； ／ ／ 缩小稀疏化范围

１３：ｅｎｄ
综上可知，输入为神经网络的权值矩阵 Ｓｎ×ｍ， 模

拟忆阻器阵列上 ＩＲ－Ｄｒｏｐ 影响的矩阵 Ｉｎ×ｍ，阈值 ｑ 和

ｐ。 第 １ 行给阈值 ｑ 和 ｐ 赋值，权值的行号、列号之和

超过 ｑ 代表在忆阻器阵列上此权值与输入端相距较

远， 受到的 ＩＲ－Ｄｒｏｐ 影响较大， ｐ 为神经网络计算精

度阈值。 第２行将Ｓｎ×ｍ 赋值给Ｃｎ×ｍ，第３行 Ｉｎ×ｍ·Ｃｎ×ｍ

代表 Ｉｎ×ｍ 和Ｃｎ×ｍ 对应位置相乘得到的矩阵，神经网络

的权值矩阵 Ｉｎ×ｍ·Ｃｎ×ｍ 的计算精度代表在 ＩＲ－Ｄｒｏｐ 下

矩阵 Ｓｎ×ｍ 映射到忆阻器阵列上的计算精度，计算精度

超过 ｐ 则停止训练。 第 ４ 行重新将 Ｓｎ×ｍ 赋值给 Ｃｎ×ｍ

用于稀疏化训练。 第５ ～ １０行当矩阵Ｃｎ× ｍ 上的权值

行号、列号之和大于 ｑ 时置零，第 １１ 行在保证零权值

不变的情况下重新训练神经网络。 第 １２ 行缩小稀疏

化范围，因为神经网络的计算精度还未超过 ｐ，通过改

变稀疏化范围使得神经网络计算精度超过 ｐ。 第 １４
行输出计算精度高于 ｐ 的神经网络权值矩阵 Ｃｎ×ｍ。
２．２　 聚类并削减矩阵规模

经过了神经网络的稀疏化训练后，ＳＴＣ 方案对

矩阵 Ｃｎ×ｍ 上的行向量进行聚类，找到全零行向量和

近似全零行向量的集合。 首先定义一个阈值 γ，在
神经网络的计算精度高于 γ 的前提下，将权值矩阵

的近似全零行向量的权值置零，然后保证零权值不

变并重新训练神经网络，使得权值矩阵有更多的全

零行向量，最后删除矩阵的全零行向量和全零列向

量，降低权值矩阵的规模。 对聚类并削减矩阵规模

过程，可给出设计描述如下。
输入　 稀疏化后的矩阵 Ｃｎ×ｍ， 忆阻器阵列 ＩＲ－

Ｄｒｏｐ 分布信息矩阵 Ｉｎ×ｍ，半径 ｈ，阈值 γ
输出　 经过删减的新矩阵 Ｋｌ ×ｈ

１： ｈ ＝ ２，γ ＝ Ｉｎ×ｍ·Ｃｎ×ｍ 在神经网络上的计算

精度 － １％ ／ ／ ｈ 越大近似全零行向量越多

２： Ｒｏｗｎ×ｍ ＝ Ｃｎ×ｍ； ／ ／ 将Ｃｎ×ｍ 赋值给Ｒｏｗ，Ｒｏｗ
用于聚类重训练

３：Ｗｈｉｌｅ（神经网络的权值矩阵 Ｉｎ×ｍ·Ｒｏｗｎ×ｍ 的

计算精度小于 γ）
４：　 Ｒｏｗｎ×ｍ ＝ Ｃｎ×ｍ；
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５：　 ｒｅｓｕｌｔ＝ ｍｅａｎ － ｓｈｉｆｔ（ｈ，Ｒｏｗ） ／ ／ 带入 ｈ 对

Ｒｏｗ进行ｍｅａｎ － ｓｈｉｆｔ运算得到数组 ｒｅｓｕｌｔ ，ｒｅｓｕｌｔ内
为分类集合

６：　 Ｉｎｔ ｆｌａｇ； ／ ／ 记录 ｒｅｓｕｌｔ 第几组为全零行向

量和近似全零行向量的集合

７：　 Ｆｏｒ （ ｉ ＝ １ → ｒｅｓｕｌｔ 的分类数量）
８：　 　 Ｆｏｒ （ ｊ ＝ １→ ｒｅｓｕｌｔ的第 ｉ 组行向量的数

量）
９：　 　 　 Ｉｆ （ｒｅｓｕｌｔ［ ｉ］［ ｊ］ 为全零行向量）

／ ／找到全为零的行向量组

１０：　 　 　 　 ｆｌａｇ ＝ ｉ
／ ／ 找到全零行向量和近似全零行

向量集合

１１：　 　 　 　 ｂｒｅａｋ；
１２：　 　 ｅｎｄ
１３：　 ｅｎｄ
１４：　 Ｆｏｒ （ ｉ ＝ １ → ｒｅｓｕｌｔ 的第 ｆｌａｇ 组行向量的

数量）
１５：　 　 Ｒｅｓｕｌｔ［ ｆｌａｇ］［ ｉ］ 的权值置零 ／ ／增加

全零行向量数量

１６：　 ｅｎｄ
１７： 　 ｒｅｓｕｌｔ → Ｒｏｗｎ×ｍ； ／ ／ 将 ｒｅｓｕｌｔ 赋值给

Ｒｏｗ 进行重新训练

１８：　 Ｒｅｔｒａｉｎ Ｒｏｗｎ×ｍ； ／ ／ 重新训练神经网络得

到新矩阵 Ｒｏｗ
１９：　 ｈ － ＝ ０．１ ／ ／ 不同半径会导致训练出来权

值矩阵计算精度不同，ｈ 越小则计算精度越高，近似

全零行向量越少

２０：ｅｎｄ
２１： Ｄｎ×ｍ ＝ Ｒｏｗｎ×ｍ ／ ／ 得到在 ＩＲ － Ｄｒｏｐ 下计算

精度高于 γ 的矩阵 Ｄｎ×ｍ

２２：Ｆｏｒ （ ｉ ＝ １ → Ｄ 的行号）
２３：　 Ｉｆ （Ｄ［ ｉ］ 是全零行向量） ｄｅｌｅｔｅ Ｄ［ ｉ］；

／ ／ 删除全零行向量

２４：ｅｎｄ
２５：Ｆｏｒ （ ｉ ＝ １ → Ｄ 的列号）
２６：　 Ｉｆ （Ｄ［ ｉ］ 是全零列向量） ｄｅｌｅｔｅ Ｄ［ ｉ］；

／ ／ 删除全零列向量

２７：ｅｎｄ
２８：得到新矩阵 Ｋｌ ×ｈ；
２９：输出 Ｋｌ ×ｈ

综上可知，输入为经过稀疏化的矩阵 Ｃｎ×ｍ， 模

拟忆阻器阵列上 ＩＲ－Ｄｒｏｐ 影响的矩阵 Ｉｎ×ｍ，半径 ｈ，
阈值 γ。 第 １行给 ｈ和 γ 赋值，若行向量与全零行向

量距离 ｈ 以内的则为近似全零行向量，γ 为神经网

络计算精度阈值。 例如：

Ｃ６×６ ＝

０．１ ０ ０ ０ ０ ０
０ ０ １ ０．９ ０ ０
１ １ ０ ０ ０．９ ０
０ ０ １ １ ０ ０
０ ０ ０ ０ ０ ０
０ ０ ０ ０ ０ ０
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　 　 第 ２ 行是将矩阵 Ｃｎ×ｍ 赋值给 Ｒｏｗｎ×ｍ。 第 ３ 行

的 Ｉｎ×ｍ·Ｒｏｗｎ×ｍ 为 Ｉｎ×ｍ 和Ｒｏｗｎ×ｍ 对应位置相乘得到

的矩阵，神经网络的权值矩阵 Ｉｎ×ｍ·Ｒｏｗｎ×ｍ 的计算

精度代表在 ＩＲ － Ｄｒｏｐ下矩阵 Ｒｏｗｎ×ｍ 映射到忆阻器

阵列上的计算精度，当计算精度超过 γ 时停止训

练。 第 ４ 行重新将 Ｃｎ×ｍ 赋值给 Ｒｏｗｎ×ｍ， 第 ５ 行对

Ｒｏｗ采用ｍｅａｎ － ｓｈｉｆｔ算法聚类并得到 ｒｅｓｕｌｔ分类集

合。 ｍｅａｎ － ｓｈｉｆｔ 算法的聚类中心处于最高密度处，
由于矩阵 Ｃｎ×ｍ 经过稀疏化训练，所以全零行向量这

一类型必定最多，所以得到的聚类中心相对来说比

较准确。 ｍｅａｎ － ｓｈｉｆｔ算法中的 ｈ表示如果 ２个向量

距离 ｈ 以内则为同一类，将 ｈ 设为 ０．１ 可得：

　 ｒｅｓｕｌｔ［１］ ＝
０．１ ０ ０ ０ ０ ０
０ ０ ０ ０ ０ ０
０ ０ ０ ０ ０ ０

ì

î

í

ïï

ïï

ü

þ

ý

ïï

ïï

　 ｒｅｓｕｌｔ［２］ ＝ １ １ ０ ０ ０．９ ０{ }

　 ｒｅｓｕｌｔ［３］ ＝
０ ０ １ ０．９ ０ ０
０ ０ １ １ ０ ０{ }

第 ６～ １６ 行寻找 ｒｅｓｕｌｔ 内拥有全零行向量和近

似全零行向量的集合，并将集合编号赋值给 ｆｌａｇ，再
将 ｒｅｓｕｌｔ 编号为 ｆｌａｇ 的集合内所有行向量权值置

零，ｒｅｓｕｌｔ［ ｉ］ 代表第 ｉ 个集合，ｒｅｓｕｌｔ［ ｉ］［ ｊ］ 代表第 ｉ
个集合的第 ｊ个行向量。 第 １７ ～ １８行将 ｒｅｓｕｌｔ赋值

给 Ｒｏｗｎ×ｍ，同时保证零权值不变的前提下重新训练

神经网络。 第 １９ 行减少 ｈ，因为神经网络计算精度

还没超过 γ，ｈ越小、近似全零行向量越少，则进行重

训练后的神经网络计算精度越高，不断改变 ｈ 的大

小，直到神经网络的计算精度超过 γ。 第 ２１ 行得到

计算精度高于 γ 的神经网络权值矩阵 Ｒｏｗｎ×ｍ，并将

其赋值给矩阵 Ｄｎ×ｍ，推导后得到的运算结果如下：

Ｄ６×６ ＝

０ ０ ０ ０ ０ ０
０ ０ １ ０．９ ０ ０
１ １ ０ ０ ０．９ ０
０ ０ １ １ ０ ０
０ ０ ０ ０ ０ ０
０ ０ ０ ０ ０ ０
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在 ２２～２９ 行删除矩阵 Ｄｎ×ｍ 的全零行向量和全

零列向量得到新矩阵 Ｋｌ ×ｈ 并输出，并可表示为：

Ｋ３×５ ＝
０ ０ １ ０．９ ０
１ １ ０ ０ ０．９
０ ０ １ １ ０
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２．３　 行向量排序

对于删减后的权值矩阵 Ｋｌ ×ｈ， ＳＴＣ 方案通过对

其行向量采用排序的方式来提高计算精度。 采用如

下步骤：
（１）设定一个向量 ｂ，利用 ｂ 来代表 ＩＲ－Ｄｒｏｐ 的

影响下权值矩阵上行向量的每个权值损失比例。
（２）利用 ｂ 计算权值矩阵行向量的权值损失大

小，将行向量按照损失大小降序排列得到新的矩阵。
这样将容易受到 ＩＲ－Ｄｒｏｐ 影响的行向量放到在

忆阻器阵列上受 ＩＲ－Ｄｒｏｐ 影响小的位置，而将不易

受到 ＩＲ－Ｄｒｏｐ 影响的行向量放到在忆阻器阵列上受

ＩＲ－Ｄｒｏｐ 影响大的位置上，使得整体受到的 ＩＲ－Ｄｒｏｐ
影响降低。 行向量排序过程可做完整描述如下。

输入　 经过删减的矩阵 Ｋｌ ×ｈ，向量 ｂ
输出　 经过排序的新矩阵 Ｆｌ ×ｈ

１：Ｆｏｒ （ ｉ → Ｋ 的行号）
２：　 ｍａｐ［Ｋ［ ｉ］·ｂ］ ＝ Ｋ［ ｉ］ ／ ／ 这里 Ｋ［ ｉ］·ｂ

为该行向量的权值损失，Ｋ［ ｉ］ 为行向量，建立匹配

３： Ｓｏｒｔ（ｍａｐ．ｆｉｒｓｔ） ／ ／ 针对损失降序排序

４： ｍａｐ．ｓｅｃｏｎｄ → Ｆｌ ×ｈ ／ ／ 将排序好的行向量赋

值给矩阵 Ｆ
５：输出 Ｆｌ ×ｈ

分析可知，输入为经过删减的矩阵 Ｋｌ ×ｈ 和向量

ｂ。 例如：

Ｋ３×５ ＝
０ ０ １ ０．９ ０
１ １ ０ ０ ０．９
０ ０ １ １ ０
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ｂ ＝ ０．１ ０．２ ０．３ ０．４ ０．５( )

　 　 第 １～３ 行， 用 ｂ 计算矩阵 Ｋｌ ×ｈ 的行向量的权值

损失，并且和行向量建立匹配关系 ｍａｐ，对ｍａｐ 的行

向量的权值损失进行降序排序。 Ｋ［ ｉ］ 为矩阵Ｋｌ ×ｈ 的

第 ｉ 个行向量，Ｋ［ ｉ］·ｂ 为第 ｉ 个行向量和向量 ｂ 的

内积结果，ｍａｐ．ｆｉｒｓｔ 存放行向量的权值损失，ｍａｐ．
ｓｅｃｏｎｄ 存放对应的行向量。 为此，可以得到：

ｍａｐ ＝
０．７５： １ １ ０ ０ ０．９
０．７： ０ ０ １ １ ０
０．６６： ０ ０ １ ０．９ ０
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第 ４～５ 行， 将ｍａｐ上的行向量赋值给矩阵Ｆｌ ×ｈ

并输出，求得的结果可写为：

Ｆ３×５ ＝
１ １ ０ ０ ０．９
０ ０ １ １ ０
０ ０ １ ０．９ ０
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３　 实验结果以及分析

３．１　 实验参数设置

本实验在 Ｐｙｔｏｒｃｈ 上构建了一个 ３ 层卷积神经

网络，采用 ＭＩＮＳＴ 数据集对其进行仿真测试。 卷积

神经网络主要包括 ２ 个卷积层、２ 个池化层和 １ 个

全连接层。 输入图像的大小为 ２８×２８。 忆阻器的电

阻范围为 １０ ｋΩ～１ ＭΩ，忆阻器阵列中忆阻单元之

间的导线电阻为 ２．５ Ω，忆阻器阵列规模分别为 ６４×
６４、９６× ９６ 和 １２８ × １２８，参数配置见表 １。 在 ＩＲ －
Ｄｒｏｐ 的影响下，施加到忆阻器两端的电压受到忆阻

器处于忆阻器阵列的位置的影响，根据文献［１０］中
的忆阻器阵列的实际退化情况得到模拟结果，按照

模拟结果来表示 ＩＲ－Ｄｒｏｐ 的影响。
表 １　 实验参数设置

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒｓ ｓｅｔｔｉｎｇ

参数 参数值

Ｍａｘｉｍｕｍ Ｃｒｏｓｓｂａｒ Ｓｉｚｅ １２８×１２８

Ｍｉｎｉｍｕｍ Ｃｒｏｓｓｂａｒ Ｓｉｚｅ ６４×６４

Ｈｉｇｈ Ｒｅｓｉｓｔａｎｃｅ Ｓｔａｔｅ １ ＭΩ

Ｌｏｗ Ｒｅｓｉｓｔａｎｃｅ Ｓｔａｔｅ １０ ＫΩ

Ｒｗｉｒｅ ｆｏｒ ｓｉｎｇｌｅ ｃｅｌｌ ２．５ Ω

３．２　 实验结果分析

本实验将 ＳＴＣ 方案和 ＳＶＤ 方案在不同规模的

忆阻器阵列上的计算精度和硬件规模开销上做了对

比。 ＳＴＣ 方案和 ＳＶＤ 方案在计算精度的对比如图 ３
所示，图 ３ 展示了不同规模的忆阻器阵列在 ４ 种情

况下的计算精度，分别是权值矩阵在有 ＩＲ－Ｄｒｏｐ 影

响下和无 ＩＲ－Ｄｒｏｐ 影响下的计算精度，采用 ＳＶＤ 方

案和 ＳＴＣ 方案的计算精度。 在 ＩＲ－Ｄｒｏｐ 的影响下，
随着忆阻器阵列规模的增加，计算精度会不断下降，
ＳＴＣ 方案和 ＳＶＤ 方案有效地提升了在 ＩＲ－Ｄｒｏｐ 影

响下忆阻器阵列的计算精度，并且 ＳＴＣ 方案与 ＳＶＤ
方案相比计算精度较高。 这主要是因为采用 ＳＴＣ
方案得到的矩阵有大量零权值，零权值受到 ＩＲ －
Ｄｒｏｐ 的影响很小，所以忆阻器整体受到的 ＩＲ－Ｄｒｏｐ
影响较小。 而 ＳＶＤ 方案得到的矩阵规模较大，所以

仍然会受到较大的 ＩＲ－Ｄｒｏｐ 影响。 可以看出 ＳＴＣ
方案在忆阻器规模较小的时候计算精度的提升较

小，而对于较大规模的忆阻器阵列计算精度提升较

大。
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图 ３　 不同规模的忆阻器阵列的计算精度

Ｆｉｇ． ３ 　 Ｃａｌｃｕｌａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ Ｍｅｍｒｉｓｔｏｒ ｂａｓｅｄ Ｃｒｏｓｓｂａｒ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｓｉｚｅｓ

　 　 ＳＴＣ 方案和 ＳＶＤ 方案在硬件规模开销对比见表

２。 表 ２ 展示了不同规模的忆阻器阵列，采用 ＳＴＣ 方

案和 ＳＶＤ 方案所使用硬件规模的比较。 ＳＶＤ 方案会

把矩阵分解成 ２ 个小矩阵，ＳＴＣ 方案则直接将一个大

矩阵缩减成小矩阵。 ＳＴＣ 方案在硬件规模的缩减大

小上比 ＳＶＤ 方案要高。 这主要是因为 ＳＴＣ 方案采用

稀疏化训练的方式使得零权值大量分布于神经网络

的权值矩阵上，因此权值矩阵上可以删除许多全零行

向量和全零列向量来减少矩阵规模，而 ＳＶＤ 方案为

了提高计算精度，得到的矩阵规模较大。 ＳＴＣ 方案对

于较大规模忆阻器阵列的硬件规模削减效果更好，例
如对于 １２８×１２８ 大小的忆阻器阵列缩减了 ７７．２９％，
而对于 ６４×６４ 大小的忆阻器阵列只减少了 ２３．４４％。

表 ２　 不同规模的忆阻器阵列的硬件规模

Ｔａｂ． ２　 Ｈａｒｄｗａｒｅ ｓｃａｌｅ ｏｆ Ｍｅｍｒｉｓｔｏｒ ｂａｓｅｄ Ｃｒｏｓｓｂａｒ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｉｚｅｓ

忆阻器阵列规模

缩减后忆阻器阵列的规模

ＳＶＤ 方案

矩阵 １ 矩阵 ２
ＳＴＣ 方案

硬件规模缩减百分比 ／ ％

ＳＶＤ 方案 ＳＴＣ 方案

６４×６４ ６４×２５ ２５×６４ ５６×５６ ２１．８８ ２３．４４
９６×９６ ９６×３０ ３０×９６ ６１×６１ ３７．５０ ５９．６３

１２８×１２８ １２８×３７ ３７×１２８ ６１×６１ ４２．１９ ７７．２９

　 　 在 ＳＴＣ 方案中，通过调整稀疏化范围来得到不

同规模的忆阻器阵列的计算精度和硬件规模的开

销，针对不同规模的忆阻器阵列的计算精度如图 ４
所示。 图 ４ 中，横坐标表示忆阻器阵列上的权值的

行号、列号之和大于该值则需要置零。 随着神经网

络稀疏化范围的减小，忆阻器阵列的计算精度提高。
因为在 ４０～６０ 的范围内，忆阻器阵列上的大权值受

到的 ＩＲ－Ｄｒｏｐ 影响较小。 随着权值矩阵稀疏化训练

范围的减小，在神经网络训练的过程中可以进行调

整的权值数量增加，神经网络的计算精度就会提高，
权值矩阵映射到忆阻器阵列上的计算精度也会增

加。 因此在一定范围内减少神经网络稀疏化训练的

范围可以提高忆阻器阵列的计算精度，但是如果神

经网络稀疏化范围太小，忆阻器阵列就会受到较大

的 ＩＲ－Ｄｒｏｐ 的影响，计算精度反而会下降。
　 　 针对不同规模的忆阻器阵列缩减后的硬件规模

如图 ５ 所示。 图 ５ 中，横坐标表示忆阻器阵列上的权

值行号、列号之和大于该值则需要置零。 随着神经网

络稀疏化范围的减小，硬件规模的大小增加。 因为随

着稀疏化范围的减小，权值矩阵上全零行向量和全零

列向量的数量就会变少，权值矩阵的规模增加，所以

映射到忆阻器阵列上后的硬件开销就会增加。
　 　 从图 ４ 和图 ５ 可以看出，通过设置不同的稀疏

化范围会导致不同的计算精度和硬件规模的开销，

这里 ＳＴＣ 方案以最高计算精度为选取方案。
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图 ４　 不同规模的忆阻器阵列计算精度
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图 ５　 不同规模的忆阻器阵列硬件规模

Ｆｉｇ． ５　 Ｈａｒｄｗａｒｅ ｓｃａｌｅ ｏｆ Ｍｅｍｒｉｓｔｏｒ ｂａｓｅｄ Ｃｒｏｓｓｂａｒ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ
ｓｉｚｅｓ
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４　 结束语

忆阻器阵列在神经网络计算加速上有着很好的

效果，但是会受到 ＩＲ－Ｄｒｏｐ 的影响，从而造成计算精

度的下降。 本文提出了 ＳＴＣ 方案用于降低 ＩＲ－Ｄｒｏｐ
的影响，提高计算精度。 该方案基于对权值矩阵进

行稀疏化以及对权值矩阵的行向量进行聚类来实

现，可以有效提高计算精度，并且减少了硬件规模的

开销。 根据实验结果表明，经过 ＳＴＣ 方案处理的忆

阻器阵列在 ＩＲ－Ｄｒｏｐ 的影响下，计算精度显著提高，
硬件规模大大降低。
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