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摘　 要： 有害藻华（Ｈａｒｍｆｕｌ Ａｌｇａｌ Ｂｌｏｏｍｓ，ＨＡＢｓ）近年来在全球频繁发生，实时预报水体藻华的出现时间和区域，可为环保监

督管理部门提供有效的参考依据。 为了提高水华预测的准确性，本文提出了一种基于奇异谱分析（Ｓｉｎｇｕｌａｒ ｓｐｅｃｔｒａｌ ａｎａｌｙｓｉｓ，
ＳＳＡ）和长短期记忆神经网络 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）的 ＳＳＡ－ＬＳＴＭ 模型，将 ＢＹＫ 站点的叶绿素 ａ 浓度时

间序列分解重构为趋势特征和周期特征，并对其变化的趋势进行预测。 分析对比了单个 ＬＳＴＭ、时序神经网络（Ｔｅｍｐｏｒａｌ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ ，ＴＣＮ）、卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）的实验结果。 验证了 ＳＳＡ－ＬＳＴＭ 在叶绿素

ａ 短时预测上有更好的表现，模型的 ＲＭＳＥ、ＭＡＥ 和 ＭＡＰＥ 分别为 ０．６７、０．３８和 ０．０９。
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０　 引　 言

藻华是目前严重的水生态环境问题之一，造成

水质问题和生态环境破坏。 随着大数据时代的到来

和人工智能的发展，数据驱动方法在藻华预测上的

应用逐渐得到重视［１］。 其中，神经网络算法已成功

运用在多种水域的叶绿素预测上，如中国江苏省太

湖区［２］、浙江省西湖［３］。 ＬＳＴＭ 在传统 ＲＮＮ 的基础

上引入了改进，通过增加门控接构和记忆单元，使得

网络上可以自由地选择已经丢失和保留下来的信

息，从而解决了梯度下降和梯度消失的问题。 目前，

国内学者也尝试着把 ＬＳＴＭ方法运用在对藻类变化

趋势的预报上，如Ｗａｎｇ等人［４］使用福建 ２００９～２０１１
年的海洋在线监测数据，构建了 ＬＳＴＭ 时空分布模

型，用于预测叶绿素 ａ 未来的浓度变化趋势，并且在

预测叶绿素 ａ 浓度的变化趋势上取得了较好的成效。
Ｓｈｉｎ等人［５］提出了基于 ＬＳＴＭ 和海表温度数据及光

合有效辐射数据的水华预测模型。 然而 ＬＳＴＭ 的模

型效果受到输入变量可靠性的限制，藻类的在线监测

数据具有离散性，在模拟藻类动态变化趋势时模型可

能会受到一定的限制，并且在线监测数据由于自身的

局限性，往往展现出非平稳性，因此引入奇异谱分析



对时间序列进行处理，可以使 ＬＳＴＭ模型更容易捕捉

到时间序列隐藏的变化的趋势。 例如，Ｃｕｉ 等人［６］将

ＳＳＡ和 ＬＧＢＭ（Ｌｉｇｈｔ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ Ｍａｃｈｉｎｅ）算法

相结合，构建了降雨时序数据的预测模型，实验结果

表明，经过奇异谱分析降噪处理后的数据能够更有效

地和神经网络相结合，从而提高预测性能。

１　 相关理论以及方法

１．１　 奇异谱分析

基本的奇异谱分析包括 ２个阶段：分解和重建。
其中，分解阶段包括 ２ 个步骤：嵌入和奇异值分解

（ＳＶＤ）。 重建阶段也包括 ２ 个步骤：分组和对角平

均。考虑一个长度为Ｎ（Ｎ ＞ ２）的实值时间序列Ｆ ＝
｛ｘ１， ｘ２，…，ｘＮ｝，这里拟给出 ４个步骤的阐释分述如

下。
１．１．１　 嵌入

嵌入过程将原始时间序列映射为多维滞后向量

序列。设窗口长度 Ｌ 为整数，１ ＜ Ｌ ＜ Ｎ， 则信号向

量的轨迹矩阵 Ｘ 为：

Ｘ ＝

ｙ１
ｙ２
ｙ３
︙
ｙＬ

ｙ２
ｙ３
ｙ４
︙
ｙＬ＋１

ｙ３
ｙ４
ｙ５
︙
ｙＬ＋２

…
…
…
⋱
…

ｙＫ

ｙＫ＋１

ｙＫ＋２

︙
ｙＮ

æ

è

ç
ç
ç
ç
ç
ç

ö

ø

÷
÷
÷
÷
÷
÷

（１）

　 　 其中， Ｋ ＝ Ｎ － Ｌ ＋ １。
需要指出的是，输出轨迹矩阵是汉克尔矩阵，这

意味着所有沿对角线的元素都是相等的。
１．１．２　 ＳＶＤ

在这一步中，对轨迹矩阵 Ｘ 进行奇异值分解，
设 Ｓ ＝ ＸＸＴ， λ１，λ２，…， λＬ 是降序排列的 Ｓ 的特征值

（λ１≥…≥λＬ≥ ０），Ｕ１，…， ＵＬ 是对应于这些特征值

的矩阵Ｓ的标准正交向量。 设ｄ ＝ ｒａｎｋ （Ｘ） ＝ ｍａｘ｛ ｉ，
λ ｉ ＞ ０｝（在实际序列中，通常 ｄ ＝ Ｌ∗，Ｌ∗ ＝ ｍｉｎ（Ｌ，

Ｋ）。 Ｖｉ ＝ ＸＴＵｉ ／
　 λ ｉ （ ｉ ＝ １，…，ｄ）。 则轨迹矩阵的

奇异值分解为：
Ｘ ＝ Ｘ１ ＋ … ＋ Ｘｄ （２）

　 　 其中， Ｘｉ ＝
　 σ ｉ Ｕｉ ＶＴｉ 。

１．１．３　 分组

在分组步骤中， 可以选择分析周期图、右特征

向量散点图或特征值函数图来区分噪声和信号。 在

信号重构的过程中，对于分组的方式没有具体的规

则，下标｛１，…，ｄ｝ 可以根据待重构时间序列的性质

分为 ｍ 个不相交的子集，即 Ｉ１， Ｉ２， …， Ｉｍ。 令 Ｉ ＝

｛ ｉ１，…，ｉｐ｝，则复合矩阵为Ｘ ＝ ＸＩ１ ＋ ＸＩ２ ＋… ＋ ＸＩｍ。
１．１．４　 平均对角化

ＳＳＡ的最后一步是将每个结果矩阵从分组转换

为一个长度为 ｎ的新序列。 设 Ｙ为 Ｌ∗Ｋ矩阵，则 Ｔｉｊ

为 Ｔ 的元素，Ｔ 可以通过以下公式转换为序列：

　 ｔｋ ＝

１
ｋ∑

ｋ

ｍ ＝ １
ｔ∗ｍ，ｋ－ｍ＋１ 　 　 　 １ ≤ ｋ ＜ Ｌ∗

１
Ｌ∗∑

Ｌ∗

ｍ ＝ １
ｔ∗ｍ，ｋ－ｍ＋１ 　 　 　 Ｌ∗ ≤ ｋ ＜ Ｋ∗

１
Ｎ － ｋ ＋ １∑

Ｎ－Ｋ∗＋１

ｍ ＝ １
ｔ∗ｍ，ｋ－ｍ＋１ Ｋ∗ ≤ ｋ ＜ Ｎ

ì

î

í

ï
ï
ï
ï

ï
ï
ïï

（３）
根据式（３）可以求得长度为 Ｎ 的单一 ＲＣｔ 分

量。 新的 Ｘ 分量是 ｄ 个 ＲＣｔ 分量的总和，可以表示

为：
Ｘ∗ ＝ ＲＣ１ ＋ ＲＣ２ ＋ … ＋ ＲＣｄ （４）

１．２　 长短期记忆神经网络

长短期记忆模型（ＬＳＴＭ）是一类时间递归的神

经网络，继承了大多数 ＲＮＮ 模式的优点，并克服了

由梯度反向传递过程所引起的梯度消失现象。
ＬＳＴＭ在 ＲＮＮ的基础上增加了一个记忆单元结构

来判断信息是否有用。 每个单元由一个输入门、一
个遗忘门和一个输出门组成，如图 １ 所示。 这些信

息都通过 ＬＳＴＭ 网络，并按照规则确定是否可用。
只产生了合乎规则的信息，而不合乎规则的信息经

由遗忘的方式而将会丢弃掉。 研究可知，ＬＳＴＭ 对

产生长期的相关性问题的方法尤其有用。 对此可展

开探讨论述如下。

ct
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图 １　 ＬＳＴＭ 模型

Ｆｉｇ． １　 ＬＳＴＭ ｍｏｄｅｌ

　 　 （１）遗忘门。 确定了前一时刻状态的保留情

况，计算公式为：
Ｆ ｔ ＝ σ（Ｗｆ·［ｈｔ －１，ｘｔ］ ＋ ｂｆ） （５）

　 　 其中， σ 表示激活函数 ｓｉｇｍｏｉｄ；Ｗｆ 表示遗忘门

权重的权重； ｂｆ 表示遗忘门的偏差； ｓｉｇｍｏｉｄ 函数将

输入和先前时刻的状态映射到从 ０ 到 １ 的值； Ｆ ｔ 的

值为 １表示完全保留，０表示完全丢弃。
（２）输入门。 决定当前网络的输入 ｘｔ 有多少被
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更新到单元状态 ｃｔ ，此处需用到的数学公式可写为：
ｉｔ ＝ σ（Ｗｉ·［ｈｔ －１，ｘｔ］ ＋ ｂｉ）　 　 （６）

ｃ ｔ ＝ ｔａｎｈ（Ｗｃ· ｈｔ －１，ｘｔ[ ] ＋ ｂｃ）　 （７）

ｃｔ ＝ ｆｔ × ｃｔ －１ ＋ ｉｔ × ｃ ｔ 　 　 　 　 （８）
　 　 其中，Ｗｉ 和 ｂｉ 是输入门的权值和偏差；Ｗｃ 和 ｂｃ

表示构建候选向量时的权值和偏差，由 ｓｉｇｍｏｉｄ 函

数决定遗忘的比例。 式（８）中的 ｃｔ 实现了单元格状

态的更新。
（３）输出门。 需要用以下公式来确定输出值：

ｏｔ ＝ σ（Ｗｏ·［ｈｔ －１，ｘｔ］ ＋ ｂｏ） （９）
ｈｔ ＝ ｏｔ × ｔａｎｈ（ｃｔ） （１０）

　 　 其中， Ｗｏ 和 ｂｏ 为输出门的权值和偏差。 将激

活函数层进行 ｔａｎｈ 运算后的当前状态 ｃｔ 乘以输出

ｏｔ，得到当前时刻的输出 ｈｔ。

２　 相关工作

２．１　 数据集

本文采用的数据主要来自某淡水湖 ＢＹＫ 站点

的在线监测叶绿素 ａ 浓度数据。 样本包含了 ２０１９～
２０２０年两年间共 ６ １１３条数据，采样频率为每隔 ４ ｈ
一次。
２．２　 数据标准化

数据标准化可以使模型提取出更多的有效特

征，本文采取式（１１）对叶绿素 ａ 浓度时序数据进行

极差标准化处理，将数据缩放到（０，１）之间：

Ｂ ＝
Ｒ － Ｒｍｉｎ

Ｒｍａｘ － Ｒｍｉｎ
（１１）

　 　 其中， Ｒ、Ｂ 分别为处理前、后的数据，Ｒｍａｘ、Ｒｍｉｎ
分别为样本中的最大值和最小值。
２．３　 实验内容

本文提出的 ＳＳＡ－ＬＳＴＭ 模型的流程如图 ２ 所

示。 由图 ２ 可见到，首先利用 ＳＳＡ 将叶绿素 ａ 浓度

时间序列分解和重构为不同的分量，并分离和去除

噪声分量，留下剩余 ｄ 个分量。 然后，根据各个分量

的贡献值进行排序。 为了在突出叶绿素浓度 ａ 时间

序列的趋势特征的同时，最大限度地保留时间序列

信息，将 ｄ 个分量分为 ２部分，再将其重构为趋势特

征和周期特征。 最后，ＬＳＴＭ 对具有不同特性的 ２
个组件进行模拟，并对模拟结果进行集成，使模型实

现精确预测。
　 　 在训练过程中使用贝叶斯参数优化算法，进行

５０次迭代搜索，寻找出最优参数。 其中，模型主要

参数包括学习率、神经元结点数、回溯时间步长、数

据批处理、激活函数等。 在网络结构设计中，考虑到

模型的计算复杂度与计算效率，相关参数的设定范围

为：回溯时间步长 ５～３０；神经结点数 ３２～１２８；数据批

处理［６４，１２８，２５６］；ＬＳＴＭ 激活函数 ［ｒｅｌｕ，ｓｉｇｍｏｉｄ，
ｔａｎｈ，ｅｌｕ］；学习率 ０．１至０．０００ ０１。叶绿素 ａ 浓度历史

数据时序预测实验的具体参数设置见表 １。
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图 ２　 算法流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ
表 １　 ＳＳＡ－ＬＳＴＭ 模型实验参数设置

Ｔａｂ． １　 Ｃｏｎｆｉｇｕｒｅｄ ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒｓ ｏｆ ＳＳＡ－ＬＳＴＭ ｍｏｄｅｌ

参数 参数描述 参数值

ｒ 学习率 ０．００１

Ｂａｔｃｈ＿ｓｉｚｅ 数据批处理 １２８

Ａｃｔｉｖａｔｉｏｎ 激活函数 Ｒｅｌｕ

Ｔｒａｉｎ：ｔｅｓｔ 训练集：测试集 ４：１

ＬＳＴＭ＿ ｆｉｌｔｅｒｓ 神经元个数 ９５

Ｌｏｏｋ＿ｂａｃｋ 回溯步数 １３

２．４　 评价指标

本文采用均方根误差 （ＲＭＳＥ）、平均绝对误差

（ＭＡＥ） 和绝对百分比误差（ＭＡＰＥ） 对模型进行评

估。 其计算过程见如下公式：

ＲＭＳＥ ＝

　

∑
ｎ

ｉ ＝ １
（ｏｉ － ｐｉ） ２

ｎ
（１２）

ＭＡＥ ＝ １
ｎ∑

ｎ

ｔ ＝ １
ｏｉ － ｐｉ 　 　 （１３）

ＭＡＰＥ ＝ １００％
ｎ ∑

ｎ

ｉ ＝ １

ｙ̌ｉ － ｙｉ

ｙｉ

（１４）

　 　 其中， ｏ、 ｐ 分别表示观测数据和预测数据，ｎ 表

示观测样本的数据量。
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３　 实验结果

３．１　 基于 ＳＳＡ 的叶绿素 ａ 浓度数据分解

通过设置选取窗口长度为 １５，将序列分解为 １５
个不同的分量，选取前 １２ 个成分作为主要有用信

息。 在剩余的 １２ 个分量选取分量 １ 到分量 ７ 作为

趋势特征，剩下分量 ８ 到分量 １２ 作为周期特征，如
图 ３所示。
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图 ３　 利用 ＳＳＡ 重建的叶绿素 ａ 浓度序列的子序列

Ｆｉｇ． ３　 Ｒｅｃｏｎｓｔｒｕｃｔｅｄ ｓｕｂ－ｓｅｒｉｅｓ ｏｆ ｔｈｅ ｃｈｌｏｒｏｐｈｙｌｌ－ａ ｃｏｎｃｅｎｔｒａｔｉｏｎ
ｓｅｑｕｅｎｃｅ ｂｙ ＳＳＡ

３．２　 模型效果比较分析

为了验证 ＳＳＡ－ＬＳＴＭ 模型的有效性和预测精

度，本文实验将原始的 ＬＳＴＭ 模型、ＣＮＮ 模型以及

ＴＣＮ模型与本文提出的 ＳＳＡ－ＬＳＴＭ 模型进行比较。
实验结果柱状图如图 ４ 所示，ＳＳＡ －ＬＳＴＭ、ＬＳＴＭ、
ＣＮＮ和 ＴＣＮ对叶绿素 ａ 浓度预测效果见表 ２。
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TCN
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0
RMSE MAE MAPE

评价指标

图 ４　 实验结果柱状图

Ｆｉｇ． ４　 Ｈｉｓｔｏｇｒａｍ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

表 ２　 ＳＳＡ－ＬＳＴＭ、ＬＳＴＭ、ＣＮＮ 和 ＴＣＮ 对叶绿素 ａ 浓度预测效果

Ｔａｂ． ２　 Ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ＳＳＡ－ＬＳＴＭ， ＬＳＴＭ， ＣＮＮ ａｎｄ ＴＣＮ

ｏｎ ｃｈｌｏｒｏｐｈｙｌｌ－ａ ｃｏｎｃｅｎｔｒａｔｉｏｎ

模型 ＲＭＳＥ ＭＡＥ ＭＡＰＥ
ＳＳＡ－ＬＳＴＭ ０．６７ ０．３８ ０．０９
ＬＳＴＭ １．２７ ０．６９ ０．１４
ＣＮＮ １．２０ ０．６３ ０．１２
ＴＣＮ １．１０ ０．６２ ０．１２

　 　 从图 ４和表 ２分析可以看出，ＳＳＡ－ＬＳＴＭ对叶绿

素浓度的预测效果明显优于 ＬＳＴＭ、ＣＮＮ 和 ＴＣＮ，其
中 ＲＭＳＥ、ＭＡＥ 和 ＭＡＰＥ 分别为 ０．６７、０．３８和 ０．０９，这
３种评价指标的值都优于其他 ３ 个模型。 ＲＭＳＥ 和

ＭＡＥ 的对比表明 ＳＳＡ－ＬＳＴＭ 模型的预测误差较小，
模型的精度高， ＭＡＰＥ 的对比表明模型更加稳定。 综

合以上分析可知，ＳＳＡ－ＬＳＴＭ的预测值更接近叶绿素

浓度的真实值，体现了模型的有效性。 说明相较于直

接将数据输入神经网络模型中，使用 ＳＳＡ处理后的叶

绿素浓度数据能够使数据驱动的模型更好地捕捉到

变化趋势，使模型的预测性能得到提升。

４　 结束语

本研究围绕在某湖泊 ＢＹＫ 站点获取的在线监

测数据，结合奇异谱分析与 ＬＳＴＭ 深度学习神经网

络模型，探索了该模型在叶绿素浓度短期预测的应

用。 具体结论如下：
（１）ＳＳＡ 能够有效地分离趋势项、波动项和噪

声分量，克服了 ＬＳＴＭ 模型在处理非线性序列方面

的不足，从而使建立在此基础上的 ＳＳＡ－ＬＳＴＭ 模型

具有更强的预测能力。
（２）本文提出的 ＳＳＡ－ＬＳＴＭ方法可以从叶绿素

ａ 浓度历史数据中训练预测模型。 对未来 ４ ｈ 的叶

绿素 ａ 浓度进行预测。 预测后结果要明显优于纯数

据驱动模型，例如 ＬＳＴＭ、ＣＮＮ、ＴＣＮ。 总而言之，本
文提出的 ＳＳＡ－ＬＳＴＭ 模型能够有效地提取藻类高

频监测数据的动态变化趋势，且能够对叶绿素 ａ 浓

度实现短时精确预测，这为水华的治理策略的拟定

提供了一定的参考和借鉴。
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