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基于 ＡＲＩＭＡ 和卡尔曼滤波的在线 Ｗｅｂ 服务 ＱｏＳ 预测方法
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摘　 要： 随着 Ｗｅｂ 服务使用的广泛，人们普遍发现，Ｗｅｂ 服务的服务质量（Ｑｕａｌｉｔｙ－ｏｆ－Ｓｅｒｖｉｃｅ，ＱｏＳ）受网络环境、服务端负载

等诸多因素影响不断变化，而保证服务使用过程中的 ＱｏＳ 也成为许多 Ｗｅｂ 服务使用者的普遍要求。 如何更好地帮助服务使

用者选择未来一段时间内符合其服务质量要求的 Ｗｅｂ 服务，同时也帮助服务提供者避免服务质量的违规，是服务计算领域近

年来的热点问题。 由于 ＡＲＩＭＡ（Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ Ｉｎｔｅｇｒａｔｅｄ Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ Ｍｏｄｅｌ）模型参数简单并能较好地预测 ＱｏＳ 违规，已
经在 Ｗｅｂ 服务的 ＱｏＳ 预测领域获得了广泛的应用。 但是单纯地使用 ＡＲＩＭＡ 模型不能够适应 Ｗｅｂ 服务 ＱｏＳ 数据的波动频

繁、包含噪声等复杂特点。 为了达到更加准确的预测效果，本文提出了一种基于时间序列分析的 Ｗｅｂ 服务 ＱｏＳ 预测方法，该
方法结合了 ＡＲＩＭＡ 模型与卡尔曼滤波，对服务质量的波动反馈灵敏，较单一的预测模型能够有更准确的预测效果。
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０　 引　 言

Ｗｅｂ 服务为面向服务的体系架构 （ Ｓｅｒｖｉｃｅ －
Ｏｒｉｅｎｔｅｄ Ａｒｃｈｉｔｅｃｔｕｒｅ，ＳＯＡ）提供了一个标准化的解

决方案［１］，并在设计上成功解决了分布式计算基于

标准、松耦合、协议无关的需求。 随着 Ｗｅｂ 服务的

指数级增长，研究发现很多服务的服务质量良莠不

齐，仅仅通过功能上的要求无法做出有效选择，因而

需要通过服务质量（Ｑｕａｌｉｔｙ ｏｆ Ｓｅｒｖｉｃｅ，ＱｏＳ）的评估，
来选择满足要求的 Ｗｅｂ 服务。 服务质量描述 Ｗｅｂ
服务的非功能方面的特性，主要包括响应时间、吞吐

量、故障间隔时间等指标。
在波动大、变化快的分布式 Ｗｅｂ 服务环境中，

Ｗｅｂ 服务的服务质量不会保持不变，而要保证 Ｗｅｂ
服务满足使用者的要求，就要寻找一种有效的方法

来判断 Ｗｅｂ 服务在一定时间内能否满足服务质量

的约束。 针对这一问题，研究指出可以对 ＱｏＳ 历史

记录数据进行分析，用来预测 Ｗｅｂ 服务在未来时间

的 ＱｏＳ 值。 立足于这一研究角度，很多有关基于时

间序列分析的 Ｗｅｂ 服务 ＱｏＳ 预测方法的研究已陆

续涌现［２］，同时也证明了这一思路的设计可行性。
本文在已有研究基础上提出一种基于时间序列

分析的 Ｗｅｂ 服务 ＱｏＳ 预测方法，结合了 ＡＲＩＭＡ
（Ａｕｔｏ－ｒｅｇｒｅｓｓｉｖｅ Ｉｎｔｅｇｒａｔｅｄ Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ）与卡尔

曼滤波（Ｋａｌｍａｎ Ｆｉｌｔｅｒｉｎｇ）技术，首先使用 ＡＲＩＭＡ 模

型对 ＱｏＳ 历史记录值进行拟合，将 ＡＲＩＭＡ 模型转

换成状态空间模型，使用卡尔曼滤波器预测未来时

间点的 ＱｏＳ 值，在运行时每次测得的 ＱｏＳ 值都可以

对卡尔曼滤波器进行更新。 该方法具有适应性高，
计算复杂度低等特点，通过在公开的 Ｗｅｂ 服务 ＱｏＳ
记录数据集［２］ 上实施的实验可以验证该方法的准

确性。



本文研究在论述上，首先探讨了该方向的相关

研究工作，并分析了现有工作的优缺点；接下来给出

了本文预测方法的理论基础与具体设计；然后，将该

方法与经典的方法展开比较实验，并对实验结果进

行分析；最后总结全文，进而展望未来的研究工作。

１　 相关研究

在基于时间序列分析的 Ｗｅｂ 服务的 ＱｏＳ 预测

中，目前已可见到一系列的研究工作和学术成果。
Ｃａｖａｌｌｏ 等人［２］比较了在时间序列模型中堪称代表

的 ＡＲＩＭＡ 模型与当前值方法、历史平均值方法以及

线性回归法 ＡＲ 的仿真测试，结果表明 ＡＲＩＭＡ 算法

对异常值的容忍度较高，并且对 ＱｏＳ 的违规有良好

的预测效果，在预测结果上能够表现出相对较小的

预测误差。 Ａｍｉｎ 等人［３］提出结合 ＡＲＩＭＡ 与广义自

回归条件异方差（ＧＡＲＣＨ）模型，ＧＡＲＣＨ 模型可以

改善 ＡＲＩＭＡ 模型中方差恒定假设的不足，更加贴近

真实的 Ｗｅｂ 服务 ＱｏＳ 数据特征。 Ｙｅ 等人［４］ 考虑

ＱｏＳ 多个属性维度之间的相关性，提出使用多元

ＡＲＩＭＡ 模型、Ｈｏｌｔｅｒｓ－Ｗｉｎｔｅｒｓ 指数平滑模型，并在此

后的研究中，将提出的方法同 ＶＡＲ（向量自回归）做
了比较处理，其中包括了许多基于自回归的方法，诸
如 ＡＲ、ＳＥＴＡＲ（自激励门限回归模型）、ＡＲＩＭＡ 以及

ＡＲＭＡ－ＧＡＲＣＨ 模型。
可以发现，将单一的统计学模型进行组合是研

究 Ｗｅｂ 服务 ＱｏＳ 预测的热门趋势，单一的模型已难

以满足波动大并且没有统一规律的 Ｗｅｂ 服务 ＱｏＳ
预测。 而随着近年来机器学习技术的迅猛发展，已
经有一些研究者开始尝试将机器学习的方法应用到

Ｗｅｂ 服 务 ＱｏＳ 的 预 测 中。 Ｚａｄｅｈ 等 人［５］ 和

Ｓｅｎｉｖｏｎｇｓｅ 等人［６］即应用 ＡＮＮ（人工神经网络）解决

Ｗｅｂ 服务 ＱｏＳ 预测的问题，Ｙａｎｇ 等人［７］则提出使用

遗传编程的方法。 Ｗａｎｇ 等人［８］ 提出使用长短期记

忆循环神经网络模型，预测 Ｗｅｂ 服务系统的可靠

性。 综合分析上述研究结果可知，机器学习的方法

并未能在预测准确率上达到质的提升，而这些方法

在执行上的复杂却已经成为将其付诸现实应用的制

约因素。
在使用 ＡＲＩＭＡ 模型预测 Ｗｅｂ 服务的 ＱｏＳ 时间

序列的研究中经过分析发现，单纯地使用 ＡＲＩＭＡ 模

型不能够适应 Ｗｅｂ 服务 ＱｏＳ 数据的波动频繁、包含

噪声等复杂特点，为了获得更加准确的预测效果，本
文使用卡尔曼滤波对 ＡＲＩＭＡ 模型的结果进行修正。
卡尔曼滤波是一种最优化自回归数据处理算法

（Ｏｐｔｉｍａｌ Ｒｅｃｕｒｓｉｖｅ Ｄａｔａ Ｐｒｏｃｅｓｓｉｎｇ Ａｌｇｏｒｉｔｈｍ） ［９］，其
最突出的优势即在于能够从一些包含噪声的观测量

估计系统的状态。 卡尔曼滤波利用前一时刻的估计

值和当前时刻的观测值，更新当前时刻的状态向量，
利用这一特点就可以很好地弥补单一 ＡＲＩＭＡ 模型

在 ＱｏＳ 时间序列预测上的不足。 下面首先详述

ＡＲＩＭＡ 与卡尔曼滤波相结合的理论基础，然后阐述

该方法的设计过程。

２　 理论基础

ＡＲＩＭＡ 模型与卡尔曼滤波相结合的关键就是

将 ＡＲＩＭＡ 模型转换成状态空间模型，再使用卡尔曼

滤波对状态进行预测与更新。 一个 ＡＲＩＭＡ（ ｐ，ｄ，
ｑ ）模型经 ｄ 阶差分就可得到 ＡＲＭＡ （ｐ，ｑ） 模型，数
学公式可表述如下：

Ｚ ｔ ＝ ∑
ｐ

ｉ ＝ １
ϕｉＺ ｔ －ｉ ＋ ａｔ － ∑

ｑ

ｊ ＝ １
θ ｊａｔ －ｊ （１）

　 　 其中， Ｚ ｔ 为 ｔ 时刻观测值； ａｔ 为 ｔ 时刻预测值与

观测值的误差； ϕｉ、θ ｊ 为模型参数。 设 ｍ ＝ ｍａｘ｛ｐ，
ｑ｝，令ϕｉ ＝ ０（ ｉ ＞ ｐ），θ ｊ ＝ ０（ ｊ ＞ ｑ）， 那么公式（１）也
可以表示为：

Ｚ ｔ ＝ ∑
ｍ

ｉ ＝ １
ϕｉＺ ｔ －ｉ ＋ ａｔ － ∑

ｍ

ｊ ＝ １
θ ｊａｔ －ｊ （２）

　 　 设 Ｂ 为延迟算子，可将公式（２）变化为：
ϕ（Ｂ）Ｚ ｔ ＝ θ（Ｂ）ａｔ （３）

　 　 接下来，要将式（３）转换为 Ｚ ｔ ＝ ψ（Ｂ） ａｔ 的形

式，令 ψ（Ｂ）＝ θ（Ｂ） ／ ϕ（Ｂ），其中 ψ（Ｂ）＝ （ψ ０ ＋ ψ １Ｂ
＋ … ＋ ψｍ Ｂｍ ＋ …），ψ ０ ＝ １。 根据延迟算子 Ｂ 的每

一项系数相等，可以得出：
－ θｍ ＝ － ϕｍΨ０ － ϕｍ－１Ψ１ － … － ϕ１Ψｍ－１ ＋ Ψｍ

（４）
　 　 化简公式（４），就会得到 ψｍ 的数学运算公式可

见如下：

Ψｍ ＝ ∑
ｍ

ｉ ＝ １
ϕｉΨｍ－ｉ － θｍ （５）

　 　 由此，可以将 Ｚ ｔ ＋ｍ－ｉ ＝ ψ（Ｂ） ａｔ ＋ｍ－ｉ 表达式展开为

如下形式：
Ｚ ｔ ＋ｍ－ｉ ＝ ａｔ ＋ｍ－ｉ ＋ Ψ１ａｔ ＋ｍ－１ ＋ Ψ２ａｔ ＋ｍ－ｉ－２ ＋ … （６）

Ｚ ｔ ＋ｍ－ｉ｜ ｔ ＝ Ψｍ－ｉａｔ ＋ Ψｍ－ｉ＋１ａｔ －１ ＋ Ψｍ－ｉ＋２ａｔ －２ ＋ …
（７）

Ｚ ｔ ＋ｍ－ｉ｜ ｔ －１ ＝ Ψｍ－ｉ＋１ａｔ －１ ＋ Ψｍ－ｉ＋２ａｔ －２ ＋ … （８）
　 　 由公式（７）、（８）可得：

Ｚ ｔ ＋ｍ－ｉ｜ ｔ ＝ Ｚ ｔ ＋ｍ－ｉ｜ ｔ －１ ＋ Ψｍ－ｉａｔ （９）
　 　 令状态向量 Ｓｔ ＝ （Ｚｔ｜ ｔ－１，Ｚｔ＋１｜ ｔ－１，．．．，Ｚｔ＋ｍ－１｜ ｔ－１）Ｔ，

６３１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 ９ 卷　



观测值 Ｚｔ ＝ Ｚｔ｜ ｔ－１ ＋ ａｔ，观测方程即可表示为：
Ｚ ｔ ＝ ［１，０，…，０］Ｓｔ ＋ ａｔ （１０）

　 　 根据公式（５）、（９）可推得状态转移方程为：
Ｓｔ ＋１ ＝ ＦＳｔ ＋ Ｇａｔ （１１）

　 　 其中， Ｆ、Ｇ 的运算可使用如下数学公式：

Ｆ ＝

０
０
︙
ϕｍ

é

ë

ê
ê
ê
ê
ê

１ ０ … ０
０ １ … ０
︙
ϕｍ－１ … ϕ２ ϕ１

ù

û

ú
ú
ú
ú
ú

　 Ｇ ＝

Ψ１

Ψ２

Ψ３

︙
Ψｍ

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

（１２）

　 　 综上就是模型 ＡＲＭＡ（ｐ，ｑ） 转移到状态空间模

型的推导过程， 在得到状态空间模型后，就可转入

卡尔曼滤波的应用设计的研究。

３　 方法设计

如图 １ 所示，本文提出的 Ｗｅｂ 服务 ＱｏＳ 预测方

法主要分为 ２ 个模块，分别是：ＡＲＩＭＡ 模型的确立

和卡尔曼滤波器的更新。 总地来说，根据 ＱｏＳ 历史

数据进行 ＡＲＩＭＡ 建模，根据第 ２ 节的方法将其转换

为状态空间模型，在运行时获得新的 ＱｏＳ 观测值

后，对状态向量进行更新，再将卡尔曼滤波的预测值

作为最后的预测结果。 对此内容，本节将给出阐释

分述如下。

QoS历史数据 ARIMA建模

状态空间模型
卡尔曼滤波

状态优化更新新的QoS观测数据 计算QoS预测值

修正后的QoS预测值

图 １　 预测方法概览

Ｆｉｇ． １　 Ｏｖｅｒｖｉｅｗ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ

３．１　 ＡＲＩＭＡ 模型建立

（１）白噪声检测。 如果一个时间序列是纯随机

的，此时就没有必要再利用 ＡＲＩＭＡ 方法继续接下来

的操作，因其并不适用于该方法。 若一个时间序列

纯由白噪声构成，那么在理论上其各阶自相关系数

（Ａｕｔｏ－Ｃｏｒｒｅｌａｔｉｏｎ Ｆｕｎｃｔｉｏｎ，ＡＣＦ）均为 ０，基于这一

点即可判断时间序列是否为纯随机。
（２）稳定性检测。 最简单的判断时间序列稳定

性的方法就是通过肉眼观察样本的二维曲线图得出

结论；当然也有其它的方法。 理论上可证明平稳的

时间序列通常会具有短期相关性，随着延迟增加，序
列的自相关系数很快会降低至 ０，根据这一点就能

判断时间序列的平稳性。 如果序列非平稳，则引入

逐次差分，直至得到平稳序列，即将 ＡＲＩＭＡ 模型转

化成 ＡＲＭＡ 模型。
（３）定阶。 得到平稳的时间序列后，需进一步

判断序列是否满足自回归（ＡＲ）、滑动平均（ＭＡ）。
识别方法是序列的自相关系数（ＡＣＦ）和偏自相关系

数（ Ｐａｒｔｉａｌ Ａｕｔｏ － Ｃｏｒｒｅｌａｔｉｏｎ Ｆｕｎｃｔｉｏｎ， ＰＡＣＦ）。 若

ＡＣＦ 曲线衰减的同时、ＰＡＣＦ 曲线截断，则 ＡＲ 模型

适用；若 ＡＣＦ 曲线截断的同时、ＰＡＣＦ 曲线衰减，ＭＡ
模型适用。 根据 ＡＣＦ 的拖尾特征、ＰＡＣＦ 的截尾特

征，可以确定对应的阶数 ｐ、ｑ。
（４）模型参数拟合与检验。 模型的阶数确定

后，模型参数个数也确定了。 需要拟合出其它参数，
即 ϕｉ（ ｉ ＝ １，２，．．．，ｐ）、θ ｊ（ ｊ ＝ １，２，．．．，ｑ）， 文献［１０］给
出使用极大似然估计法进行参数拟合的完整计算步

骤。 对于模型的检验环节，就需要检验模型是否具

有统计意义，即检验是否对时间序列提取足够充分

的信息。 理论上推导可知，如果模型信息提取充分，
残差序列即为白噪声。
３．２　 卡尔曼滤波预测

卡尔曼滤波分为时间更新方程和状态更新方

程。 在 Ｗｅｂ 服务的 ＱｏＳ 预测中，结合 ＡＲＭＡ （ｐ，ｑ）
转化的状态空间方程，设 Ｓｔ｜ ｔ 为时刻 ｔ 基于先验信息

得到的状态估计，卡尔曼滤波时间更新方程的公式

表达详见如下：
Ｓｔ ＋１｜ ｔ ＝ ＦＳｔ｜ ｔ （１３）

Ｐ ｔ ＋１｜ ｔ ＝ ＦＰ ｔ｜ ｔＦＴ ＋ ＧＱＧＴ （１４）
　 　 其中， Ｐ ｔ｜ ｔ 是时刻 ｔ 预测误差的后验协方差矩

阵； Ｐ ｔ ＋１｜ ｔ 是时刻 ｔ ＋ １ 预测误差的先验协方差矩阵；
Ｑ 为过程噪声的协方差矩阵。 状态转移矩阵 Ｆ 将

Ｓｔ｜ ｔ 转换为 Ｓｔ ＋１｜ ｔ， 将 Ｐ ｔ｜ ｔ 转换为 Ｐ ｔ ＋１｜ ｔ。 ｔ ＋ １ 时刻

ＱｏＳ 预测值根据状态向量 Ｓｔ ＋１｜ ｔ 可由如下公式计算

得出：
Ｚ ｔ ＋１｜ ｔ ＝ ＨＳｔ ＋１｜ ｔ （１５）

　 　 得到观测值 Ｚ ｔ ＋１，可以对Ｓｔ ＋１｜ ｔ ＋１、Ｐ ｔ ＋１｜ ｔ ＋１ 做出更

新， 卡尔曼滤波的状态更新方程如式（１６）所示：
Ｓｔ＋１｜ ｔ＋１ ＝ Ｓｔ＋１｜ ｔ ＋ Ｐｔ＋１｜ ｔＨＴ［ＨＰｔ＋１｜ ｔＨＴ ＋ Ｒ］ －１（Ｚｔ＋１ －
Ｚｔ＋１｜ ｔ） （１６）
Ｐ ｔ ＋１｜ ｔ ＋１ ＝ Ｐ ｔ ＋１｜ ｔ － Ｐ ｔ ＋１｜ ｔＨＴ［ＨＰ ｔ ＋１｜ ｔＨＴ ＋ Ｒ］ －１ＨＰ ｔ ＋１｜ ｔ

（１７）
其中， Ｐ ｔ ＋１｜ ｔ ＨＴ ［ＨＰ ｔ ＋１｜ ｔ ＨＴ ＋ Ｒ］ －１ 就是卡尔曼

增益矩阵，通过最小化预测误差的后验协方差矩阵

计算得出，计算结果决定了状态向量受到观测值的

影响程度。
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在实际操作中，输入初始状态 Ｓ０｜ ０ 和 Ｐ０｜ ０， 然后

计算 Ｚ１｜ ０ 和 Ｖ１｜ ０。 当得到观测值 Ｚ１ 后，使用更新方

程计算 Ｓ１｜ １ 和 Ｐ１｜ １， 将其作为下一次循环的初始状

态。 值得一提的是，输入任意的初始值 Ｓ０｜ ０ 和 Ｐ０｜ ０，
初始值对后面预测值的影响会随着 ｔ 的增加而变得

越来越小，因为状态转移矩阵 Ｆ 的特征值均小于 １，
也就是说，随着 ｔ 的增加，卡尔曼滤波器保证了初始

值对后面结果的影响将逐步趋近于 ０。

４　 实验

本节将验证研发提出的预测方法的实际效果。
实验数据采用 Ｃａｖａｌｌｏ 公开发布的数据集［２］，选取了

ＸＭＬ Ｄａｉｌｙ Ｆａｃｔ 的服务，该数据记录了 ２００６ 年 ７ 月

～１１ 月对该服务每隔 １ ｈ 调用一次的 ＱｏＳ 值记录，
包括响应时间、可用性等。 本次测试实验拟对实践

中最常用的响应时间属性进行分析，选取了连续

４００ 个时刻的记录作为实验数据。 为了削减异常值

对模型的影响，对实验数据中高于 ３ ０００ ｍｓ 的值

（这些值相比样本个数非常少）设为正常数据的均

值。
首先是使用单一的 ＡＲＩＭＡ 模型的预测效果，绘

制后即如图 ２ 所示。
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图 ２　 ＡＲＩＭＡ 预测值与实际值

Ｆｉｇ． ２　 ＡＲＩＭＡ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅ ｖｓ． ａｃｔｕａｌ ｖａｌｕｅ

　 　 使用本文提出的预测方法，结合 ＡＲＩＭＡ 模型与

卡尔曼滤波的预测效果则如图 ３ 所示。
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图 ３　 卡尔曼滤波预测值与实际值

Ｆｉｇ． ３　 Ｋａｌｍａｎ ｆｉｌｔｅｒｉｎｇ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅ ｖｓ． ａｃｔｕａｌ ｖａｌｕｅ

　 　 从图 ２、图 ３ 中可以直观地看出，本文的预测方

法的预测结果更加接近真实值，对波动情形的反应

更为及时，在下一时刻就能做出调整与修正。 为了

更加客观地展现本文预测方法的准确率，对 ２ 种预

测方法的预测结果与实际值的误差进行统计。 本文

计算了预测结果与实际值的均方根误差（Ｒｏｏｔ Ｍｅａｎ
Ｓｑｕａｒｅｄ Ｅｒｒｏｒ，ＲＭＳＥ），均方根误差的数学定义可表

示如下：

ＲＭＳＥ ＝

　

∑
ｉ

（ ｒｉ － ｒ^ｉ） ２

Ｎ
（１８）

　 　 其中， ｒｉ 为时刻 ｉ 的实际值； ｒ^ｉ 为时刻 ｉ 的预测

值； Ｎ 为样本序列长度。
基于单一的 ＡＲＩＭＡ 模型预测结果，均方根误差

为２１６．８６２ ６；基于本文预测方法，预测结果的均方

根误差为２００．６７３ ３，预测效果整体提升了 ７．４７％。

５　 结束语

准确地预测 Ｗｅｂ 服务的 ＱｏＳ，能够为服务提供

者有效地降低服务质量违规的风险，而且也能够帮

助服务使用者在使用时间内调取到服务质量稳定的

服务。 故而，本文研发设计了一种基于时间序列分

析的 Ｗｅｂ 服务预测方法，并在公开的数据集上进行

实验，验证了该方法的有效性。 实验结果表明，相比

传统的单一 ＡＲＩＭＡ 模型预测方法，本文方法能够自

适应地实现对 ＱｏＳ 波动的预测，进而及时发出 ＱｏＳ
违规的预警。

Ｗｅｂ 服务的 ＱｏＳ 相对其它领域的时间序列有

其本身的特点，由于业务复杂程度不一、网络环境波

动大的影响，要更加准确地预测 Ｗｅｂ 服务的 ＱｏＳ 值

就势必还有很多的工作需要成为当下的关键研究课

题。 后续工作将主要着重于如下方面：
（１）时间序列的噪声。 噪声会对序列本身信息

的挖掘产生影响，而去噪方法的选择也将涉及多方

面的因素考证，因此为 Ｗｅｂ 服务的 ＱｏＳ 序列进行合

理去噪，将会是未来的研究热点。
（２）ＱｏＳ 各属性的相关性。 单变量的预测方法

更加难以抵抗噪声对预测结果的影响，如何挖掘多

个属性之间的相关性，提高预测准确率，则亟待后续

的深入系统研究。
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