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电子商务环境下多元个性化服务推荐研究

崔睿宇， 杨怀洲

（西安石油大学 计算机学院， 西安 ７１００６５）

摘　 要： 在分析电子商务服务推荐系统基本工作原理的基础上，给出了推荐技术的分类标准。 系统介绍了基于内容、协同过

滤、基于关联规则、基于知识和基于人口统计信息等主要服务推荐算法。 对这些算法的优缺点进行综合对比，对组合推荐算

法的思路进行了简要介绍，给出了算法评价标准和实验常用数据集。 最后，对推荐系统现存的主要问题进行了分析，并对未

来的研究热点进行了预测和展望。
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０　 引　 言

随着通信技术和经济环境的改变，消费者的消

费模式发生了迅速的变化，网购的趋势也在逐年增

加。 而购物网站上海量的商品信息对消费者快速选

择目标商品起到了一定的限制作用［１］。 在这种背

景下， 推荐系统（ ｒｅｃｏｍｍｅｎｄｅｒ ｓｙｓｔｅｍｓ）应运而生。
服务推荐算法作为推荐系统的核心组成部分，成为

个性化推荐领域的研究热点。 由于每种推荐算法都

存在各自的优点和不足，所以，服务推荐算法的组合

和多元化研究对于提高推荐系统的准确性和性能具

有重要意义。

１　 个性化推荐技术

１．１　 推荐技术分类标准

目前，对推荐系统的分类并没有统一标准，很多

学者从不同角度对推荐方法进行了不同的划

分［２－３］。 文献［４］给出了区别推荐技术的二维属性：
自动化程度（ｄｅｇｒｅｅ ｏｆ ａｕｔｏｍａｔｉｏｎ）与持久性程

度（ｄｅｇｒｅｅ ｏｆ ｐｅｒｓｉｓｔｅｎｃｅ）。
１．２　 主流推荐算法

（１）基于内容的推荐算法。 基于内容的推荐，又
被称 为 基 于 信 息 过 滤 的 推 荐， 是 由 信 息 检 索

（Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖｅ）领域提出来的，是指用户根据

选择的对象，推荐其它类似属性的对象作为推荐结

果。 其核心思想是根据用户兴趣和物品特征的相似

性进行推荐［５］。
（２）协同过滤推荐算法。 协同过滤推荐（ｃｏｌｌａｂｏｒａｔｉｖｅ

ｆｉｌｔｅｒｉｎｇ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）是目前研究最多的个性化推

荐技术。 该算法的基本思想是将用户按照兴趣的不

同进行分类，同类用户具有极为相似的兴趣，因此可

以由其它用户的偏好协同过滤得到对目标用户的推

荐。
协同过滤主要分为两大类别［６］：Ｍｅｍｏｒｙ－Ｂａｓｅｄ



Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ 和 Ｍｏｄｅｌ － Ｂａｓｅｄ Ｃｏｌｌａｂｏｒａｔｉｖｅ
Ｆｉｌｔｅｒｉｎｇ。 Ｍｅｍｏｒｙ－Ｂａｓｅｄ 方法又进一步分为 Ｕｓｅｒ－
Ｂａｓｅｄ Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ （ＵＢＣＦ） 和 Ｉｔｅｍ －Ｂａｓｅｄ
Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ（ＩＢＣＦ ）。

ＵＢＣＦ 是一种基于用户最近邻 （ Ｋ － Ｎｅａｒｅｓｔ
Ｎｅｉｇｈｂｏｒ， ＫＮＮ）实现的推荐算法，该算法的关键过

程在于对用户最近邻的查找———可以通过各种相似

度计算方法进行度量。 ＵＢＣＦ 中常用的相似度计算

方法 有： 皮 尔 森 相 关 系 数 （ Ｐｅａｒｓｏｎ Ｃｏｒｒｅｌａｔｉｏｎ
Ｃｏｅｆｆｉｃｉｅｎｔ， ＰＣＣ ）、 夹 角 余 弦 相 似 度 （ Ｃｏｓｉｎｅ
ＳＩＭｉｌａｒｉｔｙ， ＣＯＳＩＭ ） 及 Ｊａｃｃａｒｄ 系 数 （ Ｊａｃｃａｒｄ
Ｃｏｅｆｆｉｃｉｅｎｔ）等。 由于用户之间的相似度稳定性较

差，需要对用户之间的相似度进行频繁更新等问题，
ＵＢＣＦ 不适用于用户量大的信息系统。 针对这一问

题， 基 于 项 目 的 协 同 过 滤 算 法 （ Ｉｔｅｍ － Ｂａｓｅｄ
Ｃｏｌｌａｂｏｒａｔｉｖｅ Ｆｉｌｔｅｒｉｎｇ， ＩＢＣＦ）被 Ｓａｒｗａｒ 等人［７］提出。

ＩＢＣＦ 的关键在于挖掘项目间的相似性，分类相

似项目，ＩＢＣＦ 基本采用了与 ＵＢＣＦ 类似的相似性计

算度量方法。 常见的基于项目的相似度计算方法有

以下几种：基于项目的皮尔森相关系数（Ｉｔｅｍ－ｂａｓｅｄ
Ｐｅａｒｓｏｎ Ｃｏｒｒｅｌａｔｉｏｎ Ｃｏｅｆｆｉｃｉｅｎｔ）、基于项目的夹角余

弦相似度（Ｉｔｅｍ－ｂａｓｅｄ Ｃｏｓｉｎｅ Ｓｉｍｉｌａｒｉｔｙ）和基于项目

的修正夹角余弦相似度（Ａｄｊｕｓｔｅｄ Ｉｔｅｍ－ｂａｓｅｄ Ｃｏｓｉｎｅ
Ｓｉｍｉｌａｒｉｔｙ）等。

由于基于内存的协同推荐直接应用评分数据进

行相似度计算和评分预测，基于模型的协作推荐大

量采用机器学习和数据挖掘算法。 在基于模型的协

同过滤推荐算法中常用的模型和算法有贝叶斯网

络、聚类算法、回归算法、马尔科夫决策模型和关联

规则挖掘等。
（３）基于关联规则的推荐算法。 基于关联规则

的推荐（ａｓｓｏｃｉａｔｉｏｎ ｒｕｌｅ－ｂａｓｅｄ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）是根

据关联规则对项目排序产生的推荐［８］。 电子商务

领域中的购物车效应就是关联规则效应运用的典

型，通过研究分析用户频繁购买的商品之间所存在

的联系，再利用商品之间的这种关联关系为其它用

户产生推荐。
（４）基于知识的推荐算法。 基于知识的推荐

（Ｋｎｏｗｌｅｄｇｅ－ｂａｓｅｄ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）不是建立在用户

需要和偏好上的推荐，即无需考虑用户－项目矩阵

的历史信息［９］。 在某种程度上可以看做一种推理

技术。
（５）基于人口统计学的推荐算法。 基于人口统

计学（Ｄｅｍｏｇｒａｐｈｉｃ －ｂａｓｅｄ Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）的推荐

算法是基于用户个人属性对用户进行分类，再按照

类别的不同对各类中的用户进行推荐［１０］。
１．３　 各推荐技术优缺点比较

每种推荐技术的优缺点对比见表 １。
表 １　 各推荐算法优缺点对比

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｖａｒｉｏｕｓ ｒｅｃｏｍｍｅｎｄｅｄ ａｌｇｏｒｉｔｎｍｓ

推荐技术 优点 缺点

基于内容的推荐

算法

无冷启动问题及数

据稀疏性问题；推荐

结果直观，容易解释

复杂属性处理困难；
难以发现用户潜在

兴趣

协同过滤推荐算

法

推荐个性化程度高；
可发现用户的潜在

兴趣；处理复杂的非

结构化对象较为容

易

新用户问题；新项目

问题；稀疏性问题；
模糊用户问题

基于关联规则的

推荐算法

可离线进行；可以发

现用户的新兴趣点

算法较为耗时；商品

名称同义性问题难

解决

基于知识的推荐

算法

交互性较强；无冷启

动问题

知识发现较困难

基于用户人口统计

信息的推荐算法

不存在新用户问题；
不需要领域知识

用户人口信息统计

资料获取困难

１．４　 组合推荐技术

组合推荐（ｈｙｂｒｉｄ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ）的一个最重

要原则就是通过组合后应能避免或弥补各自推荐技

术的弱点。 理论上有很多种推荐组合方法，不同的

组合思路适用于不同的应用场景。
混合推荐的分类方法大致有 ２ 种，一种按照不

同推荐技术混合发生阶段的不同分为前融合、中融

合和 后 融 合［９］； 另 外， 根 据 不 同 的 结 合 方 式，
Ｒｏｂｉｎ［１１］提出 ７ 种组合思路：加权组合、变换、混合、
特征组合、层叠、特征扩充以及元层次组合［１２］。
１．５　 推荐算法的评价

推荐算法的评价要综合考虑实验数据集和评价

标准 ２ 方面的选择。
１．５．１　 推荐算法的实验数据集

推荐算法评价依赖的实验数据集有 ２ 种选

择———真实数据集或者人工加工数据集。 真实数据

集可反映目标推荐系统的真实数据分布，但成本高，
时效性差，缺乏统一的评价参考性。 人工加工数据

集往往具有较好的一致性，可人为控制数据的分布

特征，但只能对特定应用领域的算法评价，数据分布

特征难以反映实际应用环境中的数据特征。
推荐系统经过多年的发展，收集和累积了大量

的真实数据，这些数据既具有一定的数量规模，又在
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一定程度上反映了各领域中真实数据的分布特征 ，
具有较强的代表性。 常用的具有参考意义的数据集

有：ＭｏｖｉｅＬｅｎｓ 数据集、 ＥａｃｈＭｏｖｉｅ 数据集、 Ｂｏｏｋ －
Ｃｒｏｓｓｉｎｇ 数据集、Ｊｅｓｔｅｒ Ｊｏｋｅ 数据集和 Ｎｅｔｆｌｉｘ 数据

集。
１．５．２　 推荐算法的准确性评价

推荐系统及算法准确性的度量至今仍无统一的

标准，一般可从预测准确性和分类准确性 ２ 个方面

度量推荐算法的推荐质量。
１．５．２．１　 预测准确性

针对评分预测推荐任务，预测准确性是主要的

度量标准。 常用的预测准确性度量标准包括平均绝

对误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ， ＭＡＥ）、归一化平均绝

对误差（Ｎｏｒｍａｌｉｚｅｄ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ， ＮＭＡＥ）和
均方根误差（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅｄ Ｅｒｒｏｒ， ＲＭＳＥ）。

ＭＡＥ 通过统计预测评分与真实评分之间绝对

距离的均值来实现准确性度量，与推荐的预测准确

性呈反比，对于 ｎ 个真实评分 Ｒ ＝ ｛ ｒ１，ｒ２，…，ｒｎ｝，推
荐算法生成的预测评分为 Ｐ ＝ ｛ｐ１，ｐ２，…，ｐｎ｝， 则

ＭＡＥ 可表示为：

εｎ ＝
∑ ｎ

ｉ ＝ １
｜ ｐｉ － ｒｉ ｜

ｎ
（１）

　 　 ＭＡＥ 是一种绝对误差评价标准，其往往因为评

分范围的不同而造成不可比。 而 ＮＭＡＥ 的提出通

过使用评分范围对 ＭＡＥ 进行了归一化处理，从而实

现相对误差度量，克服了 ＭＡＥ 的不可比性。 对于评

分上、 下限分别为 ｒｍａｘ 和 ｒｍｉｎ 数据集， ＮＭＡＥ 可表示

为：

εｎ ＝ ＭＡＥ
ｒｍａｘ － ｒｍｉｎ

＝
∑ ｎ

ｉ ＝ １
｜ ｐｉ － ｒｉ ｜

ｎ × （ ｒｍａｘ － ｒｍｉｎ）
（２）

　 　 而 ＲＭＳＥ 可以提高预测准确性的区分度，ＲＭＳＥ
可表示为：

εｎ ＝
∑ ｎ

ｉ ＝ １
（ｐｉ － ｒｉ） ２

ｎ
（３）

１．５．２．２　 分类准确性

分类准确性度量标准是对推荐算法进行正确或

错误决策的频率统计，分类准确性的度量与分类问

题有着密切的关系，所以其度量标准大量借用了分

类算法研究中使用的标准，常用的分类准确性度量

标准主要有准确率、 召回率和 Ｆ１ 评分。
准确率量化了在推荐系统所生成的推荐中，符

合用户信息需求的相关推荐结果所占比重，召回率

反映了推荐系统实现推荐的全面性。

系统可能实现旳正确推荐和错误推荐状态可以

见表 ２ 的混淆表格表示，对应不同推荐状态的数量

统计见表 ３。
则准确率可表示为：

ｐ ＝
Ｎｒｓ

Ｎｓ

＝
Ｎｒｓ

Ｎｒｓ ＋ Ｎｉｓ
（４）

　 　 召回率可表示为：

Ｒ ＝
Ｎｒｓ

Ｎｒ

＝
Ｎｒｓ

Ｎｒｓ ＋ Ｎｒｎ
（５）

　 　 Ｆ１ 评分是对准确率与召回率的一种综合度量，
通过二者的协平均将推荐系统的分类准确性度量表

示为单一评价标准，数学表达式如下：

Ｆ１ ＝ ２ × Ｐ × Ｒ
Ｐ ＋ Ｒ

＝
２ × Ｎｒｓ

Ｎｓ ＋ Ｎｒ
（６）

表 ２　 推荐系统混淆

Ｔａｂ． ２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｒｅｃｏｍｍｅｎｄｅｄ ｓｙｓｔｅｍ

类型
相关性

相关 无关

推荐决策
推荐 相关推荐（ＴＰ） 无关推荐（ＦＰ）

过滤 相关过滤（ＦＮ） 无关过滤（ＴＮ）

表 ３　 推荐系统推荐状态数量混淆

Ｔａｂ． ３　 Ｓｔａｔｅ ｎｕｍｂｅｒ ｏｆ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｒｅｃｏｍｍｅｎｄｅｄ ｓｙｓｔｅｍ

相关性

相关 无关
总计

推荐 推荐 Ｎｒｓ Ｎｉｓ Ｎｓ ＝ Ｎｒｓ ＋ Ｎｉｓ

决策 过滤 Ｎｒｎ Ｎｉｎ Ｎｎ ＝ Ｎｒｎ ＋ Ｎｉｎ

总计 Ｎｒ ＝ Ｎｒｓ ＋ Ｎｒｎ 　 Ｎｉ ＝ Ｎｉｓ ＋ Ｎｉｎ 　 Ｎ ＝ Ｎｒ ＋ Ｎｉ ＋ Ｎｓ ＋ Ｎｎ

２　 推荐系统存在的问题

随着推荐系统在电子商务领域的广泛应用，其
面临的一系列挑战也得到了越来越广泛的关注。 推

荐系统面临的主要问题有以下几点：
（１）特征提取问题。 虽然在信息检索中，文本

特征的提取技术已经比较成熟，但是推荐系统的对

象不一定具有文本特征或者利用文本不足以作为描

述［１３］。 对于多媒体数据，如视频、音乐、图像等的特

征提取方法需要结合多媒体内容分析领域的相关技

术。 另外，大规模数据情况下对特征的区分性要求

提高。
（２）数据稀疏性问题。 在大型的推荐系统中，

对于一个用户，总有大量的对象没有经过评价或者

查看，而且这类数据常常比己经有此用户评价的数

据量更大［１４］。 此外，用户之间选择的差异性大，也
会加重数据的稀疏性问题。
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（３）冷启动问题。 冷启动问题是稀疏性问题的

特例［５－１４］，冷启动问题可以细分为新用户问题和新

项目问题［１５－１７］。
当系统中出现新用户时，该用户没有对项目进

行评分，推荐系统缺乏关于新用户的兴趣信息和知

识。 对基于内容的过滤算法，推荐系统无法建立关

于新用户的兴趣模型；对基于用户的协同过滤算法，
推荐系统也无法确定该用户的相似邻居；对于基于

项目的协同过滤推荐算法，尽管系统可以确定不同

项目之间的相似程度，但由于缺乏新用户的兴趣评

分，所以仍无法对项目进行评分预测。
对于协同过滤算法来说，新项目评分的缺失将

造成相似度计算和评分预测无法完成。 冷启动问题

的主要成因在于推荐系统对于评分数据的依赖性，
所以需要在推荐系统中引入其它参考信息和知

识［１８－１９］，用来克服评分数据的缺失对推荐系统的影

响。
（４）概念漂移问题。 用户在与推荐系统交互的

过程中，其兴趣与偏好会受到外部各种因素的影响，
如社会、家庭、重大事件都会导致用户模型发生变

化，从而造成用户兴趣的概念漂移［２０－２３］。
作为一种动态人机交互系统，推荐系统的概念

漂移问题无法避免，因此应建立感知概念漂移的机

制［２４］，对用户兴趣变化进行主动跟踪。 在用户兴趣

模型更新、相似度计算和评分预测等各关键过程中

引入关于评分的时间特性，对用户的历史评分进行

区分，从而保证推荐结果符合用户需求。
（５）算法伸缩性问题。 由于推荐系统的推荐精

度和实时性是一对矛盾。 目前大部分推荐技术的实

时性是以牺牲系统的推荐质量为代价的［２４－２６］。 推

荐系统可采用基于模型的推荐算法来提高其伸缩

性，将大计算量的计算任务以离线方式进行，如推荐

系统中的特征抽取、用户建模、相似度计算等都可以

事先或定期进行离线计算，但是基于模型的推荐算

法往往会牺牲一定的推荐准确性，造成推荐质量的

下降。

３　 研究展望

对目前电子商务个性化推荐方面的研究，笔者

认为，协同过滤算法在未来一段时间内仍会是电子

商务领域中的主流算法，而该算法自身存在的诸如

数据的稀疏性问题和冷启动问题始终是国内外学者

的研究热点。 除了对协同过滤算法本身进行算法改

进之外，数据挖掘技术的兴起无疑为克服协同过滤

算法的短板提供了更多可能。
随着人们对推荐系统认识的逐步深入，用户需

求也将更易于被研究者理解，更加符合用户需求的

协同过滤算法也终将被提出。 同时，评估协同过滤

算法的度量也将随着认识的变化不断改进。 此外，
随着移动终端的普及，对诸如位置、时间和终端等上

下文信息进行充分利用也必将成为未来推荐系统的

研究重点。
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［１４］ＡＤＯＭＡＶＩＣＩＵＳ Ｇ， ＴＵＺＨＩＬＩＮ Ａ． Ｔｏｗａｒｄ ｔｈｅ ｎｅｘｔ ｇｅｎｅｒａｔｉｏｎ ｏｆ
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［２３］ＷＩＤＭＥＲ Ｇ， ＫＵＢＡＴ Ｍ． Ｌｅａｒｎｉｎｇ ｉｎ ｔｈｅ ｐｒｅｓｅｎｃｅ ｏｆ ｃｏｎｃｅｐｔ
ｄｒｉｆｔ ａｎｄ ｈｉｄｄｅｎ ｃｏｎｔｅｘｔｓ ［ Ｊ］ ． Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ， １９９６， ２３（１）：
６９－１０１．

［ ２４ ］ Ｏ ’ ＣＯＮＮＯＲ Ｍ， ＨＥＲＬＯＣＫＥＲ Ｊ． Ｃｌｕｓｔｅｒｉｎｇ ｉｔｅｍｓ ｆｏｒ
ｃｏｌｌａｂｏｒａｔｉｖｅ ｆｉｌｔｅｒｉｎｇ ［ Ｒ ］ ． Ｍｉｎｎｅａｐｏｌｉｓ， ＭＮ： Ｕｎｉｖｅｒｓｉｔｙ ｏｆ
Ｍｉｎｎｅｓｏｔａ， １９９９．
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ｏｎ Ｕｎｃｅｒｔａｉｎｔｙ ｉｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ． Ｍａｄｉｓｏｎ， Ｗｉｓｃｏｎｓｉｎ：
ＡＣＭ， １９９８： ５０４－５１３．

［２６］ＵＮＧＡＲ Ｌ Ｈ， ＦＯＳＴＥＲ Ｄ Ｐ． Ｃｌｕｓｔｅｒｉｎｇ ｍｅｔｈｏｄｓ ｆｏｒ ｃｏｌｌａｂｏｒａｔｉｖｅ
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Ｒｅｃｏｍｍｅｎｄａｔｉｏｎ Ｓｙｓｔｅｍｓ． Ｍｅｎｌｏ Ｐａｒｋ： ＡＡＡＩ Ｐｒｅｓｓ， １９９８： １１２－
１２５．

（上接第 １７２ 页）
［５］ ＺＨＡＮＧ Ｍｅｉｓｈａｎ， ＤＥＮＧ Ｚｈｉｌｏｎｇ， ＣＨＥ Ｗａｎｘｉａｎｇ， ｅｔ ａｌ． Ｃｏｍｂｉｎｉｎｇ

ｓｔａｔｉｓｔｉｃａｌ ｍｏｄｅｌ ａｎｄ ｄｉｃｔｉｏｎａｒｙ ｆｏｒ ｄｏｍａｉｎ ａｄａｐｔｉｏｎ ｏｆ Ｃｈｉｎｅｓｅ
ｗｏｒｄ ｓｅｇｍｅｎｔａｔｉｏｎ［Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｃｈｉｎｅｓｅ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ，
２０１２， ２６（２）： ８－１２．

［６］ ＬＡＦＦＥＲＴＹ Ｊ， ＭＣＣＡＬＬＵＭ Ａ， ＰＥＲＥＩＲＡ Ｆ Ｃ Ｎ． Ｃｏｎｄｉｔｉｏｎａｌ
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