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基于 ＣＮＮ 的乳腺癌病理图像分类研究

易才键， 陈　 俊， 王师玮

（福州大学 物理与信息工程学院， 福州 ３５０１０８）

摘　 要： 乳腺癌已经成为全球第一大癌症，乳腺癌的早期发现及良恶性诊断对于治疗具有重要的意义。 针对传统机器学习方

法在乳腺癌病理图像分类任务中性能不足和准确率低的问题，本文提出了基于 ＣＮＮ（卷积神经网络）的乳腺癌病理图像分类

模型，将乳腺癌病理图像分为良性与恶性。 该模型以 ＶＧＧ 网络为基础，对网络结构进行调整，在公开的 ＢｒｅａｋＨｉｓ 数据集上实

验。 针对数据集存在的样本不均衡问题，采用焦点损失函数进行优化，并在网络训练过程结合了迁移学习和数据增强策略。
实验结果表明，该模型在 ４ 种放大倍数下的平均识别率达到 ９６．９６％，分类准确率较先前的模型有了大幅提升，能够为乳腺癌

病理图像的分类提供有意义的参考。
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０　 引　 言

据世界卫生组织国际癌症研究机构 （ ＩＡＲＣ）
２０２０ 年发布的研究数据显示，乳腺癌正式取代肺

癌，成为全球第一大癌症［１］。 其中，女性癌症患者

中乳腺癌的占比最高，远超其他癌症类型。 目前对

乳腺癌的诊断主要是依靠组织病理学分析，乳腺癌

的最终诊断，包括分级和分期，大都由病理学家对组

织病理图像进行分析得到，因此这是诊断乳腺癌的

金标准［２］。
随着计算机技术的发展，已有许多学者尝试将

计算机辅助诊断（ＣＡＤ）应用在乳腺癌病理图像的

自动分类中，并取得了一系列的研究进展。 在传统

机器学习领域中，自动诊断的方法主要是基于人工

的特征提取，结合分类器实现的。 Ｒｏｙ 等人［３］ 设计

了特征提取器，提取了纹理和统计特征，将这些特征

组合起来，生成一个包含 ７８２ 个特征的数据集，通过

使用多种分类器进行训练和分类，得到的最优识别

率为 ９２．５５％；Ｓｐａｎｈｏｌ 等人［２］ 公开了 ＢｒｅａｋＨｉｓ 数据

集，并基于此数据集，使用了 ６ 种不同的特征提取

器，并为每个特征提取器结合了 ４ 种分类器，最终的

识别准确率为 ８０％－８５％。 但基于人工的特征提取

不仅需要耗费大量的时间和精力，还要求特征提取

人员具有相应的专业领域知识。 此外，特征提取人

员的经验和精神状态都会影响到特征提取的质量，
严重影响了计算机辅助诊断技术在实际中的应用。

近年来，随着计算机运算能力和人工智能的快

速发展，深度学习技术在许多领域得以应用，尤其在

图像处理方面取得了很大的进展［４］。 利用深度学

习技术可以自动的从图像中提取特征，避免了传统



机器学习中人工提取特征的局限性，节省了人力。
如今已有很多的学者将深度学习技术应用在乳腺癌

诊断中，在一定程度上提高了乳腺癌诊断的准确性。
Ｓｐａｎｈｏｌ 等人［５］ 在 ＢｒｅａＫＨｉｓ 数据集上应用 ＡｌｅｘＮｅｔ
网络，得到的识别率比传统机器学习算法高出 ６％；
Ｎａｗａｚ 等人［６］ 使用 ＤｅｎｓｅＮｅｔ ＣＮＮ 模型对乳腺肿瘤

的亚型进行预测，准确率达到 ９５．４％；邹文凯等人［７］

对 ＧｏｏｇｌｅＮｅｔ 中的 Ｉｎｃｅｐｔｉｏｎ 结构进行调整，并采用

所有放大倍数统一训练、独立测试的方法，以患者级

别作为评价标准，其准确率为 ８７％－９０％。 上述方

法虽然已经具有一定的准确率，但还需进一步提高

识别的准确率和模型的鲁棒性。
针对上述问题，本文以 ＶＧＧ１６ 网络为基础，对

网络结构进行调整，同时结合数据增强和迁移学习

策略，在公开的 ＢｒｅａｋＨｉｓ 数据集上进行训练，训练

得到的模型将用作于乳腺癌病理图像的良恶性分

类；为解决数据集存在的样本不均衡问题，本文使用

焦点损失函数（Ｆｏｃａｌ Ｌｏｓｓ）作为实验的损失函数，能
在一定程度上缓解样本不均衡问题；对 ４ 种不同放

大倍数的图像统一训练，让网络能够学习到更深层

次、更复杂的特征，提高模型的鲁棒性，在测试时则

对不同放大倍数的图像进行独立测试，更好地模拟

实际应用场景中的乳腺癌病理图像分类。

１　 本文方法

１．１　 卷积神经网络

在 ２０１２ 年 的 ＩｍａｇｅＮｅｔ 图 像 分 类 竞 赛 上，
ＡｌｅｘＮｅｔ 网络强势夺冠，该网络的分类效果远超当时

的其他模型，深度学习技术从此受到广泛的关注。
与传统的机器学习方法相比，深度学习的优势在于

不需要人为的提取特征，而是依靠神经网络本身去

学习样本的特征，提高了特征提取的便利和准确性。
卷积神经网络 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，

ＣＮＮ）作为最常用的深度学习模型之一，在图像处理

领域表现优异，本文使用 ＣＮＮ 来构造图像分类模

型。 ＣＮＮ 通常由输入层、卷积层、池化层和全连接

层组成，如图 １ 所示。 将 ２Ｄ 或 ３Ｄ 图像输入，由卷

积层提取图像的特征，池化层对提取到的特征进行

降维、压缩数据和参数的数量。 经过一系列的卷积

和池化操作，ＣＮＮ 可以同时学习到数据的低层特征

和高层特征，在全连接层得到易被网络区分的特征，
便于后续的分类。
　 　 相较于传统的神经网络，ＣＮＮ 具有两大优势：
局部连接和权值共享。 局部连接是相对于全连接而

言的，全连接是指网络中的每个结点都相连，而局部

连接则是部分结点相连。 实际处理过程中，图像的

像素点通常与临近的像素点关联较大，与远处的像

素点关联较小，局部连接可以形成具有高区分性的

局部特征。 权值共享是指使用同一卷积核对整幅图

像进行卷积运算，可以减少运算时的参数量，加快运

算速度。

输入层 卷积层 池化层 卷层积 池化层 全连接层 输出层

图 １　 卷积神经网络典型结构

Ｆｉｇ． １　 Ｔｙｐｉｃａｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

１．２　 迁移学习

迁移学习是将从一个任务训练得到的模型移植

到其他任务上。 目前，迁移学习方法主要有实例迁

移、特征迁移、共享参数迁移和关系知识迁移［８］。
本文采用参数迁移方法，用已经在其他数据集（源
域）上训练好的模型来初始化本文的网络，之后在

本文使用的数据集（目标域）上重新训练，对网络的

参数进行调整。 卷积神经网络在开始训练时，是随

机初始化每个参数的，如果此时训练的数据量较小，
容易导致模型无法学习到数据的规律，进而影响模

型的性能。 借助迁移学习技术，可以在一定程度上

缩短训练时间，有效的抑制欠拟合和过拟合现象，提
高模型的泛化性能。

ＩｍａｇｅＮｅｔ 数据集是一个用于计算机视觉的大型

可视化数据集，该数据集有超过 １ ０００ 万幅的自然

图像， 共 １ ０００ 个类别的手动标注［９］。 本文将

ＩｍａｇｅＮｅｔ 数据集作为源域，先将网络模型在该数据

集上训练，训练得到的模型参数用作本文数据集训

练时网络的初始化。 考虑到自然图像和医学图像存

在的差异，本文仅将源域的模型参数用作网络初始

化，且构造新的全连接层，在 ＢｒｅａｋＨｉｓ 数据集上对

网络层的所有参数进行新的训练和调整。
１．３　 ＶＧＧ１６ 网络

ＶＧＧ 网络是由牛津大学计算机视觉组（Ｖｉｓｕａｌ
Ｇｅｏｍｅｔｒｙ Ｇｒｏｕｐ）和 Ｇｏｏｇｌｅ ＤｅｅｐＭｉｎｄ 公司的研究员

一起研发的，该网络取得了 ＩＬＳＶＲＣ２０１４ 比赛分类

项目的第二名，具有良好的特征提取能力［１０］。 本文

以经典的 ＶＧＧ１６ 网络为基础，对网络的全连接层进

行调整，调整后的网络结构如图 ２ 所示。
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图 ２　 调整后的 ＶＧＧ 网络结构

Ｆｉｇ． ２　 Ａｄｊｕｓｔｅｄ ｓｔｒｕｃｔｕｒｅ ｏｆ ＶＧＧ ｎｅｔｗｏｒｋ

　 　 网络的输入采用 ２２４×２２４ 的 ＲＧＢ 彩色图像，共
包含 １３ 个卷积层，５ 个最大池化层以及 ３ 个全连接

层。 ３ 个全连接层对应的神经元节点个数调整为

２５６，１２８，２，原网络的全连接层神经元节点个数为

４ ０９６，４ ０９６，１ ０００。 调整后的 ＶＧＧ１６ 网络具有以

下特点：
（１）使用小尺寸的卷积核，以 ３×３ 大小的卷积

核为主。 相较于 ５×５ 或 ７×７ 的大尺寸卷积核，小尺

寸的卷积核不但计算量小，而且更能提取到图像的

细节信息；
（２）全连接层神经元的个数较少，由于卷积神

经网络的大部分参数量都集中在全连接层，对全连

接层的维度进行压缩，可以轻量化模型，降低过拟合

的风险。
深度学习算法的缺点是网络训练困难，通常要

消耗较多的时间，且利用梯度下降法容易陷入到局

部最优解。 为了解决这些问题，本文将批量归一化

（ＢＮ）算法加入到网络中，来缩小每个训练批次间的

分布差距，加快网络训练速度。 ＢＮ 算法的公式（１）
和公式（２）：

ｘ^ｉ ＝ ｘｉ － Ｅ［ｘｉ］

Ｖａｒ（ｘｉ）
（１）

　 　 其中， ｘ^ｉ 表示第 ｉ 层的所有神经元的输出数据

经过归一化之后的结果； ｘｉ 表示第 ｉ 层神经元的输

出数据； Ｅ［ｘｉ］， Ｖａｒ（ｘｉ） 分别表示第 ｉ 层输出数据

的均值和方差。

ｙ^ｉ ＝ γｉ ｘ^ｉ ＋ βｉ （２）

　 　 其中， ｙ^ｉ 为第 ｉ 层的 ＢＮ 层输出结果， γｉ，βｉ 为

ＢＮ 算法引入的可学习参数，通过这两个参数为神经

元增加一个线性变换，用于调节神经元的激活值。
综上所述，本文使用网络参数量少，训练速度

快，分类性能优秀，用该网络对 ＢｒｅａｋＨｉｓ 乳腺癌组

织病理图像数据集进行训练和分类，取得了良好的

效果。

２　 数据集

２．１　 数据集来源

本文采用公开的数据集 ＢｒｅａｋＨｉｓ，该数据集包

含来自于 ８２ 位患者的 ７ ９０９ 幅已标注的乳腺癌组

织病理图像，其中良性肿瘤图像 ２ ４８０ 幅，恶性肿瘤

图像 ５ ４２９ 幅。 每幅病理图像均采用 ４ 种不同的放

大倍数（４０Ｘ、１００Ｘ、２００Ｘ、４００Ｘ），大小均为 ７００×４６０
的 Ｒ、Ｇ、Ｂ 三通道图像。 ＢｒｅａｋＨｉｓ 数据集的部分图像

如图 ３ 所示；该数据集的具体分布情况见表 １。

（ａ） 良性肿瘤

（ｂ） 恶性肿瘤

图 ３　 数据集部分图像

Ｆｉｇ． ３　 Ｐａｒｔｉａｌ ｉｍａｇｅ ｏｆ ｄａｔａ ｓｅｔ

表 １　 不同放大倍数的良、恶性肿瘤图像分布

Ｔａｂ． １ 　 Ｉｍａｇｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｂｅｎｉｇｎ ａｎｄ ｍａｌｉｇｎａｎｔ ｔｕｍｏｒｓ ｗｉｔｈ

ｄｉｆｆｅｒｅｎｔ ｍａｇｎｉｆｉｃａｔｉｏｎ

放大倍数 良性 恶性 总计

４０Ｘ ６２５ １ ３７０ １ ９９５
１００Ｘ ６４４ １ ４３７ ２ ０８１
２００Ｘ ６２３ １ ３９０ ２ ０１３
４００Ｘ ５８８ １ ２３２ １ ８２０
总计 ２ ４８０ ５ ４２９ ７ ９０９

４９ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



２．２　 数据增强

ＢｒｅａｋＨｉｓ 数据集仅有 ７ ９０９ 幅乳腺癌病理图像，
这对于神经网络的训练来说是远远不够的，因此需要

利用数据增强来增加训练数据，降低模型过拟合的风

险，提高模型的泛化性能。 常用的数据增强方法包

括：翻转、旋转、裁剪、平移、高斯噪声，模糊等。
本文按照 ７：３ 的比例将原数据集划分为训练集

和测试集，且仅对训练集的数据进行 ６ 种方式的数

据增强。 首先，将训练集数据进行水平翻转、垂直翻

转、逆时针旋转 ９０°、１８０°、２７０°共 ５ 种操作，将数据

扩充至原来的 ６ 倍；再对上述图像按照 ０．８ 的比例

缩放。 经过这 ６ 种方式的变换，训练集数据扩充至

原来的 １２ 倍，其中训练集图像 ６６ ４４４ 张，测试集图

像 ２ ３７２ 张。 扩充后的数据集的分布情况见表 ２。
表 ２　 数据增强后的图像分布情况

Ｔａｂ． ２　 Ｉｍａｇｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ａｆｔｅｒ ｄａｔａ ｅｎｈａｎｃｅｍｅｎｔ

放大倍数 训练集 测试集

４０Ｘ １６ ４８８ ６２１

１００Ｘ １７ ６１６ ６１３

２００Ｘ １６ ８４８ ６０９

４００Ｘ １５ ４９２ ５２９

总计 ６６ ４４４ ２ ３７２

３　 实验及结果分析

本文的实验基于开源的深度学习框架 Ｐｙｔｏｒｃｈ，
ＣＰＵ 型号为 ＩｎｔｅｌＣｏｒｅ ｉ７－９０００Ｋ，内存为 １６ ＧＢ，显
卡型号为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ２０８０ Ｔｉ。
３．１　 训练策略

为了更好地训练分类模型，本文模型的参数通过

迁移学习策略进行初始化。 在实验过程中，将所有训

练数据的尺寸统一为 ２２４×２２４×３，然后分为小批次训

练，每个小批次包含 ３２ 幅图像。 采用 Ａｄａｍ 作为本

次实验的优化器，在训练过程中自动调整学习率，提
高模型分类的准确率，本次 Ａｄａｍ 优化器的参数均采

用默认参数， 使用 ＲｅＬＵ 函数作为激活函数。
３．２　 焦点损失函数

通常在分类任务中，会使用交叉熵函数作为损

失函数， 以二分类为例， 二分类交叉熵 （ Ｂｉｎａｒｙ
ＣｒｏｓｓＥｎｔｒｏｐｙ，ＢＣＥ）的公式（３）为：

Ｌｏｓｓ ＝ － ｙｌｏｇｙ^ － （１ － ｙ）ｌｏｇ（１ － ｙ^） （３）
　 　 其中， Ｌｏｓｓ 代表损失值； ｙ 为病理标签， ｙ ＝ ０ 代

表良性， ｙ ＝ １ 为恶性； ｙ^∈（０，１）为神经网络输出的

预测值。

交叉熵函数虽然有着广泛的应用，但也存在明

显的缺陷，即交叉熵函数会受到简单易分类样本的

影响，导致训练过程中偏离正确的优化方向，对分类

效果产生一定的影响。 从表 １ 可知，ＢｒｅａｋＨｉｓ 数据

集存在样本类别不均衡问题，经过数据增强后，训练

集中的良、恶性肿瘤图像数量分别为 ２０ ８５６ 和

４５ ５８８张，两种类别的图像数量差距明显，故采用焦

点损失函数代替二分类交叉熵函数，其公式（４）为：

Ｌｆｌ ＝ － ａ （１ － ｙ^） βｙｌｏｇｙ^ － （１ － α） ｙ^β（１ － ｙ）ｌｏｇ

（１ － ｙ^） （４）
其中， Ｌｆｌ 代表焦点损失函数的损失值， α 与 β 为

引入的超参数，通常将 α 设置为 ０．２５， β 设置为 ２。
实验结果表明，引入焦点损失函数能够在一定

程度上缓解类别不均衡问题，提高模型的分类效果。
３．３　 评价标准

医学图像的分类通常可以从两个方面评价模型

的分类性能：患者级别和图像级别。
本文不考虑患者级别，仅从图像级别来计算识

别准确率，则图像级别的识别率可表示为公式（５）：

Ｉｍａｇｅ Ｒｅｃｏｇｎｉｔｉｏｎ Ｒａｔｅ ＝
Ｎｒ

Ｎａｌｌ
（５）

　 　 其中， Ｎａｌｌ 代表测试集中病理图像总的数量， Ｎｒ

代表被正确分类的图像数量。
３．４　 实验对比分析

３．４．１　 不同损失函数下的准确率对比

本次实验将焦点损失函数（Ｆｏｃａｌ Ｌｏｓｓ）与分类

任务中应用广泛的二分类交叉熵（ＢＣＥ）对比，分别

使用这两种函数作为训练过程中的损失函数，实验

结果见表 ３。 从表 ３ 可以看出：
（１）Ｆｏｃａｌ Ｌｏｓｓ 作为损失函数时，良恶性肿瘤的

分类准确率仅相差 ０．２９％；而使用 ＢＣＥ 的情况下，
相差 ３．４４％，此时模型对于较多样本（恶性肿瘤）产
生了倾向性，不利于对肿瘤的诊断；

（２）使用 Ｆｏｃａｌ Ｌｏｓｓ 时，虽然对恶性肿瘤的分类

准确率略低于使用 ＢＣＥ 的情况，但对于良性肿瘤的

分类准确率却得到了很大的提升，这样的模型更接

近实际生活，具有更强的鲁棒性；
（３）模型的平均准确率有所提高。

表 ３　 不同损失函数下的准确率对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ

损失函数 良性肿瘤 恶性肿瘤 平均准确率

ＢＣＥ ９３．８０ ９７．２４ ９６．１６

Ｆｏｃａｌ Ｌｏｓｓ ９６．７７ ９７．０６ ９６．９６
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３．４．２　 不同训练策略下的准确率对比

使用不同的训练策略，共进行 ４ 次实验，实验均

采用 Ｆｏｃａｌ Ｌｏｓｓ 作为损失函数。 这 ４ 种策略分别是

数据增强结合迁移学习策略、数据增强策略、迁移学

习策略、无数据增强和迁移学习策略，结果为网络迭

代１０ ０００次过程中的最佳模型在测试集上的准确

率，如图 ４ 所示。
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放大倍数

数据增强+预训练
数据增强+随机初始化

原数据+预训练
原数据+随机初始化

图 ４　 ４ 种训练策略下的准确率

Ｆｉｇ． ４　 Ａｃｃｕｒａｃｙ ｕｎｄｅｒ ｆｏｕｒ ｔｒａｉｎｉｎｇ ｓｔｒａｔｅｇｉｅｓ

　 　 由图 ４ 可知，采用迁移学习策略，无论是否进行

数据增强，准确率都得到了大幅度的提升（图 ４ 中

红色和蓝色曲线对比），证实了迁移学习策略的有

效性；采用数据增强策略后，无论是否使用迁移学习

对网络进行初始化，训练的准确率都得到了一些提

升（见图 ４ 中红色和绿色曲线对比），证实了数据增

强策略的有效性。 实验表明，本文采用有效的训练

策略防止了训练过程中过拟合的现象，并大大的提

高了模型的泛化能力，在 ＢｒｅａｋＨｉｓ 数据集上的识别

率为 ９４％－９８％。
３．４．３　 与其他的分类方法对比

为了更好的评价本文的模型，本文选择与应用在

同一数据集 ＢｒｅａｋＨｉｓ 上的其他分类方法进行对比，这
些方法采用与本文相同的评价标准，即以图像级别的

识别率作为评价标准，见表 ４。 通过与其他分类方法

的对比可知，本文方法在 ４ 种不同放大倍数下的识别

准确率均高于其他的分类方法，表明了本文训练策略

的有效性及本文深度学习模型的鲁棒性。
表 ４　 不同放大倍数下各方法识别准确率的对比

Ｔａｂ． ４ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｖａｒｉｏｕｓ ｍｅｔｈｏｄｓ
ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｍａｇｎｉｆｉｃａｔｉｏｎｓ

方法 ４０Ｘ １００Ｘ ２００Ｘ ４００Ｘ

ＡｌｅｘＮｅｔ 网络 ８５．６０ ８３．５０ ８３．１０ ８０．８０
ＶＧＧ 网络＋ＳＶＭ ８７．００ ８６．２０ ８５．２０ ８２．９０

ＧｏｏｌｅＮｅｔ＋迁移学习 ９０．８９ ９０．９９ ９１．００ ９０．９７
本文方法 ９７．４２ ９７．７２ ９７．５４ ９４．９０

４　 结束语

为解决传统机器学习在病理图像分类任务中存

在的不足，提高乳腺癌病理图像的分类准确率，本文

提出了基于 ＣＮＮ 的乳腺癌病理图像分类模型。 在

公开的 ＢｒｅａｋＨｉｓ 数据集上进行训练与参数优化，最
终在 ４ 种放大倍数下的平均识别率达到 ９６．９６％，其
中 ４０Ｘ、１００Ｘ 和 ２００Ｘ 倍数下的识别率均超过 ９７％，
展现出了优秀的分类能力；为解决医学图像数据集

较少的问题，本文采用迁移学习和数据增强策略，利
用迁移学习初始化网络，同时将数据集扩充至原有

的 １２ 倍， 避 免 了 过 拟 合 现 象 的 发 生； 为 解 决

ＢｒｅａｋＨｉｓ 数据集存在的类别不均衡问题，本文采用

焦点损失函数代替传统的交叉熵函数。 通过多个对

比实验，验证了本文模型的优异性和训练策略的有

效性，能够为早期发现和诊断乳腺癌提供有力指导。
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